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Tento dokument opisuje postupy a vysledok price v obdobi zacatom v septembri 2008 a ukonéenom
v mdji 2010. Predmetom price je problematika tvorby odportcani a jej uzke spojenie s hfadanim
podobnosti, ¢i uz medzi pouzivatelmi, alebo medzi odporti¢anymi entitami. V prdci opisujeme
vyuzitie vztahov podobnosti medzi entitami, pricom berieme v tivahu aj rozvijajice sa prostredie,
v ktorom sa moézu nachddzat. Tvorbu odpordcéani zaloZent na obsahu sme postavili na efektivne;
reprezenticii, pricom konkrétnu realiziciu demonstrujeme hlavne na textovych dokumentoch
a ¢itateloch tychto dokumentov. Reprezenticiu a metédu odportcania sme vsak navrhli tak, aby sme
mohli pracovat s réznymi typmi entit, ktoré je potrebné spracovat v redlnom ¢ase. Vztahy podobnosti
ateda reprezentdciu vztahov vyuZivame pre generovanie obsahovo orientovanych odporicani,
vyuzitim pozorovania pouzivatela ajeho zdujmov. Pricu sme vypracovali z pohladu analyzy
existujucich rieSeni pre usporiadanie podobnosti a zjednodusenie vyhladdvania pomocou nej.
Konkrétne ndvrhy rieSenia ateda isamotného odporacania vyuzivanim podobnosti opisujeme
v jednotlivych postupne nadvizujucich ¢astiach dokumentu.

Prica spociva v aplikicii poznatkov $tudovanych metéd a vytvorenia vlastnej reprezentdcie,
ktord je spolu s metédou odporacania overend pomocou implementicie v reilnom prostredi.
Spracovali sme aktudlne materidly stvisiace s hfadanim podobnosti a tvorby zhlukov. Informdcie
o algoritmoch pracujtcich s priestorom vlastnosti objektov od algoritmov najblizsich susedov az po
komplexné riesenia tvorby zhlukov st v dokumente taktiez zapracované.

Daléim milnikom je analyza problémov, ktoré sicasné riesenia maju a teda odhalenie miest,
kde nie je mozné pouzit existujice rieSenia. Taktiez sme hladali riesenia, ktoré je mozné spojit do
jedného celku a tak poskytntt nové vyznamné vyhody v jednom. Verifikdciu aktudlnosti vybranej
problematiky sme vykonali popri Stadii existujtcich, novych riesent.

Z oblasti tvorby odporicani sme vybrali stvisiace projekty, ktorych rieSenia nds inspirovali.
Analyza nedostatkov a nadobudnuté poznatky nds dalej postivaji k podrobnejsiemu opisu ndvrhu
nasho rieSenia. V prici postupne opisujeme metddy tvorby a modifikdcie hierarchickej stromovej
strukedry, ktord reprezentuje vztahy podobnosti medzi ¢lankami. Vyuzitie takejto reprezentdcie dalej
opisujeme z pohladu vyhod arie$eni, ako napriklad udrzovanie aktudlnosti ¢ldnkov, alebo
personalizované odporacanie ¢ldnkov. Tieto odporacania st zaloZené na vlastnostiach entit a sprdvani
sa jednotlivcov. Overenie reprezentdcie podobnosti a metédy pre tvorbu odporacani je tak spité
s redlnymi informdciami o pouzivateloch v doméne internetovych novin.
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This document is on progress and results of the thesis done in the period started in September 2010.
We focused on generating recommendations based on inter-entity similarity relations. We design a
representation which works with entities which could be recommended or even with users who are
consumers of these recommendations. In both cases we considered dynamics of domains which are
evolving in the time. The method for recommending is based on efficiency achieved using our
representation of similarity among text documents. Method for recommending is also ready to accept
different entity types and works with these entities in real-time. Inter-entity similarity relations are
then used to generate content based recommendations by monitoring the user and his preferences.
Our work is also on analysis of existing solutions for entity classification and clustering and related
similarity search. Our solution design and also recommender system are described in particular
sections. Contributions are analysis of the related work and application of the knowledge to represent
similarities. Similarity relations representation and recommender system is then evaluated in real
environment.

We describe materials on discovering similarity and clustering which were processed besides
methods working with multidimensional attributes of subjects. Complex methods are also explained
in the scope of the thesis and their relevance to our solution.

Secondly, we explain, how these methods are insufficient in the dynamic environment. These
facts have led to solution proposal and its implementation. Design of method for hierarchic
representation of objects, especially text documents is explained and besides description of prototype
implementation.

We also analyzed recommending systems, especially projects which inspired us. Drawbacks
analysis and knowledge gained help us to provide more accurate design of our solution. In the
document we mainly focus on four goals of the representation and method for recommending, which
are dynamic adding of object to the clustered structure, providing creation of scalable clusters in
time, solving content actualization and recommending using interest of users according to their
personality. These recommendations are based on features of processed entities and behavior of users.
Evaluation is finished with real information about real users in the chosen domain of internet news.
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1 Uvop

Vyznam hladania podobnosti medzi objektmi akéhokolvek typu, ¢i uz je to jednoduchy text alebo
komplexny videozdznam m4 zdsadny vyznam pre usporiadanie informdcif, ¢o umozni napriklad ich
filtrovanie. Casto sa tak d4 zjednodusit pristup k informdcidm, ich vyhladanie alebo napriklad aj
predchddzat duplicitdim. Z pohladu dynamickej povahy takmer vsetkych informdcii (starnutie
a priddvanie noviniek jednej témy, alebo i vSeobecne), neuspeje Ziadne rieSenie manudlnej
kategorizdcie. Najmi z pohladu pouzivatela vznikd automatizdciou lepsi prehlad obsahu akejkolvek
mnoziny entit. Usporiadané informdcie tak prind$aju jednoduchsiu navigiciu, atiez vytvdraja
prostredie pre dalSie spracovanie aktivit pouzivatela a generovanie odportcani priamo na mieru
$pecifického ¢loveka.

V problematike hladania vztahov medzi [ubovolnymi objektmi na zdklade ich podobnosti, ¢i uz
sa jednd o texty alebo ndroc¢nejsie objekty ako obraz a zvuk, je uz navrhnutych niekolko funkénych
met6d [5, 29]. Ak vSak mdme entit na spracovanie prili§ vela, si¢asnymi metéddami nie je mozné
efektivne udrzovat priestor, ktory opisuje vztahy medzi nimi. Nepritomnt dynamiku v podobe
tazkopddneho prijimania novych entit, alebo zoradovania v ¢ase, by pritom bolo vhodné vniest v
podobe okamzitého priddvania a odoberania entit, aby mala reprezenticia v kazdom momente ten
najaktudlnejsi obsah. Ak sa jednd o vopred neopisany priestor vlastnosti entit, je zaujimavé hladat
dynamiku v rozsirovani tohto priestoru. Okrem dynamiky spojenej s moduldrnostou priestoru, ktord
sa neuvazuje pri beznych rieSeniach objavujicich vztahy je zaujimavé hladat aj dynamiku casova. A
teda sledovat vyvoj v ¢ase a poznat tak vzdjomné vztahy jednotlivych entit, ktoré sa priebezne menia.

Idea mozného rie$enia tohto problému nedostatku dynamiky vo vztahoch medzi entitami je
vyuzitie principov beinych zhlukovacich algoritmov [21] aich modifikdcii. Tie dokdzu vytvorit
vhodné rozdelenie entit do skupin a tak zobrazit vztahy medzi nimi (v skupindch maja silné vzdjomné
vztahy). Problémom takychto algoritmov ostdva ich ¢asovd ndro¢nost a teda nedostupnd dynamika,
pretoze pri pridani nového prvku sa tento méze iba odhadom vloZit medzi ostatné. Dalsim
nedostatkom je neprekryvanie sa skupin vo viacerych z tychto algoritmov s vynimkou niektorych
modifikdcii [8]. Prekryvanie méze priniest lepsi pohlad na vztahy medzi entitami a teda umoznit aj
lepsiu dostupnost dynamiky. Vztahy mézu byt preto niekedy silnejsie a niekedy slabsie. Ci uz je to
vzhladom na dopyt hladania vo vztahoch (ddlezitost atributov), alebo o zmeny v case (vzory a
periodicita slabnutia a zosilfiovania vztahov).

Idedlne je tieto vztahy pri kazdej zmene znova ziskat, ¢o by v§ak znamenalo opakované ¢asovo
ndroc¢né rozdelenie. Jednym z vhodnych postupov méze byt udrzovanie optimdlnych velkosti skupin
a neustdle preskupovanie tychto objektov tak, ako sa to vyuziva v peer-to-peer rie$eniach [27] alebo
v systémoch, kde treba rychlo spracovat vstupy [7]. S novym objektom by sa tak spitne ovplyvnila len
td Cast priestoru, ktord je tymto objektom ovplyvnitelnd. Casovd naroénost sa tym znizuje [28] a
hladanie vztahov sa tak priblizuje k okamzitému dynamickému pristupu.

Generovanie odportcani sa moéze uskutoénit vzdsade dvoma sposobmi. Bud hovorime
o odportcaniach vytvorenych pomocou socidlneho aspektu konzumentov odportcani, alebo
vyuzivame vyznamy entit, ktoré st odportcané [13]. V pripade personalizicie odporti¢ani mdzeme
oba spdsoby kombinovat, pricom sa zohladnuji tak vlastnosti odporicanych entit ako aj vlastnosti



pouzivatelov. Hlavnym problém je opit efektivita algoritmov, ktoré pre hladanie vztahov medzi
entitami vyzaduja uz spominant idedlnu reprezenticiu.

Nasou motiviciou je vytvorenie vhodnej reprezenticie priestoru entit a vztahov medzi nimi,
ktory zahrnie aj moznost Upravy vztahov a ich rychlu iterativnu aktualizdciu. Zdmerom tohto
dokumentu je poskytnut stthrn analyz existujdcich rieSeni stvisiacich s tvorbou odportcani, ale aj so
spdsobmi reprezentdcie vztahov. Opisujeme problematiku a riesenia, ktoré ndsledné vyuzivame pri
ndvrhu metdédy hierarchickej reprezenticie vztahov podobnosti. Této reprezentdcie je tak vhodnd pre
rychle hladanie podobnych dokumentov (napriklad ¢linkov v novindch) atiez pre odhalovanie
zdujmov pouzivatelov. So ziskanymi informdciami je mozné v redlnom dase tvorit odporicania
vyuzitim vztahov podobnosti odportcanych entit.

Vseobecny prehlad metéd zhlukovania dopomdha k uvedeniu aktudlnosti problematiky a
nedostatky v stcasnych rieSeniach. V kapitole 2 uvddzame analyzu existujicich metdéd, ktoré
vyuzivame pri ndvrhu nového rieenia. KedZe je nami navrhnutd metdda sicastou rozsiahlejsicho
projektu SME-FIIT[9], analyzujeme metédy postavené do prostredia spravodajstva opisaného
v kapitole 3. Dalej sa venujeme spravodajskym systémom, ktoré v siasnosti vlastnym spésobom
vytvéraji odporacania vo forme hladania podobnosti a vyuzivanim socidlneho aspektu Ccitatelov.
Metéda okrem cielov spojenych s projektom v kapitole 4 nadobida vlastnosti, ktoré st vyuzitelné aj
v dal$ich doménach reprezenticie vztahov medzi objektmi rézneho typu (obraz, zvuk, alebo ¢okolvek
opisatelné mnozinou vlastnosti).

Névrh rieSenia hierarchickej reprezentdcie vztahov je formdlnejsie opisany v kapitole 5 ajej
vyuzitie v tejto doméne uvddzame v kapitole 6. V tejto kapitole uvddzame ndvrhy rieSeni problémov
domény internetovych novin ako je zastardvanie ¢lankov, odhalovanie podobnosti ¢ldnkov
a stereotypov pouzivatelov za i¢elom generovania odporucani ¢linkov.

Riesenie a spdsoby overenia st uvedené v kapitolich 7, 8, ktoré obsahuju Specifické poznatky
nadobudnuté pri implementdcii tohto rieSenia a jeho dal$ej analyzy. Prilohy dalej obsahuju technickd
dokumentdciu v podobe diagramu pripadov pouzitia, diagramu tried a logického modelu. V prilohe
tiez uvddzame vytvorené clinky savisiace s predmetom price a obsah digitdlneho média, ktoré
obsahuje elektronické ¢asti dokumentu, ako aj aplnti implementdciu riesenia.



2 TVORBA SKUPIN PODOBNYCH OBJEKTOV

Analyza zhlukovacich algoritmov, ako prostriedku pre tvorbu dynamickych skupin, md vyznam pre
objavenie vyuzitelnych vlastnosti, pripadne nedostatkov, ktoré zhlukovanie objektov prindsa.
Ststredenim sa na podstatu tychto algoritmov umoznujeme hladat $tandardné uz optimalizované
rieSenia, ktoré vsak naplitaju ciele dynamického zoskupovania objektov. Od vseobecnych principov sa
tak mézeme prepracovat az ku idedm, ktoré vznikaji vyuzitim Standardnych metéd.

2.1 OBJEKTYV PRIESTORE

Ak sa pohybujeme v oblasti objektov, pod ktorymi si mozno predstavit takmer ¢okolvek z réznych
domén (kniha, film, obrdzok), potom je vhodné reprezentovat ich v nejakej $truktire. Jednoduchou
predstavou médze byt napriklad matica, vyjadrujiica v stipcoch objekty a v riadkoch jednotlivé pojmy

(tab. 1).

pojem dokumenty
cl|c2|c3|c4|c5|[ml|m2|m3|md

clovek 1]1]0]0 1 oOjlOoO]J]O]JO|O
rozhranie 1 0 1 0 0 0 0 0 0
pocitac 1 i1|J]0|]O0|lO0O]JOf[fO]J]O]O
pouZivatel'| 0O 1 0 0 0 0 0 0 0
systéem 0 1 1 2 oOjl]oOoO]J]O]JO|O
odpoved’ 0 1 0 0 1 0 0 0 0
cas 0 1]1]0]|O0 1 Oj|O0O]JO] O
EPS 0] 0 1 1 oOjl]OoO]JO]J]O|O
dotaznik 0 1 0 0 0 0 0 0 1
stromy 0 0 0 0 0 1 1 1 0
graf oJofojJo]JoOof|oO 1 1 0
minority 0 0 0 0 0 0 0 1 1

Tabulka 1. Matica dokumentov a pojmov [14]. Vztahy medzi dokumentmi a pojmami st uréené
maticou obsahujicou vyskyty pojmov v jednotlivych dokumentoch

Atribat objektu (jeden z pojmov) je vyhodné udrzovat ako nezdporné redlne ¢islo, ktoré urcuje silu
tejto vlastnosti. Niektoré rieSenia pouzivaju aj trividlny model, ktory je zalozeny iba na pritomnosti,
alebo nepritomnosti znacky. Znacka je v tomto pripade dvojhodnotovy jednoduchy atribiit. Objekt
s atribatmi je zachyteny spolu s ostatnymi v jednej $trukedre. Takdto $truktdra umoznuje dal$iu
pricu s objektmi, ale aj ich vztahmi. Castym problémom je miesto, ktoré matica zaberd v pamiti a
teda aj rézia pristupu k jednotlivym poliam a prica s nimi. Vzhladom na riedkost matice, ¢o vlastne
znamend prevysujuci vyskyt nulovych hodnét je zaujimavé redukovat tento priestor. Nulové hodnoty
vznikaji v dosledku rozli¢nosti jednotlivych objektov a teda nevyjadritelnymi hodnotami niektorych
atribatov pre sémanticky odlisné objekty.



Tu nastupuje fudskd pamit a tedrie, ktoré hovoria o algoritmizicii schopnosti zapamitat si
nie¢o. Zaujimavym je model holografickej pamite [25]. Tento model pojedndva o fudskej pamiti ako
o distribuovanej reprezentdcii informdcii. Podporené je paradigmou neurdnovych sieti a casovej
naslednosti jednotlivych reprezenticii. Této tedria je taktiez postavend na pokusoch s léziami na
mozgoch potkanov, ktori boli schopni informdcie v pamati ziskat aj pri tychto poruchich. Informécia
je teda v mozgu teoreticky ulozend vo forme nezndmej sémantickej reprezentdcie. Ak mdme teda
mnozinu objektov, ktord si chceme zapamitat, mozog hladd koncepty tychto objektov (analdgia
synonym) a vytvdra holograficky model. Vektory pévodnych hodndt atribitov pre objekty sa zobrazia
na konceptudlne vektory. Interakciou konceptu, napriklad s nardzkou na pamit sa potom hladd
p6vodny objekt. Ide teda o formu redukcie celého priestoru vlastnosti objektov. Ak sa teda uréi prah,
pri ktorom mozno odlisit povodné vektory prilis vysoko, ¢clovek by si pamital velmi madlo objektov,
ale velmi presne. Ak sa prah znizuje, tak sa rozsiruje aj pamit, av§ak moznost napriklad hladania
asocidciami sa znizuje, lebo do jedného konceptu zaénd patrit mnohé objekty. V zdsade plati, ze
udsky mozog md svoje ohranicenia, ktoré st dané prive tymto modelom. Vyznam m4 teda hladat
optimdlne rozlozenie konceptov, napriklad odhalit synonymicka podobnost v texte.

V texte sa podobnym spésobom dd hladat podobnost jednotlivych slov [15]. Niektoré slovd
nestice rovnaky vyznam by sa tak mohli normovat a zla¢it. Tym by nevznikla stratovd kompresia
z pohladu informac¢nej hodnoty, ale priestor by sa redukoval. Atribity by niesli sémanticki
informdciu. Tento problém okrem iného rie$i dekompozicia matice vlastnosti [16, 19].
Dekompozicia je postavend na matematickom ziklade, kde je matica dekomponovand na tri nové
matice s novymi vlastnostami (obr. 1).

term vectors k
° document
k| % k vectors
- T
Ak U H Vv
k
m X n mXxr rxr rxn

Obrizok 1. Dekomponovand matica [16]. Neredukovand matica Ax sa dekomponuje technikou SVD
na dve ortogondlne matice (U a V) a diagondlnu maticu H. Vektory slov vystupuji ako koncepty,
s redukciou nulového priestoru dokumentov. Naopak vektory dokumentov zohladnuji redukciu
nulového priestoru terminov.

Dekompoziciou matice sa ziska konceptudlny pohlad na déta. Jednotlivé terminy a dokumenty tak vo
vzdjomnom vztahu stricaji vyznam ako redlne terminy, alebo dokumenty. Vytvoria sa koncepty,
ktoré st redukciou zlozitosti samotného priestoru terminov adokumentov [5]. Technika
matematickej dekompozicie sa nazyva SVD (singular value decomposition) a casto sa spdja



s LSI (Latent Semantic Indexing). Toto indexovanie [14] vyuziva préve metdédy dekompozicie, aby sa
tak odhalili vztahy medzi objektmi na Grovni sémantiky. Metéda LSI vytvdra sémantickd $trukedru
textu. LSI vyuzije SVD na redukciu priestoru [19], pri¢om sa vypustia sémanticky najnepodstatnejsie
slovd. LSI sa bezne vyuziva pri tvorbe odporacéani, alebo hladani relevantnych vysledkov pri
vyhladdvani v dokumentoch. Metdéda je viazand na text, ale jej idea je znovupouzitelnd v inych
doménach. Této idea je vlastne vyuzitd pre vyhladdvanie nie na zdklade textu samotného, ale na
zéklade konceptov, ktoré vytvira SVD. Koncepty teda st virtudlne terminy, ktoré vznikli projekciou
slovnika na redukovany priestor. Eliminuje teda nedostatky bezného vyhladdvania, ako st synonym4
a podobne. SVD je okrem textu mozné aplikovat Uspesne aj na iné domény, preto je vyznamnym
prispevkom pri hladani podobnosti a vztahov.

StarSou alternativou hladania konceptov prostrednictvom LSI je vyuzitie neurénovej siete.
Kohonenové mapy [22] ziskavajd na vstupe jednotlivé objekty a ich atributy. Vyvazovanim vztahov
sa neurénova siet snazi vytvorit mapu. T4to mapa premieta vztahy na cely priestor, ¢im sa podobne
ako pri LSI (projekciou) rozkladd priestor. Na obrazkoch (obr. 2, obr. 3) st krajiny s pouzitim 39
dimenzii. Dimenzie charakterizuji vlastnosti krajin. Krajiny pritom mézu mat iné vlastnosti
navzdjom nekorespondujice. Vysledkom je organizovanie vztahov azviditelnenie podobnosti

jednotlivych krajin projekciou.
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Obrézok 2. Neorganizovand mnoZina, priestorovd projekcia [22]. Krajiny s39 dimenziami sa
projekciou zobrazia na dvojrozmerny priestor. Takdto redukcia priestoru je efektivna, avSak zanedbdva
vztahy medzi krajinami.
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Obrizok 3. Organizovand mapa krajin z obrédzku 2 [22]. Vietky vztahy sa ponechali, avsak zd6raznili
sa minimdlne rozdiely medzi krajinami. Obrdzok tiez redukuje 39 dimenzii projekciou na dvoj
rozmerny priestor. Pouzitim vzdjomnych podobnosti medzi krajinami je vysledok prehladnejsi.



T4ato mapa je vlastne redukciou viacdimenziondlneho priestoru. Samotnd mapa taktiez slizi viac iba
na tieto Ucely priemetu, alebo projekcie inak nepredstavitelného priestoru. Mapu mézeme pozorovat
v 2D alebo 3D podobe. Je teda predstavitelnd aj pre ¢loveka. Neurénovi siet sa vsak v tomto pripade
u¢i neimerne dlho. Pondka staticky vysledok, ktory moéze poslizit ako mapa konceptov. Tam sa
potom moézu napriklad priradovat nové objekty. Priddvanie vSak uz je na zdklade rozdelenia
pociatoénych objektov, takze nie je mozné s istotou ndjst rozdelenie bez opitovného preudenia sa

mapy.

2.2 ZHLUKOVANIE A ZISTOVANIE PODOBNOSTI

Tvorba zhlukov md svoju podstatu vo vytvdrani skupin objektov, ktorych vzdjomné vztahy st uréené
ich blizkostou vo viacrozmernom priestore. Jednotlivé atributy objektu tak tvoria hodnoty vekrtora,
ktory urcuje bod, v ktorom sa objekt nachddza v N-rozmernom priestore. Umiestenim objektu v
priestore je potom mozné hladat najblizsich susedov a odhadovat zhluky, v ktorych sa nachddzaju
“blizke* objekty.

Algoritmus najblizsich susedov vychddza z priestoru o rozmere rovnom poctu atribdtov,
ktorymi jednotlivé objekty disponuji. V zdsade je moiné priestor transponovat a vytvorit tak na
osiach objekty a jednotlivé atribtity umiestnit do priestoru. V skutoc¢nosti sa jednd iba o pootocenie
matice, takze vietky vlastnosti ostdvaji zachované. Algoritmus najblizsich susedov teda vyuziva tento
priestor a jednu z nasledujicich moznosti vypoétu vzdialenosti.

AB
ILANBII
* Euclidean distance = /3, (p; — q;)?

e (osine similarity =

* Manhattan distance = Y-, (p; — q;)

2|Xny]|

X1+

* Simple matching coef ficient = poCet spolotnych atributov

* Dice's similarity =

V principe sa jednd o vypolty vzdialenosti na zdklade vektorov, ktoré urcuji polohu prvku
v priestore, alebo na zdklade inej metriky [3]. Vysledkom je vzdialenost, ktord sa potom pouziva na
zoradenie objektov podla ich blizkosti a teda ndjdenie susedov. Ak si predstavime priestor objektov
ako vektory, potom zadanim jedného vektoru vieme ndjst napriklad jeho % — najblizsich susedov.

Vidsina algoritmov vychddza z blizkosti susedov [4, 21] a teda parametrom na vstupe je
zvidsa statické Cislo, alebo rozsah uréujuci pocet skupin, ktoré ma algoritmus odhalit. Velkost
jednotlivych skupin je potom priamo urcend tym v akom st objekty rozlozeni. Teda vznikaja aj také
skupiny, ktoré maja velmi nizky pocet objektov a skupiny s vysokym poctom.

Pridanim mozZnosti prekryvania zhlukov [8] sa dd urcit aj prislusenstvo jedného objektu do
viacerych skupin a teda vyuZitelne aj vdha, s ktorou sa urcuje prislusnost jedného objektu vo vsetkych
zhlukoch. Prekryvanie zhlukov vyzaduje, aby kazdy zhluk poznal vihy objektov alebo opac¢ne. Viha
objektu a teda jeho miera prislusnosti k zhluku vyjadruje dal$iu vyuzitelnd vlastnost prostredia.



Dalsou moznostou ako vytvdrat zhluky je vyuzit hierarchiu, ktord méze vznikat pri ich
tvorbe. Ak st prvky na zadiatku nezaradené, potom sa postupnym aglomerovanim vytvaraju skupiny
a tie sa opitovne zoskupuju do dalsich skupin (obr. 4). Vznikd tak strom, ktory md vyhodu, Ze vieme
odrezat vetvu a znova usporiadat strom bez opitovnej nutnosti spastania celého algoritmu. Rovnako
je jednoduchsia aj manipuldcia so stromom pri priddvani objektov alebo rozsirovani atribatov
uréujucich ich podobnost. Taktiez je vyhodou moznost zmeny poctu ziadanych zhlukov. Strom
uchovdva postupnost krokov, ktorymi boli zhluky vytvorené, a preto tieto zdsahy nie st casovo
ndro¢né. Nevyhodou hierarchického zhlukovania je nevyjadritelnost miery prislusnosti jednotlivych
prvkov do zhlukov a teda nemoznost dosiahnutia prekryvania zhlukov. Napriek tomu sa zo $truketry
d4 urit akd je vdha prislusnosti k zhluku, v ktorom sa nachddza oproti ostatnym prvkom.
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Obrizok 4. Priklad dendogramu pre 100 knih [21]. Listy tohto stromu predstavuji jednotlivé knihy

Zaujimavé pohlady na zhlukovanie vyuzitim podpriestorov st cesty k vystupu smerom zhora nadol,
alebo zdola nahor. Jednoducho moino oznaéit cestu zdola nahor ako postupnt projekciu N
rozmerného priestoru na N-1 rozmerny priestor (obr. 5). Pricom sa vyuziva predpoklad, ze
projekciou sa viditelnost zhlukov neméze stratit, ale iba rozsiric [4]. Cim samozrejme vznikaju
problémy so zjednotenim zhlukov. Tento postup vSak prind$a pohlad na objekty a sledovanie ich
vztahov s meniacou sa véhou jednotlivych atribuitov. Principy zhlukovania zhora nadol sa vyznaluji
aproximdciou vystupu, aby bol dosiahnuty najlepsi vysledok. Pri tomto postupe je vyhodné vyuzit



heuristiku, ktord moéze celd cestu hladania vysledku skratit, ale hlavne idedlne nasmerovat. Postupy
tohto druhu st ¢asovo ndroc¢nejsie, kedZe sa algoritmus vykondva pre celd mnozinu prvkov opitovne.
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(b) Projekcia trojrozmerného priestoru a,b,c na kombindcie rozmerov z (a)

Obrizok 5. Projekcie priestoru [24]

2.3 METODY ZHLUKOVANIA

Zhlukovanie je spdsob ako spojit podobné objekty a oddelit od seba objekty rozdielne. Pozndme
rozne metddy zhlukovania [21]. Rozli$uji sa podla spésobov a priebehu hladania konec¢né rieenia.
Désledkom moze byt skutocnost, ze niektoré techniky st vhodnejsie v $pecifickych pripadoch.



Vystupy zhlukovania mozu taktiez obsahovat $pecifické informdcie. RozliSme hlavné pohlady na
tvorbu zhlukov:

* aglomerativne a deliace,

* Uplné a postupné,

* statické a fuzzy (dynamické),
¢ deterministické a stochastické,

¢ inkrementdlne a neinkrementdlne.

Aglomerativne algoritmy za¢inaji s objektmi a postupne hladaji cesty ako ich spdjat do skupin.
Hladaju tak idedlne spojenia. Deliaci pristup za¢ina akoby s jednym velkym zhlukom, ktory potom
vhodne rozdeluje na mensie casti.

Z hladiska spracovania objektu je mozné uvazovat ako do algoritmu vstupuje objekt. Ak sa
postupne spractvaju atribaty v nejakej ndslednosti, potom sa jednd o inkrementilne algoritmy
s postupnym rozvijanim priestoru. Inou moznostou je zoberat vietky atribaty objektov a na ich
zédklade vytvorit zhluky. Rozdiel spoéiva najmi vo vyhode dynamického rozirovania opisovaného
priestoru inkrementdlnymi algoritmami.

Staticky pristup zaclenuje jednotlivé objekty prdve do jednej skupiny. Ak chceme umoznit,
aby sa zhluky prekryvali, musime pridat moznost existencie prvku vo viacerych skupindch, a teda
vyjadrit jeho ¢lenstvo v zhlukoch. Fuzzy pristup je vyuzitelny najmi ak st prvky viac zviazané
navzajom.

Kazdy algoritmus pre tvorbu zhlukov je optimalizaény. Ak sa algoritmus pokusa chybu
redukovat na zdklade pravidiel, potom je deterministicky. Prikladom stochastického pristupu moze
byt napriklad hladanie rieenia evolu¢nymi algoritmami alebo neurénovou sietou, kde hrd vyznamna
tlohu ndhoda.

Nickedy je vstupnd mnozina prili§ velkd. Pre redukciu ¢asu a pre ziskanie priebeznych
vysledkov vznikli najmi v minulosti algoritmy, ktoré dita ddvkuja, pricom udrzuja stav zhlukov
v idedlnom tvare. Takéto algoritmy st oznacené za inkrementdlne.

V dynamickom prostredi je vhodné uvazovat o vyuziti prave tych sposobov, ktoré st schopné
reagovat na meniace sa atribity, neustdle sa zvySujici pocet prvkov, alebo spominand vzdjomnd
zviazanost prvkov.

Dalej opisujeme niektoré najzndmejsie algoritmy [21] zhlukovania aich pristup k tejto
problematike. Prierez algoritmami sme zvolili, aby sme poukdzali na vlastnosti réznych typov
algoritmov. Jednotlivé vlastnosti tychto algoritmov je mozné menit, kombinovat a rozsirovat. Analyza
tychto algoritmov pomoéze ziskat vSeobecny prehlad a ndsledne predpoklady pre vytvorenie vlastnej
met6dy.

Leader-Follower. Tento algoritmus hrd vyznamni Glohu, ak sa jednd o dynamiku alebo casovd
zlozitost. Patri medzi inkrementédlne algoritmy, ktoré vo svojej podstate pracuju s ditami postupne.
Preto vysledky, ktoré dosiahne, nemusime povazovat za vysledné. Je moiné priddvat nové prvky.
Zikladom st dve pravidld. Je nutné poznat prahy pre uréenie, kedy st dva prvky blizke a kedy nie.
Druhé pravidlo spociva v postvani centra vzhladom na meniace sa prvky v zhluku. Tento algoritmus
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ako aj ostatné inkrementdlne algoritmy st idedlnym sposobom ako udrziavat zhluky v meniacom sa
prostredi, ¢o je désledkom moznosti priebezného priddvania novych prvkov.

K-means. Zrejme najzndmejsi algoritmus pre tvorbu zhlukov vyuziva zvoleny parameter 4 na vyber
centier zhlukov. V prvom kroku sa tieto centrd ndhodne vybert z priestoru prvkov. Nésledne sa tieto
vsetky prvky priradia do najbliz§iecho zhluku. V dalSom kroku sa centrd prepocitaji, aby sedeli so
skuto¢nym obsahom. Ak nie je splnené kritérium prekrocenia $tvorca chyby, tak potom sa cely
algoritmus vykond znova s vyberom novych centier. Ndhoda moéze priniest idedlne riesenie. Problém
ostdva neustdla nutnost opakovaného spuistania algoritmu a teda jeho ¢asovd zlozZitost.

ISODATA. Tento algoritmus je obdobou k-means. Pre algoritmus k-means existuje mnozstvo
obmien. Bezne sa meni prvy krok, ktory nihodne hladd sprivne centrd. Pridanim akejkolvek
heuristiky je mozné zlepsit zdkladny algoritmus k-means. ISODATA vie pracovat uz s vytvorenymi
zhlukmi. Oproti k-means je schopny odhalit napriklad zltcenie dvoch odlisnych skupin. Ak je zhluk
vyznamne vic$i ako ostatné zhluky, potom sa rozdeli napriklad na dva nové zhluky. Tento postup
prindsa dynamiku vo velkostiach jednotlivych skupin. D4 prirovnat k optimalizovaniu ich velkosti
k idedlnemu poctu.

Shortest Spanning Path. Tento algoritmus md svoju podstatu v hladani miest pre rozdelenie.
Vychddza z rieSenia hladania najkratsich spojov medzi prvkami. Prvky sa v mnozine pospdjaju tak,
aby vytvdrali minimdlny strom. Potom je mozné postupne zmazdvat niektoré vetvy tak, aby sa
vytvérali zhluky. Pritom prvé vetvy, ktoré sa zmazi budu tie najvicsie v strome (obr. 6). Toto rieSenie
je tiez inkrementélne. Poskytuje moznost priddvat nové prvky do stromu pocas jeho vytvdrania. Prvky
sa nespractivajd naraz.

10



[N

.‘ /45

/ 4 B{ \ 6\ {f

Hrana s maximalnou dizkou

X

1

Obrizok 6. Odstrénenie najvicsej vetvy a vytvorenie zhlukov [21]. Pismend reprezentuji dokumenty,
¢sla na hrandch reprezentuju dizky. Prvy kandiddt na rozdelenie je hrana s dlzkou 6. Vznikaju dva
zhluky. Cely priestor je v tomto pripade dvojrozmerny.

Single-line. Tento algoritmus patri medzi aglomerativne. Pracuje v troch zdkladnych krokoch.
Najprv vytvori tolko zhlukov, kolko je v skuto¢nosti prvkov v mnozine. Kazdy prvok sa vlozi do
jedného zhluku a vytvori sa zoradeny zoznam vzdialenosti medzi vSetkymi zhlukmi. V dalsom kroku
sa opakuje spdjanie prvkov do grafu tak, Ze spojenie sa vytvori, ak sa ndjdu najblizsie zhluky vzhladom
na prvky. Podmienkou ukoncenia cyklu je spojitost grafu. Poslednym krokom je uz samotnd prica
s grafom, ktory tvoria vnorené zhluky. Tento graf je potom mozné na réznych trovniach orezdvat, ¢o
umoznuje dynamicky pohlad na velkosti jednotlivych skupin.

Complete-line. Algoritmus patri taktiez medzi aglomerativne. Pracuje v troch zdkladnych krokoch.
Najprv vytvori tolko zhlukov, kolko je v skuto¢nosti prvkov v mnozine. Kazdy prvok sa vlozi do
jedného zhluku a vytvori sa zoradeny zoznam vzdialenosti medzi vetkymi zhlukmi. Tento algoritmus
opit opakuje spdjanie prvkov do grafu tak, Ze spojenie sa vytvori, ak sa ndjdu také zhluky, ktorych
spdjaci zhluk m4d minimalny priemer. Podmienkou ukoncenia je v$ak graf, ktory je kompletne spojity.
Vysledkom je moznost vytvdrat rezy rovnako ako pri single-line. V tomto pripade vsak je moiné
dosiahnut lepsie vysledky aj na ddtach, ktoré st vzdjomne menej podobné.

2.4 DYNAMIKA ZHLUKOVANIA

Ak je snahou ziskavat obraz o zhlukoch priebezne a nie jednordzovo, mézeme hovorit o dynamike. Aj
u najjednoduchsich algoritmov pre hladanie zhlukov objektov je moiné hladat vylepsenia, ktoré
s touto dynamikou pracuji. Na dynamiku zhlukovania vzhladom na vztahy objektov sa mozeme
pozerat z viacerych pohladov:
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* priddvanie a odoberanie objektov (body v priestore),
* rozsirovanie atribtitov (rozmer priestoru),

* zmena vztahov vzhladom na meniacu sa prioritu atribtitov (projekcie priestoru).

Ak uvazujeme priddvanie a odoberanie objektov je nutné vytvorit zhluky tak, aby sa pri pripadnom
pridani, alebo odobrani mnoziny objektov znova dostalo prostredie do idedlneho stavu. Ak sa jednd
napriklad o algoritmus k-means bolo by nutné opitovne spracovat cely vstup, aby bol vysledok
hodnotny. V pripade zaradenia novych prvkov je mozné vykonat vlozenie uz do existujicich zhlukov,
¢o je casto vyuzivané, ale nepresné rieSenie. Ak sa jednd o odstrdnenie prvkov, naopak méze nastat
taky stav, v ktorom zhluk m4 napriklad nulovy pocet objektov. Zmena mnoziny objektov v prostredi
zhlukov vytvorenych napriklad algoritmom HACA [28] umoziiuje lepsiu kontrolu nad jednotlivymi
objektmi a ich prislusnost.

Dal§im pripadom dynamiky je rozsirovanie prostredia o dalsie atribity objektov, napriklad
pri pridévani nového objektu. Doposial sme nemuseli zvazovat atribity, a preto sme niektoré
napriklad pri redukcii rozmerov priestoru pre slovd mohli zanedbat. V pripade zanedbania alebo
redukcie atribdtu nie je uz ndvrat spit [2]. Riesenie sa nenachddza v zhlukovacich algoritmoch, ale
v dekompozicii matice opisujicej Uplny priestor objektov. Dekompozicia SVD [16] sa udspesne
pouziva pre zmiernenie rozmeru matice.

Dekompozicia upravuje maticu opisujicu priestor v rdmci moznosti bezstratovo. Teda
redukcia spociva vo vytvoreni modelov so spolo¢nou sémantikou namiesto plného rozsahu atributov.
To znamend, ze sa matematicky vytvoria mapy atribitov, ktoré maji podobny vyznam. Takdto
dekompozicia sa vyuziva najmi v texte, avSak je mozné si predstavit aplikdciu na iné formy atributov.
Vyhodou je dynamika, ktort je mozné ciastoéne dosiahnut a to zaradenim nového atribatu do tychto
mép. Idedlne, avsak casovo ndro¢né by bolo spustenie dekompozicie na celom priestore znova.
Moézeme vsak predpokladat, Zze pri pocdiato¢nom pouziti tejto dekompozicie neddjde k zanedbaniu
ziadneho atriburtu.

Poslednym vyznamnym bodom je dynamika, ktorG mozno dosiahnut zmenou vyznamu
atribatov. Ak vyuzijeme postupy podpriestorového ziskavania zhlukov, moino podobne menit
vlastnosti celého priestoru. Jednoduchymi maticovymi transformdciami tak mozno zdzit jednotlivé
rozmery podla ich priority. Takdto dynamika sa potom dd vyuZit nielen pri tvorbe dopytov
ziskavanie blizkosti dvojic objektov, ale aj na transformiciu prostredia vzhladom na cas, ktory
periodicky, alebo podla vzorov ovplyviuje silu vztahov medzi objektmi. Pre ziskanie transformaénych
matic je nutné dlhodobejsie sledovat a ziskavat vzory opakovania sa napriklad zdujmu o konkrétny
filmovy zéner pocas tyzdna.
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3 VYUZITIE PODOBNOSTI PRI ODPORUCANI

Uplatnenie tvorby odporacani mézeme identifikovat v réznych doménach. Zistovanie podobnosti sa
pritom casto vyuziva ako rieSenie pre generovanie odportcani. Tie mo6zu byt rézneho charakteru, od
najjednoduchsich generdtorov az po komplikované metédy. Bezne sa pritom odpordcacie systémy
delia na dva typy a ich kombindciu:

e obsahové (content based),

* socidlne (collaborative filtering),

*  hybridné.

Odportcania kolaborativneho typu, kde sa podla skupiny pouzivatelov generuji odportcania na
zdklade podobnosti tychto pouzivatelov vyzaduji spracovanie tejto skupiny a ohodnotenie
podobnosti. V pripade metéd, vyuzivajucich vlastnosti odporacanych entit je nutné taktiez
vybudovat reldcie podobnosti medzi tymito entitami. Obe metédy tvorby odporacani, ako aj ich
moznd kombindcia md spolo¢nd potrebu ziskavania podobnosti entit. Spracovanie, alebo
zjednodu$ovania rozsiahlejSej mnoziny ddt pre potreby odportcania moéze byt vykonané
zhlukovanim, klasifikdciou, alebo inou formou reprezenticie podobnosti. Délezité je zachovat
efektivitu tejto metddy, aby odportcania boli pouzivatelovi poskytnuté ¢o najrychlejsie (napriklad
v pripade spravodajstva, kde st odporicané polozky citlivé na cas).

3.1 METODY ODPORUCANI

Odporicania na zdklade obsahu. V odportcacich systémoch zalozenych na obsahu mézeme hladat
chyby ako napriklad tazko spracovatelné entity, alebo rozpoznanie kvality. Predstavme si vided, ktoré
by mohli byt tymito entitami. Video vieme v si¢asnosti spracovat iba velmi ndro¢ne. Mézeme
vychddzat iba z klticovych slov, alebo opisov videa. Inak sa k obsahu nedostaneme a nevieme urcit
podobnost dvoch videi. Napriek tomu mézeme predpokladat, Ze tento problém budeme schopni
riesit, alebo aj vieme, ¢o sa inych domén tyka. Novinové ¢lanky mézu byt jednoducho spracované,
nakolko sa jednd o jednoduchy text. Problémom v$ak moze byt aj ako urcit kvalitu takéhoto ¢lanku.
Predpokladajme, ze pouzivatel md zdujem vidiet ten lepsie napisany cldnok srovnakou témou.
Reprezentdcia podobnosti tak pri strdnkach, s nekvalitnym len tazko pomoéze takéto stranky odhalit.
Dal§im vyznamnym problémom je nadmernd $pecializicia (overspecialization). Tento
problém vznikd v pripade obsahového odportcania casto. V pripade generovania odporacani
z histérie a podobnosti obsahu, systém udrzuje pouzivatela v uzavretom priestore odportcani. Na
druhej strane, ak ¢itatel novin precital jeden ¢ldnok v danej $pecifickej téme, potom pravdepodobne
nemd zdujem dcitat ¢ldnky s tou istou tematikou. Avsak tiez mozno predpokladat, ze Citatel ma vacsi
zdujem o tato tému, ako otému, oktord sa nikdy nezaujimal. Odportcacie systémy ako
DailyLearner [10] dokonca filtruji odportéania prili§ podobné histérii pouzivatela okrem
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odportcani, ktoré s jeho histériou vobec nestvisia. V pripade, Ze pouzivatel je novym pouzivatelom,
tazko z jeho histérie vygenerovat tymto spdsobom akékolvek odportcania.

Odportéania na zdklade kolaboricie. Ak poznime preferencie pouzivatela, alebo jeho vlastnosti, ¢i
histériu aktivit mézeme ho jednoducho zaradit do prostredia medzi ostatnych pouzivatelov a hladat
prepojenia medzi nimi na zdklade ich podobnosti. Ak poznime podobnost medzi pouzivatelmi,
potom vieme podla vicsiny podobnych pouzivatelov odporacat. Tento spdsob odportcania je
podobny ako rady od priatela, ktory méd pravdepodobne podobné ziujmy. Riesenie tymto spésobom
vSak nardza na problém, ked do systému prichddza novd entita, napriklad novy ¢ldnok. Tento ¢ldnok
nie je mozné odporudit, az kym ho neuvidi aspon cast pouzivatelovi podobnych citatelov. V zdsade
tak vieme citatelovi zarucit, ze ¢ldnok mu uréite neutecie, ale je velmi pravdepodobné, ze sa k nemu
dostane skor ako ho vieme odporucit. S tymto problémom sa spdja aj efekt popularity entit. Niektoré
¢ldnky moézu byt natolko populdrne, Ze ich odporicanie je takmer zarucené pre kazdého pouzivatela.
Tieto odporti¢ania potom mézu byt nahradené jednoduchym rieSenim pre odpordcéanie top
naj¢itanejsich ¢lankov.

S predoslym problémom savisi aj nezvlddnutie tlaku pouzivatelov (shilling attack), ktory chci
presadit svoje obltibené, alebo dokonca vlastné prispevky. Pouzivatelia umelo hlasuji, aby ovplyvnili
rozhodovane odporucacieho systému. Takéto prejavy je ddlezité identifikovat a filtrovat.

Problém s novym pouzivatelom plati aj pre tento typ odportcacich systémov. Odportcania
st takmer nemozné v pripade ak pride novy pouzivatel, ktory nemd histériu, ktord by pomohla k jeho
zacleneniu do odportcacej skupiny.

RieSenie nazvané GroupLens [23, 26] sa pokusa oddelit odportucaci systém od réznych
spravodajskych systémov tak, aby predisli spominanym problémom. Cim viac Tudi pouziva
odporucaci systém tym viac moznosti vznikd. Ak by existoval iba jeden odportcaci systém, potom by
sa mohli odportcania generovat na roéznych stridnkach a predist tak napriklad problému s neznimym
pouzivatelom. Dalsie problémy sa riesia spolo¢ne v jednom systéme, preto médze byt shilling attack
jednoduchsie odhaleny. Prepojenie viacerych strinok potom funguje ako sluzba pre kazdého
prevddzkovatela spravodajskych strdnok, ale aj pre citatela.

Hybridné odpordcania. Takéto systémy s upravené tak, aby vyuzivali lepSie z vlastnosti dvoch
predoslych typov a vyhybali sa problémom, ktoré vznikaja [12]. Systémy tak mozno rozdelit podla
spdsobu, ktorym kombinuju principy [1]:

* kombindcia nezdvislych odportcacich systémov
 pridanie charakeeristik obsahovych do kolaborativnych
 pridanie charakeeristik kolaborativnych do obsahovych

* vytvorenie zjednocujiceho modelu

Od jednoduchého kombinovania vysledkov dvoch rieeni, az po vytvdranie pravdepodobnostnych
modelov pre rozhodovanie sa o pouzity stratégii odporicania tak je mozne kombinovat oba principy.
Vysledné systémy je vidy treba vytvorit tak, aby boli pre jednotlivé prostredia vhodné a pre
pouzivatela sprévne. V prici opisujicej projekt YourNews [6] sa autori ststredili na odhalenie inak
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transparentnych postupov pre tvorbu odporicani. Cim komplexnejsi je systém (hybridné riesenia)
tym menej je pre pouzivatela takyto systém doveryhodny. Ludia potom systém nevyuzivaji.
YourNews ddva moznost pouzivatelovi upravovat objavené preferencie a tak mu okrem iného
umoznuje aj zlepSenie samotnych odportcani. Tento spdsob nie je automatizovatelny, pretoze ¢lovek
poznd svoje zdujmy najlepsie. S tym vsak prichddzaju problémy, ked ludia nemaju zdujem zasahovat
do systému, rovnako ako st mélo aktivni pri oznac¢ovani zdujmu alebo nezdujmu o dany ¢ldnok.

3.2 PODOBNOST CLANKOV A SPRAVODAJSTVO

Metédy zhlukovania vedia s urcitou presnostou dosiahnut zobrazenie prvkov mnoziny na centrd
zhlukov. Podla roznych metrik sa tak prvky formuju podla podobnosti, podla kritérii a parametrov
danej metddy. Znalost podobnosti méze byt silnym marketingovym ndstrojom. Metédy médzu
usporiadat napriklad filmy, a ndsledne pontkat zdakaznikom pozZicovne také tituly, ktoré st v rovnakej
skupine ako nim uz videné. Podobnym spdésobom vieme aj ulahéit vyhladdvanie informicii.
Zaradenim moznych vysledkov do zhlukov vieme dopytovat iba cast priestoru, spresnend centrom
zhluku.

Metédy tvorby zhlukov st vo vSeobecnosti univerzdlne. Délezité je spracovat prvky, s ktorymi
metédy pracuju a parametrizovatelnd metéda vypocita v nejakom case vysledné rozdelenie podla
podobnosti. Preto je mozné implementovat tieto metddy v roznych oblastiach.

Specidlnym pripadom je oblast modelovania pouzivatela a vyuzitie tvorby zhlukov na tvorbu
skupin Tudi s rovnakymi zdujmami. Prirodzene sa tento proces deje v socidlnom prostredi, kde
postupne [udia uréuji vzdjomnu intenzitu vztahov a teda podobnost spolo¢nych zdujmov. V beznom
svete sa tito [udia navzdjom ovplyviiuji v rozhodovani, z ¢oho vyplyva aj idea generovania
odporucani v systémoch sledujicich model pouzivatelov. Akcie, ktoré sledovany pouzivatel vykondva
st zaradované do skupin. Vzhladom na vytvorené skupiny vie systém napriklad odportcat knihu,
ktord zodpovedd jeho profilu. V tomto pripade je prvok mnoziny pouzitej v procese zhlukovania
samotnd ¢rta cloveka.

Hladanie podobnosti informdcii za Gcelom ich kategorizdcie, alebo sprehladnenia je v
spravodajstve jednou z moznosti uplatnenia metéd tvorby zhlukov. Zhlukovanie vyuziva metriky
podobnosti napriklad pre ¢linky aich atribaty slovd. Citatel tak méze ziskat lepsi prehlad o
suvisiacich sprdvach, bez nutnosti manudlnej kategorizicie. Internetové noviny ¢asto manudlne tvoria
kategérie informdcii, ktoré sprostredkiivaju. Tento tkon vsak nie je bezchybny aje ¢asovo velmi
ndro¢ny, ¢omu napomdha aj vysoky pocet kategérii a ich hierarchia. PouZivatel moze cldnky
prehladdvat katal6govym sposobom, pomocou stromu kategérii.

Manuélne zaddvanie podobnych éldnkov. Autor ¢ldnku pri vytvoreni prispevku manudlne urdi, s
ktorymi ¢lankami sprdva savisi (priklad sme.sk). Tento dkon vsak je len mélo efektivny. Vicsina
¢lankov tak casto nemd uvedené suvisiace ¢ldnky, alebo ich je iba maly pocet. Pouzivatel tak v
niektorych pripadoch ma moznost sledovat ¢ast toho, ¢o uz v danej téme bolo uverejnené.
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Clanky v kauzich a témach. T4to metéda sprehladnenia informicif je v driani sa vo vymedzenom
priestore kduz. Tento problém je velmi ndro¢ne automatizovatelny, preto si ho mézu dovolit skor
mensie internetové noviny venujice sa $pecifickym oblastiam (priklad tyzden.sk). Clinky nie st
opitovne usporadivané automaticky, ale vymedzenim kduz sa stdva hladanie informdcif
jednoduchs$im pre citatela. Ndzov kauzy je tiez lepsim ukazovatelom, ako je kategéria, alebo centrum
identifikované niektorou z metéd tvorby zhlukov. Rozsiahlost tychto novin vsak nepokryva prilis
siroké spektrum spravodajskych informécii. Ak by sa pocet ¢linkov zvysil, znamenalo by to zvysenie
ndrocnosti triedenia ¢ldnkov. V stcasnosti st dokonca niektoré ¢ldnky, ktoré nie je mozné zaradit do
kduz, ¢im sa vytrdca univerzdlnost tohto rieSenia.

Automatické porovnanie ¢ldnkov. Existuja portily zhromazdujice ¢ldnky réznych novin vo
viacerych jazykoch (priklad emm.newsbrief.eu). Toto rieSenie je automatizované. Clinky sa stahujt z
najvyznamnejsich internetovych novin danej krajiny a st porovndvané s ¢lankami z histérie. Takto sa
ziskavaji podobné ¢linky a citatel] moze sledovat dianie vzhladom na jeden ¢ldnok a jeho obsah.
Portal taktiez poskytuje prehlad statistik. (obr. 7) Sposoby odhalovania podobnosti nie st zndme,
pricom rieSenie obsahuje aj chyby vo forme oznacenia nestvisiacich ¢ldnkov za podobné. Toto
rieSenie vyuziva textovl podobnost a je ispesné skor s textami pisanymi v angli¢tine. Riesenie neberie
do tvahy sémantiku sprév.

pocet pridanych za
4 predoslé hodiny

O

%

cas

Obrizok 7. Statistiky o poéte ¢ldnkov venujicich sa rovnakej problematike pocas jedného dia. Os y
urcuje pocet ¢ldnkov pribudnutych v téme a os x uréuje ¢as. Samotné ¢iary v grafe su identifikované
témy - mnoziny podobnych ¢lankov. Krizky st jedine¢né ¢ldnky.

Odporitéanie ¢ldnkov. Inym smerom vylep$enia prehladnosti je generovanie odporiucani ¢itatelom
na zéklade ich zdujmov. Jednoduchym, nie v$ak najlep$im rieSenim je udrzovanie poltu preéitani
jednotlivych ¢lankov a vytvorenie rebri¢ka. Zobrazenim rebricka pouzivatelovi ddvame odportcanie, s
velkou pravdepodobnostou vhodné. Problémom je, ak sa Citatel md potrebu vrdtit k historickym
informécidm. Clinky vtedy uZ nie st &ftané, a nie st jednoduchym systémom odport¢ané. Napriek
tomu st v$ak relevantné pre pouzivatela. Tu méze pomoct prave zistovanie podobnych ¢ldnkov.

16



4 CIELE PRACE

Hlavné ciele tejto price sme urcili ako vzdjomné nadvizujice ¢asti. V prvom rade je to reprezentdcia
vztahov podobnosti, kde nasim cielom nie je spracovanie textu, ani vypodet samotnej podobnosti, ale
je to usporiadania entit podla vzdjomnych podobnosti do efektivnej $truketry, ktord ndm umoziiuje
vyhodne pracovat s tymito entitami. Umozni ndm vyhladdvat podobné entity a v rastiicom,
dynamickom prostredi.

Dalou metédou, ktord uvidzame ako hlavny ciel je vyuzitie $truktiry, krord vznikla a teda
generovanie odporucani zalozenych na obsahu. Odportcania pokryvaja preferencie pouzivatelov,
ktoré sa podla predpokladov v ¢ase menia. KedZze sme nase riesenie posadili do experimentdlneho
prostredia internetovych novin, obe metédy sme sustredili na pricu s textom, ako novinovym
¢ldnkom a pouzivatelom ako ¢itatelom tychto novin.

4.1 VYTVORENIE METODY PRE EFEKTIVNU REPREZENTACIU PODOBNOSTI TEXTOV

Pouzivatel portélu sme.sk md zdujem vidiet ¢lanky, ktoré stvisia s jeho zdujmami. Prvym krokom a je
teda vytvorenie postupu pre vyhladanie najpodobnejsich c¢ldnkov ku konkrétnemu ¢lanku.
Podmienkou je efektivna reprezenticia vztahov obsahovej podobnosti, ktoré je mozné objavit medzi
¢ldnkami. Efektivitu pritom uvazujeme najmai ako zlozitost vyhladdvania ¢ldnkov v $trukedre a tvorba
zoznamu najpodobnejsich ¢lankov.

Ak v prostredi internetovych novin neuvazujeme pouzivatelovu histériu ¢itania ajeho
preferencie, tak tento spoésob moéze byt forma odportcania, alebo pomécky. Suvisiace ¢ldnky
pomocou tejto metédy vyhladaji na zédklade ¢ldnku, ktory si citatel prdve zobrazil a mnoziny jemu
podobnych ¢linkov. Ak pouzivatel o ¢ldnok a tému, na ktort narazil nemd zdujem, nemusi prejst na
suvisiace ¢lanky. Ak vsak pouzivatel md zdujem, je pre neho pripravenych niekolko ¢ldnkov, ktoré su
mu najblizie. Tento zoznam pritom obsahuje aj ¢ldnky, ktoré boli prave pridané. Takze pouzivatel
ziskava najnovsie sprévy k problematike, ktorej sa préve venuje.

Podobnost ¢ldnkov je problém, ktory riesia rozne denniky. Vypoétom alebo manudlne mozno
ziskat podobné ¢ldnky, ktoré maju spoloé¢nt tému alebo st z rovnakej kauzy. Vyuzit mozno napriklad
kategérie ¢lankov, ale obmedzuje sa tak podobnost, ktord moéze nastat medzi ¢ldnkami z réznych
kategérii.

Vypocet podobnosti ¢linkov nie je nasim ciefom, vyuzivame existujiice riesenie pre odhalenie
¢ldnky obsahovo pribuzné. Nasa metdda je schopnd pracovat s réznymi vypoc¢tami a preto mdze byt
sucasny vztah podobnosti nahradeny inym vztahom. Ak sa pouzije vypocet mieri prislusnosti ¢ldnkov
do rovnakej kauzy, potom sa vztah zmeni, ale reprezenticia tieto vztahy zachyti. Nasim cielom je
spravna a efektivna reprezentdcia, pomocou ktorej sme schopni usporadivat ¢linky do skupin podla
uréeného vztahu. Pomocou takto reprezentovanych vztahov sme dalej schopni hladat
najintenzivnejsie prepojenia medzi vy$etrovanym ¢ldnkom a ostatnymi reprezentovanymi ¢ldnkami.
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4.2 VYTVORENIE METODY PRE TVORBU ODPORUCANI ZALOZENYCH NA PODOBNOSTI

Kazdy ¢itatel md svoje zaluby, ktorych moéze byt viac. Jednotlivi itatelia st pritom odlisni, a preto by
odportcania ¢ldnkov mali zohladiiovat osobnost a jedine¢nost tohto citatela. Na rozdiel od hladania
podobnych ¢ldnkov k tym, ktoré pouzivatel prive Cita, je dal$im cielom hladanie takych ¢lankov,
ktoré stvisia s jeho histériou.

Histéria pouzivatela sa zaznamendva spdsobom, ktorym nemozno spolahlivo uréit, ¢i
pouzivatel naozaj prejavil zdujem o zobrazeny ¢ldnok. Ak vSak berieme do tvahy, Ze jeho histéria
aspon Ciasto¢ne pokryva jeho zdujem, této informdcia sa dalSou analyzou prejavi ako vystupujici bod
zaujmov (obr. 8).
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Obrizok 8. Zoznam zdujmov ndhodného pouzivatela. Citatel napriek vysokému pocétu ¢ldnkov jasne
prejavuje zdujem o vybrané témy. V tomto pripade st uvazované iba najvysie kategdrie. Jednotlivé
kategérie maju aj svoje podkategérie, manudlne vytvorené.

S vypustenim informdcie o kategérii ¢ldnku, a zavedenim informdicie o podobnostiach ¢ldnkov,
mozno Citatelovi priradit zdujmovu oblast, ¢o naplni tento ciel. Opornym bodom je jeho histéria,
ktorej s rasticim mnozstvom rastie aj kvalita mozného odporuacania.

Kedze citatel sa meni, dynamika jeho zdujmu sa v ¢ase méze menit taktiez. Najdolezitejsim je
pri tom zdujem, ktory sa prejavil naposledy, oproti zdujmom z dalekej histérie jeho sprdvania sa.
Princip nie je zaloZeny na podobnosti jednotlivych ludi, ale na predchddzajicom sprévani
jednotlivého pouzivatela. Naplnenie tohto ciela vyzaduje zvlidnutie odhalenia podobnosti a efektivnu
reprezenticiu tychto vztahov. Hladanim zdujmovych oblasti jednotlivého pouzivatela je moziné
odporicat také dnky, kroré spadaji pod takto uréent oblast. Citatel tak dostane mnozinu ¢lankov
na mieru ur¢enych.

Problémom ostdva kvalita met6dy, ktord je schopnd odhalovat podobnost ¢linkov, a taktiez
vo vidSej miere pritomnost pouzivatela v $pecifickych zdujmoch. S tym samozrejme stvisi aj kvalita
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zaznamendvania jeho histérie, a schopnost odhalenia skuto¢ného zdujmu o zobrazeny ¢ldnok. Nasim
ciefom je preto vyhladdvanie zdujmov v reprezenticii, ktord usporadiva ¢linky a podobnosti medzi
nimi. Reprezentdcia teda musi priamo umoznovat lokalizdciu zdujmov a tym aj priamo podporovat
tvorbu personalizovanych odpordcani.

4.3 7ZHRNUTIE

Hlavné ciele price savisia svytvorenim reprezenticie podobnosti ajej nédsledné vyuzitie pre
odporucanie ¢ldnkov, ktoré sa redlne nasadi na spravodajsky portdl, kde bude aj overeny. Hlavnymi
dvoma cielmi su:

*  Ndvrh metédy pre efektivne porovndvanie textov

*  Ndvrh metédy pre odportcanie ¢ldnkov zalozené na podobnosti

Kedze pracujeme s ¢ldnkami, ktoré st vo svojej podstate citlivé na ¢as a pribadaju takmer neustdle,
musime zvézit aj ¢asovu informdciu v procese hladania podobnych ¢lidnkov a generovania odportcani.
Popri hlavnych cieloch preto zvazujeme aj aktudlnost ¢lankov.

Témy starnd s ¢ldnkami, ktoré ich tvoria. Ak teda skupina podobnych ¢ldnkov tvori jednu
tému, potom je jej aktudlnost urcend najnovsie pridanym ¢linkom. Urcovanie aktudlnosti md
vyznam najme pri hladani podobnych ¢lankov - bez spojenia s histériou Citatela. Mézeme totiz
predpokladat zdujem pouzivatela aj o menej aktudlne témy najmi ak necita noviny denne.

Proces hladania podobnych ¢ldnkov, je postupnost za sebou nasledujicich rozhodnuti.
Rozhoduje sa o vidsej podobnosti jednej z dvoch podmnozin ¢ldnkov. S poctom rozhodnuti klesd
troven abstrakcie, az sa dostdvame na redlne - podobné ¢lanky. Ak sa aj vySetrovany ¢ldnok nachddza
v systéme, jemu podobné ¢linky moézu byt vysledkom rozhodnutia na vyssej trovni abstrakcie, v
ktorej je uz vhodné dalsie rozhodnutia ovplyvnit ¢asovou informdciou.

Mnozina ¢lankov v systéme nesmie zastardvat, avSak musi poskytovat informdciu o vztahoch
medzi ¢ldnkami. Priddvanie novych ¢lankov preto musi byt priebezné a okamzite ovplyvnit dalsie
rozhodnutia o podobnosti. Takto sa dosiahne aktudlnost obsahu a ¢itatel hned po pridani nového
ldnku méze byt k nemu nasmerovany s vy$sou pravdepodobnostou, ako ku ¢ldnku s rovnakou
podobnostou, ale star$im ddtumom. V skuto¢nosti sa jednd najmi o zoradenie vysledkov vzhladom
na atribt podobnosti a ¢asovej informdcie.

Portal sme.sk disponuje zdlozkou s moznymi odporacaniami a taktiez so zoznamom odkazov
na podobné ¢ldnky pod samotnym ¢linkom. Riesenie odpordcania ¢ldnkov je vhodné postupne
(najprv mensej mnozine pouzivatelov) zaradit do zdlozky, ktort moze citatel vyuzit. Tédto zdlozka
obsahuje zoradent mnoZinu odporacanych c¢ldnkov savisiacich s jeho preferenciami (obr. 9).
Podobne je vhodné riesit aj momentélne slabsie zvlddnuté rieSenie podobnych ¢ldnkov pod ¢ldnkom
(obr. 10) ato nahradenim manudlne vytvoreného zoznamu, zoznamom vygenerovanym nasou
met6dou.
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4 hodiny | 24h | 3dni | 7dni | Odporucané
Minister SNS nakupoval patnastnasobne drahsie

Fico dal odvolat' celé vedenie pozemkového
fondu

Vstupil som do sveta porna, a ten svet ma unavil

Interblue Group Slovensku doplatok nezaplatila

Miro Kasprzyk:

Meciar redaktorovi SME pre skandal v Tatrach:

Ste darebak

Ficov pozemkovy fond pomohol Meéiarovym

ludom

8. Prieskum: Sulikova 5a$ ma do parlamentu daleko

9. Matka predavala cez web pornofotky svojej
dcéry

10. V kosickej zoo zahynul dalsi tuéniak

[
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Obrézok 9. Mozné rozsirenie z4loziek o novy prvok. Nové zdlozka pontka odportcané ¢ldnky.

Na ministerstve vystavby prebieha kontrola Najvyssieho kontrolného lradu. Ak
zisti, Ze peniaze z nastenkového tendra neboli pouZité ucelne, premiér Robert Fico
odvala ministra Stefanova z funkcie. Doterajsie zistenia Ficovi na odvolanie
nestacia.

utorok 1. 12. 2009 | Monika Tédova

Clanok bol uvereineny v Hacenarm vydani SME. (Predplatte si SME cez internet.)
© 2009 Petit Press. Autorské prava su wyhradeng a vykonava ich vydavatel, Spravodajskd licencia
wyhradend,

la Stvisiace Elanky:

+ Stefanovove stranky sti vraj plné chyb
+ Stefanov sa bl otazok o webstrankach, utiekol

Obrizok 10. Stucasné riesenie zoznamu stvisiacich ¢ldnkov pod ¢ldnkom. Toto riesenie je manudlne,
moznostou a cielom je jeho zdmena za automaticky generované odkazy na podobné ¢lénky v roznych
&asovych intervaloch.
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5 HIERARCHICKA REPREZENTACIA VZITAHOV PODOBNOSTI

Zvolili sme hierarchické usporiadanie podobnosti ako reprezentdciu, ktord vi¢siu vzorku dokumentov
avztahov medzi nimi efektivne pripravi na dalSie opericie. Takdto Struktira je vhodnd najmi
v prostredi, kde je ¢astejSou operdciou dopyt vyuzivajici vztahy, ako opericie vkladania a odoberania.
Hierarchickd reprezentdcia, ktord uvddzame vyuziva postupne spdjanie dokumentov podla
podobnosti, aby sme mohli na réznych trovniach podobnosti vyberat skupiny ¢ldnkov a lokalizovat
jednotlivé zhluky napriklad pri tvorbe odpordcani.

V tejto Casti sa postupne venujeme reprezenticii samotnych dokumentov a ndsledne pricu
s reprezenticiou, v ktorej udriujme tieto ¢ldnky a podobnosti medzi nimi. Stromu, sktorym
pracujeme definujeme operdcie, ktoré slizia na postupné priddvane, vyber a odstranovanie ¢ldnkov
ulozenych v tejto Struktare.

5.1 REPREZENTACIA MNOZINY DOKUMENTOV

Navrhli sme reprezenticiu textovych dokumentov, ktord je potrebnd pre vypocet podobnosti.
Ststredili sme sa na efektivou reprezentdciu, ktorou dosahujeme, Ze spracovany vstupny text
vystupuje v naSom rieSeni ako objekt, s ktorym mozeme vykonat dalSie operdcie. Redlne dokumenty
maji rozne atribity. V nasom rieSeni pracujeme iba s textom samotnym, aby sme sa vyhli
ovplyvneniu podobnosti informdciami ako st kategérie, sekcie a podobne. Vynechanim tychto
atribtov sa ststredime na podobnost textov ateda aj dokumenty z réznych domén moéziu byt
podobné.

Atribaty dokumentu st v naSom pripade hlavne slovd, ktoré urcuji vztahy medzi
dokumentmi, kedZe vyskyt rovnakych slov je predpoklad podobnosti dokumentov. Textové
dokumenty sa daja postupne spdjat do dvojic podla podobnosti. Kazda dvojicu reprezentujme ako
novy dokument, ktory vSak nepredstavuje redlny cldnok. Takyto dokument oznacujeme ako
metadokument. Skutoény dokument, ako entita vystupujica v nasom rieSeni zahffia aj atribut casu,
ktory oznaluje jeho aktuilnost. Dalej obsahuje vybrané slové a ich pocty ako charakeristiky ¢ldnku.
Metadokument je pritom spojenim skutoénych dokumentov, a preto obsahuje spojent informéciu o
¢ase, slovdch, a navyse informéciu o pocte skuto¢nych zjednotenych potomkov.

Clinky, ale aj novovzniknuté metadokumenty postupne kategorizujeme. S vyuzitim ich
podobnosti vznikaji tak metadokumenty, ktoré opisuji mnozinu redlnych cldnkov. V pripade
mnoziny slov, ktoré reprezentuji ¢ldnok sa tento metadokument, ako zjednocujici dokument,
vytvori zjednotenim mnozin slov dvoch (podobnych) dokumentov. Tdto mnozina dalej obsahuje iba
unikdtne slovd, ktoré reprezentuji metadokument. Metadokument teda posobi navonok ako
skuto¢ny dokument, neviaze sa vSak na konkrétnu instanciu redlneho dokumentu, ale na viaceré
¢lanky. KedZe metadokument m4 vlastnosti obycajného ¢ldnku, je mozné vytvirat metadokumenty aj
spdjanim metadokumentov navzdjom, alebo tiez metadokumentu s redlnym ¢ldinkom. Toto moéze
slizit pre hierarchicka klasifikiciu ¢ldnkov. Formdlne mé6zeme definovat graf ako strom, ktory vznikd
vyuzitim vztahov podobnosti. Plati nasledovné:
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Pre graf G = {V,E}, kde V s vrcholy, E su hrany

apreV platiV = M U C, kde M st metadokumenty, C su realne ¢lanky

a hrana e = {v, v'}je dvojica prepojenych vrcholov,

preVe, Vv kde e € E,v €V a atr(v)je mnoZina vlastnosti vrcholu v, plati,
Ze ak e;j = {vi, vj} a ey, = {v;, v}, tak atr(v;) = atr(vj) U atr(vy),
pricomplati,ze M|+ 1 = |C|,|E| + 1 = |V]| (tj. bindrny strom)

Metadokument obsahuje slovd, ktoré md spolo¢né s ¢ldnkami nizsie v hierarchii (obr.11). Okrem
informdcii o aktudlnosti podriadenych prvkov, obsahuje aj informdciu o pocte tychto prvkov. Tdto
informdcia pomdha préve pri odhalovani trovne (pocet predkov), v ktorej sa metadokument
nachddza a kolko drovni zastresuje (pocet potomkov).

ABCDEFGX

A BCX cD EFX FG

Obrdzok 11. Strom reprezentuje redlne ¢ldnky (plné) a metadokumenty (prdzdne). Pismend
predstavuju zjednodusent vlastnost ¢ldnku. Postupnym spdjanim vrcholov sa spédjaju aj vlastnosti.
Hrany predstavuji vztahy medzi nadradenym a podradenym. BCXD je napriklad metadokument
zastre$ujici redlne ¢ldnky BCX a CD. Pri metéde vyuzitia mnoziny slov pre vypocet podobnosti
¢ldnkov sa bude strom tvarovat podobne ako na obrazku.

Metadokumenty vznikaji aspon v takom poéte, v akom je udany pocet redlnych clinkov, ktoré
zastre$uji. Toto je dané najmid poctom priamych potomkov jedného metadokumentu. Ak je toto
¢islo nizsie pocet metadokumentov sa zvySuje. Clinky tak mézu byt v pripade pérov potomkov
zastre$ené poctom metadokumentov rovnajucich sa poctu redlnych ¢ldnkov.

5.2 REPREZENTACIA VZTAHOV PODOBNOSTI

Z hierarchického usporiadania redlnych ¢ldnkov a metadokumentov, ktoré ich opisuji vznikaja
vzdjomné vztahy, ktoré v nasej reprezentdcii vyjadruji podobnost ¢linkov. Tieto vztahy sa menia pri
priddvani novych ¢ldnkov alebo odoberani starych. Dynamicky charakter tychto vztahov musi byt
preto rovnako dynamicky spracovany. Vztahy, ktoré reprezentujeme v naSom rieSeni sa menia
v zdvislosti od zmeny prostredia. Ak sa pridd novy ¢ldnok, jeho vlastnosti dynamicky ovplyvnia vztahy
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tam, kde je to relevantné. KedZe sa dokumenty zdruzuji podla svojej vzdjomnej podobnosti, tak sa
ovplyvnia vztahy iba medzi tymito dokumentmi.

Struktiira, kord vznikd vyuZitim vlastnosti dokumentov je strom. Strom je v naSom pripade
bindrny. Zvolili sme usporiadanie dokumentov do bindrneho stromu, pretoze sa tak znizuje pocet
potrebnych porovnani pri pouziti tejto Gdajovej Struketry. To je v pripade odportcania vo velkych
informacnych priestoroch délezité. V pripade stromu plati, Ze ¢im viac potomkov md jeden vrchol,
tym viac porovnani je nutné vykonat pri hfadani podobnych ¢ldnkov, avsak zdvislost je logaritmicka.

Udrzovanie pirov potomkov tiez napltia predpoklad, 7e v kaidej mnozine existuje préve
dvojica najpodobnejsich prvkov. Cim blizsie sme k prvku, tym sa priebezne vypocitand podobnost
zvy$uje. Ak podobnost klesne, znamen4 to, ze sme nasli metadokument, ktory obsahuje celt skupinu
¢ldnkov, podobnu vysetrovanému ¢ldnku. Jeden z mnoziny redlnych ¢linkov zahrnutych v takto
uréenej vetve je mozno viac podobny k novému prvku, avsak tento vztah neplati opacne.

V pripade hladania najblizsicho skuto¢ného ¢lanku prebieha rozhodovanie na kazdom uzle az
ku niektorému z listov stromu. Vyhladanie metadokumentu, ktory je najblizsi k vysetrovanému
¢ldnku vsak prebieha takto:

def najdiNajblizsiMetaDokument(clanok)
metadok = rootdokument
while (podobnost(metadok,clanok) < starapodobnost)
starapodobnost = podobnost(metadok, clanok)
metadok = vyberBlizsiehoPotomka(metadok, clanok)
end
return metadok
end

Kedze pracujeme s bindrnym stromom, znamend to pritomnost prave dvoch priamych potomkov pre
jeden metadokument. Redlne ¢ldnky dalej nemaji potomkov, preto plati, ze tieto vrcholy stromu st
préve aj listami. Ku konkrétnemu ¢ldnku je teda mozné postupne prejst jednou cestou od korena
stromu (metadokumentu zastreSujiiceho celd mnozZinu), cez metadokumenty, az po ukoncenie vetvy
stromu (redlny ¢ldnok) (obr. 12).

ABCDEFGX

Obrizok 12. Cesta k najpodobnej$iemu listu k ¢ldnku EF. Podobnost podla vlastnosti.
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Hrany stromu urcuju, ze prepojené vrcholy st si podobné. Postupnosti hrdn, ktoré je nutné prejst ku
redlnemu ¢ldnku, uréuji aj vzdjomnd podobnost jednotlivych redlnych ¢ldnkov. Podobnost cesty
znamend podobnost dokumentov. Od korena az ku ¢ldnkom sa potom podobnost ur¢i na mieste, kde
sa cesty rozchddzaja pretoze plati:

PreVYv,v €V, kde vje vrchol, V je mnozina vrcholov stromu,
pot(v)je mnozina vsetkych potomkov vrcholu

a atr(v)je mnozina vlastnosti vrcholu v plati, ze
[pot ()|

atr(v) = U atr(pot(v)y,)

n=1

Miesto rozchodu je metadokument, ktory urcuje aj najniz$iu Groven v hierarchii, ktord zahfna
vy$etrovany ¢ldnok. Metadokument zastre$uje celd mnozinu potomkov s vlastnostami, ktorymi aj
sam disponuje. Takto sa v mnozine potomkov vyskytne redlny ¢ldnok, ktory je s uvazovanim dane;j
metriky najpodobnej$i k vySetrovanému, ale aj dalSie menej podobné ¢ldnky.

Reprezentovanim hierarchie sme vytvorili vztahy nadradenosti a podradenosti v strome.
Tento sposob zohladnil taktiez vztahy, ktoré urcuji podobnostou jednotlivych dokumentov. Dva
podobné dokumenty maju blizsi spolo¢ny nadradeny prvok oproti dvom rozdielnym dokumentom.

5.3 TVORBA A MODIFIKACIA STROMU DOKUMENTOV

Hlavnym principom tvorby stromu dokumentov je vyuzitie vypoctu podobnosti. Reprezenticia sa
viaze na zvolenti metédu porovnania a vypocet podobnosti. Vytvorenie stromu priamo zdvisi od tejto
met6dy, preto nie je vhodné zmenit ju po vygenerovani Casti stromu, ¢o mdze ovplyvnit konzistenciu
stromu. Roézne inStancie stromu moézu vyuzit iné metédy porovnania alebo ich kombinicii.
Klt¢ovym je vSak poznat, akd je miera podobnosti medzi ¢linkami. Pre vypocet podobnosti mézeme
jednotlivé ¢lanky vyjadrit vektormi, podla slov v ¢ldnku:

 vektor frekvencie vyskytov slov z bazy (kosinusovd podobnost),
* vektor existencie slova z bdzy (kosinusovd podobnost),

* vektor samotnych slov ¢ldnku (pocet spolo¢nych slov).

Vypocet podobnosti pritom povazujme za atomicka operdciu, ktord berie na vstupe dva dokumenty
a vypocita podobnost medzi nimi vyjadrent ¢iselne v intervale (0, 1), kde 0 znamend Ziadnu a1
maximdlnu podobnost, zhodu. Okrem kosinusovej podobnosti sa javi ako vhodné vyuzit vypoctovo
jednoduchs$iu podobnost podla mnoziny spolo¢nych slov. V nasom rieSeni a hlavne pre overenie
reprezenticie vztahov sme vyuzili nasledovny, zjednoduseny vypocet pre uréenie podobnosti dvoch
¢ldnkov, reprezentovanych vektorom slov:

pocet spolocnych slov

podobnost = pocet slov oboch dokumentov
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Reprezenticia, ktort sme zvolili je efektivna najmi v redukcii po¢tu porovnani, ktoré treba urobit pri
tvorbe a modifikdcii stromu. Operdcie vyuzivaji predpoklad, Ze bindrny strom postupne
zjednodusuje vy$etrovand mnozinu ¢ldnkov. Ak hladdme najpodobnejsie ¢linky k ¢lanku na vstupe,
potom sa s kazdym porovnanim mnozina potencidlne podobnych ¢lidnkov zmensuje. Ak by sme
porovndvali vstupny ¢ldnok so vSetkymi ¢ldnkami v mnozine, bolo by to NV opericii porovnania. Ak
uvazujeme bindrny strom, potom prebehne v idedlnom pripade log>/V operécii.

Nevyhodou je ndro¢nejsie priddvanie a odoberanie prvkov, ktoré vyzaduje $irenie zmeny od
miesta zmeny az po korenl stromu. Predpokladom je vsak, Ze zmeny nie st tak frekventované ako
dopyty, pri¢om zmeny mozno vykonavat aj v ddvkach. Cisla internetovych novin [sme.sk] hovoria
o priebeznom priemere 20 tisic Citatelov oproti dennému priemeru 300 pridanych ¢ldnkov. To
znamend, Ze je potrebnych podstatne menej modifikdcii ako pristupov.

Strom sa vytvdra postupnym priddvanim prvkov do Struktdry. Prvok prechddza jednotlivymi
Groviiami v strome a rozhoduje sa o mieste, kde je vhodné sa pripojit. Rozhodovaci proces sa
uskutocniuje na metadokumente a jeho vystupom je hrana napojend na potomka tohto dokumentu.
Rozhodovanie stvisi s hladanim blizsicho potomka a s podmienkou, Ze nesmie byt narusend silnejsia
vizba potomkov. Ak teda vypocitanid podobnost spotomkom klesne, nasli sme najblizsi
metadokument, V pripade, Ze sa odhali tento metadokument, prvok pridime do jeho
blizkosti (obr. 13), pricom blizkost mézeme chdpat rézne v zdvislosti od vyzadovanych vlastnosti
stromu. Blizkost dvoch redlnych ¢ldnkov je dand poctom prechodov cez metadokumenty na
najkratSej ceste medzi nimi.

ABCDEFGX

Obrizok 13. Pridévanie nového ¢ldnku do Strukttry. Clinok CDZ najprv ide cestou od korefia
stromu az ku najpodobnejSiemu vrcholu (v tomto pripade je to list). Pri kazdom prechode
metadokumentom sa vykondva porovnanie podobnosti s jeho potomkami. Ak sa lokalizuje miesto
potom vznikne novy metadokument zastreujici novy pdr redlnych dokumentov. Z obrézku vidno aj
potrebu rozsirit novi vlastnost Z po tejto ceste az ku korefiu stromu.
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Konkrétne miesto pridania mézeme uvazovat podla charakteru dét. Rozdielom je priddvanie prvku v

dvoch alternativach:

* rozvetvenie hrany medzi poslednym akceptujicim a jeho blizsim potomkom (v pripade
vysokej mieri rozli¢nosti ¢ldnkov sa takyto strom stane vysoko spolahlivy z pohladu
hladania najpodobnejsich ¢linkov, ale taktiez velmi hlboky, ¢o znizuje kvalitu vlastnosti
pristupu a teda hladanie je pomalé),

e rozvetvenie hrany za poslednym akceptujticim na mieste spresnenom podra hibky stromu
(tento pristup na tkor spolahlivosti priddva prvky tak, aby strom bol vyvézeny - najsirsi a
teda s vlastnostou rychleho pristupu).

Miesto pridania prvku moéze byt jednoducho upravené vzhladom na opatrenie pre vyhnutie sa prilis
hlbokym, a teda neefektivnym formdm stromu z pohladu vyhladdvania. V takom pripade méze nastat
rozvetvenie na najbliz$ej vetve, ktord neprehlbuje strom. Podstatné je, aby sa prvok umiestnil na
najbliziie mozné miesto k vyhladanému metadokumentu. Po pridani prvku do stromu je nutné
roz$irit informdciu o jeho vlastnostiach po vsetkych metadokumentoch na ceste ku korenu stromu.
T4to Gprava menf vlastnosti tychto metadokumentov, aby boli dalsie akcie vykonané nad korektnym
stromom.

Pocet potomkov sa zvysi, pridaju sa slovd a aktualizuje sa ¢as s informdciou o najnovSom
potomkovi. Priddvanie prvkov uskuto¢iiujeme nasledujicim algoritmom pre vyvézenie stromu:

def pridajClanok(clanok)
metadok = najdiNajblizsiMetadokument(clanok)
while (metadok.maPotomka? and metadok.hlbokystrom?)
metadok = vyberMenejRozvetvenehoPotomka(metadok)
end
novymetadok = pridajMetadokumentNad(metadok)
novymetadok.potomkovia = clanok, metadok
novymetadok.rodic = metadok.rodic
metadok = novymetadok
while (metadok.nieje(rootmetadok))
metadok.vlastnosti = metadok.potomkovia.vlastnost i
metadok = medadok.rodic
end
end

Proces odoberania dokumentov pracuje podobne ako priddvanie dokumentov, bez nutnosti hladania
miesta na pridanie. Prvok sa jednoducho lokalizuje a ndsledne odstrdni. Pri tomto akte zanikd aj
metadokument a smerom ku koreriu stromu sa upravuju vlastnosti metadokumentov po ceste z tohto
listu. Ostdva iba ¢ast algoritmu Siriaca zmenu vlastnosti. Takto zabezpecujeme dynamickd reakciu na
zmenu prostredia (obr. 14).
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Obrézok 14. Pri odstratiovani prvku sa ako prvy odstrdni samotny ¢ldnok. Ndsledne sa mus{ odstrdnit
aj metadokument a upravi sa vizba druhého potomka, ktory sa pripoji k rodi¢ovi odstréneného
metadokumentu. Tiez mdzeme pozorovat rozsirenie informdacie o odobratie vlastnosti ¢lanku BCX na
ceste ku koreftu stromu. Odoberaji sa iba tie vlastnosti, ktoré nepokryvaji vlastnosti druhého

potomka. V tomto pripade sa odoberd iba vlastnost B.

Vychddzajtc z algoritmu priddvania nového ¢linku, odoberanie prebicha ako odstranenie ¢lanku

alebo celej vetvy a $irenie zmeny, ktord pri odstrdneni nastala:

def odoberClanok(clanok)
metadok = clanok.rodic
metadok.rodic.potomok = metadok.potomok
vlastnosti = clanok.vlastnosti
while  (metadok.nieje(rootmetadok))
metadok = medadok.rodic
metadok.vlastnosti = metadok.potomkovia.vilastnost i
end
end
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6 VYUZITIE HIERARCHIE A DYNAMIKY

Hierarchia ¢ldnkov vytvorend podla vztahov podobnosti prindsa vyhody, ktoré postupne vyuzivame
na napfﬁanie stanovenych cielov. Strukttra, ktord vznikd postupnym pridévanim ¢lankom je
vyuzitelnd pre vyhladdvanie podobnych ¢linkov a tak umoznuje lokalizovat zdujmy pouzivatelov, na
roznych trovniach. V tejto Casti sa postupne venujeme tvorbe tychto skupin a ndsledné generovanie
odportcani s atribitom casu.

6.1 TVORBA SKUPIN PODOBNYCH CLANKOV

Jednym z pripadov pouzitia vytvorenej hierarchie je hladanie podobnych ¢ldnkov. Toto hladanie
napliia nepersonalizovant potrebu pouzivatelov hfadat ¢lanky podobné k prave ¢itanému ¢lanku. V
tomto pripade sa jednd o formu odportcania spojent s pouzivatefom iba podla posledného
navstiveného ¢ldnku. Jeho zdujmy sa tak dlhodobo nesleduji. Takéto odportcanie mézeme vykonat
ku akémukolvek ¢ldnku, av$ak vysledok je obmedzeny na prvky, ktoré sa nachddzajd v strome.

Clinky sa prirodzene pridivaji do hierarchickej $truktdry (bindrneho stromu) podla ich
vlastnosti. Désledkom procesu priddvania na zdklade hladania najblizsicho uz pridaného prvku je
strukedra, v keorej vznikaji skupiny podobnych ¢ldnkov. Tieto skupiny mézu byt vytvorené na
roznych drovniach podla metadokumentu, ktory sa zvoli [30]. Metadokumenty tak zjednodusuja
tvorbu skupin podobnych ¢ldnkov (obr. 15).

ekonomika

Obrizok 15. Rez stromom cez niektort droveni vytvira zhluky podobnych ¢ldnkov na nizsej ako
kategorickej trovni (kategdrie sa nestotoziiuju s redlnymi, uvedené st orientaéné ndzvy). Postivanim
tohto rezu sa meni jemnost skupin.

Samotné generovanie skupin nemd vyznam, dolezitd je vSak tdto vlastnost metadokumentov z

pohladu hladania “najblizsich ¢ldnkov. Zadanim ¢lanku (aj v $truktire nezapisaného), vieme
vyhladat metadokument, ktory je danému ¢lidnku najpodobnejsi. Tento metadokument zastresuje
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skuto¢né ¢lédnky, ktoré st mu najpodobnejsie. Takto ziskame presnejsiu mnozinu podobnych ¢lankv
ako vysledok hladania. Tie mo6Zu byt predmetom hladania dal$ej zjemnenej podobnosti a teda
zoradené. Rozdiel je v ziskani vyrazne mensej podmnoziny ¢lankov z celého informac¢ného priestoru a
jej ndsledné menej ndro¢né usporiadanie. Strom md informiciu o tom, akym spdésobom je mozné
vytvorit skupinu podobnych entit. Oproti statickym formdm zhlukovacich algoritmov prinisa tito
formu skilovatelnosti na poziadanie.

Tvorba skupin a vobec tvorba Struktdry zdvisi od metdédy vyhodnocujicej vzdjomnu
podobnost dvoch ¢lankov. V nasej préci sa samotnému vypoctu podobnosti nevenujme, ale pre
potreby experimentov uvddzame postupy, ktoré sme zvolili pri predspracovani ¢lankov.

Podobnost je vhodné vypocitat na zdklade celého obsahu ¢lanku. Metédy ohodnocujiice
podobnost na zdklade nadpisov, alebo kratsich za¢iato¢nych casti textu mézu dosahovat dostacujice
vysledky, avsak ide hlavne o zjednodusenie problému na tkor obsahu textu. Lep$im spdsobom je
redukovat vysoky pocet dimenzii takéhoto ¢ldnku. Nase riesenie hladd podobnost vektorov slov,
ktorych zlozitost je redukovand slovnikom.

* lematizicia (zdkladné tvary slov)

e stemovanie (korene slov)

Predpoklad je, Ze tdto redukcia neuberd z vypovednej hodnoty celého ¢lénku, redukuje iba varidcie
jazyka. Dalsia redukcia spoéiva v odstrdneni prili§ opakujicich sa slov (stop slovd) a slov, ktoré s
naopak velmi jedine¢né.

6.2 ODPORUCANIE CITATELOVI

Oproti odportcaniam v podobe tvorby skupiny podobnych ¢ldnkov k prave ¢itanému ¢lanku, keoré
nezohladnuji dlhodoby zdujem pouzivatela, vznikd aj potreba generovat odporuc¢ania na zdklade
modelu pouzivatela. Tento pripad dlhodobejsicho sledovania ¢ldnkov, ktoré ¢ita je jednym z vyuziti
hierarchickej $truktary. S priddvanim ¢ldnkov sa dynamicky meni aj mnozina pouzivatelom
precitanych ¢ldnkov.

Priddvanie ¢lankov do $trukedry nie je orientované na model pouzivatela. Strom nepoznd
ziadne preferencie pouzivatela. Strom v$ak disponuje metadokumentmi, ktoré na ro6znych trovniach
uréuji podobné oblasti zdujmu. Predpokladom je, Ze zdujmy pouzivatela a teda jeho model sa d4
mapovat na oblasti uréené tymito metadokumentmi. Metadokument v tomto pripade reprezentuje
stereotyp zdujmu. Kazdy citatel svojim postupnym ¢itanim ¢ldnkov zanechdva stopu a to v podobe
¢ldnku, ktory precital. Vsetky ¢ldnky, ktoré pouzivatel precita sa potom stretdvaji vzdjomne v strome
na tychto metadokumentoch (obr. 16). Podla po¢tu pre¢itanych ¢lankov sa potom uréi hibka trovne,
na ktorej sa hladaji stereotypy zdujmov. Odporicanie v tomto pripade pracuje ako sledovanie
priddvania ¢ldnkov a spustenie procesov pri prechode tymto metadokumentom. Ak sa vlozi novy
¢ldnok pod uroven zdujmovej oblasti Citatela, dostane odporucanie pri nasledujicej ndvsteve v
podobe zoznamu ¢ldnkov. Okrem tohto zoznamu je moznost odportcat vietky ¢lanky, ktoré spadaju
do jeho zdujmovych oblasti a este nim neboli precitané.
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Takéto odportcanie nepracuje so statickymi modelmi pouzivatelov. Rovnako ako sa menia
metadokumenty a ¢ldnky v strome, alebo aj zdujem pouzivatela, tak sa menia odportcania, ktoré st
z 7Y . . . 7 V17 7 . Y. > 7Y . ’
generované. Odportcanie je pritom zamerané na obsah ¢ldnkov a zdujmy citatefa. Odporacania st
viazané na histériu jednotlivcov a model vyjadreny grafom pouzivatelom precitanych ¢lankov.

ekonomika

Obrizok 16. Kazd4 hrubd ¢iara predstavuje jednu cestu ku ¢ldnku, ktory si zobrazil jeden a ten isty
pouzivatel. V tomto pripade sa pouZivatel zaujima o futbal a ekonomiku. Kategérie v strome sa pritom
nestotozniuju s kategériami v realite (ndzvy st uvedené iba pre ozrejmenie). Su to virtudlne stereotypy
zdujmov. Takymto oznalenim potom vieme ziskat zdujmové oblasti jednotlivych Tudi a napriklad
odporucit posledny ¢ldnok z oblasti futbal, ktory podla obrazka citatel nevidel.

V strome vieme lokalizovat tie vrcholy, ktoré reprezentuji zaujmy Citatela. Cim viac sa Citatel ststredi
na konkrétnu tému, tym viac je jeho zdujem Specificky. Ak zjeho histérie nevyplyvaja silné
vyhrotenia pre konkrétne témy, jemu prispdsobené odportcania budi zo SirSich tém. Plati, ze
pouzivatel dostdva odportcané iba najaktudlnejsie ¢linky z oblasti, ktort uréi jeho aktivita. Problém
nadmernej $pecializdcie pri obsahovo zameranych odporacacich systémom sme vyriesili prave tymto
spdosobom. Desat odportcanych ¢ldnkov je kombindcia najnovsich ¢lankov v desiatich
najrelevantnej$ich zdujmoch. Takéto odportcania pokryvaja siroké spektrum, ktoré ovplyviuje iba
histéria pouzivatela. Ak je pouzivatel zatazeny na konkrétnu tému, napriklad hokej, potom
odportcania budd generované iba z tejto oblasti. Ak prejavi zdujem o dalie témy, jeho oblast sa
v ostatnych, menej relevantnych stereotypoch rozsiri.

V pripade, ze pouzivatel nemd ziadnu histériu, nie je mozné odhalit jeho zdujem. Strom vsak
pracuje so stereotypom zdujmu, ktory Specifikuje aj toto sprdvanie ateda koren stromu.
Najrelevantnejsi stereotyp tak vyhladd vetvu s najnovsim ¢linkom a odporudi okolie tohto ¢lanku
v strome. Toto riesenie nie je dostato¢né, ale riesi inicializdciu odporac¢anim najnovsej spravy a spriv
k nej podobnym. Proces hladania zdujmov v strome ¢lidnkov a nasledovné odporicanie modzeme

zhrnat v niekolkych krokoch:

Vyber ¢ldnkov zobrazenych pouzivatelom.

Vytvorenie ciest ku korefiu stromu od kazdého ¢ldnku (vytvori sa novy strom).
Vypocet pomeru precitanych, ku neprecitanym pre kazda podvetvu nového stromu.
Zoradenie podla relevantnosti uré¢enej pomermi.

Postupny vyber najaktudlnejsich ¢ldnkov z jednotlivych vetiev.

AN N

Vytvorenie mixu, obsahujiceho najnovsie, neprecitané ¢linky zo zoradenych vetiev.
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Pridanim moznosti hlasovat o zdujme o ¢ldnok, sa ndm otviraji dalsie moznosti. V pripade, ze Citatel
dostdva odporticané ¢lanky z oblasti, ktord ho nezaujima, moze vyjadrit svoj nezdujem a tieto ¢ldnky
sa uz dalej nevyhladdvaja v procese objavovania zdujmov pouzivatela a teda stereotypy z4dujmu zmenia
poradie podla relevancie. Hlasovanie, alebo poddvanie spitnej vizby je vsak cinnost, ktort
pouzivatelia vykondvaji v malej miere — je skor obtazujica. Preto by nemala byt kltcovd v procese
odportcania a preto plni skor podpornt tlohu nasej metédy pre tvorbu odpordcani.

Cim viac ¢itatel navitevuje stranku a ¢ita ¢lanky, tym viac je mozné $pecifikovat zdujmy. Ak
by pouzivatel vyuzival iba tento odporucaci systém, z logiky riesenia vyplyva, Ze by sa neustile
zuzovala jeho oblast zdujmov. Preto je vhodné, aby bolo toto odporti¢anie kombinované s dal$imi
pristupmi, alebo aby sa odporicali aj ndhodné ¢ldnky, ktoré priestor zdujmov rozsiruja.

6.3 UPREDNOSTNENIE AKTUALNYCH CLANKOV

Jednym vyuZitim stromovej reprezenticie je aj moZnost zakomponovat Casovd informdciu. Cas
pritom nemusi vystupovat ako atribit pouzity pri tvorbe stromu. Proces rozhodovania pri ceste
k najpodobnejsiemu vrcholu tak méze byt ovplyvneny ¢asom. Vzhladom na usporiadanie ¢ldnkov
podla podobnosti, mozno povazovat kazdd mnozinu pod metadokumentom za skupinu poddvajicu
rovnaky pohlad na obsahovd strinku. Kazdej tejto skupine preto priradujeme aj dalsi atribue,
uréujuci aktudlnost. Kazdd skupina je v tejto hierarchickej reprezentdcii dand metadokumentom. Ak
chceme rozsirit informdciu o existencii aktudlneho ¢ldnku, je nutné, aby sa stromom rozsirili ¢asové

tdaje (obr. 17).

Obrézok 17. Ohodnotenie ¢ldnku a vrcholov stromu ¢asovou informéciou. Jednotlivé ¢isla pre ukdzku
predstavuju roky (Cas sa vSak zvaZuje az na mindty presne). Smerom vysSie v strome sa $iria aktudlnejsie
casové zndmky. Takto sa zaruCuje nezanedbanie jediného aktudlneho ¢ldnku v podmnozine, ale
pripadne vynechanie prilis starej oblasti.

Rozsirenie znamend urcenie ¢asovej zndmky kazdému metadokumentu, podla novsej ¢asovej zndmky
z péru jeho potomkov. Pre kazdy metadokument tak vieme urdit ¢as pridania najaktudlnejsicho
ldnku v skupine, ktort urcuje. Algoritmicky sa ¢asovd zndmbka $iri rovnako ako ostatné vlastnosti
dokumentu, plati teda nasledovné:
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Prevv,v €V, kde vje vrchol, V je mnoZina vrcholov stromu,
pot(v)je mnozina vsetkych potomkov vrcholu
a t(v)je ¢asova zndmka vrcholu v plati, Ze

t(v) = L t(pot(v)n)

Pocas rozhodovania o uréeni najpodobnejsich ¢ldnkoch sa potom zvazuje aj tito informdcia, ktord
pomdha pri vynechani urditej vetvy. V takom pripade pouzivatel, so zdujmom o najaktudlnejsie
dianie, nedostane mnozinu najpodobnejsich cldnkov, ale mnozinu takych dldnkov, ktoré st
najpodobnejsie vzhladom na zadané casové kritérium. Predpokladom je, Ze sa podobné ¢lanky
nachddzaji na jednej vetve v strome. V pripade odportcani vieme v rdmci tejto vetvy jednoducho
vyhladat najnovsiu skupinu ¢linkov a teda novinky v tomto stereotype zdujmu. Ak predpoklad plati,
potom moézeme jednoducho ignorovat staré ¢lanky pri rozhodovani. Ak tento predpoklad neplati,
potom sa v tejto mnozine nachddza ¢ldnok novsi, ktory vsak svoju informdciu o aktudlnosti presiril na
svojich rodi¢ov. V tomto pripade sa mnozina neignoruje a ¢linok sa nestrati. Rozhodovanie mozno
opisat takto:

def vyberBlizsiehoPotomka(metadok, clanok, casobmedzen ie)
if metadok.potomokl.cas > casobmedzenie
podobnost = vypPodobnost(metadok.potomokl, clanok )

result = metadok.potomokl
end
if metadok.potomok2.cas > casobmedzenie
if podobnost < vypPodobnost(metadok.potomok2, clanok)
result = metadok.potomok?2
end
end
return result
end

Samotny strom m4 schopnost neobmedzene prijimat dokumenty. To znamen, Ze v strome sa ¢asom
vyskytnu aj také ¢lanky, ktoré st uz zastarané. Najjednoduchsie riesenie je odstranovanie ¢ldnkov,
ktoré sa

prili$ staré, vo vetve so starou ¢asovou znidmkou,

* ich neaktudlnost je potvrdend nezdujmom pouzivatelov.

Pracujeme so stromom podobnosti. Kazdy vrchol ma tieZ spominant informdciu o najaktudlnej$om
potomkovi. Najaktudlnejsi potomok sa potom dd velmi jednoducho objavit preskimanim stromu do
hibky. Rovnako sa podobne dajt odhalit aj vetvy, na ktorych u dlhiu dobu nepribudli nové &énky.
Celé vetvy potom vieme odstrdnit, v takomto procese omladzovania stromu. Vetva je reprezentovand
jednym vrcholom, ktory vystupuje ako ¢ldnok a preto je mozné ho zmazat aj s celou vetvou podobne
ako na obrizku (obr. 14) v &asti 5.3.
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6.4 DISKUSIA

Hierarchia, ktord vznikd vyuzitim vztahov podobnosti je bindrnym stromom. Bindrne vetvenie sme
zvolili, aby sa jednotlivé operdcie so stromom zjednodusili a tym zefektivnili. Rozhodovania sa pri
hladani najpodobnejsich ¢ldnkov, alebo pri priddvani novych ¢liankov redukuji na dve moznosti,
z ktorych sa vyberd vhodnejsia cesta postupne az ku listu stromu, ktorym je redlny ¢lanok.

Strom ako taky je vytvoreny z usporiadanych ¢ldnkov. Tieto ¢lanky st hierarchicky pospdjané
metadokumentmi, ktoré reprezentuji skupiny podobnych ¢lankov. Hraja dlohu zhlukov a teda
strom je vlastne hierarchia tychto zhlukov. Takéto skupiny podobnych ¢ldnkov potom mézu byt zo
stromu jednoducho s nizkou zlozitostou ziskané. Vieme vytvdrat zoznamy podobnych ¢ldnkov pre
vySetrovany ¢lanok, ktoré sa podfa potreby mézu zvidiovat alebo zmensovat — zdlezi na hibke stromu,
ktort zvolime.

Kedze vetvy, ¢i uz vidsie alebo mensie obsahuja ¢lanky, ktoré si vzdjomné podobné, tak
strom od svojho koretiu az po jednotlivé listy rozdeluje informaény priestor ¢linkov. Citatelov
zaujimaju niektoré konkrétne témy, pripadne sa niektorym témam vyhybaji. Na niektorej vetve sa
teda nachddzajd informécie napriklad o hokeji, nakolko tieto ¢ldnky maji obsahovo nieco podobné.
Citatel potom beznym ¢&itanim sprav o hokeji prejavuje zdujem o jednu takirto vetvu. Spolu s jeho
inymi zdujmami vieme lokalizovat vetvy, ktoré urc¢uju oblasti, ktoré ho zaujimaji. Spominany zdujem
o hokej sa potom prejavi ako vetva uréend metadokumentom. Tento metadokument zastreduje
niekolko ¢lankov, ktoré ¢itatel precital a niekolko, ktoré neprecital. Pomer tychto ¢ldinkov mézeme
chdpat ako relevantnost vetvy pre daného pouzivatela. Vetvy uréené metadokumentom potom vieme
zoradovat vzhladom na ¢itatela a nésledne odporucat najaktudlnejsie ¢linky, o ktoré m4d zdujem.

Reprezenticia sa sprdva ako hierarchia zhlukov, ¢o znamend Ze jednotlivé vetvy obsahuju
skupiny ¢ldnkov vzdjomne podobnych. To v§ak méze prindsat nedostatky a teda obmedzenia, ktoré
vznikaju pretoze neplati tranzitivnost reldcie podobnosti. Méze sa tak stat, Ze k niektorému ¢ldnku zo
skupiny nendjdeme tGplny zoznam jemu najpodobnejsich ¢lankov.

Ked hovorime o tvorbe odporicani, je nasim obmedzenim predpoklad, Ze ¢itatel zobrazuje
vi&inu ¢ankov, kroré ho zaujimaji. Cim viac takyto Citatel zobrazuje ¢linky, tym lepsie vieme
lokalizovat zdujmy, ako vidSinu ¢ldnkov, ktoré zobrazil. Ak uvazujeme priemerného ¢itatela, jeho
aktivita nie je dostato¢nd na urcenie sprévnych zdujmov.

Napokon aktudlnost ¢linkov aich skupin vieme reprezentovat, ale odoberanie vetiev
v procese omladzovania stromu nie je dostatocné, ak by sme orezdvali len najpocletnejsie vetvy.
Algoritmom vieme jednoducho lokalizovat najaktudlnejsi ¢lanok, ktory sa na tejto vetve nachddza,
ale starntice, neaktudlne vetvy musime odstrariovat od najpocetnejsich az po jednotlivé ¢lanky.
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7 REALIZACIA METOD

Na portdl sme.sk, ktory je zdroven prostredim realizdcie nasich metéd pre tvorbu hierarchie ¢ldnkov
a tvorbu odporidcani, pribudne pocas dna okolo 300 novych ¢lankov, ¢o znamend, ze bezny Citatel
nesleduje dianie v plnej miere. Citatel napokon nemd zdujem o vietky informdcie, aviak na ich
triedenie rovnako nemd cas. Jeho dal$im problémom je okrem novych ¢ldnkov aj starnutie ¢linkov.
Tym, Ze niektoré ¢lanky uz nie st aktudlne, slabne o ne zdujem, a mali by byt potla¢ené v pripadoch
ak ich uZ tento pouzivatel ¢ital.

Tieto internetové noviny su jedny s najvicsich novin na Slovensku, pokryvajice priestor
spravodajstva a taktiez zdujmov svojich citatelov. Pocet ¢ldnkov robi pricu manudlnych zaddvani tém,
alebo hladani podobnosti ¢linkov nezvlddnutelnd. Pre tieto noviny je vhodnd aplikdcia
automatizovaného hladania podobnosti, pripadne jeho dalsicho vyuzitia napriklad pri tvorbe
odportcani ¢linkov Citatelom.

V tejto Casti uvddzame hlavne prehlad prostredia, vktorom si jednotlivé casti
implementované a podla ndvrhu pontkame postupne spresnenia, ktoré s realizdciou stvisia. Pre
realizdciu sme zvolili platformu RubyOnRails s databdzou MySQL, ktord zastre$uje serverovi cast
ateda jednotlivé algoritmy ako stcasti nami navrhnutych metéd. Grafickym rozhranim
a prezenticiou vysledkov sa nezaoberime, nakolko to nie je kltucova zélezitost, avSak pre vytvorenie
predstavy predvddzame ndhlady rozhrani, ktoré pouzivame. Grafické rozhranie je vytvorené
kombindciou HTML a funkcii v jazyku javascript.

Clénky. Na sme.sk pribida pocas celého dita mnoistvo lankov. Specidlnym pripadom st ¢lénky,
ktoré v navaloch pribudaji v noci. Je to spdsobené paralelnym udrzovanim papierovych novin, a teda
podrzania elektronického ¢ldnku nezverejneného, az do doby jeho vytla¢enia do dennej tlace. Sme.sk
m4 mnoho autorov, krory pi$u o réznych témach, réznym $tylom, v réznom rozsahu. Clinky maja
napriek roznej zlozitosti textu, alebo Zdnru svoju formu. Kazdy ¢ldnok je pridany s titulkom, krdtkym
opisom, informdciou o autorovi, ¢asom zverejnenia, kla¢ovymi slovami, sekciou a kategériou. Tieto
informdcie vznikli ru¢nym zaddvanim. Texty ¢ldnku prebichaji jazykovou korektirou, zalozenou na
kolaboridcii c¢itatelov a oznamovani chyb, preto sa pri popularite tohto dennika dd predpokladat
spisovnost textu a teda jeho spravnost.

Clinky st priddvané aj do RSS kanilov, takZe je mozné sledovat &erstvo pridané &lanky.
Okrem html kédu, z ktorého mozno extrahovat informdcie, si dostupné metaddta (informdcie o
lénku ako meno autora a pod.) aj prostrednictvom tohto kandla. Sme.sk taktiez poskytuje
zjednodus$eny formdt stranky, vhodnej pre automatizované stahovanie. T4to verzia neobsahuje okolité
prvky grafického rozhrania, ¢im sa zrychluje pristup k metaddtam.

Pouzivatelia. Tento portdl navstevuju Tudia v prici, skoldch i domdcnosti. St to ludia mladi, star$i s
roznorodymi ndzormi a zdujmami. Na strdnku nie je nutné sa prihlisit, ¢o zvySuje dostupnost.
Problém nastdva v odliSeni rovnakych pouzivatelov. Bez vyiiadania prihlasovania sa je Ccitatel
odlisitelny podla cookie v prehliadaci (informécia o pouzivatelovi portalu), ktord mu server priradi.
Jedine¢ny identifikdtor potom slizi na odliSenie aktivit, ktoré pouzivatel vykondva.
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Ak vsak pouzivatel vyuziva portdl v prici aj doma, nie je mozné odlisit jeho osobu. Problém
zrejme nie je kriticky, pretoze jeho osobnost md viac rozmerov, zdvislych od prostredia a casu, v
ktorom sa nachidza. Citanie novin doma je takto odliSené od ¢itania v praci. Zaznamy o ¢innostiach,
ktoré portdl uchovdva st viazané na osobnost Citatela. V' tomto pripade nie je potrebné spdjat
monitorovanie pouzivatela doma a v prici, pretoze médzeme predpokladat zmeny v zdujmoch jednej
osobnosti a teda odpordcania sa vztahuju na konkrétne miesto a ¢as. Problémom uz moze byt iba
nizka aktivita pouzivatela napriklad v prici.

Zéznamy o aktivitdich pouzivatela obsahuji najmi informdciu o odkaze, ktory si na sme.sk
Citatel zobrazil. Dalej je zachytend informdcia o lase, v ktorom pouzivatel ¢ldnok zobrazil. Pomocou
tychto zdznamov moézeme sledovat zdujmy jednej osobnosti a jeho aktivitich na webovej strdnke. Nie
je spolahlivo mozné uréit ako bol spokojny s obsahom, ktory si zobrazil. Vieme vsak aspon priblizit

jeho zdujem.

Odporicania. Vyuzitim $tatistik o pocte ndvstev jednotlivych ¢ldnkov v réznych ¢asovych tsekoch sa
na sme.sk v sic¢asnosti tvoria nepersonalizované odportcania zalozené predovsetkym na socidlnych
aspektoch [9]. Predpokladom je vhodnost ¢ldnku pre vsetkych vzhladom na vidSinovy zdujem. Takto
vsak moézu vyznamné udalosti prekryt informdcie, ktoré st pre jednotlivych (itatelov mozno
zaujimavejsie. Pouzivatel vidi zdlozky, ktoré obsahuju naj¢itanejsie ¢linky (obr. 18).

4 hodiny 4h | 3dni | 7dni

1. SDKU chee vyligit Vladimira Mikusa zo strany
3 306

Majitelka L’Oréal mifia. Sialene 7 613
Hackeri sa vysmiali drahému webu ¢ 577
Lekari, pozor na Facebook! 5 73t

WM Fico: Bratranec je dradnik, on nerozhoduje
5 696

Zigmund PAlffy sa vracia do reprezentacie 5 072

7. Janosik svoju popravu zrejme nevnimal 5 054

3. Slovenska ekonomika dosiahla druhy najvacsi rast
v nii 4 414

9. Fico Utocil na Dzurindu, obhajoval vyjazd vlady v

Poprade 4 2i¢

10. Ako vas smie zastavit motorizovana cestna
kontrola 3 484

(S R SN VR )

o

Obrizok 18. Zilozky informujice o popularite ¢ldnkov medzi ¢itateImi. Cldnky st zoradene podla
poctu precitani. TieZ je mozné zobrazit Statistiku vo viac moznych ¢asovych okndch.

Dal$im spésobom odportcania je zoznam suvisiacich ¢linkov pod textom. Toto odporiucanie

predpokladd zdujem o podobné ¢ldnky a teda ¢itatel, ak md zdujem, mozZe prejst na zobrazené odkazy.
Problémom tohto riesenia v sticasnosti je, Ze sa manudlne musia zadat ¢ldnky, ktoré s mu podobné.
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7.1 SPRACOVANIE TEXTU

Navrhli sme metédu tvorby hierarchie ¢ldnkov, pomocou ktorej vytvdrame strom podla podobnosti
¢ldnkov, ktoré su priebezne zaddvané. Tieto ¢ldnky sa priddvaji v poradi v akom pribudaji v case.
Pridanie ¢linku znamend jeho stiahnutie a spracovanie do formy, ktord sme navrhli na reprezentdciu
dokumentu. Je mozné zadat [ubovolny dokument, povinny udaj je vsak text, podla ktorého sa
vykondva samotné pridanie do stromu. Text je predmetom dalsicho spracovania. Toto spracovania sa
robi vidy pri pridani nového ¢lidnku nakolko toto rieSenie pracuje on-line. Vdaka tejto ¢innosti je
mozné pridat ¢ldnok napriklad priamo z ¢itacky RSS, alebo aj po ddvkach v ¢asovych intervaloch.

V pripade zadania html kédu zo stiahnutého ¢ldnku, je nutné predspracovat tento text.
Extrakciou metaddt o ¢ldnku, ako je ¢as pridania, titul a hlavne text ¢linku je moziné prejst k
dalsiemu kroku préce s textom. Metdda nevyzaduje vSetky metaddta ¢ldnku ako sekcia, kategoria,
autor a podobne. Zaujimavé pre metédu porovnania podla obsahu je iba titul a text. Atribat ¢asu
extrahujeme pre udrzanie informdcie o aktudlnosti tohto ¢ldnku.

Text samotny je v dalSom kroku nutné rozdelit na slovd, v ¢om opit aplikujeme reguldrny
vyraz. Takto ziskané slovd reprezentuji ¢ldnok a mézu byt predmetom dalSej analyzy [17]. Slovd
podla zvolenej metédy redukcie zloZitosti dalej spracujeme algoritmami

* lematizér (zdkladné formy)

e stemmer (korene slov)

Oba spdsoby redukujua zloZitost slovnych foriem v slovendine, normalizuju text (malé pismend, stop
slovd). Pre lématizer sme pouzili slovnik, obsahujuci preklad slovnej formy na lému. Tento slovnik
premieta priblizne 500 tisic foriem, na mnozinu 50 tisic zdkladnych foriem slovenského jazyka. Toto
spracovanie vyznamne redukuje zlozitost vektora opisujiceho ¢ldnok. V skuto¢nosti vsak 175 tisic
ldnkov stiahnutych zo sme.sk podla ndvStev znovembra 2009, obsahuje takmer 900 tisic
jedine¢nych slov. Rozdiel oproti kapacite slovnika sposobuji mend, ndzvy, skratky, ale aj preklepy,
citoslovce a nespisovné vyrazy. Hovorime o redukcii

* pozitivnej (odstrinenie neziaducich slov)

* negativnej (strata slov vyznamnych pre obsah ¢ldnku)

Préve pre redukciu rozmeru a bezstratovost vyznamnych slov bol vytvoreni $tatisticky stemmer [20].
Tento sposob vygeneruje vlastny slovnik prekladu formy na koren slova pomocou jedine¢nych 900
tisic slov, ktoré sa objavili v ¢ldnkoch z domény spravodajstva. Stemmer pracuje postupne ako
zlu¢ovacd najpodobnejsich slov na ich spolo¢ny zdklad. Podobnost uréujeme principom Hammingovej
vzdialenosti. Vypocet vzdialenosti sme vsak museli upravit podla pravidiel gramatiky slovenského
jazyka. To znamend, ze zmena na konci slova je viac ocakdvand, a preto aj zmeny koncovky majt na
podobnost mensi vplyv.
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Spracovanie ¢ldnkov sme realizovali v tejto postupnosti:

Vytvorenie bazy slov (slovnik vlastnosti, mapovac slov na vlastnosti).
Stiahnutie ¢ldnkov (vytvorenie stahovaca aktudlne pridanych ¢ldnkov).
Predspracovanie (extrahovanie slov, ¢asu, titulu a dalsich potrebnych metadat).

B =

Analyzovanie vlastnosti (normovanie slov, filtrovanie, tvorba vektora vlastnost).

Clinky sme spracovali v dévke, aby sme ziskali slovnik a vedeli tak ur¢it déleZitost slov, kroré dalej
vyuzivame pri pribeznom stahovani. Po stiahnuti ¢ldnkov sme boli schopny vygenerovat slovnik,
ktory obsahuje v prvom rade slovd z tvaroslovnika pre slovensky jazyk a nisledne slovd, ktoré v nom
neboli ndjdené, ale boli vytvorené nasim Statistickym stemmerom. Zo slovnika sme dalej vylacili
slovd, ktoré sa cCasto opakujd a preto nemaji obsahovy vyznam pre ¢lanky textov. Takto vytvoreny
slovnik obsahuje mend, znacky, ale aj spisovné slovd z jazyka slovenského. Cely slovnik je potom
potrebny pri spracovani jednotlivych ¢linkov a pomdha pri vytvoreni mnoziny slov ohodnocujicich
¢lénok.

7.2 TVORBA STROMOVEJ STRUKTURY

Vytvorili sme softvérovy ndstroj, keory plno zvlida funkcionalitu napliiania stromu. Strom je uloZeny
v pamiti programu, pricom nepotrebuje pristup k databdze. Strom ako instancia dokdze pracovat s
roznymi stratégiami vypoctu podobnosti. V prototype boli implementované dva spdsoby zistovania
podobnosti:

* mnozina slov a percentudlne vyjadrenie poctu spolo¢nych,
* frekvencia slov a kosinusovd podobnost.

Ak vyuzivame kosinusovi podobnost, pracujeme s vektormi jednej dizky. Této dizka je uréend
poctom slov ¢ldnkov v bdze slov ziskanej z dostatoéne velkej mnoziny ¢lankov. Dizka potom priamo
ovplyviiuje rychlost porovnania. Napriek optimalizicii kosinusovej podobnosti pre vyberanie
blizsicho z dvojice potomkov je fakt, Ze vektory st riedke (obsahuji vela nil), a preto je tento cas
dlhsi ako pri porovnani prvkov iba podla mnoziny spolo¢nych slov. Podobnost podla poctu
rovnakych slov je rychlejsou a bola vybrana hlavne pre potreby testovania na vicsich poctoch ¢lankov.
Podobnost samotnd nie je predmetom skimania. Snazime sa najmi reprezentovat takto vzniknuté
vztahy, aby boli vhodne usporiadané pre dalsie hladanie v mnozine ¢ldnkov.

Tvorba stromu vychddza najmi zo sposobu porovnania, a je otvorend pre iné metédy
porovnania. Pri zmene stratégie porovnania treba implementovat vytvorenie vektora opisujiceho
ldnok, vypocet rodica a metédu samotného porovnania. Strom potom tdto funkcionalitu dalej
vyuziva pre hladanie podobnych ¢ldnkov. Podobne ako pri tvorbe zhlukov vieme poskytnut skupiny
podobnych ¢ldnkov. Vytvdranim rezov vieme delit strom na vetvy, ktoré potom obsahuji ¢linky
podobné na danej Grovni jemnosti (obr. 19).
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Obrizok 19. Skupiny podobnych ¢linkov. Ciary pod jednotlivymi metadokumentmi vizuilne
rozdelujd strom na vetvy, ktoré obsahuji podobné ¢ldnky. Jemnost pritom moéze byt uréend na
réznych drovniach.

Dal§im pozorovanim sme zistili mald vzdjomnt podobnost ¢linkov na trovni textu. To znamend, 7e
pri porovnani vychddzajiceho z obsahu ¢lanku nastiva problém “nulovej podobnosti®. Prakticky to
znamend, ze vektory vlastnosti st na seba vidsinou kolmé v priestorovom ponimani. Pri stavbe
stromu sa tento jav ukdze ako velmi hlboky strom. Preto bola implementovand rozirujtca vlastnost a
to vyvazovanie stromu. Princip spoéiva v pridani nového prvku nie rozvetvenim hrany na mieste
zistenia, ale pridanim prvku pod zistené miesto tak, aby strom bol ¢o najsirsi (obr. 20).

A o

Obridzok 20. Porovnanie dvoch metéd tvorby stromu. Do stromu st priddvané clénky spolu
nestvisiace. Hlboky strom (vlavo) je korektny, $iroky strom (vpravo) je rychly. Siroky strom viak moze
obsahovat ¢ldnky na rovnakej drovni (priamy potomkovia jedného vrcholu), avSak spolu vobec
nestvisia. Siroky strom dalej ocakdva prehlbovanie jednotlivych vetiev, ak sa objavia podobné ¢lénky.
(hlboky je N porovnani, $iroky je log,N porovnani)

7.3 HIADANIE STEREOTYPOV ZAUJMU POUZIVATELA

Vytvorili sme softvérovy ndstroj, prostrednictvom ktorého sme schopni odhalovat jednotlivé
stereotypy zdujmu aich hierarchiu. Tieto zdujmy vie taktiez zoradit podla relevancie a vybrat
najaktudlnejsie ¢ldnky, ktoré v tychto stereotypoch vznikaja. Algoritmus vyuziva strom podobnosti.
Najprv zoberie poslednych sto ¢ldnkov, ktoré pouzivatel precital a vyhladd ich v strome. Tieto listy
potom najkratSou cestou spoji s korefiom stromu. Vznikne tak, akoby dal$i strom, ktory obsahuje iba
precitané ¢lanky a vrcholy, ktoré ich spdjaju podla podobnosti. Tieto vrcholy potom oznadime ako
stereotypy zdujmu. Vieme ich tiez zoradit podla pomeru ¢linkov, ktoré v strome podobnosti precital
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a ktoré este nie. Takto vznikne zoznam stereotypov, z ktorych vyberieme vidy najaktudlnejsie ¢ldnky
a odporticame.

Zo zoradenych stereotypov vyberdme vidy iba prvy najaktudlnejsi ¢lanok. Takto sa snazime
pokryt §irsie spektrum zaujmov, ktoré pouzivatel ma. Clinky a zdznamy o ¢itanf sa pritom priddvajt
pribezne, pripadne v kritkych intervaloch. To znamend, ze odportcania preto v tomto prototype
vymenia az po pridani novych zéznamov.

7.4 VYSTUP METOD PRE REPREZENTACIU VZTAHOV A TVORBU ODPORUCANI

Reprezenticia vztahov podobnosti a metédy jej tvorby a modifikdcie uz splitaji funkcionalitu, ktord
zabezpeluje vystup v podobe mnoziny vysledkov najblizsich prvkov k prvku zadaného do stromu
a odportcania ¢ldnkov podla histérie citatela. V pripade potreby vyhladania mnoziny podobnych
ldnkov je vstupom identifikitor cldnku. V pripade odportcania je to identifikdtor (itatela.
Vystupom predchddza aj priebezné spracovanie ¢lankov, ktoré st postupne zverejnované.

Prostrednictvom rieSenia pre reprezentdciu vztahov medzi ¢ldnkami postupne stahujeme
najnovsie ¢lanky dostupné na sme.sk. Tieto ¢ldnky potom spracujeme slovnikom, aby sme ziskali
mnozinu slov. Tdto mnozina je potom pouzitd pri rozhodovacom procese hladania miesta v strome.
Postupne sa takto vytvira strom podobnych ¢lankov.

Pri vyhladanie podobnych ¢linkov pracujeme uz s existujicim stromom. Podla zadaného
identifikitora mézeme ndjst ¢ldnok uz uloZeny v strome. Od vyhladaného ¢ldnku potom mézeme
postupovat po rodicoch vyssie az kym neziskame vicSiu mnozinu ¢lankov, ktoré spdja. V tejto
mnozine je samozrejme aj vySetrovany ¢ldnok, ale aj jeho okolie. Tto mnozinu dalej zoradime, aby
sme ziskali N najblizsich ¢lankov podla poradia. Samotny strom teda zabezpecuje formu heuristiky,
ktord filtruje velky pocet dokumentov a na vystup ddva rddovo omnoho mensiu mnozinu podobnych
¢ldnkov. Tdto mnozina sa potom zoradi rychlejsie ako celd béza ¢linkov v strome a zobrazi sa pre
vySetrovany ¢ldnok (obr. 21).

Odportcéanie ¢ldnkov podobne ako pri vyhladani podobnych ¢ldnkov. Proces opit inicializuje
pouzivatel, avSak s dotazom sa odosiela identifikitor pouzivatela. V databdze sa potom vyhladaju
zdznamy histérie tohto pouzivatela, pricom sa ¢lianky videné pouzivatefom mapuja na cldnky
vstrome podobnych ¢linkov. Ziskame odportcanie atie sa potom presund na obrazovku
pouzivatela.

Integriciu samotnd sme riesili aj v pripade stranky sme.sk obohatenim grafického rozhrania,
ktoré vyuzivaju. V podobne rozsireni pre rézne prehliadace tak moéze pozivatel okrem prehliadania
podobnych ¢ldnkov prezerat aj cldnky, ktoré si mu odportcané podla jeho histérie. V oboch
pripadoch sme pridali desat ¢ldnkov, aby sme nezahltili pouzivatela a pridali sme moznost vyjadrenia
zdujmu (pod nadpisom), ktord pomoéze pri overovani riesenia, ale aj dalsich nasich predpokladov.
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Obrézok 21. Pohlad na zobrazenie ¢lénku na sme.sk s obohatenim o odpordéania (vpravo hore
v povodnej casti NAJCITANEJSIE) a o podobné ¢énky (viavo dole, namiesto pévodnych ru¢ne

zaddvanych stvisiacich ¢ldnkov).

41






8 VYHODNOTENIE METOD

Overenie vlastnosti metédd pre pricu s reprezenticiou a tvorbu odporucani moézeme uskutoénit
viacerymi sposobmi. Overujeme cast pre odpordcanie cldnkov a cast pre hladanie podobnych

¢lankov. Ako celok teda hodnotime nase rie$enie pre:

» cfektivnost reprezenticie podobnych ¢ldnkov
* urcenie podobnych ¢lankov
* generovanie odporicéani podla modelu pouzivatela

8.1 EFEKTIVNA REPREZENTACIA

Overenie efektivnosti rieSenia znamend v prvom rade overenie zlozitosti tejto reprezenticie. Nasou
hypotézou je, ze toto rieSenie md prijatelnejsiu zloZitost ako maticové, alebo mnozinové riesenia toho
istého problému. Porovnanie efektivnosti vypoctu podobnosti jednotlivych dokumentov nie je
predmetom experimentov, nakolko tento vypocet je rovnaky a vysledky by taktiez boli rovnaké.
Experimenty sme vykonali na rovnakej vzorke pittisic ndhodnych ¢lankov.

Efektivnost rieSenia hodnotime najmi z predpokladov, Ze stromovd Strukedra poskytuje
logaritmicki zlozitost. Uskuto¢nili sme preto experiment, ktory odhaluje, 7e hibka stromu narasti
logaritmicky s po¢tom c¢ldnkov. To potvrdzuje predpoklad, Ze s narastajicim poctom cldnkov

pridanych do stromu sa zlozitost priddvania nebude zvySovat linedrne (obr. 22).

30 4
25 -+

10

3

hlbka stromu

o un

0 1000 2000 3000 4000 5000
pocet pridanych prvkov

Obriazok 22. Logaritmick4 hibka stromu v z4vislosti od poctu pridanych prvkov.
Dalsim predpokladom je, Ze Casy potrebné na priddvanie rastt logaritmicky a nie linedrne s po¢tom

vlozenych ¢ldnkov. Tento predpoklad overujeme ako zobrazenie zdvislosti poc¢tu pridanych prvkov

a ¢asu potrebného na vlozenie nového prvku (obr. 23).
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Obrizok 23. Logaritmicky ¢as, potrebny pre pridanie nového prvku v zdvislosti od poctu prvkov
reprezentovanych v strome.

8.2 PODOBNOST CLANKOV V SKUPINACH

Rozhodli sme sa vyhodnotit uspesnost metédy pre hladanie podobnych prvkoch vo vytvorene;
reprezenticii. Hypotéza je, ze najblizsie ¢linky v hierarchickej reprezentdcii podobnosti st zdroven
najpodobnejsie a ze referenénd metéda odhali chybu, sktorou najpodobnejsie ¢ldnky ziskavame.
Vybrali sme referenénd metédu, s ktorou moédzeme vysledky porovnat. Tu je vSak zaujimavé, aké
atribaty hodnotit. Ak berieme v tivahu 100% uspesnost metddy, ktord porovnidva podobnost prvkov
ako kazdy s kazdym, potom v tomto poli hodnotenia experiment dopadne lepsie pre referen¢nt
met6édu. Ak sa vsak porovndva efektivnost metédy, potom nase riesenie dosahuje lepsie vysledky.

Taktiez zdlezi aj na funkcii vypoctu podobnosti. Porovndvat metddy, vyuzivajiice iné metriky
zistovania podobnosti s metddou, ktord dokdze prijat aj tieto metriky nemd vyznam. Metriku
porovnania v referen¢nej metéde preto treba vybrat tak, aby korespondovala s metédou hierarchicke;j
reprezenticie podobnosti.

Postup tohto experimentu je taky, Ze spracujeme mnozinu ¢ldnkov o pocte pittisic nasou
a referen¢nou metédou. Referenénd metédda pracuje ako hrubd sila, ktord porovni kaidy prvok
s kazdym, ak md zdujem zobrazit podobné ¢linky. Porovnani stouto metédou ziskavame velmi
dobrt predstavu o kvalite nasej metddy, nakolko porovndvame nase rieSenie s velmi komplexnym
a vypoctovo dlhym rieSenim (rddovo 100 krdt dlhsie pre nasu vzorku).

Pre obe metddy plati, Ze pre kazdy prvok vzorky vyhladdme najpodobnejsich N ¢ldnkov.
Zoberieme prvych desat z tejto mnoziny a porovndme ich navzdjom. Kedze referenénd metéda m4
100% uspesnost, odvija sa od nej aj vypocet presnosti nasej reprezenticie (tab. 2)

Najpodobnejsich N 10 50 100 150 200 250 300 350 400 450 500
Presnost % 273 | 42.8 | 59.6 | 65.2 78 81.8 85.4 89.6 90.6 91.6 97

Tabulka 2. Porovnanie prvych presnosti s referen¢nou metédou. Porovnanych je prvych desat prvkov
oboch metéd pricom obe rieSenia vyberali z mnoziny pittisic ¢ldnkov najpodobnejsich N ¢lankov
postupne ku 100 ndhodnym ¢ldnkom.



Nase riesenie je podla experimentu schopné vyhladat podobné ¢linky, avsak s vyraznou chybou na
prvych prieckach. Toto je spdsobené najmi tym, ze nade rieSenie hladd skupiny podobnych ¢lankov.
To je ovplyvnené faktom, ze relicia podobnosti nie je tranzitivna. A teda neplati, Ze ak A, B su si
podobné a B, C su si podobné potom C, A st si podobné. Takto sa v skupindch objavia aj prvky,
ktoré nemaji vzdjomnd podobnost. Zvi¢sovanim skupiny vSak postupne pribiidaji najpodobnejsie
¢ldnky, ¢o v zésade dokazuje blizkost podobnych ¢ldnkov.

8.3 TVORBA PERSONALIZOVANYCH ODPORUCANI

Generovanie odporuc¢ani vo forme ¢linkov, o ktoré by mohol mat pouzivatel zdujem zdvisi od
preferencii Citatela a od podobnosti ¢ldnkov. Zaujimavy je opit ndzor pouzivatela, ktory tento
vysledok vyuziva. Mozno priamo sledovat vyuzivanie odkazov, ktoré sa odporicaji. Hypotézou je, ze
odporticania pokryvaji zdujmy pouzivatela. Pre overenie predpokladov sme vytvorili experiment,
ktory vyuziva histériu tisic aktivnych éitateov. Z histérie sa potom vyberie interval, ktory sa rozdeli
na dve dasti. Z prvého obdobia sa pomocou nasej metddy vygeneruji odporicéania a porovnaji sa
s druhym obdobim histérie podobne ako to uviedli v ndmetoch na budicu pricu Bogers aBosch [11].
Odportcania vSak nemd vyznam hodnotit podla presnych ¢lankov, ktoré si pouzivatel precital
v druhom obdobi. Pretoze takto by sme hodnotili predikéné metédy a nie odportéaci systém. Citatel
teda za bezného ¢itania nepredita iba tie ¢ldnky, ktoré ho zaujimajd. Ak aj preéita, potom je mozné, ze
v tejto téme sa nachddzaju i dalsie, ku ktorym sa nedostane z pocitu obozndmenia sa s témou.
Porovnali sme preto kombindcie sekcie a kategérie ¢ldnku. Sekcia i kategéria je informicia,
ktord je ziskand spolu s ¢linkom. V pouzitej ddtovej vzorke 15 tisic ¢linkov existuje 427 jedine¢nych
kombindcii. Kombindcie teda mézu hovorit o zdujmoch pouzivatela, bez potreby porovnania ¢ldnkov
podla ich presného identifikdtora. Porovnanie malo pre rézne ¢asové oknd réznu Uspesnost (tab. 3).

Okno pre porovnanie 1 hod. 4 hod. 10 hod. 24 hod. 48 hod.
Presnost 40 49 56 58 59
Pokrytie 71 60 44 32 25

Tabulka 3. Presnost a pokrytie pre meniaci sa testovaci interval.

Z experimentu vyplyva, ze v priebehu jednej hodiny ¢itatel neprecital mnoho ¢ldnkov, a preto boli
lepsie pokryté. Cim viac ¢ldnkov ditatelia v ¢ase precitali, tym sa pokrytie zniZovalo, nakolko
odportcame iba desat ¢linkov. Presnost sa spréva opacne, takze rastie s asom a vi¢Sou moznostou
uréit spravnu kombindciu sekcie a kategérie.

Dal§im experimentom, potvrdzujicim Gspesnost odportéani je zobrazenie tychto vysledkov
skuto¢nym pouzivatelom. Ti maji moznost ohodnotit odporticant polozku ako zaujal a nezaujal.
V rdmci moznosti sme oslovili 10 citatefov sme.sk, ktori ohodnotili 88 odportc¢ani. Z tychto
odportcani bolo ako nevhodnych oznadenych 26, ¢o znamend priblizne 70% uspesnost. Tento
experiment je vhodné opakovat s vi¢sim poctom Citatelov, aby tieto vysledky nadobudli $tatisticky
vyznamnejsie Cisla.
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9 ZAVER A BUDUCA PRACA

Metédou hierarchickej reprezenticie vztahov v dynamickom prostredi ¢ldnkov riesime problémy,
ktoré bezne nastdvajui s charakterom tychto informdcii. Tieto problémy nie st jedineéné pre oblast
internetovych novin, ale aj databdz odbornych ¢lankov a inych textovych dokumentov priddvanych v
¢ase. Mimo oblasti textovych dokumentov mézeme prejst az na podobnost objektov ako je zvuk,
alebo obraz. Rozéiritelnost do inych domén zabezpecuje aj pristup, ktory moze pouzit iné metédy
ziskavania podobnosti pdrov objektov. Nahradenim vypoctu podobnosti tak moino vkladat do
hierarchie aj objekty redlneho sveta ak sa daju opisat vektorom. My sme sa vsak ststredili na doménu
internetovych novin, kde ako entity vystupuju ¢ldnky.

Vytvorili sme softvérovy ndstroj, ktory je schopny usporiadat ¢ldnky do hierarchie podla
vzdjomnych vztahov podobnosti. In$pirovali sme sa pri tom rieSeniami z odbornej literatdry, hlavne
algoritmami pre tvorbu hierarchickych zhlukov. Nami vytvorené rieSenie tak vytvdra skupiny od
najmensich dvojic, az po jednu skupinu obsahujtcu vsetky prvky. Efektivita bola hlavnd tloha, ktort
sme si urcili a preto vieme reprezentovani podobnost spitne ziskat z nami vytvorenej Struktdry.
Vyhladanie podobnych ¢lankov k ¢lanku, ktory je v hierarchii umiestneny sa tak zjednodusuje, ¢o
ndm otvdra dalSie moznosti vyuzitia tejto reprezenticie. Usporiadanie cldnkov vytvdra skupiny
podobnych ¢ldnkov, podobne ako pri zhlukovani, a umoziuje tak na Tubovolnej trovni zobrazit
¢lanky s podobnym obsahom. Uzly stromu dalej obsahuja aj ¢asovt informdciu, ktord pomdha pri
rychlom hladani najnovsich ¢ldnkov v rdmci takychto skupin.

Reprezenticia podobnosti sa dalej vyuziva pre odportcanie ¢ldnkov Citatelovi. Clinky
odportcame podla histérie, ktord sa zaznamendva pre kazdého pouzivatela. Histdria obsahuje ¢ldnky,
ktoré si Citatel zobrazil. Tieto ¢ldnky potom mapujeme na skupiny urcené v nasej reprezenticii.
Clinky teda na roznej drovni podobnosti urdia vetvy stromu, ktoré st pre pouZivatela zaujimavé.
Vysledné vetvy potom vieme zoradit podla relevantnosti (pomer precitanych ku nepreditanym) a
generovat odportcania. Odporticania sa generuji z viacerych stereotypov zdujmu, aby tak vytvorili
mix, ktory pokryva preferencie (¢itatela. Rozhodli sme sa vyberat iba najaktudlnejsie c¢lanky
z jednotlivych stereotypov, aby sme nezahlcovali ¢itatela.

Nase riesenie je mozné vyuzivat ako rozsirenie roznych prehliadacov, pricom pouzivatelovi sa
obohati samotnd strinka sme.sk, kde sa mu zobrazia odporacané ¢linky pre jeho osobu a ¢ldnky
podobné k tomu, ktory prave ¢ita. Pouzivatel méze odportcaniam pridelit svoj hlas, ktory urcuje, ¢i
je pre neho ¢ldnok zaujimavy alebo nie. Toto rozsirenie méze pomdct k Gprave zdujmov, ale
i k vyhodnoteniu predpokladov. Celé rieSenie sme overovali postupne od hierarchie az po
vyhodnotenie zdujmu pouzivatela o ¢ldnok. Vyuzivame pritom skuto¢né ¢lanky, a skutocné zdznamy
histérie. Tak sme mohli simulovat sprdvanie pouzivatelov a pozorovat Gspesnost nasej metédy.

Nase rieSenie je stcastou $irSicho projektu SME-FIIT, preto mnohé casti, ako stahovanie
¢ldnkov, alebo histérie pouzivatelov nie su stcastou tejto price. Nase rieSenie preto tieto podporné
mechanizmy vyuziva, ¢o ndm umoznilo sustredit sa na nami uréené ciele. Ohrani¢eniami pritom
ostdvaju spracovanie inych prvkov ako st textové dokumenty a taktiez vypocet samotnej podobnosti.
Tieto casti neboli predmetom tejto price, preto neboli ani predmetom nasej analyzy. V nasej praci
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sme vsak vyuzili rieSenia, ktoré stru¢ne opisujeme pricom sme umoznili jednoducht vymenu tychto
prevzatych casti.

Hlavnym prinosom je névrh efektivnej reprezenticie mnoziny dokumentov, vyuzitim vztahov
podobnosti. Vytvorenie hierarchie podobnosti ¢ldnkov, je potom dalej vdaka efektivite vyuzitelnd pri
tvorbe obsahovych odportcani. Ndmetom na budicu pricu je vytvorenie kombindcie obsahového
a socidlneho odportcacieho systému postaveného na tychto zdkladoch. Pouzivatelovi totiz vieme
identifikovat zdujmy, ako vetvy stromu. Tieto vetvy vSak mézu byt spoloéné pre viac pouzivatelov
a teda napriklad v pripade vyberu odpordcania z konkrétnej vetvy sa odporudia tie, k ktoré su z nej
najcitanejsie. Takto sa do obsahového odporicania vnesie socidlny princip.

Nasou dalsou snahou je preto okrem dalSicho vyskumu tejto oblasti aj nasadenie
a spristupnenie jednotlivych casti, aby tak ¢itatelia, alebo aj autori ¢ldnkov vyuzivali poskytované
vyhody.
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A. DIAGRAM PRIPADOV POUZITIA

sme.sk fitatel’

01 vyhladanie stvisiacich élankov 02 odporucanie dlankov

05 aktualizovanie bazy

wextends wincludes
“inciudes
06 uloZenie dokumentu 04 vytvorenie bazy vlastnosti
; «include»
«includes» .
“inciuides «inchude»
07 vytvorenie vztahov 08 uprava vztahov 03 spracovanie dokumentu

medzi dokumentami

UCO01 - Vyhladanie suvisiacich ¢ldnkov

* mnozina najblizsich ¢ldnkov k vybranému ¢ldnku
* optimdlna velkost
*  vplyv aktudlnosti na podobnost

* rozéirenie vyhladania aj pomocou klticovych slov

UCO02 - Odporicanie ¢lidnkov

«includes»

09 vyuzitie vztahov

* mnozina najblizsich ¢ldnkov k zdujmom pouzivatela (precitané, ¢asové pasmo)

* optimélna velkost

UCO03 - Spracovanie dokumentu



e text (mnozina slov)
e lematizér
e bdza vlastnosti

* vlastnosti dokumentu
UCO04 - Vytvorenie bdzy vlastnosti

*  vztahy medzi slovami
* vyber slov
* Statistiky opakovania

* wordnet
UCO05 - Aktualizovanie bazy

* roz$irenie vytvorenia bazy
UCO06 - UlozZenie dokumentu

* Dbindrny strom
* oddelene stromy podla kategérie
* listy st dokumenty

 vrcholy/spoje st virtudlne dokumenty
UCO07 - Vytvorenie vztahov medzi dokumentmi

* hierarchia podobnosti dokumentov

* vytvorenie z velkej mnozZiny na zaciatku, jednordzovo/inkrementdlne
UCO08 - Uprava vztahov

* prizmene podmienok (zmena vih v strome)
* inkrementilne rozvijanie mnoziny dokumentov

* odoberanie prvkov (exspirdcia)
UCO09 - Vyuzitie vztahov

* vyhladanie podobnych dokumentov (stivisiace ¢lanky)
* dalsie ¢lenenie/spdjanie zhlukov (vytvorenie optimdlnej mnoziny vysledkov)

* zdujem o $pecifické dokumenty (¢asové nihlady, zmena véh)
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C. UKAZKA ZDROJOVEHO KODU

Sirenie informiécii v strome — spojenie vrcholov stromu do metadokumentu

#spojenie informacie o h ibke stromu
def mergeSubTreeDepth(children)
subtreedepth = 0
children.each do |child|
subtreedepth = [subtreedepth, child.subtree depth].max
end
return subtreedepth+ 1
end
#spojenie informacie o po &te potomkov
def mergeChildrenCount(children)
childrencount = 0
children.each do |child|
childrencount+= child.childrencount
end
return childrencount
end

#spojenie vlastnosti (BagOfWordsStrategy)
def mergeFeatures(children)

answ = {}
children.each do |child|
answ.merge!(child.features){|key, new, old| new-+old}
end
return answ
end
#spojenie informacie o najnovsom &lanku

def mergeTimeStamp(children)
newesttimestamp = DateTime.new
children.each do |child|
newesttimestamp = child.lastchange if
child.lastchange > newesttimestamp
end
return newesttimestamp
end



Vyber okolia zo stromu

#parameter element je jeden prvok stromu
#parameter minlimit ur &uje ko Xko prvkov chceme vybra t
def getMatchingNodeSurround(element, minlimit)

return nil if element.nil?

pointer = element

#vyberiem postupne prechddzam na rodi éov, kym nesp  isam podmienku
while I(parent=pointer.parent).nil? and (parent).childrencount < minlimit
pointer = parent
end
#vratim mnozinu, ur &enarodi  &om, pl #ajacim podmienku
return TrecomNode.getLeafSet(pointer)

end

Vyber podobnych ¢linkov

#parameter sme_id je identifikator &lanku
#nepovinny parameter surround ur &uje okolie &lanku
def getSimilarArticles(sme_id, surround= 500)

#vyh Tadam é&lanok v strome
element = TrecomNode.getLeafNode(sme_id)

#skon  &im, ak nie je v strome

return nil if element.nil?

answ =[]
#vyberam okolie elementu

set = @manager .getMatchingNodeSurround(element, surround)
#mnoZzina sa zoradi pod Ta podobnosti k prvku

set.each{|elm|
similarity = @manager .compare(element, elm)
answ << [elm.sme_id, similarity] unless

elm.sme_id == sme_id or similarity == 0
answ.sorti{|x,y| y[ 1]<=>x[ 1]}
return answ
end



Vyber ¢ldnkov podfa zdujmu pouzivatefa

#parameter visit hovori o st &asnej navsteve
def getStereotypeArticles(visit)
#vyberiem poslednych 50 néavstev citate  Ta
visits = Visit.find( :all , :conditions =>{ :cookie =>visit.cookie},
limit =>50, :order => "happened_at DESC"

#rozdelim mnozinu na tie, ¢o boli odporu cané atie ¢o nasiel sdm
#(kazdy odporu cany ma logovany aj redirect - ako keby ho naSiel s&
recvisits = visits.select{|elm| !elm.recommenda tion.nil?}
visits.reject!{|elm|recvisits.each {|recvis it|
break if recvisit.sme_id == elm.sme_id }

}

#v pripade, ze gitate I ni &nepre &ital odporl &im najnovsie &lanky

return TrecomNode.getNewestSet(TrecomNode.root, 10) if
visits.nil? or visits.empty?

#vyh Tadam stereotypy zaujmov
stereotypes = @manager .getStereotypes(visits)
#vyberiem najrelevantnejSie stereotypy zaujmov
topstereotypes = @manager .getTopNStereotypes(stereotypes)

#v pripade, Ze neexistuju relevantné stereotypy odp orl &im najnovsie

return TrecomNode.getNewestSet(TrecomNode.root, 10) if
topstereotypes.nil? or topstereotypes.empty?

answ = nil
topstereotypes.each do |stereotype|
#mnoZina uz videnych clankov
seen = stereotype.seenset
#najnovsich 10 ¢lankov zo stereotypu, bez videnych

)

m)

&lanky

possible = TrecomNode.getNewestSet(stereotype .trecom_node, 10 ) - seen

#odmietnem  &lanky, ktoré uz boli odporu cané
possible.reject!{|elm| recvisits.each{|recvis it|
break if recvisit.sme_id == elm.sme_id}
}

#mnozinu pre stereotyp zoradim po dla aktuélnosti

possible.sortl{|x,y| y.article.published_at<= >x.article.published_at}

#pridam  clanky do odporu ¢acej mnoziny (vysledok bude transponovany)
(answ.nil? or answ.empty?)? answ = possible : answ=answ.zip(poss

end
#vratim mnoZzinu unikatnych clankov
return (answ.flatten-[ nil - 1).uniq

end

ible)






D. POUZIVATELSKA PRIRUCKA

Instal4cia rozsirenia

Celé rozsirenie je momentdlne dostupné ako rozsirenie prehliadacov, preto je nutné nainstalovat
potrebné stibory, aby sa tak zmeny na strdnke http://sme.sk prejavili.

Na strdnke http://nimbus.fiit.stuba.sk/sme-recommender/trecom_script/ je mozné ndjst aktudlnu
experimentélnu verziu, odpordcacieho systému, aj podrobny ndvod, ktory spreviadza pouzivatela pri
instaldcii. Potrebné siibory st ulozené aj na elektronickom médiu.

V budtcnosti méze byt instaldcia vypustend v pripade, ak sa rieSenie nasadi priamo na portal sme.sk.
Dalou moznostou je instalicia a pouzivanie proxy servera (peweproxy.fiit.stuba.sk). Ktord na stranky
sme.sk priddva potrebné prvky.

Instaldcia pre prehliada¢ FireFox prebieha v krokoch:

1. Nainstalovat plugin Greasemonkey pre FireFox.
2. Nainstalovat skript odportcacieho systému.

Pre prehliada¢ Opera prebieha v krokoch:

1. Povolit Javascript.
2. Nainstalovat opera UserScript nakopirovanim do adresdra s ostatnymi skriptami.

Prehfad podobnych ¢linkov

Clinky podobné k prive ¢itanému ¢lanku sa objavuji pod akymkolvek zobrazenym &lidnkom na
sme.sk. Kliknutim na niektory ¢ldnok so zoznamu sa pre presivame na dal$i ¢ldnok. Na
demonstratnom obrdzku st podobné ¢lénky pod ¢lédnkom v ¢asti “Podobné ¢lanky”.

Prehlad odporidani

Odportcania sa pouzivatelovi zobrazia pri prichode na stranku sme.sk v pravom hornom rohu medzi
najc¢itanej$imi ¢lankami pod menom “Odporacané”. Odporucané ¢linky sa obnovuju kazda hodinu.
Nie je vylacené, ze niektoré odporucané clinky v zozname ostant, ak ich pouzivatel v poslednej
hodine nezobrazil.

Spitnd vizba

Po nainstalovani roz$irenia sa pod nadpisom kazdého ¢linku objavia dve moznosti, ako ohodnotit
zdujem o ¢ldnok. Tieto st v podobe textu, alebo obrdzku, ktory vyjadruje zdujem. Po kliknuti na
moznost tento prvok zmizne. Prvok sa pri dalSom nacitani strinky opit objavi pre pripad zmeny

ndzoru.
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E. PRIKLADY ODPORUCANI Z EXPERIMENTOV

Experimenty s odporic¢anim prebiehali najmi v simulovanej forme podla aktivit pouzivatelov.
PrindSame aj vybrané pripady odportGéani pre konkrétnych pouzivatelov. Citatel je najprv
charakterizovany zoznamom sekcif, ktoré ¢ita a ndsledne st pre tohto jednotlivca zobrazené aj
konkrétne ¢lanky. Tieto ¢lanky st z doby 15. — 20. Aprila.

Poutzivatel ¢itajici blogy

Histéria ¢itania podla sekcii na sme.sk:
korzar 23

liptov 6

komentare 5
wiezik 2
topercer 2
pocitace 2
jakus 1
barlog 1
hajdusek 1
marekgajdos 1
jurajlukac 1

Tento ¢itatel okrem vieobecnych tém ¢ita aj blogy. Blogy samotné nie st zaradené do rovnakej sekcie,
ale s navzdjom nie¢im podobné (obsahovd podobnost). Ttto podobnost reprezentuje strom, preto
st blogy inych autorov v zozname odporacanych ¢linkov (4 z 10).

Nestdtni vlastnici lesov nestihlasia so zoniciou Tatier
Nov4 zonicia Tatier ddva hotelierom Sestinu Manhattanu

Pocet obeti zosuvov p6dy v Brazilii stpol na 219

Posyp zneprijemiiuje Zivot Tahanovéanom

Moja kriza m4 krizu

Ministerstvo predlozZilo ndvrh zondcie Tatranského nédrodného parku
Slovensko zru$i poboéku velvyslanectva v Bonne

Platini a Blatter vyjadrili Polsku sdstrast a podporu

Odzitkovdnie a nalievanie vina.

Ako Zivot plynie..

vypocitané za 2.9375 sekundy pre cookie 12315003471257690



Pouzivatel ¢&itajici ekonémiu
Histéria ¢itania podla sekcif na sme.sk:
ekonomika 26

komentare 11

bratislava 7
natankuj 3
hokej 2
veda 2
sport 1

Tento citatel sa venuje prevaine ekonémii. Okrem toho ¢ita komentdre a ostatné témy s uz
vyznamovo slabsie pri hladani jeho zdujmov. V strome tato obsahovi podobnost ¢linkov o ekonémii
vieme lokalizovat. Na drovni, ktorti sme odhalili potom odport¢ame nasledovné clinky. Vidime
pokrytie ¢ldnkov z ekonomického prostredia, ale aj ¢linky vieobecnejsie. Clanky pokryvaji aj menej
zastipené sekcie natankuj, veda, hokej a $port.

Sportovisko na Budatinskej dokontia asi na etapy
Tadi¢: Srbsko nikdy neuznd nezdvislost Kosova

V Cesku klesla nezamestnanost na 9,7 percenta

Z emisii sa stratilo dal$ich 24 miliénov korin

Fidesz rokoval s rakdskym vicekancelirom Prollom
Cesi vlani vypili menej piva

V Afrike je volnych e$te pol miliéna vstupeniek
Transpetrol musi platit. Cesi uznali Il¢igina
Biodiverzitu druhov md zachrdnit informaénd kampari
Mikolaj uZ podpisal zmluvu k zimnému §tadiénu

vypoditané za 1.578125 sekundy pre cookie 12475494038518397



Pouzivatel bez rozpoznatelného zdujmu
Histéria ¢itania podla sekcif na sme.sk:
korzar 5

hokej
nitra
prievidza
bratislava
kysuce

NN AR W

trnava

Tento ¢itatel na prvy pohlad podla sekcii neprejavuje konkrétne zdujmy. Cita prevaine nezaradené
¢lanky. Podla ¢ldnkov z jeho histérie, ktoré sme.sk zaradilo do sekcii vieme identifikovat iba slaba
prevahu niektorych sekcii. Hokej ako vyznamnejsia sekcia sa prejavila vo viacerych polozkich. Avsak
mézeme pozorovat aj &dnok (4. v poradf) venujici sa problematike s lokalitou Prievidza. Dalsie
¢lanky st skor aktudlne doplnenie vo vieobecnej téme.

Slovenski politici kondolujd Polsku

UPN o Sidorovom antisemitizme poml¢al

Kaczyniski - antikomunista, kritik Ruska a silnej dinie. A konzervativec
Minister obrany odvolal riaditefa opravirenského podniku

Ak Chicago vypadne, Kopecky na MS pride

Biodiverzitu druhov mé zachrdnit informa¢nd kampar

Hud4¢ek: Bol to velmi lacny gél

Kto si Lucifer?

Polsko prislo o elitu. Cakajii ho smutné prezidentské volby

Zmienka o okupdcii strandm chybala, prezidentovi a Smeru nie

vypoditané za 1.15625 sekiind pre cookie 12634684274107298



Pouzivatel so zdujmom o $port
Histéria ¢itania podla sekcif na sme.sk:

korzar 12
hokej 11
futbal 11
ekonomika 7
natankuj 5
kultura 4
cestovanie 3
pocitace 3

Citatel m4 zjavne zdujem o $port, konkrétne futbal a hokej. Okrem tychto tém sa venuje aj dalsim
témam, napriklad ekonémif kultdre, cestovaniu. Odportcané clénky pokryvaja tieto témy, ¢o vidime
priamo z nadpisov. V zozname st ¢ldnky o futbale, hokeji ale aj o kultire a dalsich.

Tyidet v kultire

Zoltin Varga zomrel na tridvniku pocas zdpasu veterinov
Hodina dvandsta este neodbila

Al-Kdjda chystd dtok podas futbalovych majstrovstiev

V Ivangorode podpisuji peticiu za pripojenie mesta k Esténsku
V prvej nomindcii Ruska u? aj hré¢i z NHL

John Forsythe - tvir z Dallasu

Jeruzalem - mesto nevyslovenych Zelani

Messi vynik4 i medzi najlep$imi

Reprezentaénd pozvinku si nezaslizim, vyhlisil Ronaldo

vypocitané za 1.984375 sekundy pre cookie 12582136171562522



F. OBSAH ELEKTRONICKEHO MEDIA

Priecinok Obsah priecinka

/DOC dokumenty a prezenta¢ny material
/DOC/DP1 diplomovy projekt |

/DOC/DP2 diplomovy projekt Il

/DOC/DP3 diplomovy projekt Ill
/DOC/STEMMING dokumentacia stemovaca
/DOC/WIKT09 materidl k pracovnej dielne
/DOC/IIT.SRC10 material k Studentskej konferencie
/DOC/RECSYS10 material ku konferencii

/DOC/SIGIR10 materidl ku konferencii

/SRC zdrojové kody

/SRC/STEMMER generator koreriov a analyzator ferretu
/SRC/SMEFIITPROJEKT ruby on rails aplikacia (integrovany DP projekt)
/SRC/TRECOM trecom implementdcia DP projektu
/DAT datové subory

/DAT/MYSQL6 spustitelny obraz databazy
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H. CLANOK ZO ZBORNIKA PRE WIKT ’09

Dynamika v hierarchickej klasifikacii ¢lankov

Dusan Zelenik, Maria Bielikova

starv informatiky a softvérového ininierstva,
Fakulta informatiky a informacnych technologii, Slovenska technicka univerzita,
Nkovicova 3, 842 16 Bratislava, Slovensko
dusan.zelenik@gmail .com, bielik@fiit.sk

Abstrakt. Podobnost élankov mézeme identifilovat aplikovanim klasi-
fikaénych algoritmov. Problém nastava pri neustale] ocbmene dokumentoy
a teda nutnoeti aktualizovat klasifikaéné triedy. Frirodzene élanky pribi-
daji, ale aj starni a teda opdifaju mnoozinu. Naga metdda je schopna
prispéschif 2a dynamicksj povahe dat vyuzitim hierarchie stromu a menej
naroénej aktualizAcie vzfahov. Stromova Ztruktira rozmiestinje viac-
rozmerné prvky podla podobnosti a dovoluje genercovat mnoginy zhlu-
Lov na zaklade parametrizovatelngch obmedzeni. Metdda je pougitelna
na zizkanie suviziacich élankov alebo tvorbu odporiacani pre sterectypy
pougivatelov dynamicky v realnom éasa.

Klucove slova: dynamika, klasifikacia, odporaéanie, hierarchia

1 Uvod

Viznamnim atribitom pohodlia ponzivatela je naroénost cesty, ktori musi
prekonat pri hladani informaeii. Internetové noviny prichadzaji s mognostami,
ktoré nmozimji éitatelovi v rozsiahlej muozine élinlkov vyhladat ten pravi. Stan-
dardné metédy spracovania a klasifikieie dokumentov viak neuvainji dynam-
icky sa meniace podmienky. Cas je pritom v spravodajstve vienamny atribit,
Rovnako aj ganjem éloveka o konkrétne oblasti informaeii.

Cielom prispevku je opisat metddn odporiéania na géklade klasifikicie a vy-
hladavania podobnych dokumentov, ktora riesi dynamikn informacii v interne-
tovyeh novin, Metdda je nadstavbon ug overenyeh riesent, vleZenich do meni-
aceho = prostredia. Predpoklada sa najméi zlepsenie orientacie v dokumentoch
a prispisobenie sa vkladanin novich élankov a potladenie zastaranyeh. Pougi-
vatel ziska moinosti ako prehladavat noviny a ostat v oblasti zaujmm bes redun-
daneie.

Klasifikicia objektov je vo wieobecnosti hladanim funkcie &k d — ¢ kde d
Je ohjekt, v tomto pripade doknment a e je trieda, do ktorej patri. Problém
tohto zobrazenia veniks, ked sa mmno#ina dokumentov stdle meni, éo vyiaduje
aj rmeny samotnej mnoginy tried. Spracovanie dokumentov sa najéastejsie riesi
vyuzitim mnoziny slov alebo mnoziny fraz vybranyeh na ziklade Statistiky [6]
alebo pomocon vhodnej heuristiky. Problém je, Ze praca s takto ziskanymi vek-
tormi reprezgentujieimi dokumenty je vipoétove niroénd. Nami pougitd nad-
stavba TF-IDF, je schopnd uréit dtatisticlky, kboré slovi sa na vektore podielaji



viac alebo menej. Vvuziva vahy slov ziskane g databazy clankov., Sémantiku
textu vieme éastoéne zakomponovaf vylicenim nepodstatnieh slov normaliza-
ciou slov na ich sakladnd tvar a nasledne "gjednotenim” synonym. Slova a ich
viznam maji viak komplikovanejsie vzdjomné vefahy [5). Niektoré ticto vefaly
=11 pre anglicky jaevk zachytené napr. v databaee WordNet, ktora sa s dobrimi
visledkami pougiva na spracovanie textu [1].

Riesenim dalficho kroku klasifikécie a teda samotného rozdelenia dokumen-
tov, resp. vektorov je vytvorenie ghlukov, Existujil mnohé metddy tvorby zhln-
kov [3]. Nada metdda, inspirovand odvodeninami algoritmn Leader-Follower|2],
disponuje netrivialng aktualizacin tichto shlukov [nejde iba o zobrazenie nového
prvku do u# existujicej mnoziny eentier). Algoritmus aktualiznje priebegne cen-
tra zhlukov, Na vytvorenie hierarchie [4] medzi dokumentmi sme vyuzili struk-
tiarn strom. T4 ak sa vhodne konstrunje umoziuje aj efektivoe pridavanie a odo-
beranie prvkoy.

2 Struktiira a reprezenticia dokumentov a vzfahov

Reprezenticia dokumentov je pre odporiiéanie na ziklade podobnosti klidovai.
Navrhli sme reprezentdcin, kde Struktira elementov je usporiadand v strome,
ktorého listy predstavuji skutoéné dokumenty, Hrany tohto stromu urénji hie-
rarchin klasifikicie dolkumentov. Vreholy predstavuji elementy s vlastnostami
dokumentu (klasifikaéné triedy). Tie udriuji informaciu o svojich potombkoch.
Cesta od korefia stronm do listu je postupnost tried. Strom je iba tloziskom
vztahov podla podobnosti dekumentni, nie samotngich dat. Vistupom nie je
Jjeho viznalizacia ponzivatelovi, ale pri tvorbe vistupov sa vyugivaji hierarchickeé
vztahy, ktoré =1 v fiom zachytené,

Element stronm je odkaz na dokament alebo triedu dolnmentov, Kazdy rodie
nesie informicin o podobnosti s potomkami a vzdjomne] podobnosti jeho dvoch
potomkoy. Tieto vetahy roesituja bindrny strom o daliie uzitoéné informdcie,
potrebné pri pokroéilom rozhodovani o ceste k listom pri tvorbe odporiéani.

Takito rogsirent binarny strom je vyhodnym riefenim pre pridavanie prvkowv.
Prechod od koreiia stronm ag po list nskatoéiujeme hinArnym porovnanim po-
tomkov a uréenim blizsieho elementu. Zlozitost pridivania alebo lokalizovania
prvkun sa zmensuje s hustoton stronm a jeho Sirkon. ¥V pripade najhlbsicho stromu
(najhorsi pripad) sa vykona N opericii rozhodnutia. V najsirsom strome a teda
v najidedlnejsom pripade je to log, (V) porovnani (kde N je poéet dokumentov).

Velkost stromu vieme redukovat rozdelenim struktiry na podstromy (viaceré
stromy podla kategorii, v ktorej sa dokument nachidea). Kategdrie vystupuji
ako dostupna informsacia a koneénd mnozina metadit k ponzitym ditam.

Strom a cela jeho struktira sa vytvara inkrementalnym pridavanim prvlkov:

. najdi "najblizs" element (list alebo spaj),

. pred element pridaj novy spoj ake rodiéa

. prida]j potombka ako list do bindrneho paru

. uprav spitne atribity spojov (vedialenosti) a# po korefi.

BB bD



Obdobne postupujeme aj pri odstranovani prvkov. Pristup sme svolili najmi
pre rasticu velkost munoziny, Pri akejkolvek postupnosti pridivania prvkov je
visledny strom rovoaky. Struktira a udrianie vetahov medzi jednotlivimi ele-
mentmi =i dolezité prave pre daliin pracu = nimi.

Prierezom stromn (medzi listami a korefiom) vieme ziskat mnozinu elemen-
tov oddelenieh rezom. Vietky ziskané elementy s korenmi novyeh stromov.
Elementy mofn mat svojich potomkov a teda vieme uréit skupiny podobnich
dokumentov ako mneziny listov veniknutych stromov. Ak hibeme rezom smerom
ku koreiin, jemnost skupin sa znizuje (veniki menej skupin a viae doknmentov
v jednej skupine). Rezmi bligsimi ku listom stromu sa prejavi opaéngd efekt avyio-
rania jernnosti. Vyhodou je postupné rozdelovanie dokumentov, Menej podobne
dokumenty sa oddelia skir ako tie blizke. Dosahnjeme tak generovanie zhlukov
zrnenou parametrov ako je ich pocet alebo vellost zhlukn.

3 Dynamika vztahov medzi dokumentmi

Navrhmti strom udriuje informaciu o podobnosti dokumentov. Pri hladani
v strome alebo tvorbe skupin vieme wohladnit aj éas, zdujem pouivatela alebo
kltcove slova. Od koreiia ai po list prechadza algoritmus cex spoje. Ak sa zmenia
vlastnosti spojov (vahy slov bazy, zohladnenie éasn), vwhlada im eestu k visled-
nému listu. Vieme ovplyvnit veajomni vedialenost dvoch potomkov (horizon-
taluy zasah) alebo vedialenost rodicéa od potombkov (vertikalny zdsah). Hori-
zontalny zasah je posunutie spoja (a jeho rodicov) blizsie k dokumentu, ktory
Je napriklad novil, Vertikalnym zasahom doeielime zriehlenie alebo spomalenie
gjemiovania pri vytvirani rezn na konkrétuyeh vetvich (tvorba ghlukov).

Listy obsahuji informaein, kedy boli pridané. Tito informacin so svysujicou
za vihon smerom k listom vyugivame pri roghodovani zaradenia vysetrovaného
élankn k jeho najbligienn. Z toho vyplyva moznost venikn situacie, ked kipia
vvactrovancho élankn bhola paradens v strome 12 davno. Viedy algoritmns vy-
hladi menej podobuy, ale aktuilnejis élinok. Clinok sa takymto zdsahom pos-
tupne dostava za prah, kedy ho mo#no vyliéit, éim sa strom aktualizuje.

WV niektorich pripadoch (napr. horizontalny zasah) mozno vykonaf pozia-
davku priame nad stromom. Vznika reg (pozri obr. 1), ktory urénje jemnost
delenia na konkrétnyeh vetvach stromu (napriklad podla zinjom).

Spoje mo#no rogiint aj o dalsie informécie ako vizby na typy poudivatelov

miesto pre pongivatela v strome urénjice jeho zanjny.

— Spoj
Zjemnenie |

—(O repe -‘1{?'

@] ® z -Clanky - @

Obr. 1. Fjemnenie rezu (pozn.: hrany iba vizualizuju vlastnoeti spojov)
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4 Vstupné data a ich spracovanie

Metadita (antor, kategdria élanku) nie si dostatoéné ukazovatele. Vytvirame
preto veltor obsahnjiel zlozky repregentujilce frekvencie vyskytov slov, Tvorba
takého vektora vyugije zobrazenie foriem slov na ich zakladm form., Tyvm sme
schopni jeho velkost wrednkovat, aviak pri poéte zdkladnych foriem slovenského
Jazyka (vyse 50 tis.) je pocet zlofiek vekbora naroény pre éasté porovnavanie.

Metdda vyberd specifické slova vyhradne pre dani doménun (noviny). Ich
podet sa redukuje uprednostnenim slov, ktoré uréuji najlepsie vienam samot-
ného élankn. Technika vibern slov je zalofens na statistike [pougivame dosta-
toéne velki databazu Glankov). Navrhnuti metoda takto zohladni aj vefahy
medzi slovami podla ich vzajomne] nadradenosti (priority) v tejto doméne.
Vysoké poéty vyskytor jednotlivich slov znizuji ich relevantnost, rovnake vsalk
aj slova so zanedbatelnfm viskvtom mbfeme povagovat ea irelevantné. Zo-
hladinjeme aj roznorodost ich vyskytu v dokumentoch. Slova s rovnakou frekven-
cion vo vietkich doknmentoch si menej délezité, ako tie s roznou.

Uréenie vektora pre dokument je délezité pre ich porovnanie, tak ako aj
spisob porovnania. Pre porovnanie dokumentov sme pougili metrikn zaloZeni
na kosinovej podebnosti. T4 zanedbava velkost velitora, vyuziva jeho smer.

Bizou slov rozumieme mnozing takto ziskanych slov. Vytvorenie bazy je
Jednorazova zalegitost (objavenie vlastnosti dokumentov). Aktualizacia bazy ma
viEnam po pridani novich élankov. Takto postupujeme len ak je béza gastarana
{zastaravanie bazy viak v specifickej doméne nie je kriticke).

Bidzn slov sme ziskali statistickim vyhladanim slov, ktoré maji predpoklad,
Ze uréuji érty dokumentu. Tieto slova sme potom zoradili podla délezitosti.
Na zdklade tychto slov potom mézeme generovat vektory kn daliim élinkom.
Algoritns postupuje takto:

1. stishnutie élinkn s metaditami (text, nfdzov, kategdria, antor, éas pridania),
2. normovanie textu (preklad foriem na lémy a vylicenie "obyéajoieh” slov),
3. ziskanie bazy slov b (kaidé slovo b ziska vahu v podla viskytu v jed-
notlivieh élankoch a viskytu vo vaetkych élankoch)
— wviha je nizka ak je frekvencia viiskytu slova vo vietkyeh élinkoeh rovnaka
— wviha sa logaritmicky svyiuje s roznorodoston viskytu,

4, spmensenie biazy slov o slovd s viznamne nigsou vaho.

Algoritmus pre vytvorenie vektora ohodnoenjilceho élanck pracuje s bazou
slov. Slova bizy maji svoje vihy a teda priority, na zdklade ktoryeh sa mozu
tvorit vektory s ohodnotenymi (zoradenymi) zlozkani. Zlozky maji rézun dolezi-
tost {vahu). Algoritmus priradujici velktor élinku prebicha v tyehto krokoch.

1. stishnutie élanku s metadatami (text, namov, kategdria, antor, éas pridania)

2. normovanie textu (preklad foriem na lémy a vylicenie "obyéajuich” slov)

3. vyhladanie slov z textu v baze a vygenerovanie vektora v = (v, g, Uzt )
kde v, je frekvencia viskvtn slova B & bazy b v normovanom texte.



Frekvencia vyskytn je kalknlovani ake TF-JDF. Ak cheeme rozsinit stratégin
pomoeon miery visnami slov v doméne (rozptyl, maximalny a priemerny viskyt
slova), vynzijeme projekein vektora slov v Takto ziskajn zloiky vektora svaje
vihy a jeho smer sa bligl k najviznamnejsienn slovin

Dalson stratégion je vyuzitie synonym a teda priemetu slov rovnakého vie-
namn na uréené slovo (napr. prvé v synonymickom slovniku). Jedni sa o viz-
nammne znizenie pocétu zlogick vektora a teda aj naroénosti porovnani.

5 Overenie rieSenia a zaver

NajdoleZitejiim kritériom overenia spravoosti navrhoute] metady je spokojnost
pouzivatela. Noviuy disponuji zaznamami o cinnosti pongivatelov a tak vieme
uréit, ktory élanck jednotlivea zaujal. Zaznamy st upravené, aby holo zrejmé
akym sposobom sa pouzivatel dostal k élinku. Clelom metddy je poskytnif
pougivatelovi zognam pre neho zanjimavich élinkov. Ak goznam zaéne vyudivat
pravidelne pre hladanie éléinkov, éo je pozorovatelné, potom je metdda tispesnd.

Zo ragnamov je tiez moiné zistif, & sa élinky precitand ponzivatelom nahodné
rogptylji v strome tried alebo sa s malon odehylkon priblizujin konkrétnym
oblastiam. V tom pripade to znamend, Ze pougivatel nestrica éas vobrazovanim
nezanjimavyeh élankov, Naopak clinky., o ktoré ma szanjem si zobrazi. Roediel
pozorujeme porovoanim zdznamoy o pouzivatelovi pred a po aplikovani riefenia.

Pri pozorovani je vhodné uréit viac dostatocne velkych skupin reprezen-
tativiych pougivatelov. Jedna skupina pongiva pévodny systém. Dalsia skupina
pouziva rozsirenia. Obe skupiny sa nakoniec porovnaji a uréime zlepienie. Us-
peinost vieme porovnaf s dalfimi metodami pre odporiéanie élankov,

Pomoeon navrhintej metddy podivame vistupy vo forme mnozin podobnfch
élinkov a generovani odporiéant vehladom na zanjmy pougivatela, Viznamnym
prispevkom je zvlidnutie dynamiky novin, ktora ovplyvinje vistupy metddy.

Podakovanie. Tato praca bola éiastofne podporena Vedeckon grantovou agentirou
VEGA, grant ViG1/0508,/00 a Agentirou na podporu vyskumu a vivoja, grant APVV-
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ABSTRACT

This paper discusses qualities of the hierarchical representation of
text documeints aind its utilization for the news recommending. We
propose a method for efficient representation of entities in the
hierarchy and present how this method maintains similarity
relations. We use this representation to provide content-based
recommendations  for news readers. Our solution  provides
recommendations, while solving known drawbacks mentioned in
related work. Both parts. representation and recommender, were
evaluated to verify partial potentials. We used dataset of articles
and history of the active readers to evaluate recommender in
simulated usage.

Categories and Subject Descriptors
H.3.3 [Information Storage and Retrieval|: Information
Search and Retrieval |[RetrievalModels

General Terms
Alporithms, Design, Experimentation

Keywords
Similarity search, tree hierarchy, news recommending

1. INTRODUCTION AND RELATED WORK

Generating personalized recommendations is generally related to
observation of a single user behavior and then suggesting items
usityg either collaborative filtering or content-based methods. Tin
advance there are also hybrid techniques, which could be used to
recommend items [4]. These methods often combine both
principles to avoid negative aspects in both types.

Collaborative filtering is purely social based what commonly
emerges in recommending the most popular items. Ignoring the
content of entities and focusing on the similarity of users is based
on presumption that the majority of similar users have found
something interesting for the rest. Actually this is more about
predicting the behavior than discovering the interest. More oit
collaborative filiering recommenders could be found in the survey
[9]. since we focused on the content-based recommending.
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Recomimender systems using content of the items have fto
represent  similarity among entities which are subject to
recommend. This is the first problem, because in more complex
domains it is not, or hardly possible to find similarities. Items like
videos or images have none content similarity without keywords
or annofation as proclaimed in work on Google News
recommender [6]. If the recommender works with news articles,
sitiple  text needs to be processed and similarity among
documents retrieved [10]. Similarity itself is then used to provide
content-based recommendations. The simplest possible way is o
recommend articles which are similar to those which the reader
has already seen. Problems which occur in content-based
recominenders are similar to the collaborative recommenders [1].
There is alwavs a problem with unknowi user, but it coiternt-
based system we have no problem with new iteins, in case we can
process them and represemt similarities. Problem could canse
overspecialization, which could be solved by randomly generated
recommendations and omitting the items which are very similar fo
those which the reader already saw like in DailyLearner [3].

As a part of SMEFIT [1] project we present a recommender
called TRECOM which works with monitored user behavior and
processed news articles in the form of the effective representation
of the news similarity. Data used to perform recommending are
from the web site SME.sk and contains news texts and the user
history (news reading). History is purely from the news reading,
but the intention is similar to the one presentment in related work
[5]. We also use this log to experimentally evaluate our
recominender by simulating user activity and also via publishing
the recommeider at the site

We process afticles to provide similarity search service in used
dataset. Our method incrementally composes a hierarchy of
sitnilarities among supplied text documents. Representation is
inspired by incremental hierarchical clustering methods and
effectiveness which is achieved in related work. Similarity search
is then low complex and effective for discovering interests using
history of the specific user. Discovered interests are then in
dependency to the time and relevance used to recommend.

2. HIERARCHY OF SIMILARITIES

We use the similarity as an option to search for entities in a hig
dataset, rather than keywords or categories. We use a technique
which is based on similarities comparison. Similarity search
mainly depends on the extraction of features for each entity and
metric chosen o determine similarity berween two entities.
Talking about news, mentioned features represent words,
Similarity between texts is then computed using sets of words.
Computed similarities are important to assign relations betweei
ews and to speed up similarity search.




Our representation which keeps similarities among news provides
easy real-time adding of new articles and furthermore, retrieving
group of similar news. Our method for similarity search is
designed to work with any entity type (i.e. pictures, persons), but
in our boundaries we focused on the text documents. In this
section we describe data preprocessing, similarity calculation and
tepresentiitg relations in hierarchy.

2.1 News attributes extraction

We used a dataset of news articles published with the specific
meta-data (title, author, section, category etc.). All atiributes could
be used to determine whether two of more entities are similar or
wi. We presume that similarity is not categorical and more
articles from different categories could have similar plot what
makes this manual categorization insufficient. This insufficiency
led us to use the comtent of each article. Attributes are
consequently extracted only from topic, perex and text. Words
should be more useful when the plot similarity is important.

The content is preprocessed using the lemmatization, followed by
the stemming algorithm to extract words. After tokenizing the
article, we apply our dictionary to put words on their base forms.
The lemimatizing dictionary is supported by computed steimns of
words. We produced this dictionary to preserve words like names,
brands, acronyms and other valuable word forms, not included in
the moirphology dictionary. The combination of the official
maorphology dictionary and stems penerated statistically should
increase similarity especially for mentioned preserved words.

2.2 Similarity relation

Using features we compute the similarity between two articles.
We chose the simple bag of words strategy becanse of its low
complexity and relatively high precision [7]. Our method for
similarity search is not dependant on similarity calculation used.
The metric has an impact on results and relations between entities
[1D], but is not essential in the scope of representing computed
similarity and representing relations batween texis.

Our strategy of comparing articles uses extracted features fo
calculate the similarity. We calculate the similarity basically as:

| features(A) Mfeatures(B)|
| features(A) Ufeatures(B)|

similarity(4,B) =

The similarity berween more documents reveals relations. Some
of the articles have greater similarity than others, what affects
these relations. We can imagine a graph of articles (commonly
tepresented as a matrix) generated according to their relations.
This representation provides precise relations map but problem is
its complexity in large datasets. We proposed to informally
project these relations into hierarchy. In such hierarchy are similar
articles close to each other.

2.3 Hierarchy of relations

As far as we are able to calculate the similarity between articles,
we are able 0 compose a structure to represent relations. Our
tepresentation is a binary tree. We are inspired by the THC [B]
algorithm which produces a hietarchy of clusters, Our solution
strictly produces hierarchy of entities and relations between them.
Our binary tege is then used like a decision tree, which means that
two nodes are compared when article is being stored or retrieved
on each level. Each leaf node in the tree represents a real
document (article, picture, ete.) and the rest of nodes are virtual
documents. The virual docwment acts as a real document, but it is
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Figure 1. \-’Irtunl document joins real nrﬁcles.
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it the regular readable article, presented e.g. in the news poital.
Virtnal documents have only representational purpose and provide
information about leaf’ nodes which are located in a subiree
defined by this document (see Fig. 1)

Since the structure is generated using calculated similarity, similar
articles are located nearby. Articles could be inserted or retrieved
froin this structure. The hierarchy enables us to execute these
actions with low complexity, because the decision process
logarithmically eliminates unnecessary branches.

2.3.1 Inserfing news

The tree hierarchy is composed incrementally. The insertion
process searches for an insertion place of the new document.
Single decision is made according to the defined strategy of
sitnilarity metric. The insertion consists of these steps:

1. Searching for the most similar node.
2. Calculating place to insert.
3. Distributing changes.

The process of searching for the most similar node uses extracted
features. It starts with the root node and compares its features with
children’s features. More similar node is then returned for next
iteration. Calculated similarity among the new element and the
matching node increases after each iteration. Cycle continues until
real document is found or features are significantly split between
children and similarity declines. These states mean that the
algorithin reached the most appropriate virtual document. Featires
are split into two branches when a set of articles (leaf nodes of the
selected branch) is similar to the investigated one and process
fiound the most appropriate place for the insertion.

Insertion continues after caleunlating the exact place to add the
document. The place is calculated to keep the tree well balanced.
The homogeneity of the tree is preserved by placing new node
without enlarging the tree depth. New document is inserted in the
position closest to the most similar node (in the closest and the
shortest branch). For example, a set of N documents, which are
generally not similar, would be spread into the tree with depth of
log2N, This happens more probably in early stages.

After branching at the calculated place, the last stage of inserting
the mode is executed. The document and its features are
distributed. This affects only the parts of the tree which are related
to the new node. For each node E basically applies:

features(E) = U; features(children(£))

2.3.2 Retrieving similar news

The location of the article which is the most similar to the
investigated one reveals its surroundings. The structure was
composed using similarities and relations are  hierarchically
merging similar articles. The most similar articles are those which



are located nearby. Whole process of similar news retrieving
consists of (1) searching for the most similar node and (ii) fetching
the set of nearby documents.

Searching for a node, which is the most similar, is the same as the
one used for inserting a new document. However, the process
firstly checks whether the structure already contains investigated
element. In this case, we locate the node and move rowards the
next step. Nearby documents are more relevant than farther
elements but we are able to ferch as mamy articles as it is
necessary in both cases. The preater the surround, the greater is
the set of similar articles.

3. RECOMMENDIG USING SIMILARITY
Generating recommendations using representation of similarity
telations is based on stiucture of the tree. We prepared the tree
which includes every newly added article and enables us to
retrieve similar news, Retrieving similar documents is the simple
version of recommender. Suggested articles are the most similar
to the one just displayed by a user.

Moving to the next level, fetching similar articles is no more an
issue. Our recommending method does not need to fetch similar
articles, but uses this tree to locate user interests. We presume that
user reads articles, which are somehow similar. Articles are
grouped by the similarity what enables to determine which group
covers which interest. These interests are then located in the tree
sttucture  and  recommendation  could  be  prepared.  Our
recommender wses content-based similarity of articles which are
interesting for a user [1]. We presume that users read articles
which are included in their interest stereotypes. One stereotype is
connected to the specific content of articles, The group of similar
articles is represented as a set of leaf nodes in a subtree defined by
a virtual document, We use these documents to mark interest
stereotypes of the user. Every newly added leaf node is potentially
interesting for the user if it is in such a subtree.

To cover all of the user interests, we need to produce a mix of
articles sorted by relevance and publishing date. We constrained
the number of recommendations to 10, because it wonld not
overwhelm the reader. Modeling the user, picking up the hest set
of articles and other processes required to  generate
recommendation are described in this section.

3.1 User model
Using the history of news reading, we discovered that a user has
maore interests which should be mapped. History of the user
confains only logs of displayed articles. We are not able o
determine whether the specific article is interesting for the user or
not. But using the complete history, we are able to identify rends
and simplified user interests (Fig. 2). The chart contains statistics
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Figure 2. Interests of the specific user.

of a specific wser for period of one week. Since there are around
200 sections available we are able to recognize interesis.
Probably, some of the articles displaved by this user were not
interesting for the user, but the majority shows his inferest
stereotypes, Our hierarchy does not confain information about
these sections, which were created manually by authors. Our
hierarchy keeps computed categories which could not be defined
by human, but these categories probably cover (or even corract)
sections provided by authors. We presume that the majority of
articles displayed by the user are relevant. Discovering interest
stereotypes is designed to be able to sort stereotypes by relevance.

Mentioned chart simplifies the spectrum of interest which could
be obtained using our representation. If the user had an option to
decide whether the article was inferesting for him or nof, we
would be able to create better user model. That means that
feedback would have significantly atfected recominendations. Our
intention is W provide recommendations with no feedback
required (except experiments), by calenlating the relevance of
retrieved interests.

3.2 Refrieving interests

If the user likes specific theme, he would like to read the most
recent news in this field (e.g. computers). We also presume that
user displaved a lot of dated articles from this theme, Our
tepresentation provides groups of similar articles on different
levels of similarities. Such group is actually represented by an
inner node, which merges all of leat nodes. Stereotype itself is
ensily gained using the set of articles which are interesting for the
user. These articles are located in the tree so we find a path from
the leaf nodes to the root. Each intersection which is discovered is
the potential stereotype (see Fig. 3).

e, Stereatype (high level)

~~ Slarsotype
(o Bevel)
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Figure 3. Paths to displn}cd news and discovered stereotypes.

Each stereatvpe could be on different level of the tree hierarchy.
We calculate a priority of the stereotype as a ratio of total number
of leaf nodes in this branch and number of nodes which represent
articles already displaved. We can sort stereotypes by priority this
way and recommend newly added or unread articles only for tap
rated stereotypes.

3.3 Generating recommendations

The last step is the composition of the recommendation.
Discovered interest stereotypes aré used to retrieve articles.
Obviously there are more interests and possible recommendations.
Average reader displays 2 articles per day, what in comparison to
300 articles published each day means, that there are many
relevant articles. The reader should not be overwhelmed by
recommendations, what lead us to pick up top 10 sterectypes and
for each stereotype we select the newest article. Newest articles
are also easily retrieved since each node of the representation has
information about the publishing date of the newest article which
belongs to the branch. To complete the task of composing the
tecomimendation, we subtract the set of already displayed articles.



Since we included also lower rated, we manage to preserve the
negative aspect when recommendations keeps user within limited
field of interests.

4. Experiments and results

In order to evaluate reliability of our representation  and
subsequently the recommender properties we have provided
several, Both presented experiments are made using dataset of
articles and readers history dowiloaded from the SME.sk news
portal. Complexity, which makes our representation suitable for
recommender was evaluated by repeating the process of news
processing. Complexity showed to be logarithmical as expected.
With linear amount of articles processed the time needed to insert
a new article was increasing logarithmically.

We consider proving reliability of proposed representation as
inore important. To evaluate our presumption that similar articles
are located close o each other in the tree structure we compared
our method for similarity search with brute force method. We
inade a comparison of top 10 articles gained by both methods (see
Tah. 1) regarding 100 % precision of the brute force method.

Table 1. Precision for top 10 articles. Enlarging size of group.
Surround | 10|50 [ 100 | 200 | 300 [ 400 | so0 |
Precision | 273 | 428 | 506 | 7¢ [ 854 [ooe |07 |

This comparison brings valuable resulis since we compare our
tesults with results computed using high complex brute force
inethod (generally 100 times slower than our method). We used
5000 articles and we incrementally enlarged the group of similar
articles which were retrieved from the tree. Precision is highly
affected as a result of the tree composing principle. Similarity
relations are generally not transitive, which means that group of
similar anticles produced by our method includes articles which
are highly similar at first place.

Ancther evaluation proves our hypothesis that our recommender
is able o cover user interests. We prepared a set of 1 000 active
useis and their history for 5 days. We also processed 12 thousands
articles displayed by these users. The idea of this experiment is to
simulate recommendation using the first period and compare it
with the following test period, wiknows for the recomimender.
There is no point to compare exact articles, which were suggested
and which were really displayed by the user. This kind of the
evaluation would prove the quality of prediction, but not the
quality of recominendation. We already showed that user is
interested in some specific sections. Furthermore, our dataset also
contains categories. The number of unique combinations (section-
category) which are also valid is 427 (30 articles per combination
i average). With a maximal number of 10 recommended items
we can compare combinations displayed by the user and
combinations which would be offered by the recommender, This
evaluation shows ability to cover the catalogue search and user
iiterests in section-category combination. Our recomimender does
not use these combinations (it uses content similarity only) and
picks maximum of 10 unique combinations (out of 427 valid
combinations) what makes it relatively precise (tab. 2).

Table 2. Precision and recall for the changing test period.

Testperiod | 1hour | 4 hours | 10hours | 24 hours | <48 hours
Frecision H H 56 i3 39
Recall Tl ol 44 31 25

5. Conclusions

We presented a recommender which uses history of a single
reader and suggests articles using effective similarity search. At
the beginning we presented the method for similarity search in the
dataset of articles, The main contribution of this solution is its low
(logarithimical) complexity. We took advantages of the
hierarchical clustering and simplified the processes of the tree
composing. Our algorithm incrementally composes a hierarchy of
similarity relations and is designed to search for interests using
history of the reader. Beyoid the ability to locate interests, we are
also able to produce hierarchy of these interests and determine
relevancy for the user, These operations are executed real-time
what enables the user to read interesting and up-to-date articles.

Similarity search results which are achieved are sufficient in
comparison with simple brute force method for similarity search.
This also showed to be reliable when our method for news
recommending suggested articles to users whose behavior was
simulated using real logs. Our recommender is ready to accept
different types of entities what opens opportunities for future
work. Besides, it s possible to implement different metric of
similarity calculation. Other challenge for famre work is the
combination of collaborative filtering and content based approach.
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