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1. Neuronové siete a nervovy systém

Teoria neurénovych sieti vychadza z neurofyziologickych poznatkov. Snazi sa vysvetlit’ spravanie sa na principe
spracovania informacii v nervovych bunkach. Niekedy sa umelé neurénové siete oznacuju aj ako modely mozgu
bez mysle (angl. brain without mind, Clark a spol. [5]), kedZe sa snazia pochopit’ nervovy systém, ale
nezaoberaju sa psychikou. Znalosti ziskané v oblasti vyskumu umelych neurénovych sieti maju velky vyznam
pre neurofyziologiu. Momentalne totiz nemame k dispozicii experimentalne metodiky, ktoré by umoziovali
sledovat’ aktivitu v prirodzenych neurénovych sietach (existuji len metédy na sledovanie aktivity jednej, popr.
niekol’kych nervovych buniek sucasne). V oblasti spracovania informacii nervovym systémom sa preto k
niektorym poznatkom mozno dopracovat’ len myslienkovym experimentom (napr. po¢itacovym modelom).

1.1 Anatomia nervového systému

Nervovy systém obsahuje obrovské mnozstvo buniek (len mozog ich obsahuje viac ako 100 miliard). V principe
sa rozdel'uje na centrdlny nervovy systéem (CNS, t.j. mozog a miecha) a periférny nervovy system (PNS, t;j.
periférne nervy a zhluky nervovych buniek, tzv. ganglia). Vsetky informacie, ktoré CNS dostava o svete
naokolo, sa zakladaju na signaloch vznikajucich v zmyslovych (senzorickych) bunkach. Tieto signaly sa Siria do
prislusnych tstredi v CNS cestou oddelenych (tzv. aferentnych, dostredivych) nervovych drah. Podobne jedinym
sposobom, ako méze organizmus cielene ovplyviiovat’ okolité prostredie, je cestou eferentnych (odstredivych)
drah inervujucich (riadiacich) svalstvo (aj re¢ je zabezpeCovana svalstvom). Svet, tak ako ho vnimame, je svet
virtualny, existujuci len v nasej mysli vo forme nervovych vzruchov. Nevidime elektromagnetické vinenie v
istom rozsahu frekvencii (predstavujucom adekvatny podnet pre oko), "vidime" virtudlny svet vytvoreny
neuralnou aktivitou v zrakovych centrach CNS (podrobnosti v [17]).

Miecha vykondva elementarnu analyzu hmatovych podnetov, vnimania teploty a bolesti. Ustredia pre
tieto ¢innosti sa nachadzaju aj na vyssich urovniach CNS. Okrem toho vykonava regulaciu niektorych reflexnych
funkcii pohybového aparatu (motorika) a niektorych vegetativnych reflexov. Obsahuje aferentné a eferentné
drahy. NajvysSou rovitou miechy je predlzend miecha, ktora pokraduje §truktirami nazyvanymi Varolov most a
mesencephalon. Tieto tri §truktury sa siborne oznaCuju ako mozgovy kmes (obr. 1.1). Zaistuju vegetativne
funkcie (t.j. vedomim priamo neovladané funkcie zabezpecujtce stabilitu vnutorného prostredia organizmu). Ide
napr. o regulaciu srdcovej frekvencie, dychania, kyslost’ vnutorného prostredia, koncentracie ionov v krvi, atd’.
Okrem toho mozgovy kmen zabezpecuje zakladnu analyzu sluchovych, chutovych ako aj hmatovych podnetov z
oblasti tvare. Podobne riadi motoriku tvare. Je centrom niektorych reflexov (napr. zabezpecCujucich rovnovahu,
pohyby o¢i, rozsirovanie a zuzovanie zrenic a pod.).

Mozocek hra velmi vyznamnu tlohu pri modifikacii starych a u€eni novych pohybovych stereotypov.
Sucasne porovnava vykonavany pohyb s jeho planom a pripadné odchylky koriguje. Mozog sa sklada z dvoch
polovic, tzv. hemisfér. Vacsina Struktlr patriacich k mozgu je zastipena dvakrat, v oboch hemisférach (obr. 1.2).
Talamus predstavuje velmi zlozitd Struktaru, ktorou prechadzaju takmer vsetky aferentné drahy. Ide o
nahromadenie nervovych buniek v centralnych castiach mozgu; takéto zhluky su typické tym, Ze na reze maju
sivi farbu. Miesta, kde sa nenachadzaji tela nervovych buniek, maju bielu farbu. Okolo talamu sa nachadza
nickol’ko zhlukov neurénov, ktoré sa stiborne oznacuji ako bazdalne ganglia. Hraju dolezita Glohu pri selekcii
programu pre pohybovy vzorec zvoleného pohybu. Pri ich poruchach vznikaju zlozité poruchy motoriky (napr.
Parkinsonova choroba). Emotivne podfarbené spravanie ovplyviluje systém skupin nervovych buniek nazvany
limbicky systém. Jeho jedna Cast, tzv. hippocampus, ma zrejme centralnu ulohu vo fyzioldgii pamati.
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Obrazok 1.1. Anatémia mozgu (pohlad z pravej strany).
Znazornené je topologické ¢lenenie motorickej kory (podla [24]).
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Obrazok 1.2. Anatomia mozgu. A. Pohl'ad na l'avli hemisféru zboku. Znazornené je ¢lenenie kory na laloky. Vodorovna linia znazorfiuje
miesto rezu C. B. Pohl'ad na strednu plochu pravej hemisféry. Zvisla ¢iara znazorfiuje miesto rezu D. C. Horizontalny rez mozgom.
Viditelné su §truktary ulozené v hibke mozgu (maju prirodzene sivi farbu kvéli telam nervovych buniek, ktoré obsahuji). D. Vertikalny
rez mozgom (podla [24]).

vy

Mozgova kora zohrala v evolucii ¢loveka rozhodujucu funkciu. Najvacsi rozdiel medzi mozgom
¢loveka a k nemu vyvinovo najblizSich opic je prave v §truktire mozgovej kory. Je na povrchu rozdelend na
vyvysenia a brazdy medzi nimi (gyrus je oznaCenie vyvySenia a sulcus brazdy oddelujucej dve susedné
vyvysenia). V smere kolmom na povrch mozgu je kdéra vzhl'adom na nehomogénnu bunkovu $truktiru rozdelena
na 6 vrstiev. Okrem toho ju Korbinian Brodmann podla funkcie rozdelil v pozdiznom smere na tzv.
Brodmannove arey (napr. primarne zrakové centrum reprezentuje area 17). V principe sa na kére nachadzaju
oblasti zodpovedajtice analyze vstupu zo zmyslovych organov, oblasti zodpovedné za riadenie motoriky a tzv.
asociacné oblasti, kde sa zbiehajli informéacie z ostatnych oblasti kdry. Vzhl'adom na to, Ze vdcSina aferentnych aj
eferentnych drah sa krizi, su v l'avej hemisfére reprezentované informacie z pravého zorného pol'a, hmat z pravej
polovice tela, motorika pravej polovice tela a pod. Pochopitel'ne obe hemisféry nepracuju autondmne. St spojené



vel’kym mnozstvom nervovych drédh. Spojené su koreSpondujuce oblasti jednej hemisféry s koreSpondujucimi
oblastami druhej hemisféry a naopak. Struktira, kde tieto spojenia prebiehaju, sa nazyva corpus callosum
(existuju aj iné spojenia medzi hemisférami, corpus callosum je najvacsie z nich).

Funkcia jednotlivych hemisfér je mierne odliSna. Dokazali to Roger Sperry a Michael Gazzaniga v sérii
experimentov na pacientoch, ktorym boli z terapeutickych dovodov prerusené spojenia medzi hemisférami
(pacienti po komisurotomii, “split-brain” pacienti; prvé poznatky boli ziskané v experimentoch na zvieratich
[21], prehlad pozri v [9]). Zistilo sa, ze v jednej hemisfére su lokalizované funkcie suvisiace s recou (tzv.
dominantnd hemisféra, zvycajne ide o I'avlli hemisféru). Okrem toho je dominantna hemisféra Specializovana na
raciondlne spracovanie reality a je spojend s vedomim. Druha hemisféra (subdominantna) je Specializovand na
vnimanie melddie, funkcie spojené s vnimanim estetiky, pomyselné manipulacie s objektmi v priestore a skor
celostné, holistické spracovanie reality. Vstup do subdominantnej hemisféry je u pacientov po komisurotomii
nepristupny vedomiu. Napriklad ¢o existuje len v jej odpovedajlcej Casti zorného pol’a, si pacient neuvedomuje
(pacient nevie, ¢o vidi; predpokladom je, Ze zrak fixuje jeden bod, v doésledku ¢oho sa o€i neobracaju smerom k
prezentovanému objektu - tak sa zabezpeci, aby bol objekt premietnuty len na tu Cast’ sietnice, ktord predstavuje
vstup subdominantnej hemisféry). Sperry, Gazzaniga a spolupracovnici ukazali, Ze ak je napr. obraz pilky kratko
prezentovany v 'avom zornom poli (teda premietnuty do pravej hemisféry) a pacient ma dominantni hemisféru
lavi, nevie povedat, ¢o videl. Ak ma vSak nakreslit obrazok toho, Co videl, Tavou rukou (riadenou
subdominantnou hemisférou) nakresli pilku (hoci si neuvedomuje, ¢o kresli).1

Na tomto mieste je potrebné upozornit’, ze u velkej vacsiny vyssich psychickych funkcii su nervové
mechanizmy zodpovedné za tieto funkcie uplne nezname (podrobnosti pozri v [22]).

Aby sme si mohli priblizit, aké funkcie musi nervovy systém zabezpecit, predstavme si, ¢o musi
vykonat’, ked’ chceme prejst cez frekventovani ulicu. Aby sme mohli stat’ na dvoch koncatinich s telom
vzpriamenym (a teda s taziskom vysoko od zeme, v pomerne labilnej polohe), musi nervovy systém spracovat’
informéciu z vestibuldrneho organu, registrujuceho vplyv gravitacie a zrychlenie nasho tela v niektorom z troch
na seba kolmych smeroch (vestibuldrny organ je ulozeny v blizkosti vntitorného ucha). Ten je komplikovanou
neurénovou sietou spojeny s nervovymi bunkami, stimulujucimi kontrakcie istych svalov (tzv. posturalne,
postojové svalstvo). Primerand kontrakcia jednotlivych posturdlnych svalov udrzuje Cloveka vo vzpriamenej
polohe. Ide vSak o stale sa meniaci proces, rozsah ich kontrakcie totiz zavisi od konkrétnej situacie: na ako
naklonenom, ako méikkom a ako pohyblivom povrchu stojime, odkial’ a ako silno fika vietor, o nesieme v
rukach a podobne. Nase oci sleduju ulicu, zatial’ ¢o ich oslepuje letné slnko. Informacia o svetelnej intenzite sa
tvori uz v oku, d’alej sa spracuje v aferentnej zrakovej drahe a pomocou ustredi v mozgovom kmeni sa urci, aky
ma byt prierez zrenicky. Jej ovplyvnenie sa deje cestou prislusnych eferentnych drah. Zrenicka sa potom ako
clona na fotoaparate pri silnom svetle zuzuje. Tym zabezpeci primerant svetelni intenzitu na spracovanie obrazu
sietnicou” (na tomto mechanizme sa zulastiiuje aj samotna sietnica). Iné centrd v mozgovom kmeni riadia
natocenie ocnych gul’ tak, aby "pozerali" na ten isty bod (konvergencia). Tak sa mozu obrazy premietnuté na
sietnice oboch o¢i zlozit’ v zrakovej kore dohromady, ¢im na zadklade ich disparity (t.j. malého posunu medzi
obrazom v pravom a Pavom oku) moze vznikntit' "hibka" obrazu (jeho trojdimenzionalnost). Nagu vzdialenost
od objektov v zornom poli odhaduje nervovy systém aj porovnanim vel'kosti obrazu so skiisenostou (vyzaduje to
analyzu celej situacie). Aby sme preorientovali svoj pohl'ad na iny objekt, je potrebné natoCit ofné gule
prisluSnym smerom a upravit’ aj ich konvergenciu podla vzdialenosti objektu od nas. Zrak méa okrem toho
schopnost’ autonomne kompenzovat’ pohyby hlavy komplexom zlozitych reflexov. Pasivne pohyby hlavou su
registrované vestibularnym aparatom, ktory potom ovplyviiuje centra otacajuce ocné gule opacnym smerom, ako
sa pohybuje hlava. Podobne, ak sa pohybuje obraz dopadajuci na sietnicu (o sa v naSom pripade naozaj deje -
auta sa pomerne velkou rychlostou priblizuji a vzdaluji), o¢né gule tento pohyb dokdazu kompenzovat.
Reflexny obluk je v tomto pripade esSte zlozitejSi. ZvyCajne nastavaju vSetky tieto procesy sucasne, takze
dochadza k ich komplexnej superpozicii. Na§ sluch registruje hluk ulice. Je v lom zvuk motora Startujiceho
motocykla z blizkeho parkoviska, krik dietata tahajiceho mamu na opacnej strane cesty k hrackarstvu, brechot
psa kdesi zd’aleka, slova priatel’ky popisujucej zazitky z prace a hluk motorov prechadzajtcich aut. Sluch vnima
len jedno spektrum, vzniknuté zlozenim vSetkych tychto zvukov. Napriek tomu vieme vel'mi I'ahko tieto zvuky
odlisit’, prisudit’ im miesto, odkial’ prichadzajt, hlasitost’, vysku a farbu. Rozumieme tomu, o nasa priatel'ka
hovori, zvuky motorov ndm pomahaju odhadnit’, kedy mozno prejst’ cez cestu. Na to je potrebné, aby nas sluch
vyhodnotil spektrum sluchového podnetu, intenzitné a cCasové charakteristiky (aj vzdjomny vztah tychto

' Vsetky popisané efekty predpokladaji doslednu separaciu vstupu pre jednotlivé hemisféry. Za normélnych
okolnosti ma vsak pacient tendenciu zabezpecit, aby vstupy boli do oboch hemisfér (pre zrak napr. otaca hlavou
a ofnymi gulami). Takisto Specializacia hemisfér je skutoCnost’ Ciastocne zjednodusSena, v opisanej podobe
pritomna len po komisurotomii. Za normalnych okolnosti su hemisféry spojené a vytvaraju spolu jeden funkény
celok.

% Nepritomnost’ tohto reflexu svedéi o tazkom poskodeni mozgu zasahujiicom az mozgovy kmeii.
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parametrov medzi jednym a druhym uchom). Tieto sa musia porovnat’ so zvukmi uloZzenymi v paméti. Nervovy
systém je sucasne nuteny riadit’ vniitorné prostredie organizmu - t.j. parametre ako teplota tela, krvny tlak,
frekvencia srdca, dychania, koncentracia réznych latok v krvi. Syntézou vsetkych podnetov, ktoré pdsobia na
nase zmysly, si vytvarame akysi "vnutorny" obraz o premavke na ulici a vnimame aj slova priatel’ky. Vnimame
zmeny velkosti obrazu aut na naSej sietnici, vnimame zmeny ich polohy, zmeny zvuku ich motorov. Situacia v
druhom jazdnom smere zatial zostava v paméti, dokonca sa podla odhadu aktualizuje. V momente, ked
vypocitame ¢asovu medzeru na prechod ulicou, spusti na§ nervovy systém natrénovanl sekvenciu procesov v
mieche, vedlcich velmi komplikovanym spdsobom k chddzi. Dochadza k aktivacii obrovského mnozstva
motorickych jednotiek (zékladnych funkénych zloziek svalu) v rznych svaloch v istej ¢asovej sekvencii. Svaly
umoznujice opacné pohyby vSak musia relaxovat’. Zacaty pohyb zmeni polohu t'aziska. To zas vedie k reflexnej
zmene tonusu posturalneho svalstva. N&§ pohyb musi byt pri odhade premavky vzaty do tvahy. Cielene
presivame t'azisko z jednej nohy na druhu, kracame. Vsetko toto v zlomkoch sekundy. Néhle zahliadneme rychlo
sa bliziace Cervené auto. Prudko zastavime. Bleskovo prebehne sekvencia kontrakcii svalov zabezpecujuca
rychle zastavenie aj udrzanie rovnovahy. VSetky tieto procesy (a enormné mnozstvo d’alSich) prebiehaju v nasom
organizme kazdy zlomok sekundy, a vSetky st ovladané nervovym systémom. Konstrukcia robota,
vykonavajuceho tieto ¢innosti naraz (napriek skuto¢nosti, Ze k tomu nie je nevyhnutnou podmienkou existencia
vedomia), zostava v nedohl’'adne.

1.2 Neuron

Hlavnou funkciou nervového systému je riadit’ organizmus. Podkladom tejto funkcie je schopnost’ nervového
systému spracovavat’ informacie. Informacie sa v nervovom systéme prendsaju vo forme zmien membranového
potencialu nervovych buniek, neuronov.

Bunkova membrana
Cytoplazma

Jadro bunky i

Axon
Telo bunky (soma)
Dendrit

10um

Obrazok 1.3. Nervova bunka (neurén). V spodnej Casti obrazku je pre orientaciu
znazornena mierka. Tvar neurénu je zna¢ne variabilny, na roznych miestach v nervovom
systéme sa nachadzaju bunky vel'mi rozdielneho tvaru (podla [24]).

Neurony (podobne ako iné bunky v organizme) st ohrani¢ené bunkovou membranou (obr. 1.3). Je
tvorend fosfolipidovou dvojvrstvou. Ide o membranu polopriepustnil. Mézu cez iiu prechddzat’ niektoré molekuly
s malou molekulovou hmotnostou. Molekuly bielkovin za normalnych okolnosti membranou neprechadzaju.
Medzi bunkou a jej okolim existuje elektricky gradient. Nie je sposobeny len molekulami bielkovin, ale aj
preskupenim i6nov, ktoré v istom rozsahu dokazu prechadzat’ bunkovou membranou a vytvaraju rovnovazny stav
medzi tokom do bunky a z bunky von. Vnitrobunkové prostredie je typické vySSou koncentraciou draslika,
mimobunkové prostredie vysSou koncentraciou sodika, kalcia a chloridov. V pokojovych podmienkach je na
vnutornej strane bunkovej membrany negativny naboj (pokojovy potencidl je okolo -90 mV, obr. 1.4).

I6ny prechddzaju cez membranu idnovymi kanalmi, ktoré su tvorené molekulami bielkovin. Medzi
niekol’kymi takymito molekulami zapadajicimi do seba (podobne ako tehlicky v skladacke Lego; hovorime o
tzv. podjednotkach kandla) vznikaji otvory, cez ktoré prechadzaju idény a molekuly vody z medzibunkového
prostredia do bunky a opacne. Vzhl'adom na to, Ze spominané iény maju roznu velkost’, elektricky naboj a pod.,
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je zvyc€ajne i6novy kanal Specificky pre niektory ion (hovorime o kanaloch sodikovych, draslikovych, kalciovych
a chloridovych). V principe mozno iénové kanaly rozdelit’ na 4 podtypy:

e "leakage" kanaly (za normdlnych okolnosti otvorené kandly, cez ktoré aj v pokojovych podmienkach
prechadzaju idny v zavislosti od koncentra¢ného a elektrického gradientu);

e napdtim ovladané kandly (angl. voltage-operated alebo nazyvané aj voltage-gated, otvarajiice sa pri istej
hodnote membranového potencidlu). Maju rozhodujiicu funkciu pri $ireni zmien elektrického potencialu
pozdiz bunkovej membrany;

e receptorom oviddané kandly (angl. receptor-operated, otvarajice sa pri naviazani istej latky - tzv. ligandu -
na receptor; nazyvaju sa aj ligand-gated). Ligand zapadé do prisluSnej Casti receptorovej molekuly ako ruka
do rukavice. Podobne ako rukavica sa aj molekula receptora (zvy€ajne tvoria podjednotku kanalu)
prisposobi ligandu. To vyvold zmenu priestorovej Struktiry celého kanalu. Rozsirenim najuzSicho miesta
kandla (tzv. brdna) sa kandl stava priechodnym. Receptorom ovladané iénové kanaly maju rozhodujucu
funkciu pri prenose elektrického vzruchu z jednej nervovej bunky na druhu;

e mechanicky ovladané kandly (otvarajice sa pri natiahnuti alebo stlaeni okolitej membrany). Takéto kanaly
st zodpovedné za premenu mechanickej energie na elektricka aktivitu v zmyslovych organoch (napr.
vnutorné ucho);

e dvojito-otvirané kanly (angl. double-gated). Takymto kandlom je napr. NMDA® receptorom ovladany
kalciovy kanal. Na jeho otvorenie je potrebné jednak naviazanie istej molekuly (neuromedidtora glutamat)
na jeho receptorovu Cast, jednak istd depolarizacia okolitej membrany. Ide teda o kombinaciu receptorom a
napatim ovladaného kandla.

i Bunkova ) 3 .
Vnutro bunky  embrana Mimobunkové prostredie

Obrazok 1.4. Rozdelenie elektricky nabitych molekul na bunkovej
membrane.

1.3 Stavba neuronu

Nervova bunka sa sklada z tela (lat. soma) a niekol’kych vybezkov. Tieto mozno rozdelit' na dva typy: dendrity,
ktoré predstavuju z informatického hl'adiska vstupni cast’ (predovsetkym na ne prechadza vzruch z inych buniek)
a jeden axon, po ktorom sa vzruch $iri k inym bunkam (obr. 1.3). V mieste odstupu axénu z tela neurénu sa
nachadza tzv. inicidlny segment, ktory ma vyznamnu funkciu pri Sireni vzruchu. Axén byva Casto obaleny
myelinovou posvou. Ide o bunkovi membranu tzv. gliovej bunky 4, ktora tesne obtaca axon. Na hraniciach medzi
dvoma susednymi gliovymi bunkami sa na axéne nachadzaji neobalené useky, tzv. Ranvierove zarezy (obr. 1.5,

> NMDA je skratka pre N-metyl-D-aspartat, ¢o je synteticky pripraveny (umely) ligand veduci k otvoreniu
kanala.

* Medzibunkové priestory medzi neurénmi si vyplnené spojivom a spojivovymi bunkami. V centrilnom
nervovom systéme sa tieto bunky nazyvaju gliové bunky, na periférii (v nervoch) Schwannove bunky. Maji
mnozstvo funkceii, okrem iného vyzivovaciu, podpornu a obranni.

1-5



1.6). Zmeny membranového napétia (elektrické vzruchy) potom preskakuju myelinovou posvou izolované useky
a Siria sa priamo od jedného Ranvierovho zarezu k druhému. Takéto tzv. saltatorne (skokovité) vedenie je
vyhodné vzhl'adom na vysoku rychlost’ Sirenia. (Podrobnosti o Struktiure nervovej bunky mozno najst’ napr. v

[15]).

Schwannovd
bunka

Obrazok 1.5. Poloha axénu vo vztahu k spojivovym bunkdm. A. Myelinizovany axén. Membrana
Schwannovej bunky sa mnohokrat obtaca okolo axénu. B. Tri nemyelinizované axény a ich poloha vo
vztahu k Schwannovej bunke. V tomto pripade sa membrana Schwannovej bunky neobtaca okolo axénu
(podl'a [24]).

Ranvierove
zarezy

Obrazok 1.6. Myelinova posva je na mnohych miestach prerusena. Tieto tzv. Ranvierove zarezy umoziuju
saltatorne vedenie vzruchu (podla [24]).

1.4 Synapsa

Santiago Ramén y Cajal’ ako prvy dokézal, 7e nervovy systém sa skladd z dobre ohrani¢enych buniek
(neurénova tedria). Neuroény vytvaraji funkéné spojenia v mieste tesného kontaktu axénu jednej bunky s
membranou inej bunky. Tieto spojenia sa nazyvaju synapsy (termin synapsa ako prvy zaviedol Charles
Sherrington od slova synapto - lat. tesne sa objimat’). Synapsy, podl'a toho ktoré casti nervovych buniek ich
tvoria, existuju axo-dendritické, axo-somatické a vynimocne aj axo-axondlne (obr. 1.7; axo-axonalne synapsy
maju zvlastnu funkciu, o podrobnostiach pozri napr. [24]). Na jednom neuréne su stovky, tisicky a na niektorych
dokonca mnoho desiatok tisic synaps (obr. 1.8).

® Cajal objavil sposob, ako na histologickom preparate zafarbi) (a tym zvidite[ni(1) nervové bunky.
Vykonal doteraz najrozsiahlejSiu Studiu na nervovom systéme. PoloLlil zaklady vSetkych neurovied.
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Axo-somaticka¥y{
synapsa

Axo-dendriticka
synapsa
Axo-axonalnay
synapsa

Obrazok 1.7. Typy spojeni nervovych buniek.

Synapsa sa sklada z troch Casti: z membrany presynaptického termindlu (rozSirené zakoncenie axénu),
synaptickej Strbiny a postsynaptickej membrany. Po prechode vzruchu cez presynapticky termindl sa otvaraju
napitim riadené kalciové kandly. Kalcium pradi pozdiz koncentraéného gradientu do bunky. NaviaZe sa na
bielkoviny, ktoré spajaju synaptické vezikuly (membranou ohranicené telieska transportujuce latky z tela
neurénu, kde su syntetizované, k presynaptickym termindlom) s membranou presynaptického terminalu. Po
naviazani kalcia sa tieto bielkoviny kontrahuju, ¢im sposobia priblizenie a nakoniec spojenie membrany vezikuly
s bunkovou membranou. Tak sa vyprazdnuje obsah vezikuly do synaptickej Strbiny. Vezikuly obsahuju latku,
nazvanu neuromedidtor (angl. neurotransmitter). Tato ma schopnost’ naviazat’ sa na receptor idnovych kanalov
postsynaptickej membrany. Po ich otvoreni (podl'a charakteru kanalu) sa uskuto¢iiuje bud’ depolarizacia (posun
membranového potencidlu k pozitivnym hodnotam) alebo hyperpolarizacia (posun membranového potencialu k
negativnym hodnotam v porovnani s pokojovym potencialom).

%g Presynaptické terminaly
(synaptické "gombiky")

Obrazok 1.8. Rozlozenie synaptickych gombikov na tele nervovej bunky (podla [24]).
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1.5 Fyziologia neuronu

Depolarizacia sa uskutoéiiuje pri otvoreni kandlov priepustnych pre sodik a kalcium (pridia pozdiz elektrického
a koncentracného gradientu do bunky, a ked’ze ide o kladné idny, znizuji zaporny vnutrobunkovy potencial).
Hyperpolarizacia nastava pri otvoreni draslikovych kanalov (ide o kladne nabity i6n pradiaci pozdiz svojho
koncentra¢ného gradientu z bunky von, ¢im zvySuje zapornost membranového potencialu). Otvorenie
chloridovych kanélov vedie k fixovaniu membranového potencialu na hodnote pokojového potencialu, preto je
désledok podobny hyperpolarizacii, hoci hyperpolarizacia fakticky nenastdva (podrobnosti v [14], str. 160).
Existuju podobné efekty spdsobené zatvorenim “leakage* kanalov.

Zmena membranového potencidlu pocas depolarizacie postsynaptickej membrany sa oznacuje ako
excitacny postsynapticky potencial (EPSP). Tato zmena sa d’alej po membrane dendritov a tela neurénu Siri
"pasivne" (pasivne elektrické vlastnosti bunkovej membrany mozno modelovat’ pomocou tzv. ekvivalentného
obvodu znazorneného na obr. 1.9). Pri pasivnom Sireni vzruchu je totiz mnoZstvo napitim riadenych kanalov
otvorenych takouto depolarizaciou (pomerne malej amplitidy) malé. Amplitida EPSP sa preto pocas postupu po
dendritoch a some zmensuje (vedenie vzruchu s utlmom (dekrementom), podobne ako vedenie inymi vodi¢mi s
nenulovym odporom, pozri obr. 1.11).

Mimobunkové prostredie

Zdroj ©
napétia ¢ (f Voltmeter

Vnutro bunky

Obrazok 1.9. Ekvivalentny obvod pouzivany ako model pasivneho vedenia
vzruchu po neuronalnej membrane.

A
VW
|
]

Na inicialnom segmente (ako aj na samotnom axone) sa nachadza vel'ké mnozstvo napitim ovladanych
sodikovych kanalov. Preto je prud idnov do bunky vznikajuci otvorenim tychto kandlov najvacsi prave v tychto
miestach nervovej bunky. Ak zmena membranového potencidlu na inicidlnom segmente dosiahne tzv. kriticky
potencial (prah excitdcie, zvyCajne okolo -60 mV), prevysi prud sodika do bunky zvySené prudy v draslikovych
“leakage* kandloch z bunky von. Vznik4 d’alSia depolarizacia, d’alsi vtok sodika do bunky. Vznik4d samo sa
Siriaca depolarizacia. Membranovy potencidl dosiahne az pozitivne hodnoty. Dva faktory limituju d’alSie
zosilnovanie depolarizacie: Tzv. inaktivdcia sodikovych kanalov (ich zatvorenie; v tomto stave sa vSak na rozdiel
od pdévodného zatvoreného stavu nemézu na kratky ¢as znovu otvorit’) dand velkostou depolarizacie a masivne
otvorenie napitim ovladanych draslikovych kanalov (ktoré nastava s istym oneskorenim). Draslik, pradiaci z
bunky von, pdsobi na membranovy potencial opaéne ako sodik (ked’ze pozdiz koncentraéného gradientu opusta
bunku a nesie kladny naboj, ma tendenciu vyvolat’ hyperpolariziciu). Membranovy potencial sa v dosledku
tychto dvoch faktorov vracia na povodni hodnotu (repolarizdacia). Sthrou opisanych dejov vznika svojim
gasovym priebehom typicky akcny potencidl (nervovy vzruch, angl. spike) (obr. 1.10)°. Pévodné koncentracie
sodika a draslika sa obnovia ¢innostou sodikovo/draslikovych pump (ktoré presuvaji sodik z bunky von
vymenou za molekuly draslika smerom dnu; ide o aktivny dej, pri ktorom sa spotrebuva vel'a energie).

6 Za opisanie mechanizmu vzniku akéného potencialu dostali Alan Hodgkin a Andrew Huxley Nobelovu cenu.
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Obrazok 1.10. Tvar akéného potencialu (popis v texte). Podla [24].

Akény potencial postupuje od somy smerom k periférii axéonu. Spat’ sa nesiri, lebo bunkova membrana je po
prechode akéného potencialu v tzv. refraktérnej faze (nevedie akény potencial). Jej idnové kanaly s vo faze
inaktivacie, ktora sice trva iba vel'mi kratko, ale dostatocne dlho na to, aby znemoznila opaéné (retrogradne)
vedenie akéného potencialu. Ked’ akény potencial dosiahne presynapticky terminal, aktivuju sa vysSie opisané
mechanizmy vylagenia neuromediatora’ [16].

Jediny excitacny postsynapticky potencial (EPSP) zvycajne nestaci na dosiahnutie prahu na inicialnom
segmente. Akény potencial sa "nespusti", axon zostava v pokoji. Treba, aby sa viacero EPSP stretlo na
inicialnom segmente sucasne a aby sa ich efekt s¢ital. Takéto EPSP m6zu bud’ pochadzat’ z rd6znych synéps alebo
z tej istej synapsy, ak je aktivovand rychlo za sebou. V prvom pripade hovorime o priestorovej sumacii, v
druhom o casovej sumacii. Z toho vyplyva, ze ak vznikne hyperpolarizacia postsynaptickej membrany, zmensi sa
pravdepodobnost’ dosiahnutia prahu na inicidlnom segmente, pretoze sa tdto hyperpolarizacia odcita od
depolarizacie sposobenej EPSP. Takéto hyperpolarizacné potencialy sa preto nazyvaju inhibicné postsynaptické
potencialy (IPSP).

1.6 Kodovanie v nervovom systéme

Ak by sme zostali pri tomto opise, vznikol by chybny dojem, Ze neurdn je binarny vypoctovy element. Tak to
vsak nie je. Na some neurénu sa sumuju mnohé EPSP a IPSP. Podl'a velkosti dosiahnutej sumarnej depolarizacie
na tele neurdnu iniciadlny segment spusta balik (sériu) akénych potencialov. Procesy na inicidlnom segmente
spojené s generovanim akéného potencidlu neovplyvnia procesy na tele neurénu. Na some je depolarizacia
prevazne dand receptorom ovladanymi kanalmi na postsynaptickej membrane, ktoré nie su citlivé na zmenu
membranového napétia. Depolarizacia na some preto pretrvava a spusta d’alsie a d’alSie akéné potencialy.
Podobne aj zmyslové analyzatory (zrakovy, sluchovy, hmatovy, chutovy a cuchovy analyzator) koduju intenzity
podnetov frekvencne (¢im vyssia intenzita senzorického stimulu, tym vysSia frekvencia generovania akénych
potencialov - angl. firing rate - v prislusnom neuréne).

Okrem frekvenéného kodu existuje aj tzv. anatomicky kod. Ak sa uskutocni dotyk v istej oblasti koze,
podrazdia sa isté hmatové receptory®, a tie spdsobia aktivitu v istych neurénoch. Té sa potom §iri istou drahou az
do mozgovej kory, kde opét’ istym miestam povrchu tela zodpovedaju iste oblasti kory. Vznika akési topologické
Clenenie (mapovanie) aktivity v nervovom systéme. Aktivita daného neuronu zodpoveda intenzite podrazdenia
jemu korespondujucej oblasti kozZe. Charakter podnetu je v tomto pripade kodovany miestom, ktoré je v
nervovom systéme podrazdené. Anatomicky princip kodovania plati aj pre ostatné senzorické systémy. V
niektorych pripadoch sa aj frekven¢ny kod zrejme meni na anatomicky (podrobnosti pozri v [17]).

7 Okrem tejto klasickej neurotransmisie pozname aj neuromoduldciu. Pri tomto procese je receptorom
aktivovany nie iénovy kandl, ale bielkovina veduca k aktivacii enzymov, ktoré nakoniec dlhodobo
zmenia excitabilitu neurénu cez zmenu Struktary bielkovin tvoriacich i6nove kanaly.

8 Termin receptor sa ako vidno poulJiva v dvoch vyznamoch. V tu poullitom vyzname je receptor
bunka, ktora kdduje podnet z prostredia a dava vznik nervovému signalu.
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Nervové bunky maji aj v pokojovych podmienkach istd aktivitu (tzv. spontanna aktivita). Neurdny
vtedy generuju akéné potencidly zriedkavo, ale nie su elektricky "nemé". Na spontannej aktivite sa v
rozhodujticej miere zucCastiluju zmyslové organy (receptorové bunky), je vSak Ciastocne aj vlastnost'ou samotnych
nervovych buniek. Spontdnna aktivita predstavuje vnatorny nervovy Sum, ktory mdze mat vyznam aj v
neuroinformatike (vyhybanie sa lokdlnym minimam, napr. v Hopfieldovom modeli alebo v Boltzmannovom stroji

[23D).

1.7 Formalny neuron

Modely neur6nu su zvicsa abstrakciou mechanizmu, ako nervové bunky spractvaju informdcie. Nie je mozné
vytvorit’ presni analégiu "vypoctovych" schopnosti skuto¢ného neurénu, a to hned’ z viacerych dévodov:

(a) Vypoctové procesy na neurénoch st enormne komplexné, zahiiaji asynchrénne procesy a dva
principidlne odlisSné mechanizmy prenosu vzruchu: neurotransmisiu s kratkodobym ovplyvnenim
postsynaptického neurénu a neuromodulaciu s dlhodobym ovplyvnenim neurénu. Jeden neurén obsahuje aj
desiatky tisic synaps, priCom pre ich efekt je vyznamnd ich lokalizacia. Synapsy ulozené blizsie k inicidlnemu
segmentu maji vacsi vplyv na dosiahnutie prahu excitacie ako vzdialenejSie. Pri aktivacii susednych synaps
vznikajii na membranach zlozité malo prebadané fenomény ("skraty"). VacSina tychto procesov ma nelinearny
charakter. Vzhl'adom na zlozitost’ neurénu existuje “trade-off medzi zlozitostou modelu neurénu a velkost'ou
siete. Velkost siete je z vypoctového hl'adiska vel'mi vyznamny parameter. Zlozitost’ formalneho (modelového)
neur6nu komplikuje aj matematicka analyzu spravania sa siete.

(b) Fyziolégia neurénu zostava v mnohych otdzkach predmetom vyskumu. Zatial' nie je mozné
jednoznacne opisat’ funkciu neurdénu ako vypoctového elementu.

(c) Otazky ucenia neurénovych sieti nie si v nervovom systéme uspokojivo vysvetlené.

Vychodiskom pre mozni Kkorelaciu vysledkov medzi neuroinformatikou (angl. computational
neuroscience) a neurofyzioldgiou je existencia analdgie medzi modelom a skuto¢nym neurénom.

Predstavme si neurénovu siet’ vo vSeobecnosti podobnu tym, ktoré uvadzame v dalSich kapitolach.

Nech ide o synchronnu siet’, zloZzenti z K vrstiev po N formalnych neurénoch. Nech Of reprezentuje vystup z j-
teho formalneho neurénu v k-tej vrstve (0€(0,u), kde u je analdgia hornej hranice frekvencie akénych
potencialov - fyziologicky opodstatnenou hranicou je menej ako 1000 Hz). Nech W{; oznacuje vahu spojenia

medzi j-tym formalnym neurénom k-tej vrstvy a i-tym formalnym neurénom k+1-vej vrstvy (we R). Potom je
vystup i-teho formdlneho neuronu k+1-vej vrstvy dany vztahom

N

k+1 k k k+1

o = Zw,j-o/—ﬁ, (1.1)
j=1

priom O predstavuje prah excitdcie formalneho neurénu (9€R) a fix) je vstupno-vystupnd aktivacnd funkcia
(napr. sigmoidalna funkcia, jej satura¢na hodnota odpoveda u, pozri napr. obr. 5.5 alebo 8.6). Pripominame, Ze
kazdy formalny neurdn k-tej vrstvy nemusi byt nevyhnutne spojeny s i-tym prvkom k+1-vej vrstvy (v tom
pripade je prislusna vaha rovna nule). Pri takomto zjednodusSeni funkcie neurénu na jednoduchy nelinearny
vypoctovy element (angl. processing element) je analdgia k realite zaloZzena na nasledujucej korespondencii:

Neuron Formadlny neurén
synapticka ucinnost’ vaha spojenia (w)
frekvencia excitacie neuronu vystupnd hodnota (0)
postsynapticky potencial w X0

celkovy potencial na tele neurénu z WX o0

prah excitacie )

Ak ide o zlozitej$i vypocltovy element, mozno najst viac koreSpondencii. Fyziologii najbliz§im
modelom, ktory bol publikovany, je MacGregorov vypoctovy element [20].

Existuju aj zlozitejSie modely, ktoré priamo simuluji kinetiku zmien na membrane neuréonu podla
rovnic Hodgkina a Huxleyho [12,11]. Pokial chceme simulovat’ vacSiu skupinu neurdénov, je vypoctova
naro¢nost’ tychto modelov velka, preto su prevazne realizované na superpocitacoch a ich cielom je vysvetlenie
biofyzikalnych skutocnosti vo fyziologii neurdénu a v jej ovplyvneni.



1.8 Synapticka plasticita

Zmeny v spravani sa zivo¢ichov st zaloZené na zmenach v nervovom systéme. Donald Olding Hebb v roku 1949
[10] formalizoval hypotézu Cajala z r. 1911 [4], Ze plasticita v nervovom systéme je zaloZzend na zmenach
efektivnosti prenosu vzruchu cez synapsu (Cize v zmenach tzv. synaptickych ucinnosti). Hebb tvrdil, Ze zmena
synaptickej ucinnosti je zavisld od sucasnej aktivity presynaptického a postsynaptického neurdénu (ich sucin,
vynasobeny tzv. faktorom rychlosti ucenia, udava hodnotu, o ktoru je potrebné pdévodnu ucinnost’ zmenit).

Forméalne mozno Hebbovo pravidlo vyjadrit’ v tvare
k+l _k

Aw; =n0;"0; (1.2)
kde n je tzv. rychlost ucenia (angl. learning rate) a vyznamy ostatnych symbolov su také isté ako v rovnici (1.1).
Toto Hebbovo pravidlo, mnohokrat modifikované (¢i vo forme s u¢itel'om - Widrowov-Hoffov variant, alebo bez
neho - napr. Grossbergov variant [23], sa stale poklada za vSeobecné pravidlo ucenia v nervovom systéme [7].

Dostavame sa k otazke, ktoré neurofyziologické procesy zodpovedaju za zmeny synaptickej u¢innosti, a
teda za synapticku plasticitu. Ako prvi takéto zmeny dokazali Tim Bliss a Terje L&mo v roku 1973 [3]. Dokazali
dlhodobé zvySenie synaptickej ucinnosti po opakovanej aktivacii synapsy (dlhodobd potencidcia). Az takmer o
10 rokov neskdr sa podarilo jednoznacne dokazat opacny proces, dlhodobé zniZzenie synaptickej ucinnosti
(dlhodoby utlm, angl. long-term depression), a to Masaom Itom a spolupracovnikmi [13] (prehlad v [18]). Je
dost’ malo objasnené, aké mechanizmy su zodpovedné za dlhodoby utlm. Viac sa vie o procesoch potenciécie,
ktoré sa pokusime objasnit’ v d’alSom texte.

ZvySenie synaptickej ucinnosti sa dosahuje dvoma principidlne odliSnymi mechanizmami:
presynaptickymi a postsynaptickymi (obr. 1.10). Pravdepodobne je potrebnd istd Casova naslednost’ tychto
procesov, aby sa vzdjomne potenciovali (umoctiovali) a dosiahli dlhodobli zmenu synaptickej ucinnosti. V
opacnom pripade je zvySenie synaptickej t€innosti len kratkodobé, vznikd tzv. krdatkodobad potencidcia (angl.
short-term potentiation).
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Obrazok 1.11. Efekt dlhodobej potenciacie (angl. long-term potentiation). A. Pred potenciaciou
vedie vylucenie neuromediatora len k podprahovej depolarizacii na inicidlnom segmente, akény
potencial sa nespusta. B. Po potenciacii sa do synaptickej Strbiny vylucuje viac neuromediatora.
Postsynaptickd membrana sa stava "senzitivnejSou" na neuromediator. EPSP ma preto vicSiu
amplitidu a vedie (napriek dekrementu) k nadprahovej depolarizacii na inicialnom segmente (na to
vSak zvy€ajne nestaci aktivacia jedinej synapsy). Vznika akény potencial. Proporcie obrazku sa z
dovodu ilustrativnosti zmenené a nezachytavaji skutocné pomery (predovSetkym presynapticky
termindl so zndzornenymi vezikulami je zvacseny).

1.8.1 Presynaptické mechanizmy

v

V ostatnych rokoch bolo objavenych viacero spésobov, ako moze byt zvySena synapticka ucinnost’. Jeden z nich
je zvySenie mnozstva neuromediatora, uvolnené¢ho do synaptickej Strbiny po prichode akéného potencidlu na
presynapticki  membranu. Tento proces je zrejme spOsobeny zvySenim koncentracie tzv. cyklického
guanozinmonofosfatu (¢cGMP) v presynaptickom terminali. Jeho syntéza sa moze zvysit' po aktivacii synapsy
nasledujucim spésobom:

Pri opakovanej aktivacii synapsy sa v postsynaptickej membrane otvaraju tzv. NMDA receptorom
ovladané kalciové kanaly. Kalcium ma funkciu tzv. druhého posla (angl second messenger), ktory odovzda
signal z mimobunkového prostredia dovnutra bunky. Aktivuje mnozstvo enzymov, jednym z nich je enzym
tvoriaci oxid dusnaty (NO). NO Tl'ahko prechadza membranami, a dostava sa do presynaptického terminalu, kde



zvysuje produkciu cGMP. Tym sa zvys$i mnozstvo uvol'neného neurotransmitera po prichode jedné¢ho akéného
potencialu. Takychto tzv. retrogradnych poslov je viacej, princip ich funkcie je podobny ako pre NO [6,8].

1.8.2 Postsynaptické mechanizmy

Pri vtoku kalcia do postsynaptického neurénu sa aktivuju aj kindzy, o st enzymy, ktoré menia molekuly
neuromediatorom otvaranych iénovych kandlov, predovsetkym sodikovych kanalov (napr. tzv. non-NMDA
kanaly). Désledkom toho je vacsi prad sodika vznikajici po otvoreni takéhoto kandlu. Tym sa zvysi amplituda
EPSP, a teda aj odpoved postsynaptického neurdénu na vylicenie neuromedidtora do synaptickej Strbiny. Kindzy
su pravdepodobne zodpovedné za dlhodobost’ dlhodobej potenciacie synaptickej ucinnosti. Su to totiz molekuly,
ktoré okrem zmeny ionovych kandlov dokézu aktivovat aj samy seba zo svojich neaktivnych predchodcov
(prekurzorov; hovorime o autokatalyze). Vsetky molekuly buniek su sucastou metabolickej premeny (angl.
metabolic turnover). Molekuly sa enzymaticky degraduju a nové sa syntetizuju. Kazda molekula ma teda isti
diZku Zivota (merant biologickym polasom). Tato doba Zivota by predstavovala limit pre dizku efektu aktivnych
kindz a teda aj trvanie "paméti". AvSak po ich prepnuti do aktivneho stavu, tieto kindzy autokatalyzuji
novosyntetizované kinazy, a tak aktivny stav pretrvava dlhSie ako by dovolovala ich individudlna Zivotnost.
Autokatalyza predchadza zéniku ucinku dlhodobej potencidcie synaptickej ucinnosti v dlhodobom meradle
(prehl’ad v [19]).

Tuto stat’ méZzeme uzavriet’ konstatovanim, ze aktivita presynaptického terminalu (veduca k vyliceniu
neuromediatora) spojend s depolarizaciou postsynaptickej membrany vedie k otvoreniu NMDA receptorom
ovladanych kanalov. V konecnom désledku su prdve NMDA receptory zodpovedné za zvySenie synaptickej
ucinnosti. V tom vidime sulad s hebbovskym ucenim (musi dochadzat” k synchronizacii presynaptickej a
postsynaptickej aktivity). VelI'mi dobru koreSpondenciu medzi zndmymi experimentalnymi udajmi (dokonca aj
mechanizmami dlhodobého utlmu) a spravanim modelu vykazuje tzv. BCM model (nazvany podla autorov
Bienenstocka, Coopera a Munroa’ [1,2]).

Na zaver je potrebné zdoraznit’, ze uvedené mechanizmy dlhodobej potencidcie synaptickej ucinnosti su
stale len hypotetické. Boli navrhnuté rézne iné alternativy. Neurony nie su uniformné vypoctové elementy: na
réznych miestach v nervovom systéme maju iné vlastnosti. Okrem rozdielnosti v morfologii (tvare), st rézne aj
¢o sa tyka distribucie idonovych kanalov (ako napédtim ovladanych tak aj receptormi ovladanych), vylucuju rozne
neuromediatory, a pravdepodobne existuji aj rozdielne mechanizmy synaptickej plasticity. Ide teda o vel'mi
roznorodu populéciu buniek. Pochopenie ako mozog pracuje este stale nie je na dosah ruky.
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2. Historia neuronovych sieti

2.1 Modelovanie nervovej bunky

Jedna z tém v historii neurénovych sieti suvisi s modelovanim samotnej nervovej bunky. V
roku 1952 Hodgkin a Huxley na zdklade merani generovania a Sirenia sa akéného
potencialu v axoéne sépie navrhli sustavu diferencidlnych rovnic, ktoré popisujii dynamiku
ionovych pradov na aktivnej excitabilnej membrane [23]. Zékladom tychto rovnic je popis
kinetiky membranovych iénovych kanalov riadenych membranovym napétim a vysledkom
je velmi presna vypoctova reprodukcia generovania a Sirenia sa akénych potencialov.
Vyznamnou postavou v teoretickom a experimentdlnom skiimani nervového systému je Sir
John Eccles [10]. Venoval sa hlavne synaptickému prenosu a popisu iénovych pradov
vyvolanych na postsynaptickej membrane posobenim neuromediatorov. Na popis pouzil
terminolégiu elektrickych obvodov zloZenych z rezistorov a kondenzatorov. Matematické
studie Sirenia sa elektrickych impulzov v nervovych bunkidch a ich porovnavanie s
elektrickymi meraniami na skuto¢nych neurénoch pokracovali v pracach Wilfrida Ralla [47,
48]. Rall aplikoval kablovu tedriu lorda Kelvina na neurén vel'mi uspesne, t.j. rieSenia
rovnic sa zhodovali s meraniami na skutocnych neurénoch. V jeho linearnej kablovej tedrii
neuréonu je soma a kazdy segment vybezkov bunky (t.j. axénov alebo dendritov)
reprezentovany jednodimenzionalnou RC-linkou s distribuovanymi parametrami (obr. 2.1).
Analytické rieSenie takéhoto systému reprezentujiceho redlny neuron s tisickami dendritov
v dendritickom strome nie je mozné a numerické rieSenie je vel'mi narocné. Pre isté
geometrie dendritickych stromov navrhol Rall vypoctovo ekvivalentnii reprezentaciu
pomocou jedného zuzujiceho sa kabla. Butz a Cowan [5] vyvinuli pristup k integrovaniu
takéhoto velkého systému diferencidlnych rovnic s komplikovanymi okrajovymi
podmienkami pre dendriticky strom 'ubovolnej geometrie. Vyuzitie tohto pristupu v praxi
je vlastne obmedzené len neschopnostou experimentalne presne zistit' hodnoty odporov a
kapacit na vSetkych miestach dendritického stromu. Preto sa v praktickom pouziti kablove;j
tedrie na modelovanie neuréonu pouzivaju rozliéné aproximacie, v ktorych vystupuju
meratelné alebo odvodite'né parametre. De Schutter [9] podava prehlad dostupného
softwaru na modelovanie jednej nervovej bunky, ako aj malych sieti z nich zlozenych, na
zéklade kéablovej teorie. Okrem iného, prace Ralla a jeho kolegov su vyznamné v tom, Ze
ukézali, ze geometria dendritického stromu determinuje odpoved’ neurdénu na signaly, ktoré
prichddzaji od ostatnych neurénov. Ukézali, Ze odpoved neurdénu je vzdy ind pre iny
priestorovo-Casovy vzorec aktivacie jeho syndps. Koch a Poggio Studovali pomocou
kablovej tedrie interakcie medzi excitaCnymi synapsami umiestnenymi na dendritickych
tioch a vypocitali, ze uc¢innost’ synapsy je vel'mi citlivd na zmenu rozmerov tiov [28, 29].
K takymto zmenam moze dochddzat' ako pri indukcii dlhodobej potenciacie synaptickej
ucinnosti (LTP), tak aj pri prirodzenej stimulacii neurénov [11]. U nés sa kablovej tedrii
neuréonu venovali Dr. Peter Fedor so spolupracovnikmi [14], ktori navrhli hypotézu
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Obrazok 2.1. Schéma kablového modelu Ccasti
rozvetvujuceho sa dendritu pomocou navzajom
pospéjanych jednodimenzional-nych RC-liniek.

vysvetlujucu mechanizmus veduci od stimuldcie excitatnej synapsy umiestnenej na
dendritickom tfni ku zmene rozmerov tfiia.

2.2 Hebbovo pravidlo

V r. 1949 vysla kniha kanadského psycholéga Donalda Hebba "The Organization of
Behavior", jedna z najcitovanejSich prac v obore [19]. Hebb v nej navrhol, ze ucinnosti
spojeni medzi neurénmi v mozgu sa permanentne menia ako sa jedinec adaptuje a uci nové
veci, a to podl'a nasledovného pravidla: "When an axon of cell A ... excite(s) cell B and
repeatedly or persistently takes part in firing it, some growth process or metabolic change
takes place in one or both cells so that A’ s efficiency as one of the cells firing B is
increased” (Ked ma axon bunky A excitacny u¢inok na bunku B, a opakovane alebo stale
sa zucastituje na jej aktivacii, v jednej alebo v oboch bunkich prebehne nejaky rastovy
proces alebo metabolickd zmena, takze ucinnost bunky A ako jednej z buniek, ktoré
aktivuju B, vzrastie). To méd za nasledok, ze skupina neur6nov, ktoré su navzajom
pospajané, a ktoré su synchronne aktivované, bude mat’ tendenciu vytvarat tzv. bunecné
zoskupenie (angl. cell assembly), v ktorom st neurdny pospajané silnejSie. Podstatna
invencia Hebbovej predpovede, odvtedy experimentalne nespocetne vel'akrat potvrdenej je,
7ze nova informacia je reprezentovana distribuovane prostrednictvom zmeny ucinnosti
mnohych synaptickych spojeni.

2.3 McCullochov-Pittsov model

V 1. 1943 McCulloch a Pitts predstavili prvy model neuronévej siete [41]. Aplikovali siet’
zlozenu z tzv. formdalnych neurénov na symbolicktl logiku, na vyroky zlozené z
elementarnych logickych operacii (x AND y, x OR y, NOT x). Obr. 2.2 ilustruje niekol’ko
prikladov McCullochovych-Pittsovych formalnych neurénov. Tieto formalne neurdny su
vlastne jednoduché logické prepinace, a ich prepinanie prebieha synchrénne a v diskrétnych
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¢asovych intervaloch. Hodnoty synaptickych vah a prahov st fixné. McCulloch a Pitts
ukazali, ze vSetky procesy, ktoré sa daju popisat kone¢nym poctom symbolickych vyrazov,
teda jednoduchd aritmetika, klasifikacia, zdznam kone¢nej mnoziny dat, rekurzivna
aplikacia logickych pravidiel a pod., sa daju realizovat sietou zlozenou z takychto
elementov. Ak je tato siet’ nekonecne velka, tak je vypoctovo ekvivalentnd univerzalnemu
Turingovmu stroju [41, 52].

V r. 1956 John von Neumann, matematik a vyznamna postava vo vyvoji digitalnych
pocitacov, vyrieSil problém spolahlivosti McCullochovych-Pittsovych sieti v pripade
hardwarového poskodenia [44]. Zaviedol redundanciu viacero formalnych neurénov
vykonava ta isti pracu. Tak napr. jeden bit informacie (vyber medzi "1" a "0") nie je
signalizovany vystupom jedného logického prepinaca, ale synchronnou aktivaciou mnohych
neurénov: "1" dostdvame, ked’ viac ako polovica neurénov je aktivnych a "0", ked’ je
aktivnych menej ako polovica neurénov. Winograd a Cowan [55] zaviedli navySe do
neurdnovej siete aj distribuovanu reprezentaciu informacie. To znamena, Ze 1 bit informacie
je reprezentovany redundantne (ako u von Neumanna) a navyse, kazdy formalny neurén
¢iastoéne reprezentuje mnoho bitov.

X o + X o +1
Y o + Y o +
2 -1
XANDy 1 xORy
X o
o\
NOT x
Obrazok 2.2. McCullochove-Pittsove formalne neurény.

2.4 InSpiracia z tedrie spinovych skiel

V r. 1954 neuroanatéom Cragg a fyzik Temperley navrhli, Ze paméit'ové stavy v mozgu su
reprezentované oblastami aktivnych a neaktivnych neurénov [8]. Viedla ich k tomu
analdgia s tuhymi latkami, kde sa mozu striedat’ domény "dolu" alebo "hore" orientovanych
spinov a kde sa vdaka vzajomnym interakciam medzi prvkami takéto domény vytvoria a
udrzia. O 20 rokov neskdr, v r. 1974, prisiel k tejto myslienkovej konstrukeii aj Little, a to
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na zaklade matematickej analyzy mriezkového spinového systému [34]. Tato linia myslenia
bola zaviSena clankom Johna Hopfielda "Neurénové siete a fyzikalne systémy s
emergentnymi kolektivnhymi vypoctovymi schopnostami”, v ktorom reinterpretoval
Kirkpatrickovu, Sherringtonovu a Isingovu teoériu spinovych skiel do jazyka neurénovych
sieti a vytvoril tak model robustnej autoasociativnej pamiti, ktora spolahlivo rozpoznava
zaSumené vzory aj ked’ je 80% spojeni medzi neurénmi zni¢enych [24, 26, 27]. Tym sa
inicioval mohutny prad prac skimajicich neurénové siete pomocou exaktného fyzikalneho
aparatu, hlavne z oblasti magnetickych syst¢émov [2]. V Hopfieldovych neurénovych
siet’ach je kazdy neurdn spojeny s kazdym symetrickou viazbou. Vsetky neurdny si zaroven
vstupom a vystupom siete (vid’ obr. 8.1). Tieto siete sa neucia, ale ich pamdtové stavy su
predprogramované v matici synaptickych spojeni, ktora je skonstruovana tak, aby paméatové
stavy tvorili atraktory v stavovom priestore. V tychto neurdnovych sietach je informacia
reprezentovana distribuovane a redundantne. Neaktivne neurdny su rovnako dolezité ako
aktivne, lebo vlastne konkrétna distribucia aktivity a “neaktivity” v celej sieti je kodom
informacie reprezentovanej v danom okamihu (angl. coarse coding). Hopfieldova
neurénova siet’ funguje ako obsahom adresovand pamit (angl. content addressable
memory), t.j. na zaklade pritomnosti Casti informéacie na vstupe dokaze obnovit celu
informaciu.

2.5 Perceptrony

V 1. 1958 Frank Rosenblatt ukazal, ze McCullochove-Pittsove siete s modifikovatelnymi
synaptickymi vahami sa daji natrénovat’ tak, aby vedeli rozpoznavat a klasifikovat’ objekty
[49]. Vymyslel pre ne nazov “perceptrony” (vid® obr. 5.8). Hlavnd myslienka jeho
trénovacej proceduiry je takato: najskér zaznamenajme odpoved kazdého formalneho
neurénu na dany podnet. Ak je odpoved spravna, nemodifikujme vahy. Ak je odpoved
daného neurénu nespravna, potom modifikujme vahy vsetkych aktivovanych vstupnych
synaps, a to nasledovnym sposobom: ak ma byt neurén aktivny a nie je, zvacSime ich, a
naopak, ak ma byt’ na vystupe neurénu 0 a nie je, zmensime ich. Rosenblattova trénovacia
procedura je zalozena na znalosti toho, ktoré vzory (reprezentujiice objekty) patria do ktorej
triedy. Jeho idea modifikacie vah spojeni na zaklade korekcie chyb tvori zaklad mnohych
algoritmov ucenia s pomocou ucitel’a, ktoré sa pouzivaji dodnes. V r. 1960 Widrow a Hoff
pouzili podobné pravidlo na ucenie pre ich model neurénového klasifikatora nazvaného
ADALINE (ADAptive Llnear NEuron) [54]. Prvykrat ukazali, Ze pocas ucenia sa
minimalizuje suma S§tvorcov chyb, ¢ize pocas ucenia sa minimalizuje nejakd globalna
funkcia systému.

V 1. 1969 Minsky a Papert vo svojej knihe "Perceptrony: uvod do vypoctovej geometrie"
poukazali na obmedzenia perceptronov [42]. Ukazali, Ze tieto siete vobec nie st vypoctovo
univerzalne a nedokazu rieSit' vSetky triedy problémov. Hlavne vsak iSlo o to, Ze
perceptrony nedokazu rieSit tzv. linedrne neseparovatelné problémy. Klasickym
najjednoduchsim prikladom zlyhania je logicka funkcia XOR (vylucujice alebo). V tom
case nebolo zname ziadne pravidlo ucenia (t.j. modifikacie synaptickych vah) v umelych
neuronovych sietach, nevyhnutné na implementaciu vypoctov tohoto typu. Minsky a Papert
usudili, Ze bude uzito¢nejsie, ked’ sa vyskum zameria inym smerom.
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Tento problém bol vyrieSeny az skoro o 20 rokov neskér, v r. 1986, ked autori
Rumelhart, Hinton a Williams zaviedli pravidlo uc¢enia metédou spétného Sirenia sa chyb
pre viacvrstvové perceptrony (angl. error back-propagation learning) [50]. Formalne
neurdny v ich perceptronoch vsak uz nie st jednoduché logické prepinaée McCullochovho-
Pittsovho typu, ale analdogové elementy so spojitou vstupno-vystupnou funkciou
(najcastejSie sigmoidalneho tvaru, pozri napr. obr. 8.6). Hoci to nie je absolutne univerzalny
algoritmus schopny naucit’ siet’ rieSit’ Iubovolni vypoctovil lohu, predsa len dokaze
vyrieSit mnoho linearne neseparovatelnych problémov (vratane XOR). Vela tsilia v
stcasnej vyskumnej a aplikacnej aktivite sa sustreduje prave na ‘“backprop” a jeho
modifikacie. Metdda ucenia pomocou spétného Sirenia sa chyb je aplikovatelna len na
dopredné troj- a viacvrstvové perceptrony, v ktorych neurény nie su spojené kazdy s
kazdym, ale vzajomne nespojené neuréony v ramci jednej vrstvy posielaji spojenia
doprednym spdsobom (jednosmerne) ku vSetkym neurénom v d’al$ej vrstve (pozri obr. 5.3 a
obr. 5.17). Stavy neurdénov v prvej vrstve predstavuju vstup do siete a stavy neurénov v
poslednej vrstve predstavuju vystup siete. Jedno- a viacvrstvové perceptrony tiez
reprezentuju informaciu redundantne a distribuovane, a funguju ako obsahom adresovana
pamét. St schopné ucit’ sa na prikladoch, a samy ndjst’ priznaky spolo¢né prvkom (vzorom)
patriacim do tej istej triedy. Extrakcia priznakov prebicha vo vnutornej, tzv. skrytej vrstve
neuronov (skrytych vrstiev moze byt aj viac ako jedna). Avsak pri uceni je potrebna znalost’
toho, ktoré prvky (vzory) patria do ktorej triedy. AZ po natrénovani su tieto siete schopné
zovseobeciovat, t.j. spravne klasifikovat’ nové vzory. Viacvrstvové siete su vel'mi dobré aj
na aproximaciu spojitych funkcii.

Teoretické odvodenie ucenia pomocou algoritmu spatného Sirenia sa chyb je zalozené na
minimalizacii objektivnej funkcie, ktora vyjadruje celkova chybu, t.j. rozdiel medzi
zelanym a skuto¢nym vystupom siete. Ronald Williams a David Zipser pouzili metodu
gradientovej minimalizacie chybovej funkcie na odvodenie algoritmu spétného Sirenia sa
chyb v Case na trénovanie rekurentnych sieti [53]. V rekurentnej sieti posielaju neurdny v
kazdej vrstve spojenia nielen k nasledujucim vrstvam, ale aj k predchadzajucim, a mézu byt
pospajané aj medzi sebou (pozri obr. 6.6). Rekurentné spojenia umoziiuju uchovat’ a
vyvolat’ informaciu, ktora sa vyskytla v minulosti a pouzit' ju pre sucasny vypocet. To
znamena, ze rekurentné siete su dobré na zapamaitavanie a predikciu ¢asovych postupnosti
VZOrov.

Hinton a Sejnowski [22] vymysleli algoritmus ucenia pre l'ubovolné, uplne alebo
Ciastocne rekurentné stochastické siete, ktoré maju symetrické synaptické spojenia. Takéto
siete sa daju povazovat za zovSeobecnenie Hopfieldovej neurdnovej siete, tak aby tato siet
obsahovala aj skryté neurdny na extrakciu priznakov. Takisto ako v doprednych sietach, aj
tu sa adaptuji hodnoty vah synaptickych spojeni v dosledku pdsobenia vstupov a znalosti o
tom, ktoré vstupné vzory st asociované s ktorymi vystupnymi konfiguraciami aktivity.
Kedze takato siet’ ma ti vlastnost’, ze pravdepodobnostna distribticia jej moznych stavov
(konfiguracii aktivity) je totoznd s Boltzmannovym rozdelenim, nazvali ju jej autori
Boltzmannov stroj (angl. Boltzmann machine).

V stcasnosti sa skumaju dopredné a rekurentné siete, ktorych prvky nemaju sigmoidalnu
vstupno-vystupntl prechodovi funkciu, ale tzv. radialnu bazovi funkciu (angl. radial basis
function, RBF). NajcastejSie je to aktivacna funkcia v tvare gaussianu [43]. Takato
prechodova funkcia sa velmi podobd na tvar recepénych poli v redlnom neurénovom
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systéme a v mnohych pripadoch RBF siete dosahuju lepsie vysledky ako siete s prvkami,
ktoré maju sigmoidalnu prechodovu funkciu.

2.6 Samoorganizacia

Clanok Minského a Paperta znamenal vel’ku ranu teoretickému vyskumu perceptronov ako
univerzalnych vypoctovych systémov. Pred objavenim
algoritmu uéenia metodou spatného Sirenia sa chyb sa preto vyskum v neurénovych sietach
zaCal zameriavat hlavne na ucenie bez ucitela a na systémy, ktoré su schopné
samoorganizacie, t.j. ktoré si schopné nauéit sa klasifikovat vzory aj bez explicitnej
informacie o tom, ktoré vzory do ktorej triedy patria. Neuronova siet’ musi objavit’ sama
prototypy, priznaky, korelacie, kategérie alebo "Statistické pravidelnosti a nepravidelnosti”
vo vstupnych datach a zakddovat’ ich na svojom vystupe. Je zaujimavé, Ze ucenie v tychto
typoch neurénovych sieti prebicha podl'a Hebbovho pravidla a jeho réznych modifikacii,
ktoré vSak nemenia jeho princip. Tu spomenime najmd menad ako von der Malsburg [35],
Grossberg [17, 18], Bienenstock so spolupracovnikmi [3], Oja [45, 46], Sanger [51],
Linsker [33].

Ojove a Sangerove neurénové siete su schopné najst vo vstupnych datach hlavné
komponenty, tj. smery, v ktorych maju data najvacSiu varianciu, a redukovat’ tak
dimenzionalitu mnohorozmernych dat. St efektivnymi nastrojmi na Statisticki analyzu
hlavnych komponent (angl. principal component analysis). Grossberg je okrem iného
znamy aj svojou teoriou adaptivnej rezonancie (angl. adaptive resonance theory) a jej
implementaciou pomocou neurénovej siecte ART1 a ART2 [6, 7]. Von der Malsburg [35],
Bienenstock, Cooper a Munro (BCM) [3] a Linsker [33] sa venovali modelovaniu
samoorganizacie v skutocnych neurénovych sietach zrakovej drahy v mozgu. Na zaklade
jednoduchych principov ukazali, ako sa mézu vytvarat’ recepéné polia neurénov v zrakovej
kore. BCM neurény a siete z nich zloZzené st schopné vyhladavat projekcie (angl.
projection pursuit). V tomto procese sa synaptické vahy adjustuji na také hodnoty, ktoré
urcuju smery (projekcie), v ktorych maju vstupné data viacmodalne rozdelenie [25].

Vyznamnym prispevkom k teodrii samoorganizujicich sa neurénovych sieti su prace
Teuvo Kohonena [30, 31, 32]. Jeho samoorganizujuce sa neuréonové siete sa uéia bez
ucitel’a a sutazia medzi sebou o vstupy. Algoritmus ucenia je navrhnuty tak, Ze zobrazenie
vstupného priestoru na diskrétnu geometricky usporiadani mnozinu umelych neurénov
zachovava topologiu (pozri obr.7.8 a obr. 7.26). To znamenda, Ze susedné neurdny
odpovedaju najlepSie na susedné vstupy, t.j. vytvori sa topografickd mapa vstupného
priestoru. Topograficky princip je jednym z hlavnych principov organizacie spojeni v
kazdom senzorickom systéme v skuto¢nom mozgu.

ZlG¢enie dvoch principov uéenia, bez uéitel’a a s ucitelom, viedlo k navrhu neurénovych
sieti s hybridnym ucenim, kde sa prvé vrstvy ucia bez ucitela a vysSie vrstvy sa ucia s
ucitelom [20, 21]. Takéto siete vyuzivaju prednosti oboch typov ucenia a predstavuju
systémy vykonavajuce klasifikaciu na zaklade hierarchickych map priznakov vstupnych dat.

U nas sa samoorganizacii a u¢eniu neurénovych sieti bez ucitel'a venoval Dr. Peter Fedor
[12, 13]. Navrhol vlastny originalny algoritmus na uc¢enie formalnych neurénov zalozeny na
Hebbovom pravidle. Svoj model nazval diskrimina¢ny neur6n, tzv. D-neur6n, pretoze v
priebehu pdsobenia vstupnych vzorov sa jednotlivé D-neurény "naladia" na diskriminaciu
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(rozliSenie) jednotlivych vzorov, vstupnych vektorov. Siete zlozené z tychto formalnych
neurénov su schopné rozpoznavat’ a generovat’ casové postupnosti vzorov, a to invariantne
vzhladom k trvaniu jednotlivjch vzorov a dizke prestivok medzi nimi. Okrem toho,
dynamicky menia svoju architektiru. Neskor tieto siete aplikoval na komponovanie
jednoduchych melédii [15, 16].

2.7 Spat’ k mozgu

Modelovanie ¢innosti nervového systému sa neskoncilo pri modelovani spracovania
signalov v jednej nervovej bunke. Z prac, ktoré sa pokusili biologicky realisticky
modelovat’ a vysvetlovat’ ¢innost’ mozgu a jeho jednotlivych Casti su najznamejsie a stale
re§pektované prace Davida Marra. V roku 1969 publikoval tedriu mozocka (lat.,
cerebellum), v ktorej na zaklade vypoctovej analyzy neuronovych obvodov mozocka
vysvetlil, Ze mozocek funguje ako asociativha obsahom adresovana pamit’, ktori mozog
"trénuje" na riadenie a vykonavanie sekvencii zlozitych vélou riadenych (voluntarnych)
pohybov, takych ako napr. plavanie, hranie na klavir, Soférovanie, a pod. [36, 4]. V
Marrovej tedrii je kazdému z piatich hlavnych typov neuronov, ktoré sa nachadzaju v
mozocku, priradena Specifickd funkcia v uceni a vyvolavani vzorcov aktivity. Jeho hypotéza
asociativneho uc€enia sa vystupnych cerebellarnych buniek definovala presne, kedy a ako sa
tieto bunky ucia, teda kedy a ako sa menia ucinnosti synaptickych spojeni na tychto
bunkach. Zatial’ jeho teodria nebola experimentalne ani potvrdena ani vyvratena, hoci sa zda,
ze v skutocnosti pravdepodobne bude spravna jej mald modifikacia, ktora navrhol Albus
[1]. Marr aplikoval podobnu analyzu aj na neokortex [37] a na hipokampus (evolucne
starSia Cast’ hlavného mozgu, o ktorej sa vie, Ze hra vel'mi dolezitu lohu v mechanizmoch
pamiéti) [38]. O tychto tedriach sa eSte nedd rozhodnut, ¢i st spravne alebo nie, ale
experimenty ich zatial’ skor potvrdzuju ako vyvracaju. Tymto sa vSak Marrov prispevok k
modelovaniu ¢innosti mozgu nekon¢i. Neskor sa sustredil na videnie, ako napr. na detekciu
hran objektov a na stereo-videnie (schopnost’ vnimat’ hibku, t.j. treti rozmer, na zaklade
binokularnej disparity, tak ako to robime stale a tiez ked’ sa bavime pri prezerani 3D
obrazkov, ktoré sa vynaraji z farebnych skvin) [39, 40]. Marr definoval tri Girovne popisu
¢innosti centralneho nervového systému: vypoctovil, algoritmicki a implementacnu.
Napriklad vypracovanie vypoctovej urovne popisu videnia znamena najdenie optimalnych
reprezentacii popisu obrazu v jednotlivych Stadiach jeho spracovania, a najdenie
operatorov, pomocou ktorych mozno takéto spracovavanie obrazu uskutocnit’. Algoritmicka
urovein popisu zahfiia Specifikdciu konkrétnych algoritmov, ktoré by tieto vypocty
realizovali. Implementacna uroven zase Specifikuje "hardware" (biologicky alebo iny),
ktory by tieto algoritmy realizoval. Marrov pristup predstavoval, a s malymi modifikaciami
dodnes predstavuje, akusi metodicka paradigmu modelovania mozgovej ¢innosti.
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3. Neurénové siete a umela inteligencia*

3.1 Symbolicky verzus subsymbolicky pristup
k spracovaniu informacii

Podobne ako v umelej inteligencii, tak aj pri neurénovych sietach vziSla historicka
"inteligentné" vypocty podobné rutinnym operaciam v l'udskom mozgu. Medzi umelou
inteligenciou a neur6novymi sietami je teda spravne prepojenie v mysli neprofesionalov, no
u ludi zaoberajicich sa neurénovymi sietami alebo "klasickymi systémami umelej
inteligencie" je namiesto prepojenia niekedy aj priepast. Zasadny problém je v tom, Ze v
zaCiatkoch umelej inteligencie bolo vnutorné presvedcenie (aj ked iba v podvedomi vacsiny
programatorov), ze Clovek je predsa len inteligentnejsi ako pocita¢, a pocitaé moze
prekonat’ ¢loveka, iba ak sa mu presne povie ako na to. Tymto pohl'adom je t'azko otriast,
lebo napriek vSetkému usiliu zatial' neexistuji programy (ani neurénové siete!) schopné
inteligentne pracovat’ na viacerych problémoch sucasne a ucit’ sa nie v umelom prostredi,
ale v redlnom svete. Na druhej strane maji biologické neurénové siete o niekol'ko radov
viac neurénov. No aj tak je otazny predpoklad, ze staci vytvorit’ dostatocne vel'ky pocitac,
zaviest’ neurénovu siet’, a pocita¢ nadobudne atributy I'udske;j inteligencie.

Tieto, ako aj kazdé iné tvrdenie spojené s umelou inteligenciou budi najskor
kontroverzné, pretoze umeld ako aj prirodzend inteligencia nie je presne definovanym
pojmom. Jej zakladné atribuity by mali zahffiat’ schopnost’ rozpoznavat’ vzory, nejaké prvky
spravania sa metdodou pokusu a omylu, a schopnost’ ucit’ sa. Z jedného pohl'adu sa l'udia
snazia vyvinut’ programy riadiace stroje, ktoré by vykonavali to, co normalne ¢lovek nazyva
inteligentnym spravanim sa. Ini i$li eSte d’alej, preCo rovno nevymysliet’ program, ktory by
sa sam dalej vyvijal, aby sa uz clovek nemusel zaoberat ani tym programovanim. Z
druhého pohladu sa snazia psycholdégovia, humanisti a neurofyziolégovia zistit, ¢o je to
vlastne t4 inteligencia. K tomuto ciel'u je najlepSou cestou vytvorit’ si umelt inteligenciu a
zistit', ¢i sa "sprava" rovnako ako "prirodzena", alebo Co jej chyba, a aké principy sa zle
pouzili, a na ¢o sa pozabudlo.

Programy spojené s pociatocnym rozvojom umelej inteligencie boli do detailov
vymyslené Clovekom - programatorom, a ndhoda v dalSom vyvoji alebo upresnovani
programu nehrala takmer Ziadnu tlohu. Clovek zagal tym, Ze si predstavil, ako by problém
riesil on, a ked’ sa mu to nedarilo, rozdrobil si problém na Casti, ktoré uz jednotlivo zvladol.
Postup potom naprogramoval do pocitac¢a. Automaticky sa predpokladalo, ze ¢lovek potom
dokaze vysledovat, Co vlastne pocitaC robi, a rozhodnut, ¢i nejaké dané rozhodnutie
pocitaca bolo spravne. Toto presvedcenie sa samozrejme s rasticou komplikovanostou
programov oslabovalo, no principialne presvedcenie v podvedomi pretrvavalo. Programy

* "All things are artificial, for nature is the art of God." Sir Thomas Browne (V3etko je umelo
vytvorené, pretol e priroda je Bolli vytvor.)
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boli komplikované z hl'adiska mnozstva namahy vynaloZenej programatorom na rieSenie
konkrétneho typu problému. Vysledny program sa sice spraval inteligentne, no bola to
inteligencia explicitne vlozena programatorom, a program bol schopny riesit iba velmi
obmedzeny typ problémov pri presne definovanych podmienkach.

Postupne sa zacala preformulovavat’ aj samotna definicia toho, o sa povazuje za umell
inteligenciu. V pociatkoch to bol kazdy program, ktory sa spraval tak, ze si laik myslel, Ze
na rieSenie takéhoto problému je potrebna inteligencia. Typickym prikladom moézu byt
Sachové programy, ktoré su sice na vel'majsterskej urovni, no ich spravanie sa je do detailov
urcené clovekom, a ked’ urobia chybu, tim analytikov je schopny tato chybu napravit
analyzou rozhodovania programu a pridanim nejakého pravidla alebo zmenou nejakej vahy.
Takéto programy sa zo zaciatku povazovali za umelu inteligenciu, no v scasnej dobe sa
vzhl'adom k svojej Specializacii na jeden typ problému uz vécsinou za umelu inteligenciu
nepovazuju.

Dalsim medznikom v tvorbe inteligentnych programov bola teda tvorba takych systémov,
ktoré by boli tspesne schopné riesit’ vacsiu triedu problémov. Prikladom st expertné
systémy, ktoré st tvorené "prazdnym" balikom programov, v ktorych je zabudovany logicky
postup, ako zaobchadzat’ s pravidlami, no vlastné zadefinovanie konkrétnych pravidiel pre
urcity problém je uz tlohou uzivatela expertného systému. Expertny systém je teda schopny
niclen odpovedat’ na otazku, no aj dodat’ uzivatelovi pristupnou formou podrobné
vysvetlenie, ako sa k odpovedi na nejaku otazku prislo. Pokial’ je odpoved’ zla, uzivatel’ by
mal byt schopny "ru¢ne" pozmenit’ pravidla tak, aby nabuduce dali spravnu odpoved’. Vo
svojej Specializovanej oblasti mézu pravidla fungovat perfektne, no akonahle tito oblast’
roz§irime, najdu sa vynimky. Tieto systémy st ale neobratné pri zahrnuti heuristik alebo
vynimiek z pravidiel a neurcitosti zadanej informacie.

Problémom je to, Ze uzivatel’ by sa nemal lopotit’ s ruénym konfigurovanim pravidiel, ale
mal by to robit’ po¢itaé. Cim viac prace sa ale nechdva na poéitaé, tym je vo vieobecnosti
mensia Sanca, Ze by ¢lovek bol schopny prekontrolovat’ postup nejakého rozhodnutia tak,
aby rozumel, ako k nemu pocita¢ "dospel". Tento posun od zrozumitelnosti k
nezrozumitel'nosti vSak niekedy nemusi byt pozvolny, ako je tomu napriklad v rozdiele
medzi scitanim desiatich Cisel a desiatich tisic Cisel, kedy sa hranica moznosti kontroly
pocitata clovekom stava nezretelnou. Skokovy posun je v rozdiele medzi exaktnym
"logickym" pristupom a len tazko formalne popisatelnym "analogovym" pristupom, alebo
inak povedané, medzi pristupom zaloZenom na
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symbolickej logike a medzi subsymbolickym pristupom, kde je vysledok spoluvytvarany
prispevkami mnohych hodnét parametrov neurénovej siete spracovavajucej informaciu.
Prirodovedeckd a pocitacova komunita bola privyknuta verit, Zze vSetko, vratane
inteligencie, musi mat’ jednoduché, kompaktné vyjadrenie v rec¢i symbolov a matematickych
zékonov. To vSak nevyzera byt pravdou pri subsymbolickom pristupe.

Zacala sa vynarat nova myslienka, a to ta, Ze pocitace uz fakticky mézu byt lepsie nielen
pri rieSeni Cisto numerickych problémov alebo pri zretazeni logickych tisudkov, no aj v
komplikovanych systémoch pri inych problémoch, ktoré doteraz boli doménou ¢loveka. Tu
uz nestaci narabat’ so symbolmi alebo celymi ¢islami — realne ¢isla a obrazova ¢i akusticka
informacia je nevyhnutna. Takéto problémy sa typicky skladaju z velkého mnozstva
drobnych interakcii vytvarajucich celkovy pojem ¢i obraz [63]. Vyzaduje sa flexibilita,
pouzitie "podobnosti", kompromisov, analégii, metafor a vynimiek. Clovek pritom u nie je
schopny preniknit’ do cCinnosti pocitata a rozhodnut, ¢i sa v danom pripade pocitac
rozhodol spravne, alebo nie, a tu problém spociva nie v mnozstve dat, ale v ich
reprezentacii. Sucasne vsak takato architektura rieSenia problému najskor lepsie zodpoveda
procesom v mozgu ako stbor dopredu danych pravidiel a znalosti spojenych s rigidnym
systémom, ktory urcuje, ako s tymito znalostami zaobchadzat'. Zatial ale zd’aleka nejde o
to, Zeby pocita¢ sam od seba vymyslel nieco, ¢o mu c¢lovek dopredu nepovedal.
Architektura v sucasnosti pouzivanych neurénovych sieti je zvycajne presne definovana
¢lovekom pre ten ktory typ problému. No hranice toho, ¢o je treba pocitacu explicitne
povedat, a toho, ¢o je schopny sam si vypocitat’ sa pomaly postivaju. D4 sa iba dufat, ze
schopnost’ pocitacovych systémov vytvarat, modifikovat' a vysvetlovat hypotézy bude
postupne narastat’.

Taktiez pristup k tvorbe logického a analégového systému je iny. Pri neurénovych
sietach clovek tazko dopredu povie: synaptickda vaha ma byt takd a takd. Je potrebné
vytvorit’ automatizovanu proceduru ucenia sa. Takéto uciace procedury ale zaberaju vela
strojového Casu pocitaca. Aj vzhl'adom k tomu, ze v dobe zacdiatkov umelej inteligencie bol
Cas pocitaca drahsi vo vzt'ahu k Casu programatora, ako je tomu dnes, neurénové siete sa vo
vyvoji oneskorili za heuristickym programovanim zalozenym na logike. No s rozvojom
pocitaov tento nepomer zacina prevazovat’ na druhu stranu.

Priklad rozdielu medzi klasickym symbolickym a subsymbolickym spracovanim
informacie je pristup k rozpoznavaniu vzorov (angl. pattern recognition). Jeden spdsob je
jednoducho skladovat’ vsetky mozné pripady a kazdy novy porovnavat’ so vSetkymi
predchadzajicimi. Klasické symbolické spracovanie sa pokiisa skomprimovat’ pripady do
malého stiboru pravidiel, a potom skladované pripady vyhodit. Neurénové siete su nieckde
medzi tym, vo vSeobecnosti u nich nemozno jednoznacne rozdelit’ naucené pravidla od
informacii vo vzoroch, oboje st totiz kodované synaptickymi vahami a aktivaciami
neuroénov.
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Neurénové siete su trocha extrémnym prikladom posunu v tvorbe systémov. Namiesto
symbolickych informacii prenasaju cez komunikac¢né kanaly a spracovavaju vo svojich
zakladnych jednotkach numerické informacie. St schopné aspon ¢iastocne sa ucit’, no zatial’
ziaden systém nevykazuje normélne myslenie, ani na urovni dietata. Sily spojeni medzi
neuronmi, tzv. synaptické vahy, predstavuju distribuovana formu uchovanej informacie.
Pokial’ je neurénova siet’ spravne natrénovand, dava vynikajuce vysledky, no ani dost
podrobnou analyzou nie je ¢lovek vacsinou schopny pochopit’, na zaklade ¢oho neurénova
siet’ k vysledku dospela. To povazuje komunita klasickej umelej inteligencie za najvacsi
nedostatok, pretoze jej systémy su schopné zjednodusit’ vysvetlenie natol’ko, Ze ¢lovek je ho
este stale schopny sledovat. Neuronové siete funguju ako ¢ierna skrinka, do ktorej vlozime
vstup, vypadne z nej vysledok, no nedostaneme vysvetlenie, preco akurat takyto vysledok.
Jednym zo sucasnych trendov vyskumu v oblasti neurébnovych sieti je snaha tuto ¢iernu
skrinku "vykradnit", extrahovat z nej pravidla a znalost zakdédovani v numerickych
koeficientoch siete, a to tak, aby sa tieto pravidla dali pouzit’ napriklad v expertnom
systéme. Pri vy$§om pocte parametrov je pre expertny systém velmi tazké vyextrahovat’ z
distribuovanych prispevkov znalost, pretoze zo Struktary, ktora nie je roz¢lenena (alebo ma
velmi vela Casti, ktoré navySe nie su rozliSené), je tazké vyberat oddelené "kusy"
informacii.

Neda sa povedat, ktory pristup je lepsi, ¢i ten zaloZeny na prisnej logike, alebo
subsymbolicky pristup neurénovych sieti. Obidva pristupy maju svoje uplatnenie. Ked
vieme, Ze sa nieCo sprava na zaklade zdkonov a principov, ktoré pozname, a mame dostatok
informacii ako uréit’ sucasny stav, mozeme predpovedat budice spravanie sa a buduce
stavy, a vzhl'adom na to, Ze prirodné zakony st vécsinou priehl'adné, da sa presne sledovat
logicky retazec od vstupov do vystupov, od pricin k nasledkom. Vtedy nema vel'ky zmysel
pouzivat’ neurénové siete. Tie vzhladom k svojej "volne" definovanej architektare (v
porovnani so symbolickymi systémami) niekedy dost’ tazko hl'adaji vel'mi zlozité vztahy,
ktoré ked’ uz dopredu pozname, lahko ich zabudujeme do klasického symbolického
systému. Ked su vstupné informacie neisté alebo nepozname presne zakonitosti systému,
ktorého spravanie sa snazime predpovedat, vtedy st neurdénové siete vhodnou volbou.
Prikladom takych problémov moéze byt klastrovanie, klasifikacia, ¢i rozpoznavanie vzorov.
No pritom ani neurénové siete nie s vo vSeobecnosti schopné rozpoznat’ jednotlivé objekty
figurujice na zlozitej scéne (zatial Co v pripade, ze je objekt "odseparovany", ho
rozpoznaju). Podobne je tomu pri analyze zlozenych Struktar, ako sa nachadzaju vo frazach
prirodzeného jazyka.

Minsky [46, 47] navrhuje hybridny systém, ktory by bol schopny vyuZzit prednosti
obidvoch typov systémov, a to tak, Ze by sa rozhodovalo podla typu problému, ktory z
pristupov skor pouzit. No aj ked sa pokusy o tvorbu takychto hybridnych systémov
objavuju [29], zatial’ to vzdy este funguje najlepsie, ked’ rozhodne clovek, ktorym zo
$pecializovanych pristupov sa bude ten ktory problém riesit’.
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3.2 Oblasti pouZitia neurénovych sieti

Co sa da realizovat’ pomocou neurénovych sieti, a o sa neda?

V principe mozu neuronové siete spocitat’ akukol'vek spocitatelni funkciu, t.j. mézu
robit’ cokol'vek, ¢o dokaze Cislicovy pocita¢. V praxi sa neurénové siete najviac pouzivaji
na Kklasifikaciu a funkénu aproximaciu alebo mapovanie funkcii pri pouziti mnoZzstva
trénovacich dat, kde systémy s jasne stanovenymi pravidlami (ako s expertné systémy)
zlyhavaju. Neuroénove siete st pritom tolerantné k neurcitostiam v trénovacich datach.

Na druhej strane neurénové siete tazko zvladaju manipulaciu so symbolmi.

Neurénové siete by mali byt teoreticky lepSie a rychlejSie v porovnani s vécSinou
vypoctov zaloZenych na symbolickej logike, pretoze sa daji l'ahko rozparalelnit’ tak, aby
bol kazdy neurén "implementovany" na jednom procesore. Vzhl'adom k tomu, Ze vypocty
jednotlivych prvkov st na sebe do znacnej miery nezavislé, bude cely vypocet o mnoho
rychlejsi. Na druhej strane, zatial' neexistuje vel'a pocitacov vybavenych velkym poctom
procesorov, takze vécSina aplikacii bezi na jednoprocesorovych strojoch. Vyhoda
rozparalelnenia je v stiCasnosti teda skor teoreticka.

Medzi najcastejSie oblasti pouZitia neuréonovych sieti patria:

e Pocitacova informatika — skumanie vlastnosti nesymbolického spraco-vania
informacie [12, 41, 42, 62];

e Inzinierstvo — automatické riadenie, spracovanie signalov a vel'a d’alSich aplikacii [9,
10, 26];

Jednou z prvych komerénych aplikacii bolo (a eSte stile je) tlmenie Sumu na
telefonnych linkdch [61, ADALINE v kap. 2.5]. V oblasti kybernetiky je znama
aplikécia v riadeni vyroby [14, 45], alebo napriklad na cuvanie dlhych trajlerov [50].
Dal§im prikladom je automatické rozpoznavanie ru¢ne pisanych postovych
smerovacich ¢isel [37] alebo analyza otlackov prstov v kriminalistike.

pri urCovani velkosti splatok alebo aj overovanie podpisov na Sekoch [4, 51, 57];

o Fyzika— modelovanie javov v Statistickej mechanike [11];

e  Chémia— predikcia fyzikalno-chemickych vlastnosti zlicenin [64], riadenie chemickej
vyroby [9], analyza dat z analytickych meracich pristrojov [15], analyza
spektroskopickych dat — klasifikdcia zltcenin, predikcia spektier, molekularne
modelovanie — predikcia sekundarnej a terciarnej Struktiry proteinov [64];

e Jadrové inZinierstvo [34], jadrova fyzika a spektroskopia [21].

e Biologia— interpretacia nukleovych sekvencii [20];

e Medicina— navrh diagnézy na zaklade priznakov a vysledkov laboratérnych vySetreni
(napr. diagndza elektrokardiogramov, diagnoéza testov na rakovinu, diagndza
sonogramov a rontgenovych snimok apod.) [2, 3];

e Statistika— flexibilna linearna a nelinearna regresia a klasifikacia [44];

e Neurofyzioldogia — sktimanie senzorickych systémov, motoriky, rozpozna-vanie a
produkcia reci [59], modelovanie neurofyziologie mozgu [6, 24, 36, 43, 58];

e  Neuropsychologia— modelovanie psychickych funkcii [17, 31, 32, 53, 54];

e Daldic oblasti ako polnohospodarstvo (ohodnocovanie a triedenie ovocia),
meteoroldgia (predpoved pocasia), astronomia (klasifikacia galaxii), atd’.
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3.3 MozZné smery vyvoja

Medzi nielen mozné, ale isté (aj ked’ nevel'mi vzrusujuce) smery rozvoja neurénovych sieti
patri vacsia spolupraca so Statistikou. Najtypickejsi nedostatok, ktory vytykaju Statistici
mnohym aplikdciam neurénovych sieti, je prili§ maly pocet trénovacich prikladov v pomere
k vel'kému poétu optimalizovanych parametrov. Co sa tyka savislosti so Statistikou, vi¢§ina
typov neurénovych sieti je schopna ucit’ sa a generalizovat' zo zaSumenych dat, v ¢om su
podobné Statistike. Napriklad perceptrony su pribuzné niektorym linedrnym modelom.
Neurénové siete s doprednym Sirenim a jednou skrytou vrstvou su blizke regresii projekcii.
Vela vysledkov zo Statistickej tedrie nelinearnych modelov méze byt’ priamo aplikovanych
na tieto siete. Zatial ¢o na ucCenie menSich neurénovych sieti je vyhodnejSia napr.
Newtonova metdda [27] alebo metdda konjugovanych gradientov [5], pri vd¢Som mnozstve
synaptickych vah je rozumnejSie pouzit Levenberg-Marquardovu metéodu [38, 39].
Pravdepodobnostné neurénové siete (PNN) vykonavaju jadrova (angl. kernel)
diskrimina¢nt analyzu. Neuronové siete realizujuce vektorovu kvantizaciu davaji podobné
vysledky ako "k-spriemernend” (angl. k-means) klastrova analyza. A neurénové siete uciace
sa pomocou hebbovského pravidla st schopné najst’ smery s maximalnou varianciou v
datach, ¢o odpoveda analyze hlavnych komponent (angl. principal component analysis).
Kohonenove samoorganizujuce sa mapy su vzdialene pribuzné "k-spriemer-nenej" alebo
skor "1-spriemernene;j" klasterovej analyze.

Problém, ktory casto zabranuje efektivnej spolupraci so Statistikmi, je v terminologii,
ktoru si I'udia zaoberajuci sa profesionalne neuréonovymi sietami vyvinuli vlastnu, nezavisle
na terminologii v Statistike. Okrem toho l'udia pracujici s neurénovymi sietami Casto
ignoruju predpoklady tykajuce sa distribucie dat, s ktorymi maji ¢o do ¢inenia. Pritom sa
daju statistické vysledky uspesne pouzit’ pri neuréonovych sietach. Napriklad, ked’ niektoré
trénovacie vzorky su viac zasumené, je vyhodnejSie pouzit’ vahovanu metédu najmensich
Stvorcov namiesto klasickej chybovej funkcie [7, 44, 52].

Aj ked’ nasledujuce dve pravidla vyzeraji v suvislosti so Statistikou trividlne, treba ich
zdoraznit’, aby nedoslo k zbyto¢nym chybam a objavovaniu uz objaveného. Pri klasifikacii
do viac ako dvoch nezoradenych kategorii je treba dat’ pozor, aby kazda kategoria mala
vlastny vystupny neurdon. Napriklad ked’ st vystupom tri farby (ktoré pre nas ucel nema
zmysel zorad’ovat’ podla frekvencie v spektre), potom by vysledok siete mal vyzerat’ takto
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Modra 1

Ked nam vychadza suma vécsia ako jedna a my chceme sumu vysledkov rovnu jednej,
aby jednotlivé vystupy boli interpretovatel'né ako "pravdepodob-nosti", potrebujeme, aby

48



suma pravdepodobnosti bola rovna jednej. To sa bezne dosahuje pouzitim tzv. "softmax"
aktivacnej funkcie: teda ked vystup bez pouzitia aktivaénej funkcie by bol g; pre i-tu
kategoriu z celkového poctu ¢ kategorii, potom pravdepodobnost’ priradenia vysledku i-tej
kategorii bude p;

_exp(q))

= G.1)
x.exp(q))
j=

Ked mame iba dve kategorie, tato funkcia sa redukuje na jednoduchi logisticka funkciu.
Podobne je niekedy vyhodné normovat’ alebo Standardizovat’ vstupné data.

V pripade, ze potrebujeme klasifika¢nli metddu, ktora ndm zisti pripady, v ktorych je
klasifikacia neistd, je vhodné pouzit PNN (angl. Probabilistic Neural Network), ¢o je
termin zavedeny Donaldom Spechtom pre jadrovi diskriminac¢nu analyzu (angl. kernel
discriminant analysis). Moze sa o nej uvazovat’ ako o normalizovanej RBF (angl. Radial
Basis Function) sieti [25, 40, 41, 44, 56].

Podobne funguje aj Spechtom navrhnutd GRNN (angl. General Regression Neural
Network) [40, 48, 55, 60], co je alternativny termin pre Nadaraya-Watsonovu jadrova
regresiu (angl. kernel regression). Moze sa povazovat za normalizovani RBF siet’ s
jednotlivymi vnitornymi uzlami Specializovanymi pre jeden tréningovy pripad.

V pripade "preucenia" (angl. overfitting) alebo nedostatocnej konvergencie (angl.
underfitting, blizsie vysvetlenie v podkap. 5.5.3) je niekol’ko metdd, ako sa tymto extrémom
vyhnut. Vyber modelu (angl. model selection) sa tyka poctu vah, trénovanie "s Sumom"
(angl. jittering) [7], zoslabovanie vah (angl. weight decay) [7, 52], v€asné zastavenie ucenia
(angl. early stopping) [49] a bayesovsky odhad (angl. Bayesian estimation) sa tykaju
velkosti vah [7, 22].

Dalsim typickym problémom je odhad chyby pri zovseobecneni. Najéastejsie pouzivané
je rozdelenie dat na trénovaciu a testovaciu mnozinu (vid’ podkap. 5.5.1). Casto pouzivanou
moznostou je cross-validation [7, 22], teda vynechanie podmnoziny vzorov (zvycajne
jedného) zo vsetkych pristupnych trénovacich dat. Takto mdézeme pouzit’ na trénovanie
vsetky data, ktoré mame, no trénovanie musi prebiehat’ pre vSetky moznosti vynechania
vzoru (vzorov), teda velakrat. Este lepsi odhad za cenu esSte vacsej spotreby pocitacového
casu poskytuje tzv. boot-strapping [16, 28, 40].

"Fuzzy" logika, zavedena v Sestdesiatych rokoch Lotfi A. Zadehom z Berkeley, je
zasadnym roz$irenim klasickej dvojhodnotovej logiky a tedrie mnozin. PouZiva neostro
definované lingvistické premenné (ako "velky", "horuci", "vysoky") a kontinualny interval
pravdivostnych hodnét [0,1] namiesto striktne binarnych rozhodnuti alebo priradeni ("true"
alebo "false"). Tato logika sa pouziva v pripadoch, ked’ je obtiazne vytvorit’ exaktny model
skiimaného systému, ale mame k dispozicii aspon nejaky hruby model. Takéto systémy boli
doteraz riadené 'ud'mi — expertmi. Typicky fuzzy systém, ktory ma experta nahradit,
pozostava z databazy pravidiel, funkcie priradenia (angl. membership function) a
inferenénej procedury.

Neurénové siete mozno vyuzit pri konstrukeii priradovacich funkcii fuzzy mnozin a pre
rieSenie fuzzy rela¢nych rovnic. Ked’ je uz zostaveny fuzzy riadiaci prvok alebo fuzzy
expertny systém, klasickd dopredna viacvrstvova neurénova siet’ so spitnym Sirenim ho
moze nahradit’, vyuzivajuc pritom paralelné spracovanie informacii.
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Okrem nahradenia uz hotovych fuzzy systémov klasickymi neurénovymi sietami su tu
pokusy vytvorit’ alternativne neurénové siete, kde vstupy, vystupy a vahy su fuzzy &isla.
Naviac vahované vstupy do kazdého neur6onu nie su sumované, ale je pouzitd ina, fuzzy
operacia [1, 8, 30, 33, 35].

V sucasnej dobe je velka cast’ pozornosti zamerana na to, akym spésobom by mohli byt
symbolicky a subsymbolicky pristup spojené do jedného celku, ktory by zahfial najlepSie
rysy obidvoch pristupov. Zakladnymi témami su napriklad obraz a symbol — spojité
vypocty v redlnych cCislach a vynaranie sa diskrétnych hodndt, extrakcia a vkladanie
symbolickej informacie do neurénovych sieti a tvorba klasickych systémov symbolického
spracovania informacie na subsymbolickych zakladoch. Jednym z najpopuldrnejSich
prikladov takychto snah je prepojenie neurénovej siete s expertnym systémom do
hybridného systému.

Neurénové siete v sicasnosti trpia rovnakym nedostatkom ako systémy zaloZené na
symbolickej logike. Totiz tym, Ze su naucené iba na jeden typ problémov. Aby dokazali
riesit’ vacsie spektrum problémov, je predsa len nevyhnutné nejaké vnutorné rozdelenie
povodne homogénne;j siete. Je niekol’ko pristupov, ako spojit’ subsymbolicky a symbolicky
pristup [29]. M6zu sa prekryvat, ¢iastocne prekryvat, bezat’ paralelne alebo za sebou, alebo
byt vnorené jeden do druhého. Zatial’ najcastejSie spojenie je najskor sériové, kedy vystupy
z jedného systému (najcastejSie neurdnovej siete) tvoria vstupy do druhého systému
(zalozeného na symbolickej logike). "Znalostne" zalozené neurdénové siete st postavené na
teorii alebo apriornych znalostiach o tej ktorej oblasti. Neuronové siete sa staraji o také
problémy ako je Sum alebo neista informacia, s ktorou klasické znalostné systémy nie su
schopné zaobchadzat'.

R . Konvencny
ozp’ozna’vaq? V}podtovy
neuronova sie systém

1 oy
Vs _><‘>_'

Kamera [ v

\

Obrazok 3.1. Spojenie neurénovej siete a klasického systému
zalozeného na symbolickej logike.
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Inou moznostou je hybridny systém zalozeny na symbolickej logike, ktora sa postupne
dopliia adaptaciou.

Dalsim pristupom je extrakcia znalosti z neurénovej siete do expertného systému. To
je zaklad pre vysvetlenie spravania sa neurénovej siete a objavovanie znalosti zakrytych
Sumom a neistou informaciou. Tieto algoritmy st vSak exponencialne narocné vzhl'adom k
poctu neurénov vo vrstvach [18, 19]. Tato myslienka moZe byt’ tiez pouzita pre zabranenie
preucenia siete. Z klasickych neuronovych sieti s doprednym Sirenim sa extrahuji pravidla
typu IF-THEN-ELSE a pravidla formalnych gramatik je mozné extrahovat’ z rekurentnych
neurénovych sieti [13, 23].
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4. Linearne modely neurdonovych sieti

V tejto kapitole sa budeme zaoberat’ najjednoduch$imi modelmi neurénovych sieti —
modelmi ktorych zakladnou stavebnou jednotkou je formalny neurén s linedrnou aktiva¢nou
funkciou f. Oznac¢me vystup formalneho neurénu ako y. Nech aktivity prichaddzajuce cez n
vstupnych kanalov tvoria vektor X=(x1,%2,....5,) ", kde horny index T oznacuje transponovany
vektor. Nech st vstupné kanaly vahované pomocou vektora vah w:(wl,wz,...,w,,)T. Potom
bude vystupna aktivita linearneho neurénu rovna

y = f(net) = f(wa+ 1‘}) , 4.1

kde U je prah aktivacie (excitacie). NajcastejSie je aktivacna funkcia identické zobrazenie a

, , .. , Ly , T , ;
formalny neurén realizuje skalarny sucin vstupného vektora x=(xi,x,...,x,) s vahovym
vektorom w:(wl,wz,...,w,,)T:

y=w'x. (4.2)

Samozrejme, takyto model nezohl'adiiuje saturacné vlastnosti realnych neurénov (aktivita
neurénu sa nemdze zvySovat’ priamo umerne s narastom postsynaptického potencialu wix,
ale pre velké hodnoty sa saturuje). Na druhej strane, linedrna povaha modelu nam umozni
najst’ analytické rieSenia problémov, ktoré v nelinearnych modeloch zohladnujtcich
saturacie neurénov nie je mozné ziskat. Interpreticiou vysledkov aparatom linedrnej
algebry mozno presne pochopit, ¢o sa skryva za pojmami ako je zovSeobecnenie na zaklade
trénovacej mnoziny, mechanizmus asociacie vstupov so ‘“zapamitanymi” prototypovymi
vzormi, atd’.

Oznaéme véhu j-teho vstupného kanala do i-teho neurénu w,. Ak neurénova siet
pozostava z m neurdénov reagujucich na n vstupnych kandlov (obr. 4.1), potom vahy
vSetkych prepojeni mozno prehl’adne usporiadat’ do vahovej matice

W11VV12 "'W1n
W: W21W22"'W2n ) (43)
Wm1Wm2 - 'Wmn

Po priloZeni vektora x na vstup siete dostavame ako vystup vektor y=(yi,v.....vm) ", kde
V1,V2,.-Vm SU aktivacie vystupnych neurénov, pricom y=Wx. Jednovrstvova linedrna
neurénova siet’ teda realizuje linearne zobrazenie ¢@: R"—R". Ak by sme pridali d’al$iu
vrstvu, ktorej vstupy by boli aktivacie y, vystup siete z by bol linedrny obraz vektora y,
7=Vy. Zrejme 7=Ax, kde matica A=VW. Ked'ze kompozicia linedrnych zobrazeni je opit
linearne zobrazenie, pridavanie d’alSich vrstiev v linearnych sietach neprindsa ziadny novy
kvalitativny efekt, a preto sa v d’alSom budeme zaoberat’ iba jednovrstvovymi sietami.
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Majme trénovaciu mnozinu 7={(x""y"),x? y?),..."y™)}, kde x"eR" a yVeR™,
Vie {1,2,..N}. Siet bude vykonavat cinnost predpisani trénovacou mnozinou 7, ak
najdeme taku maticu vah W, ze

y D =", vie{12,...,N}. (4.4)

Nech X je matica, ktorej stipce tvoria trénovacie vstupy XV x@ . x™ a Y matica,

Obrazok 4.1. Linearna neurénova siet’ s
n vstupmi a m linedrnymi neurénmi.
Viaha j-teho vstupného kanala do i-teho
neuronu wj; .

ktorej stipce st zodpovedajiice “pozadované” vystupy yO, y? ., y™. Potom podmienka
(4.4) sa da prepisat’ v maticovom tvare

Y=WX. 4.5)
Pokial’ je matica X regularna’, pozadované vahy prepojeni dostavame priamo z (4.5)
w=yvx". (4.6)

Vo vseobecnosti v§ak nemozno predpokladat’ ani len to, Ze matica X je Stvorcova (pocet
vzoriek v trénovacej mnozine je rovny dimenzii vstupnych vzorov), nieto eSte linearnu
nezavislost’ vstupov x'”, x?, ... x™. V takom pripade je (4.6) modifikované na [1, 2]

W=yX" 4.7)

kde X=X"(XX")", ak pocet riadkov matice X je mensi ako pocet jej stipcov (pocet
trénovacich vzoriek N je vacsi ako dimenzia vstupov n) a hodnost’ matice X je rovna n. V
opa¢nom pripade X'=(X"X)"'X", ak pravda, hodnost matice X je N. Predpokladime, Ze
trénovacie priklady korespondujuce s linearne zavislymi vstupmi sme z trénovacej mnoziny
vylagili. Matica X* sa nazyva pseudoinverznd matica matice X a plati

XX'X=X. 4.8)

V d’alSom sa budeme zaoberat’ pripadom, ked’ pocet trénovacich vzoriek N je mensi ako
dimenzia vstupov n. Predstavme si, Ze mame vyriesit ulohu autoasociacie, teda zapamaétat’

! Stvorcova matica X dimenzie n sa nazyva regularna, ak véetky jej riadky (resp. stipce) su lineérne

nezavislé. Jej determinant je r6zny od nuly.

58



(2)

si uréité “prototypové” vzory x'V, x?,..., x™, ktoré tvoria stipce matice X. Trénovacia

mnozina ma tvar
T= {(X(U , x0 )(X(2) ’ X(Z)), . .,(X(N) , xV )} (4.9)

a matica pozadovanych vystupov Y=X. Z (4.7) dostdvame pre vahovi maticu
W= XX" (4.10)

Samozrejme, jednym z moznych rieSeni nasho problému by mohlo byt W=I, kde I je
jednotkova matica dimenzie n. V takomto pripade by siet’ len slepo kopirovala na vystup to,
¢o vidi na vstupe. Takéto rieSenie by sme dostali pomocou (4.9), ak by sme mali N=n
linearne nezavislych vstupnych vzorov. Ak je pocet vstupnych vzorov mensi ako ich
dimenzia, linearny obal vzorov (mnozina vektorov, ktoré mozno dostat’ linearnou
kombinaciou vzorov) je linedrny podpriestor L linedrneho priestoru R”. Oznalme
ortogonalny doplnok priestoru L v R" ako L'. L* je linearny podpriestor priestoru R"
obsahujuci vsetky vektory kolmé na priestor L. Zopakujme si, Ze vektor je kolmy na priestor
L, ak je kolmy na vSetky vektory obsiahnuté v L. Zrejme plati, ze ak je vektor kolmy na
kazdy vektor z bazy priestoru L, potom je kolmy na priestor L. Kazdy vektor xe R" sa da
jednoznaéne rozlozit x=xp+xp na zlozky xpe L a xpe Lt (obr. 4.2).

Tento fakt sa 'ahko dokaze sporom. Nech existuju dva rozne rozklady

X=XpTXp; & X=XpytXp;,

kde xp;,xpeL a xXpj,Xp€e L Zrejme Xp-Xpy= Xpy-Xp;. Lava strana poslednej rovnosti je
linearna kombinacia vektorov z priestoru L, a teda je to vektor z priestoru L, kym prava
strana z analogickych dévodov je vektor z priestoru L*. Toto je mozné, len ak prava aj l'ava
strana st nulové vektory a teda xp;=xp, a Xp;=Xp, , €0 je v spore s nasim predpokladom
dvoch roéznych rozkladov.

Dopredu prezradime, Ze stratégia, ktorou sa linedrna siet s vahami W=XX' zhosti
autoasociacnej ulohy je nasledujiica [2, 3]: Vstupné “prototypové” vzorky definuju
podpriestor L v celom vstupnom priestore R". L je linearny obal prototypovych vstupnych
vektorov. Siet’ povazuje kazdu odchylku od priestoru L za “pridany Sum”, ktory vyfiltruje.
Pri prichode neznamej vstupnej vzorky x siet’ “predpoklada”, ze ide o malo deformovanu
podobu niektorého zo vstupnych prototypov (uloZenych ako stipce matice X) a urobi
ortogonalny priemet xp vektora x do podpriestoru L, pricom xp prehlasi za “vycistent”
verziu vstupu x. Vektor xp=(x-xp)e L* predstavuje &ast, ktora siet’ povazuje za deformaciu
vstupu vzhl'adom na uloZené prototypy. Je mozny aj iny pohlad, interpretujici vektor xp
ako “novatorsky aspekt” vstupu x, vo svetle vzorov predstavenych v trénovacej mnozZine.
Aby sme dokdzali, Ze hore uvedena stratégia zodpoveda skuto€nosti, musime ukdzat’, ze
Wx=XX'x=xp. Inymi slovami, je treba dokézat, e matica XX  je operator vykonavajiici
ortogonalnu projekciu na linearny obal stipcov matice X. Najdime rozklad x=x,+x, vektora
x, 2e x;eL a x,e L*. Vieme, ze e L* prave vtedy, ked’ x, L xV, i=1,2,.,N, ¢ v maticovej
formulécii znamena

59



4

Obrazok 4.2. L je linearny obal vektora v (linearny priestor,
ktorého baza je vektor v), vektor x sa da jednoznacne rozlozit’
na dve zlozky xpe L a xpe L

X'x,=o, (4.11)

kde o je nulovy vektor dimenzie 7.
V d’alSom budeme vyuzivat’ fakt, Ze rieSenim sustavy linearnych rovnic Au = b, kde A4 je
matica sustavy s va¢sim poctom stlpcov ako riadkov, je

u=A"b+(I-A"A)v . (4.12)
v je l'ubovol'ny vektor rovnakej dimenzie ako vektor x. To sa da 'ahko vidiet,, pretoze
Au=AA"b+(A-AA"A)v=AA"b=b , (4.13)

-1
kedze AA'=44"(4A") =I. Matica X" je pozadovaného typu a teda z (4.11) a (4.12)
dostavame

=(X") 0 + (X X"y (4.14)
Lahko sa presvedcime, Ze
X)) X = X(X'X) X" = XX* (4.15)
takze
x=(I-XX v . (4.16)

Zostava najst’ “ten pravy” vektor v definujuci ortogonalny rozklad vektora x. Presved¢ime
sa, ze taky rozklad dostavame prave vtedy, ked’ v=x. Skutocne,

szxl:(x-XYx)TXYx:(xT—xTXY)XYxZO, (4.17)
lebo XX je symetricka® matica a XX XX = XX".

2 Matica X sa nazyva symetricka, ak X=X, kde X je transponovana matica k matici X, ktora vznikne

z X zamenou riadkov za stipce.
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Ukézali sme, ze x;=XX x=xp , ¢o znamena, ze XX je matica vykondvajlica ortogonalnu
projekciu na linearny obal stipcov matice X (obr. 4.3).

Podotykame, ze ak by sme namiesto XX pouzili vahova maticu W=I-XX", dostali by sme
ako odozvu na vstup x vektor x2:WF(I-)O(+)FxD, ktory sa da volne interpretovat’ ako
reprezentant nového a originalneho vo vstupe x, vzhl'adom na trénovacie prototypy ulozené
ako stipce matice X. Takato neurénové siet’ dostala meno detektor novosti (angl. novelty
detector) [2, 3].

Zatial’ sme si ukazali, ako pre danu trénovaciu mnozinu 7 vytvorit’ vahova maticu, ktora
realizuje zobrazenie urcené asociatnymi parmi z 7. Okrem iného, je potrebné vypocitat’
pseudoinverzni maticu k matici X, ¢o pri ulohach realnejsieho rozsahu moze byt vypoctovo
vel'mi narocné. Navyse, ak by sme po natrénovani siete na urcitej trénovacej mnozine 7'
chceli pribrat’ este jeden novy trénovaci priklad, museli by sme odznova preratat’ cel
vahovi maticu. Ukazeme si, Ze v pripade autoasociacnej Glohy sa da robit’ vypocet vahove;j
matice iterane a prichod nového trénovacicho prikladu predstavuje len pomerne
jednoduchy vypoctovy tkon prislusne modifikujiici maticu vah W.

Predstavme si, Ze stojime pred nasledujiicou ulohou. K danej baze uVu®, . u
vektorového priestoru L mame vytvorit’ ortogonalnu bazu vy, v® definujucu ten isty
priestor L. Algoritmus nazvany Gramov a Schmidtov (G-S) ortogonaliza¢ny proces
realizuje presne taktto ulohu a jeho popis je nasledovny [2]:

(D=, (D

(k)

1. Polozme v
2. V priestore ur¢enom bédzou v
dosiahnut’ napriklad takto

D 4@ ngjdime vektor v, tak aby v1v®. To sa da

7,2
viiu
vB =y®-— =y, (4.18)
vl
Citatel' sa mdze Fahko presvedgit, ze vektor v je linedrnou kombinaciou vektorov v",u®
a skalarny sugin vektorov v",»® je rovny nule. .
3. Bod 2. sa da rekurentne rozsirit’ nasledovne: Nech k1 vektorov v(l),v(z),...,v(“) novej

ortogonalnej bazy uz bolo urcenych. Potom k-ty vektor w9, od ktorého pozadujeme aby

lezal v priestore ur€enom bazou v (“) u® a bol ortogonalny na vSetky vektory
v(l),v(z),...,v(“), je urceny takto:

V I I

Opét sa da l'ahko overit, Ze v(o vyhovuje nasim poziadavkam.

(4.19)

‘M’:

Predpokladajme, Ze trénovacia mnozina ma N vzoriek X(1),X(2),...,X(N) a x je vektor
neleziaci v ich linedrnom obale. Nech X", X®,.... %™ st vektory uréené zo vstupov

x0 x@ . xN pomocou G-S ortogonalizacného procesu. Zrejme vektor
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N ()T

)~(=x—2x X %0

> W (4.20)

je kolmy na linearny obal vstupov x0 x® . xN) Navyse ukazeme, 7e vektory X a
X— X st na seba kolmé, €o znamena, ze X—X=Xp = XX'X a X=Xp = (I—XX+)X,
kde X je matica, ktorej stipce tvoria vektory x0, x@ . xN) Vypocitajme skalarny sicin

XT(x—- X) . Kedze sucin matic je asociativny, dostaneme

(g(r)Tx),’;m _ ;(/)(guﬂx) = (j("(/))’(’(f)T)x’ @21
a preto
.
N (i x@T N 25T
Tx—%)=|[1- S XX xx 422
S BT

N ()3T

Ked oznaGime maticu ZX —— symbolom A, potom z (4.22) XT(I—AT)AX=

= %]

= XT(A—ATA)X=O, lebo ATA=A. To sa da lahko dokézat. Stadi si uvedomit’, Ze
DO %D xO

matica 4 je symetricka (a teda ATA= AA)a “)N(( i)“z “;(/’) “2

=0, pre i+ j, zatial’ ¢o

a2 X0 xO
“X(I)H =W, pre i=j. Ukazali sme, Ze priemet vektora
X

ROFOT ZOFOT  F 00"

o o ol

x = xN* 4o linearneho obalu vektorov x(V, x@), ..., x*M) mozno uréit ako

N =)y (N+1) N ~() ()
fe) XX sy N XX e g ) :
R T

N () (0"

kde Ay =)

2
= ¢

linearnom obale vektorov x{) , X(z),..., X(N), XN+ , jeho priemet do tohoto linedrneho obalu
N+t () 2 ()T
XX

. Ak by sme teraz uvazovali d’al$i vstupny vzor xN*2) | neleziaci v

dostaneme pomocou XM2 = A, XN kde Ay, = a XNV dostaneme z

e

predoslého kroku ortogonalizatného procesu X(N*D = x(N+D _ A\ x(N+1),
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Ukazali sme si, ze maticu vah prepojeni W=XX" linearneho autoasocidtora mozeme ratat’
iteracne, vzdy pri prichode novej prototypovej vstupnej vzorky, na zaklade rekurentnej
schémy:

1. Inicializuj W, ako nulovi maticu, W, = 0.
2. Pre N>0,

S(N+1) Z(N+1)T

XX
Wy, =Wy + “~(N+1) 5 (4.24)
X

kde XM = xN*) XN Model, ktorym sme sa doteraz zaoberali, dostal nazov GI
(angl. General Inverse) [2, 3] podl'a pseudoinverznej matice X' pouzitej pri vypocte matice
synaptickych vah. V dalSom si ukdzeme iny model linearnych sieti, ktory sa 1iSi od
predoslého maticou W synaptickych vah.

4.1 Realizacia paméti pomocou korela¢nej matice

V roku 1949 sformuloval kanadsky psycholég Hebb hypotézu o plasticite zmeny
synaptickych vah [4]. Priepustnost’ synaptického spojenia vstupného kanala s neurénovou
bunkou je priamo umerna pred- a postsynaptickej aktivite neurdnu. Inymi slovami, ak je
velka korelacia medzi aktivitou na kandli z j-teho neur6onu do neurdénu i a vystupnou
aktivitou neurénu i, potom narast synaptickej vahy kanala je priamo imerny tejto korelacii.
Formalne, ak je trénovacia mnozina

T= {(X(n,y(n),(x(z)’y(2>)“__,(X<N)’y<N) )} ’ (4.25)

potom véha W, bude priamo Umerna koreldcii

N
wy=Y Xy | (426)
k=1
¢omu v maticovom zapise zodpoveda
N T
W= y®xh = yxT. (4.27)
k=1

V nagich d’algich avahach budeme uvazovat’ W=¥X'. Okamzite vidime, Ze ak su vstupné
trénovacie vektory x(l),xa),...,x(N) ortonormalne, dostavame X' =
=X"=X" a n4§ “biologicky motivovany” model je totozny s modelom GI, ktorym sme sa
zaoberali v predoslom odseku. Poziadavka ortonormality vstupov vSak v praxi tazko
obstoji. Preto je namieste otdzka, aka je funkcia siete, ak vstupné vektory su len linedrne

nezavislé. Opat’ sa pokusime ilustrovat’ funkciu siete na autoasociacnej ulohe.
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Mame si zapamitat’ N linearne nezavislych vstupov x@,x® ..., x™ ulozenych ako

N
stipce  matice = X.  Zrejme W= Z x0 xR = xxT Po  prilozeni
k=1

p-teho vektora X( p), pe{12,..., N} na vstup takejto siete dostavame ako odozvu vektor

N
XX x(P) = [2 X0 x(“)TJ x(P)
N N (4.28)
= N 50 x0T 3P) _ 5(P) (P yP) z XK (K7 3(P)
k=1 k=1,k=p
ateda
2
XXTx'P) = x“’)”x“’)” +C(p), (4.29)
N T
kde C(p)= Zx(k)x(k) xP je tzv. “presluch” (angl. crosstalk) od inych
k=1,kzp

vstupnych vzoriek. Ak je presluch nenulovy, vstupy x@,x®,...,x"" nie s ortogonalne.
Vo vSeobecnosti teda na vystupe siete dostdvame sucet vektora kolinearneho s danym
uloZenym vstupom a “’presluchového” vektora.

V pripade modelu GI sme si vysvetlili ¢innost’ autoasociatora apardtom linearnej algebry.
Videli sme, Ze takato siet’ zovSeobecni vstupy trénovacej mnoziny tak, ze vytvori ich
linearny obal. Odozva siete na novy, dosial’ nepredlozeny vstup (ktory moze predstavovat’
poskodentl, alebo zaSumenu verziu niektorého z trénovacich vzorovych vstupov) je
ortogonalny priemet vstupu do linearneho obalu trénovacich vstupov. Cinnost
autoasocidtora zalozeného na modeli uvedenom v tejto sekcii si vysvetlime Statistickymi
uvahami.

Predstavme si, Ze trénovacie vstupy X" ,x?® ,...,x" su realizicie vektorovej ndhodne;j

premennej X= (X1,X2,...,X,,)T, ktorej kazda zlozka ma stredni hodnotu nula
(E(X;))=0, i=12,...,n).

Prvok w; véhovej matice W= XX" je rovny w; =2X§k)xﬁk) , ¢o je priamo Gmerné
k=1

neodchylenému odhadu <COV( X X; )> kovariancie
cov(Xj, X;) = E[(X; — E(X)))(X; — E(X;))]= E[X;X|] i-tej a j-tej zlozky néhodného
vektora X. Véha w; nesie informiciu o sile vzéjomnej (linearnej) previazanosti néhodnych

premennych X, X;. Prilozme na vstup siete vektor X = (X Xgseees Xp) . i-ta zloZka

vystupu je dand suctom prispevkov od vSetkych suradnic ovédhovanym prislusnymi
n

korelaciami a je priamo umerna 2 <COV(X,~,X 1)> X;. Ak by bola i-ta zlozka vstupu x
j=1
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vplyvom Sumu silne zredukovana a na zaklade trénovacich vstupov je mozné sa domnievat,
ze napriklad existuje silna korelacia medzi i-tou a r-tou, ako aj medzi i-tou a p-tou zlozkou
vstupov (vahy w;. a w;, su dominantné), potom ak zloZky x,, x, vstupu x su silne
aktivované, spdsobia aj silni aktivaciu i-tej zlozky vystupu. Autokorekcia i-tej zlozky
vstupu sa udiala na zaklade pozorovania, ze sucasne s r-tou a p-tou zlozkou je obycajne
aktivovana aj zlozka i a zlozky » a p mali vysoku aktivitu. Podobna uvaha plati pre
Statisticky slabo prepojené zlozky vstupov. Tu zasa mozno stiahnut’ vysoku aktivitu nejake;j
zlozky vstupného vektora, ak na trénovacich vstupoch nebola pozorovana vyrazna
previazanost’ tejto zlozky na momentéalne aktivne komponenty vstupov.

Model autoasociatora, ktory sme popisali, sa nazyva pamit korelacnej matice (angl.
Correlation Matrix Memory, CMM) [2, 3]. Treba poznamenat’, Ze tento model sa opiera o
Statistiky budované nad dvojicami zloziek vstupnych vektorov. To moZze byt’ pre zachytenie
podstatnych korelacii malo, pretoze vyraznym spésobom mozu byt prepojené napr. trojice,
alebo Stvorice vstupnych zloziek a na zachytenie tejto skutocnosti by sme potrebovali
odhadovat statistiky vyssich radov.

Predpoklad, Zze stredné hodnoty zloziek nahodného vektora X (ktorého realizacie st
prototypové vstupy) st nulové nie je az taky nerealisticky, ako by sa mohlo zdat’ na prvy
pohlad. Vzdy je totiz mozné urobit’ odhad strednej hodnoty vstupov

N
-1
- (k)
X= kz P (4.30)
=1
a posunut’ do nej pociatok stiradnicovej sustavy
X=X-X. 4.31)

Maticu X potom skonsStruujeme z transformovanych prototypovych vstupov
xi=12,...,N. Odozvu siete na transformovany vstup opif transformujeme do
povodnej stiradnicovej ststavy spétnou transformaciou X = X+ X .

Transformacia (4.31) pomdha zmenSit presluch medzi prototypovymi vstupmi (ako

naznacuje obr. 4.4), pretoze ak st vstupné vektory “primknuté k sebe”, ich transformované
verzie budli navzajom zvierat’ vacsie uhly.
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Obrazok 4.4. Prototypové vstupy x(1),x(2),x(3)
A 42 4@

suradnicovej sustave s pociatkom v taZisku X vektorov
) @ @)

a ich

transformované obrazy vyjadre-né v

4.2 Priklady linearnej autoasociicie

Na obr. 4.5a vidime 3 prototypové vzory prilozené na vstup linearnej autoasociacnej siete
so 64 neurénmi. Siet’ bola testovana na 3 porusenych vstupoch zobrazenych na obrazku
4.5b. Ide o dve “porusené” pismena X a jedno narusené pismeno A. Odozvy siete
trénovanej stratégiou CMM su prezentované na obrazku 4.5c. Obrazok 4.5d zobrazuje
odozvu siete trénovanej stratégiou GI. Ked’Ze prototypové vzory nie su ortogonalne, odozvy

siete GI su kvalitnejsie nez odozvy siete CMM.

Input

Obrazok 4.5a. Prototypové vstupy pouzité na trénovanie linedrneho autoasociatora.
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Input

Obriazok 4.5b. Testovacie vstupy pre linearny asociator trénovany na vstupoch
zobrazenych na obrazku 4.5a.

Obrazok 4.5¢. Odozvy siete typu CMM na testovacie vstupy (obrazok 4.5b).

Obrizok 4.5d. Odozvy siete typu GI na testovacie vstupy (obrazok 4.5b).
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5. Viacvrstvové neuronové siete

Jednoducha neurdénova siet’ (tzv. linedrny model neurdnovej siete, ako bol uvedeny v
kapitole 4), ¢i uz jednovrstvova alebo viacvrstvova, je schopnd korektne rieSit’ len
obmedzenu triedu problémov — tzv. linedrne separovateIné problémy (vid dalej
podkapitola 5.3.1). Linearne neurénové siete mézu byt’ jednoducho zovSeobecnené tak, ze
aktivity vystupnych neurénov st uréené pomocou nelinearnej prechodovej funkcie (ktord v
najjednoduch§om pripade odpovedd tzv. tvrdej nelinearite, napr. skokovej alebo
znamienkovej funkcii). AvSak takéto zovSeobecnenie linedrnej neurénovej siete je tiez
schopné klasifikovat’ len linedrne separovateIné problémy. Toto ohrani¢enie bolo
povazované za vazny nedostatok neurdénovych sieti [1]. Teoreticky sa uvazovalo o moznosti
zavedenia d’alsich (skrytych) vrstiev nelinearnych neurénov do sieti. Zial’, nebolo jasné ako
adaptovat’ vahové koeficienty, ktoré su priradené neuronom zo skrytej vrstvy. Az Rumelhart
so spolupracovnikmi [2] navrhli jednoduchy gradientovy algoritmus (nazyvany metéda
spatného Sirenia — angl. back propagation) adaptacie viacvrstvovych neurénovych sieti s
doprednym Sirenim. Tymto sa viacvrstvové neurdénové siete stali ve'mi popularne a patria
medzi univerzalne pristupy tedrie neurénovych sieti so Sirokou paletou aplikacii v roznych
oblastiach informatiky a prirodnych vied. Naviac bolo dokazané, Ze neurénové siete tohto
typu st univerzalnym aproximatorom, t.j. si schopné aproximovat s pozadovanou
presnostou 'ubovol'nu spojit funkciu, ¢ize mézu byt chapané ako univerzalny prostriedok
pre regresnu analyzu, kde tvar modelovej funkcie je urceny architektiirou neurénove;j siete.
Pod architekturou mame na mysli nielen “topoloégiu” prepojenia neurénov, ale tieZ aj
nastavenie vahovych a prahovych koeficientov na urcité hodnoty.

5.1 VSeobecny klasifika¢ny problém

Zavedieme vseobecnu formuléciu klasifikaéného problému pomocou pojmu zobrazenia —
funkcie definovanej nad dvomi mnozinami 4 a B. Tento pristup bude uzitocny pre
interpretaciu neurdénovych sieti ako klasifikatora alebo prediktora. Nech F(x) je funkcia
definovana nad mnozinou 4, ktora priradi kazdému elementu xeA obraz — funkcénu
hodnotu z mnoziny B, X=F(x)e B,

F:-A—- B (5.1)

Nech G(x,w) je funkcia, ktorej argumenty su z koneénej podmnoziny A= {x1,%2,...,.X}
c A (nazyvanej tréningova mnozina) a w je parameter (alebo parametre) zobrazenia G,
potom X=G(x,w)€ By, B (pozri obr. 5.1)

G( W): A train_) B train (5 ’2)
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Formalne mézeme povedat, ze zobrazenie G(w) je resStrikcia zobrazenia F(x) nad
mnozinou A4,,,;,,C A. Komplement A4,,,;,, vzhladom k mnoZzine 4 je oznaceny 4, (nazyvany
testovacia mnozina), Apg=A\ Ay, Predpokladajme, ze pre kazdé x;€A4;., pozname
pozadovany obraz — funként hodnotu X

i

X, /Xy, Xo [ X,y X, /X, (5.3)

F

A G(w)

> G

Obrazok 5.1. Schematické znazornenie zobrazenia
F: A—B. Zizenim tohto zobrazenia na podmnozinu A4, dostaneme
nové “modelové” zobrazenie G(w), funkény tvar tohto zobrazenia je
uréeny parametrom (parametrami) w.

Pozadované funkéné hodnoty X ; st interpretované ako obrazy funkcie F’

x; = F(x;) (i=12,...,1) (5.4)

Cielom naSich uvah je najst’ taky parameter (alebo parametre) w funkcie G(x,w), aby
funkéné hodnoty argumentov z tréningovej mnoziny A,., boli ¢o najblizSie obrazom
funkcie F(x) (t.j. pozadovanym hodnotam). Definujme ucelovu funkciu

E(w) =%Z1(G(x,-,w)— x) (55
Tato funkcia vyjadruje sumu kvadratov odchylok funkcie G(x,w) od pozadovanych hodnot
X branych z tréningovej mnoziny. Poziadavka, aby vypo¢itané hodnoty G(x,w) boli “¢o
najblizsie” pozadovanym hodnotdm X je realizovana pomocou poziadavky minimélnosti
ucelovej funkcie E(w) vzhl'adom k parametru w. Hovorime, ze funkcia G(x,w) je
adaptovand, ak jej parameter w je vybrany tak, aby sa rovnal svojej optimalnej hodnote (t.j.
v ktorom ma t¢elova funkcia globalne minimum). Nech W je optimalna hodnota parametru
w urcend nasledujicim minimalizaénym problémom

w =arg min E(w) (5.6)
weW
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kde W je mnozina (priestor) pripustnych hodnét parametra w. Adaptovana funkcia G(x, w )
simuluje pévodntl funkciu F(x) pre hodnoty argumentov z tréningovej mnoziny 4., na
zdklade minimalizaéného kritéria (5.6). Naviac, adaptovana funkcia G(x, W ) sa pouZziva aj
pre predpoved’ funkénych hodnét odpovedajicich argumentom z testovacej mnoziny 4y,
tj. predpoklada sa, ze adaptovana funkcia dobre aproximuje pévodnu funkciu F(x) tiez
mimo tréningovej mnoziny. NaSe uvahy mozu byt jednoducho chapané ako klasicky
regresny problém, v ktorom parametre modelovej funkcie G si optimalizované
(adaptované) tak, aby vypocitané funkéné hodnoty boli blizke pozadovanym
(experimentalnym) funkénym hodnotam.

Jeden zo zakladnych problémov v kazdej oblasti prirodnych vied je hladanie vztahu —
funkcie medzi Strukturou jej objektov a ich vlastnostami. Idedlom je konstrukcia tejto
funkcie v analytickom tvare, ktora vztahuje vlastnosti objektov k ich Struktiire. V mnohych
pripadoch je tento ciel’ bud’ vobec nerealizovatelny alebo len s velkymi obtiazami. Tento
meta-teoreticky pristup ku konstrukcii analytickych vztahov pre korelaciu Struktira verzus
vlastnost’ v mnohych pripadoch naraza na principialne problémy tak teoretického, ako aj
numerického charakteru. Preto sa pomerne Casto pouziva pristup “regresnej analyzy”.
Modelova funkcia G sa zostroji na zaklade uritych tvah a jej volne adjustovatelné
parametre sa uréia pomocou minimalizacie ucelovej funkcie E(w) (vztah (5.6)). Takto
adaptovana modelova funkcia G sa potom berie ako analyticky vztah medzi Struktirou
prirodovednych objektov a ich vlastnostami.

Nech O je mnozina objektov, O={01,0,,...}. Kazdy objekt o€ O je popisany deskriptorom
x, ktory charakterizuje jeho Struktiru, a klasifikitorom X, ktory popisuje jeho viastnosti.
Vztah medzi deskriptorom a klasifikatorom je formalne vyjadreny pomocou hypotetickej
funkcie X=F(x). Ako uz bolo spomenuté vyssie, konstrukcia tejto funkcie patri medzi
zakladné problémy kazdej vednej oblasti. Alternativne rieSenie tohto problému moéze byt
uskutoénené pomocou ad-hoc postulovania modelovej funkcie G(x,w) v analytickom tvare.
Parameter (alebo parametre) w je ur¢eny podmienkou, aby funkéné hodnoty pre deskriptory
z tréningovej mnoziny boli blizke pozadovanym hodnotam klasifikatora. Hlavnym cielom
tohto postupu je, Ze adaptovanid modelova funkcia G(x, W) je pouzitd pre klasifikiciu
objektov mimo tréningovej mnoziny. To znamend, ze adaptovana modelova funkcia
G(x,w) je extrapolovand mimo tréningovej mnoZiny "v dobrej viere", Ze aj v tomto
pripade bude dobre aproximovat funkciu F(x), ktora presne klasifikuje objekty z celej
mnoziny O.

5.2 Definicia neuronovej siete

Paradigma neurénove;j siete bude formulovana pomocou grafovo-teoretického pristupu [3].
Pritom sa vychadza sa z analdgie s l'udskym mozgom (pozri kapitolu 1) a koncept
neurénovej siete bude pouzity na konStrukciu modelovej funkcie G(x,w). Formalne je
neuronova siet urcena ako orientovany graf G=(V,E), pozri obr. 5.2. Vyrazy
V={v;,v,...,»n} a E={ey,e,,...em} 0znacujii neprazdnu vrcholovi mnozinu resp. hranova
mnozinu grafu G obsahujuceho N vrcholov (neurénov) a M hran (spojov). Kazdy spoj ee E
sa interpretuje ako usporiadana dvojica dvoch neurénov z mnoziny V, e=(v,v’). Hovorime,
ze spoj e zacina v neuréone v a konéi v neuréne v’. Mnozina neurénov V je rozloZena na
disjunktné podmnoziny (pozri obr. 5. 2)
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kde V; obsahuje N; vstupnych neurénov, ktoré st susedné len s vychadzajicimi hranami, Vy
obsahuje Ny skrytych (angl. hidden) neurénov, ktoré st susedné sucasne s vychadzajucimi
ako aj s vchadzajucimi hranami, a kone¢ne V obsahuje Ny vystupnych neurénov, ktoré su
susedné len s vchadzajucimi hranami. V naSich nasledujucich uvahach budeme vzdy
predpokladat’, ze mnoziny V; a V, st neprazdne, t.j. neuronova siet’ obsahuje vzdy aspon
jeden vstupny a jeden vystupny neurén.

Pre acyklické neurénové siete (ktoré neobsahuju orientované cykly (pozri graf A na obr.
5.2)) neurény mdzu byt’ usporiadané do vrstiev (pozri graf B na obr. 5.2)

Obrazok 5.2. Neurdnova siet’ je definovana ako orientovany suvisly graf. Diagram A obsahuje orientovany
graf s jednym cyklom a teda nemdze byt pouzity pre definiciu neurdnovej siete s doprednym Sirenim.
Diagram B ilustruje moznost' rozkladu vrcholov (neurénov) acyklického orientovaného grafu na vrstvy
Li,..,La.

V=L,ulL,ulzu..uL; (5.8

kde L=V, je vstupnd vrstva (obsahuje len vstupné neurdny), L,, Ls,..., L, st skryté vrstvy
a L; je vystupnd vrstva. Vrstva L; (pre 1<i<f) je urCend nasledujucim jednoduchym
sposobom

L;={veV;dv)=i+1} (5.9)

kde vzdialenost’ d(v) sa rovna dizke maximalnej cesty, ktora spaja dany neurén so vstupnym
neurénom, potom musi platit’ d(v)=0, pre ve V,. Neuronova siet’ ur¢end acyklickym grafom
je obvykle volena tak, ze neurény z dvoch susednych vrstiev su poprepdjané vsetkymi
moznymi spojmi (pozri obr. 5.3). Zial, takyto rozklad mnoZiny neurénov na vrstvy je
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mozny len pre neurénové siete reprezentované acyklickymi grafmi, pre cyklické grafy
vzdialenost’ d(v) mdéze nadobudat’ 'ubovolni kladnt celociselni hodnotu.

INFORMAENY
TOK

4 VYSTUPNA VRSTVA

SKRYTA VRSTVA

VSTUPNA VRSTVA

Obrazok 5.3. Znazornenie trojvrstvovej neurdnovej siete s doprednym
Sirenim.

Iny, alternativny sposob [3], ako definovat’ orientovany graf G je pouzitie zobrazenia I,
ktoré priradi kazdému vrcholu ve V podmnozinu I'(v)cV obsahujucu tie neurony, ktoré su
koncovymi na spojoch vychadzajicich z vrcholu v. Neurdny z podmnoziny I'(v) sa
nazyvajl nasledovnici vrcholu v v grafe G. "Inverzné" zobrazenie I'"' priradi kazdému
vrcholu veV podmnozinu
' (»)cV zlozenit z "predchodcov" vrcholu v v grafe G.

Neurény a spoje st ohodnotené realnymi cislami, pozri obr. 5.4. Kazdy neurén v; je
ohodnoteny prahovym koeficientom U; a aktivitou x; Podobne, kazdy spoj (v,v;) je
ohodnoteny vdhovym koeficientom (alebo jednoducho, vdhou) w;. Postulujeme, Ze aktivity
skrytych a vystupnych neurénov st uréené vztahom

X = f(€)) (5.10)
Ei= D wyx;+90; (5.10b)
jery”

kde sumacia bezi cez neurdny, ktoré su predchodcami neurénu v,.

9 .
4 w; 9.'
@ (1)
X; X;

/

Obrazok 5.4. Neurény a spoje neurdnovej siete st ohodnotené
realnymi Cislami: neurény si ohodnotené dvoma roznymi
parametrami, a to prahovymi faktormi ; a aktivitami x;. Spoje
neurénovej siete su ohodnotené vahovymi koeficientmi wy;.
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Veli¢ina &, sa nazyva potencial neurdnu v; (analdgia tzv. postsynaptického potenciélu, pozri
kapitolu 1). Prechodova (aktivacna) funkcia t(§) z pravej strany (5.10a) je monotonne
rastaca funkcia, ktord vyhovuje nasledujucim dvom asymptotickym podmienkam: #&)—4,
pre E——c a #(E)—>B, pre E—eo , kde —c0<A<B<eo. V teorii neurénovych sieti sa ¢asto
vyuziva nasledujuca "sigmoidalna" funkcia

-&
() = % (5.11a)
s prvou derivaciou uréenou
—A B—
t(g)= A+ ][5~ 19) (5.11b)

A+ B

Tato prechodova funkcia zobrazuje celt mnozinu realnych ¢isel R na otvoreny interval
(4,B), formalne #: R—(A4,B). Najcastejsie sa prechodova funkcia (5.11a) vyuziva pre
hodnoty parametrov 4=0, B=1 alebo A=-1, B=1 (pozri obr. 5.5). Prvy graf odpoveda
klasickej sigmoidalnej prechodovej funkcii, zatial ¢o druhy graf je analdgiou
hyperbolického tangentu.

Aktivity neurénov tvoria vektor x=(x1,x,,...xy). Tento vektor mozno formalne rozlozit' na
tri podvektory obsahujuce vstupné, skryté a vystupné aktivity

Neurénovu siet’ s fixovanymi vahami a prahovymi koeficientmi mozno formalne chapat’ ako
funkciu

GR" - (AB)N° (5.13)

Tato funkcia G priradi vstupnej aktivite x; (deskriptor) vystupny vektor x, (klasifikdtor) s
hodnotami svojich zloZiek z otvoreného intervalu (4,B)

G(x;)= Xo (5.14)
1
0.5 1
2
0
-0.5 /
|
-10 -5 0 5 10

Obrazok 5.5. Priebeh aktivacnej funkcie definovane;j (5.11a).
Graf 1 odpoveda Standardnej sigmoide (4=0, B=1), graf 2 je
podobny funkcii hyperbolicky tangent (4=—1,8=1).
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Skryté aktivity nie su explicitne uvedené, hraji len tlohu medzivysledkov. Este niekol’ko
poznamok k vypoctu aktivit podla (5.10a-b). Vstupné aktivity su uréené deskriptorom,
preto ich pokladdme za fixované. Aktivity skrytych neurénov z druhej vrstvy L, mézeme
teraz spocitat’ len pouzitim vstupnych aktivit z vrstvy L;. Vo vSeobecnosti pre vypocet
aktivit z vrstvy L; (kde i>1) musime poznat’ len aktivity z nizS§ich vrstiev L;, L,,..., L,
Tymto rekurentnym spdsobom mdzeme postupne spocitat’ aktivity vSetkych neurénov, ako
posledné sa pocitaju aktivity vystupnych neurénov. Vd’aka tomu sa pre neurénové siete
reprezentované acyklickym grafom zauzival nazov neurdnové siete s doprednym Sirenim
(angl. feed-forward neural networks). Zial’, spominany jednoduchy postup vypoétu aktivit
neur6nov je aplikovatel'ny len na neurdnové siete reprezentované acyklickym orientovanym
grafom. V pripade, Ze graf obsahuje orientované cykly, tento postup nie je pouzitelny.
Rovnice (5.10a-b) su v tomto pripade spriahnuté a nelinearne. Preto ich rieSenie (t.j. skryté
a vystupné aktivity) mézeme dosiahnut’ len pouzitim itera¢ného postupu, a to tak, Ze
Startujeme z pociatocnych aktivit, pomocou tychto spocitame nové aktivity a tieto sa v
nasledujucom itera¢nom kroku pouziji ako vstup pre vypocet novych aktivit. Tento iteracny
postup sa opakuje tak dlho, az rozdiel medzi starymi a novymi aktivitami je mens$i ako
predpisana presnost’.

V literatire [4,5] je Studovanych eSte mnoho d’alS§ich modifikacii neurénovych sieti s
doprednym Sirenim. V d’alSej Casti tejto kapitoly uvedieme dva typy, a to neurénovu siet’
vyssieho radu a adaptivnu kombinaciu lokalnych neurénovych sieti.

5.2.1 Neuronova siet vyssieho radu

Jednoduchou moznost'ou, ako zovSeobecnit’ pojem neurdénovej siete s doprednym Sirenim je
zovSeobecnenie formuly (5.10b) pre potencial &; tak, aby obsahovala nielen konstantny ¢len
(prahovy faktor) a linedrne Cleny (vazené aktivity predchadzajucich neurénov), ale aj ¢leny
vyssieho radu [6] (kvadratické, kubické, ...), pozri obr. 5.6.

£ =9 kon3tantny ¢len
1 1
+Wf,/'X/' + Wi,/xk linearny ¢len
W, X2 W, XE+W, XX, kvadraticky dlen
W, XX kubicky &len

J k

Obrazok 5.6. Schematické zndzornenie jednotlivych ¢lenov (konStantny, linearne a
vyssieho radu) pre potencial neuronu.

Potom
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x;=t&;)  (prei=12..,N) (5.15a)

Ei=0+ D W, X+ D W, 4 X Xyt (5.15b)
J =k

kde prva sumacia beZzi cez vSetky je 1",-‘1 , druha sumacia bezi cez vietky j, ke 1",-‘1 , ktoré
st ohranicené podmienkou j<k. Ak formula (5.15b) obsahuje nanajvys kvadratické Cleny,
potom neurdénova siet’ sa nazyva siet’ druhého radu. Vo vSeobecnosti, ¢leny najvyssiecho
radu v (5.15b) urcuju rad neurdnovej siete. Neuronové siete vysSieho rddu dosahuju
podobné vysledky ako neurdénové siete prvého radu, avSak s podstatne menSim poctom
skrytych neurénov. Je potrebné zdoraznit', ze tato vlastnost’ neuréonovych sieti vyssieho radu
je ziskand za ‘“cenu” podstatne horSich konvergentnych vlastnosti adaptacného procesu
(obrazne povedané, neurénové siete vyssieho radu st “viac nelinearne” ako neurénové siete
prvého radu).

5.2.2 Adaptivna kombindcia lokdlnych neuronovych sieti
Nech N=(G,w, ) je neurénova siet’ s doprednym Sirenim urcena acyklickym orientovanym

grafom G, pri¢om spoje a neurony st ohodnotené vahovymi koeficientmi w resp. prahovymi
koeficientmi 9. Uvazujme ¢ lokalnych neurénovych sieti [7,8]

M:@wwqyﬂ (i=12,...,1) (5.16a)

a jednu tzv. branovu (angl. gating) neurdnovu siet’

N. = (G(g),w(g),ﬁ(g)) (5.16b)
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Lokalne neur6énové siete su urcené grafmi G, G?, ..., GY, ktoré s ohranifené tak, Ze
vietky obsahujii rovnaky poéet vstupnych a vystupnych neurénov. Orientovany graf G,
priradeny branovej neurénovej sieti, ma tiez rovnaky pocet vstupnych neurénov ako lokalne
siete, ale pocCet jeho vystupnych neurénov sa rovna poctu ¢ lokalnych sieti (pozri obr. 5.7).
Naviac sa predpoklada, ze vystupné aktivity branovej neurénovej siete sit z otvoreného
intervalu (0,1), tj. prechodova funkcia (5.11a) je Specifikovana parametrami 4=0, B=1.
Ozna¢me ako xg) = (X1(') ,X;'),...,Xgl)) resp. ng) = (X1(g) ,X_g_g) ,...,ng)) vystupné aktivity
jednotlivych lokalnych sieti resp. branovej siete ako odozvu na rovnaky vektor vstupnych
aktivit x;. Poznamenajme, ze vSetky zlozky tychto vektorov vystupnych aktivit si z
otvoreného intervalu (0,1). Koeficienty proporcionality, produkované branovou sietou, sa
uréia ako odozva na vstupny vektor x;

p=— X (i=12,...1) (5.17)

Tieto koeficienty nadobtidaju hodnoty z otvoreného intervalu (0,1) a ich suma sa rovna
jednej

P+ Pot..4p; =1 (5.18)

selektor

X,

Obrazok 5.7. Znazornenie adaptivnej kombinacie
lokalnych neurénovych sieti. Selektor realizuje vyber
vystupnej aktivity xo na zéklade vystupnych aktivit
lokalnych neurénovych sieti.
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V naSich dalSich uvahach tieto koeficienty proporcionality budeme interpretovat’ ako
“pravdepodobnosti” toho, Ze prislusnd lokalna neurdénova siet' je pouzitd na klasifikaciu
objektu popisaného deskriptorom — vstupnou aktivitou x;.

Ako sa urci vystupna aktivita x, adaptivnej kombinacie lokalnych neurénovych sieti? Pre
vstupnu aktivitu spocitame vystupné aktivity vSetkych lokalnych sieti a branovej siete,

XS),X(O2 ),...,Xg),xgg). Vystupna aktivita celej siete moze byt uréena ako konvexnd'

kombinacia vystupnych aktivit jednotlivych lokalnych sieti, pricom koeficienty konvexnej
kombinacie su ur¢ené pomocou koeficientov proporcionality

4 pxd) (5.19)

Xo = p1xg) + ngg
Vystupny vektor x, povazujeme za odozvu adaptivnej kombinacie lokalnych sieti na vektor
vstupnych aktivit x;. V limitnom pripade — ak len jeden koeficient proporcionality p; je
blizky jednotke a ostatné su skoro nulové — hovorime, Zze i-ta lokalna siet’ interpretuje
objekt so vstupnou aktivitou x;, a tato siet’ je teda “expert” na klasifikaciu daného objektu.
Spdsob konstrukcie (vyberu) mdze byt realizovany aj tak, ze sa vyberie lokalna siet’ s
maximalnou hodnotou koeficientu proporcionality

Jj=argmax p; (5.20)

1<ist
potom X, = Xg). To znamena, ze adaptivna kombinacia lokalnych sieti poskytuje ako

odozvu na vstupnu aktivitu x; vystupni aktivitu tej lokalnej siete, ktorda ma maximalny
koeficient proporcionality. V nasich d’alsich uvahach budeme pouzivat’ formulu (5.19) pre
urcenie vystupnej aktivity adaptivnej kombinacie lokalnych sieti. Jej hlavnou vyhodou pred
ostatnymi pristupmi (napr. pred pristupom zaloZenom na maximalnej hodnote koeficienta
proporcionality (5.20)) je jej “spojitost™ a “diferencovatelnost™.

5.3 Adaptacia neuronovej siete

Adaptacia neurénovej siete spociva v hl'adani takych prahovych a vahovych koeficientov,
ktoré pre dani dvojicu vstupného a pozadovaného vystupného vektora x; / ’A(o a

vypocitaného vystupného vektora x, , urené¢ho vztahom (5.14), minimalizuju rozdiel
medzi vystupnymi aktivitami xp a X, . Zostrojme G&elovi funkciu

1 A2 1 )
E=§(xo—xo) =§;gk (5.21a)

! Konvexna kombinacia vektorov x;, X, ..., X, je taka linedrna kombinacia oy Xx;+0pX+...+a,X,, kde
linearne koeficienty o; si nezaporné a ich suma sa rovna jedne;.
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(= Xxy) (pre ke Vy)
Ik = {0 (pre k & Vo) (5216)

kde x; a X, st komponenty vektorov x, resp. Xp, a @’ je skalarny siin a-a=Y & .
Ciel'om adaptacného procesu je najdenie takych prahovych a vahovych koeficientov, ktoré
minimalizuju Gcelovu funkciu E. Pre viac parov vstupnych a vystupnych vektorov

X" /X3, XP /X5, X" ] XS (5.22)
(ktoré tvoria tréningovil mnozinu), ma ucelova funkcia (5.21) tvar
r -
E=Y EY (5.23a)
i=1
b= iy _ 50)?
E" = E(XO -x7) (5.23b)

kde x\ je vystupny vektor neurénovej siete, uréeny vztahom (5.14) ako odozva na vstupny

vektor x{" a X! je pozadovany vystupny vektor priradeny vstupu X!".

5.3.1 Adaptacny proces perceptronu

Perceptron je najjednoduchsia forma neurdnovej siete, ktora obsahuje len dve vrstvy [1].
Spodna vrstva obsahuje p vstupnych neurénov a horna vrstva obsahuje len jeden vystupny
neurdn (to znamena, Ze perceptron neobsahuje skryté neurdny), pozri obr. 5.8. Orientované
spoje su ohodnotené vahovymi koeficientmi w; (kde index i vyjadruje index vstupného
neuronu, z ktorého dana hrana vychadza) a vystupny neurén je ohodnoteny prahovym
koeficientom 9. Vystupna aktivita y je urcena vztahom (pozri (5.10a-b))

y= t(ﬂ+ wyX; + W2X2+...Wpo) (5.24)

Predpokladajme, ze tréningova mnoZzina obsahuje » parov X/ Yy, Xo [ ¥o,..., X, [ ¥, kde

X,=(X1(i),x_g_i),...,xg)), pre =1, 2,.., r, su vektory vstupnych aktivit. Budeme

predpokladat’, Ze tréningova mnozina je neprotireciva, t.j. ak pre rozne dva indexy 7 a j plati
x=x;, potom pozadované prislusné aktivity tieZ musia byt rovnaké, y=y;. Rovnica (5.24)
pre i-ty par z tréningovej mnoziny ma tvar
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= r(f} +wyx\? + szé’)+...+wpxi,’)) (5.25)

Pretoze prechodova funkcia ¢ je monotdnne rastica, musi k nej existovat’ inverzna funkcia ¢

I Potom

(1) (1)

O+ WX + Wy Xy +...+prg) =t(y)=x; (5.26)

Tieto rovnice tvoria systém linedrnych rovnic pre nezname 9,w,...,w,. Ich maticovy tvar je
Aw=y (5.27a)

kde A je obdiznikovéa matica typu rx(p+1)

X, X, X,
Obrazok 5.8. Perceptron, neurénova siet’ s
doprednym Sirenim, obsahujuca len dve vrstvy
neur6nov (vstupnud a vystupnu) .

1 x1(1) xg) xg)
A 1 X2 X2 x? 527b)
1x1(r)xér)xg)
a w resp. Y su stipcové  vektory uréené ako w=(9, wi, ..., wp)T resp.

,,,,,

rieSenie systému linearnych rovnic (5.26). Ak tento systém ma rieSenie, potom povieme, ze
tréningova mnozina (obsahujica r parov tréningovych vzorov x;/y;) je linedrne
separovatelna. V opa¢nom pripade, ak systém (5.26) nema rieSenie, perceptron nemdze byt
korektne adaptovany (hovorime, Ze tréningova mnozina je linedrne neseparovatelnd).

V pripade, ze systém (5.26) nema rieSenie (t.j. podla Frobeniovej vety [9] vtedy a len
vtedy, ak plati hodnost'(4)zhodnost’'(4]y)), mdézeme zostrojit’ priblizné rieSenie (v zmysle
metody najmensSich Stvorcov) pouzitim pristupu pseudoinverznej matice [9]. Nasobme
zlava rovnicu (5.27a) transponovanou maticou 4", a dostaneme A'Aw=A"y, kde A'A je
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pozitivne semidefinitna matica typu rxr. Potom, formalnym aplikovanim matice (4'A4)"
zl'ava, dostaneme konecné riesenie (5.27a) v tvare

w= (ATA)f1 ATy (5.28)

kde matica (4'4)'A" sa nazyva pseudoinverzni matica. RieSenie (5.28) sa nazyva
zovSeobecnené riesenie rovnice (5.27a) a minimalizuje euklidovski normu |Aw— x|. Ak

|AW— x| =0, potom w je presné rieSenie (5.27a). Poznamenajme, ze aj ked’ sme v (5.28)

pouzili explicitny vyraz pre pseudoinverzni maticu, tento je platny len za predpokladu, ze
matica A" A je regularna (t.j. existuje k nej inverzna matica). V opaénom pripade, ak matica
A"A je singularna (tj. neexistuje k nej inverzna matica), existuju metédy jej konstrukcie,
ktoré nepozadujii znalost’ inverznej matice (4'A4)"'. Konstrukcia pseudoinverznej matice
(A"4)"'A" patri medzi $tandardné numerické problémy, program pre jej implementéciu je
uvedeny napr. v monografii [10].

VysSie uvedeny adaptacny proces je lahko zovsSeobecnitelny aj pre perceptrony
obsahujuce viac ako jeden vystupny neurén. V tomto pripade pre kazdy vystupny neurén
zostrojime nezavislé zovseobecnené riesenie (5.28), ktoré je najlepSie pre dany vystupny
neurén. Zial, tento jednoduchy algebraicky pristup k adaptacii perceptronu je
neaplikovatelny pre neurénovi siet’ obsahujucu skryté neurény, pretoZe nie je mozné
linearizovat’ analdgiu rovnice (5.25) pomocou inverznej prechodovej funkcie do tvaru
systému linearnych rovnic.

Tlustracny priklad (logicka funkcia XOR)

Logicka funkcia XOR zohrala v historii neurénovych sieti dolezitti ulohu. Koncom 60-tych
rokov Minsky a Papert v znamej knihe [1] kritizovali perceptron ako pristup, ktory nie je
schopny realizovat’ 'ubovolni vypoétovi ulohu (napr. XOR funkciu). Na zaklade tohto
pozorovania dospeli k zaveru, ze neurénové siete (perceptrony patria medzi ne) nie su
univerzalnym vypoctovym prostriedkom.

Tabul’ka 5.1. Funkcia XOR

X1 X2 VXOR)
0 0 0
0 1 1
1 0 1
1 1 0

Logicka funkcia XOR (vylucujice alebo) je urcena pomocou tab. 5.1. Ide o boolovska
funkciu y=F(x,x;), kde x; a x, su nezavislé dvojhodnotové premenné a y je zavisla
dvojhodnotova premenna. Pokusime sa realizovat’ tito funkciu pomocou perceptronu, ktory
obsahuje dva vstupné neurony (s aktivitami x; a x,) a jeden vystupny neurén s aktivitou y.
Tréningova mnozina obsahuje 4 objekty z tab. 5.1. Systém (5.27a) ma potom tvar
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9 =-Q
9 +w,= Q

O+ w, = Q
O+ w, +w,=-Q

(5.29)

kde Q je dostatocne vel'ké kladné ¢islo (urcené tak, aby pre funkéné hodnoty prechodovej
funkcie platilo #(Q)=1—¢ a t(—Q)=¢, pre malé kladné Cislo €). Systém (5.29) nema rieSenie
(o ¢om sa mozeme jednoducho presvedcCit tak, ze od Stvrtej rovnice odpocitame druhu a
tretiu rovnicu, dostaneme 9=3Q, €o je v protireceni s prvou rovnicou).

Ako interpretovat’ tento vysledok? Argument v prechodovej funkcii vo vztahu (5.24),
ktory Specifikuje aktivitu vystupného neurénu, mozno formalne chapat’ ako rovnicu roviny
THwix Fwoxo+...+w,x,=0 v p-rozmernom priestore vstupnych aktivit. Tato rovina rozdeluje
priestor na dva polpriestory, ktoré sit bud’ nad rovinou (0w x;+wyx,+...+w,x,>0) alebo pod
rovinou (O+wx;+wxy+...+wyx, <0). Zhruba povedané, bod leziaci nad (pod) rovinou ma
jednotkovll (nulova) vystupnu aktivitu. Pretoze systém (5.29) nema rieSenie, neexistuje
rovina, ktora korektne rozdel'uje 2-rozmerny priestor so suradnicami X; a X, na dva
podpriestory tak, aby body (0,0) a (1,1) lezali pod rovinou a body (0,1) a (1,0) nad rovinou
(v tomto pripade ide o priamkou uré¢enti rovnicou 0+w,x;+wpx,=0), pozri obr. 5.9. MéZeme
teda povedat’, ze dve triedy objektov XOR problému su linearne neseparovatelné.

X2

A

® [

S+wx, +w,x, =0
—

e ® > X
Obrazok 5.9. Znazomenie “nadroviny” (urCenej
rovnicou U+wixi+waxa=0), ktord rozdel'uje priestor
vstupnych aktivit na dva podpriestory.

5.3.2 Adaptacny proces perceptronu vyssieho radu

Perceptron vysSieho radu je zovSeobecnenim obycajného perceptronu, a to takym
sposobom, Ze jeho vystupnd aktivita je urend nielen linedrnymi Cclenmi, ale aj
kvadratickymi, kubickymi, atd’., clenmi (pozri definiciu neurénovej siete vyssieho radu v
podkapitole 5.2.1). Aktivita vystupného neurénu je uréend vztahom

y =10+ w,py(X) + Wy Po (X)+.. + W ps( X)) (5.30)
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X, Xy ceveseessenssunones X

Obrazok 5.10. Schematické znazornenie perceptronu
vys$Siecho radu.  Obdlznikové bloky st  priradené
multilinedrnym funkciam p;(x).

kde p;(x)= x*1x%...x" si rozne multilinedrne ¢leny urdené exponentmi oy, 0y, ..., O
Diagramatickd interpreticia perceptronu vysSieho radu je zndzornend na obr. 5.10, kde
obdiznikové bloky reprezentuji multilinedrne funkcie pi(x). Ak Studujeme perceptrén
druhého radu, potom exponenty vyhovuju bud’ podmienke oy+ai+...+0,=1 (linedrny clen)
alebo oy +op+...+0,=2 (kvadraticky ¢len).

Vystupna aktivita je ur¢end vztahom
- 2 2
y= t(ﬂ+ WiXy + WoXo + Wyp Xy Xo + Wy XT + W22X2+...) (5.31)

kde sme pre jednoduchost uviedli len nieckolko prvych ¢lenov. Pouzitim rovnakej
linearizacnej procediry ako v podkapitole 5.3.1 dostaneme rovnaky systém linearnych
rovnic ako (5.27a), matica A ma tvar

1 p1(x(1)) pz(x“)) ps(x“))

A |1 ) pa(x®) e pu(x®) (532

Prahové a védhové koeficienty su urCené systémom linearnych rovnic (5.27a), alebo
explicitne vztahom (5.28).

Predpokladajme, ze rovnica (5.27a) nema rieSenie, t.j. plati hodnost’(4)#hodnost(A4]y).
Zavedenim nového multilinearneho ¢lena v (5.30) dostaneme novi maticu koeficientov A’
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(matica A je rozsirena sprava o novy stipec), a potom plati jeden z nasledujicich dvoch
pripadov:

(1) Novéa matica A’ uz vyhovuje podmienke hodnost’'(4")=hodnost'(4 ’|), a potom systém
(5.28) ma riesenie. To znamena, ze prahové a vahové koeficienty perceptronu su urcené
rieSenim systému linearnych rovnic (5.27a).

(2) Nova matica 4’ stale nevyhovuje podmienke hodnost(4 )= =hodnost(4 ), a potom
rieSenie w’ zostrojené pomocou pseudoinverznej matice (5.28) vyhovuje podmienke

|A’ W'—x| <|AW—)(| , tj. nové riesenie w’ je zostrojené s menSou chybou (v zmysle

euklidovskej vzdialenosti) ako pdvodné rieSenie w. To znamend, ze ak zavedieme novy
multilinedrny ¢len v (5.30), potom prahové a vahové koeficienty urCené pomocou
pseudoinverznej matice (5.28) poskytuju lepSiu klasifikaciu objektov z tréningovej
mnoziny. V limitnom pripade, ak sme zaviedli dostatony pocet multilinedrnych ¢lenov
moZe nastat’ situdcia, ze bud’ podmienka rieSitelnosti hodnost'(4)=hodnost(4|y) zacne
platit’, alebo stale hodnost'(4)#hodnost’(A4|y), avSak “nepresnost™ |Aw— x| je uz mensia
ako predpisané malé kladné Cislo € (rieSenie w je “spravne” s presnostou ¢€). Tato
jednoducha procedura rozsirovania perceptronu novymi multilinedrnymi ¢lenmi vysSieho
radu je umoznend tym, ze pouzité multilinearne Cleny pi(x), p.(x), ..., ps(x) st linearne
nezavislé.

Mozno teda povedat’, Ze perceptron dostatocne vysokého radu je schopny klasifikovat
korektne s predpisanou presnostou € lubovolnu neprotirecivi tréningovi mnozinu. Toto je
vel'mi dblezitd vlastnost’ perceptréonov vysSieho radu, ina¢ povedané, tieto perceptrony su
univerzdlne aproximadtory funkcii, t.j. st schopné ich aproximovat s Tubovolnou
predpisanou presnostou.

1lustracny priklad (logickd funkcia XOR)

V predchddzajucom ilustracnom priklade sme ukézali, ze obycCajny perceptron (t.j.
perceptron prvého radu) nie je schopny klasifikovat’ logicka funkciu XOR. Toto
obmedzenie obycajného perceptronu len na linearne separovatelné vstupné aktivity
objektov z tréningovej mnoziny sa jednoducho odstrani pouzitim perceptréonu vysSieho
radu. Na Kklasifikdiciu XOR funkcie pouzijeme perceptrén 2. radu. Nech potencial
vystupného neurénu obsahuje ¢len wyxx, (dalSie Cleny 2. radu W11X12 a szxg nie st
uvazované, pretoze v dosledku binarneho charakteru vstupnych aktivit x; a x, su totozné s
¢lenmi 1. radu). Analdgia systému linearnych rovnic (5.29) ma tvar

) =-Q
9 + Wy = Q
D w, _ 9 (5.33)
T+ W+ W, + W = —Q

Tento systém rovnic (pre nezname O, w;, w, a w;; ) ma jednoznacné rieSenie
(hodnost(4)=hodnost'(4|y)=4), a plati 9=—0, wi=w,=20, w;;=—40Q. Uvazuj-me funkciu 2.
radu (potencial vystupného neurénu) uréentt implicitne vztahom —Q+20x+20x,—
40xx,=0, alebo v zjednoduSenom tvare
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Xy + Xo —2X, X, =% (5.34)

Tato rovnica mé dve nezavislé rieSenia, ktoré uréuji dve priamky kolmé na osy x, alebo x,

X2
Pixy =7
1 ? 0
[ ) [
_|_ -
PoiXa :%
- |+
0 1
o ® » X,

Obrazok 5.11. Funkcia 2. radu (5.34) rozdel'uje priestor
vstupnych aktivit (pomocou priamok pi; a p, uréenych
vztahmi (5.35)) na 4 podpriestory, pricCom je dosiahnutd
spravna interpretacia XOR problému.

1
PoiXo =— (5.35)

N
p1'1 2

51

Tieto dve priamky uruju hranicné oblasti v rovine xj-x,, kde argument (potencidl)
prechodovej funkcie v (5.31) meni znamienko (pozri obr. 5.11). Perceptron druhého radu je
schopny korektne klasifikovat’ XOR funkciu, priestor vstupnych aktivit je rozdeleny na 4
podpriestory, kde potencial nadobuda spravne znamienko. Tento jednoduchy priklad méze
byt chépany ako ilustracia toho, Ze perceptron vysSieho radu je schopny klasifikovat
objekty neprotirecivej tréningovej mnoziny.

5.3.3 Adaptacia neuronovej siete s doprednym Sirenim

Adaptacny proces neurdénovej siete s doprednym Sirenim, ktord obsahuje skryté neurény,
nemoze byt uskutocneny takym jednoduchym spdsobom ako pre perceptron, kde sa
adaptacny proces redukuje na rieSenie systému linedrnych rovnic (pouzitim pristupu
pseudoinverznej matice). Pre neuronové siete, ktoré obsahuju skryté neurdény, nie je mozné
linearizovat’ systém rovnic, ktoré popisuju aktivity skrytych a vystupnych neurénov. Preto
musime obratit’ nasu pozornost’ na taki adaptaciu neurdénovej siete, ktora minimalizuje
ucelovi funkciu (5.21) alebo (5.23). Tuto minimalizaciu nelinearnej ucelovej funkcie
mozno uskuto¢nit’ mnohymi optimalizacnymi metédami, ktoré st zname v numerickej
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matematike [11]. Medzi najefektivnejsie patria tzv. gradientové metody, zaloZené na pouZiti
gradientu ucelovej funkcie pre iterativnu konsStrukciu optimalneho rieSenia. Pri ich pouziti
musime poznat’ gradient Gi¢elovej funkcie (t.j. parcidlne derivicie dE/d¥;a JE/dwj;) a jeho
vypocet bude naplnou tejto podkapitoly.

Parcialne derivacie ucelovej funkcie E (5.21) vzhladom k prahovym a vahovym

faktorom st urcené vztahmi (jednoducha aplikacia formuly pre parcialnu derivaciu zloZenej
funkcie [12])

0E _OE o _OE,
ow; dx; dw;  ox
9E _9E ox; I,
09; 0x;00; 0X;

I

(5.36)

kde parcialna derivacia oXx; / ow;; je jednoducho spocitana pomocou x=1(&;) (pozri (5.10)).
Potom dostaneme dX; /dw;; = (&) 08, / ow;; = t(&;)x ;- Podobné uvahy su aplikovatelné

aj pre vypocet parcidlnej derlvame ox; /81‘),-. Porovnanim rovnic (5.36) dostaneme
jednoduchy vzt'ah medzi parcidlnymi derivaciami dX; /0w, a 9X; /09,

OE _OE

—= X; 5.37
ow; 09, ' (537)

Vypocet gradientu sa redukuje na vypocet parcidlnych derivacii ucelovej funkcie vzhl'adom
k prahovym faktorom, podl'a (5.37) parcidlne derivacie vzhl'adom k vahovym koeficientom
si uréené pomocou jednoduchsSich parcidlnych derivacii vzhl'adom k prahovym
koeficientom. Upriamime naSu pozornost’ na vypocet parcialnych derivacii dE/dx;. Ich

vypocet zavisi od toho, ¢i index i popisuje vystupny neurdn alebo skryty neurdn,

% _
ox, g

dE dx, ,
Zan X, (preie V)

(pre ie Vo)
(5.38)

kde v druhom vyraze sumacia bezi cez vSetky neurény, ktoré nasleduju za
i-tym neurénom. Vyraz g; je urceny vztahom (5.21b), ktory je nulovy pre iné neurény ako
vystupné. Formuly z (5.38) m6zeme zjednotit’ do jedného vztahu

0E_ 5 IE DK

=g 5.39
0X; A =~ 0Xy 0X; (5-39)

kde je potrebné si uvedomit, ze ¢len na pravej strane obsahujuci sumaéciu, ako uz bolo
uvedené vyssie, je nulovy pre index i popisujuci vystupny neurén. Podobne, ako v (5.36),
pre parcidlne derivécie z pravej strany (5.39) plati dx, /dx; = t'(&,)w,;, dosadenim (5.39)
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do (5.36) dostaneme kone¢nti formulu pre vypocet parcialnych derivacii Gcelovej funkcie £
vzhl'adom k prahovym faktorom

JE oE ;
79, =t(E;)| g+ ZK,E Wi (pre ie VL Vo) (5:40)

kde derivacia prechodovej funkcie #'(§;) je urend vztahom (5.11b) a sumacia beZi cez
vSetky neurdny, ktoré su nasledovnikmi i-teho neur6onu.

Vo vSeobecnosti mozno charakterizovat’ vztah (5.40) ako systém linearnych rovnic,
ktorého rieSenie urCujii parcialne derivacie dE/J¥;. Pre neurénovi siet’ typu dopredného

Sirenia je mozné zostrojit’ rieSenie tohto systému jednoduchym rekurentnym postupom. V
prvom kroku vypocitame parcialne derivacie dE/09; pre vystupné neurdny (vystupna vrstva

L), pre ktoré plati 0E/09;= t'(§;) g; . Pomocou (5.40) potom mdZeme spocitat’ parcidlne
derivacie 0E/0¥,; pre neurény z predposlednej vrstvy L, ;. Pri vypoéte parcidlnych derivacii
0E/d9; pre neurény z vrstvy L; musime poznat’ tieto derivacie z nasledujicich vrstiev L.,
L, ..., L. Vypocet kon¢i, ked” zostrojime parcidlne derivacie pre neurdny z druhej vrstvy
L,. Poznajuc vietky parcialne derivacie 0E/0®; pre celil neurénovu siet’, uréime parcialne

derivacie BE/aW,-j jednoducho pomocou vztahu (5.37). Sposob vypoctu parcidlnych

derivacii pre neurénovu siet’ s doprednym Sirenim popisany vyssie, prebichajuci rekurentne
od najvyssej k najnizsej vrstve (t.j. proti smeru Sirenia informacie v neurénove;j sieti, ktora
prebieha od najnizsej k najvyssej vrstve — tzv. dopredné Sirenie) je aj hlavnym dévodom
toho, preCo sa tento postup v literatire Casto nazyva spdtné Sirenie (angl. back
propagation). Vztah podobny formule (5.40) pre vypocet parcialnych derivacii ucelovej
funkcie vzhladom k prahovym a vahovym koeficientom bol odvodeny v r. 1986
Rumelhartom so spolupracovnikmi [2]. Tato praca je pokladana za jeden z historickych
medznikov rozvoja teérie neurénovych sieti, pretoze v nej bolo ukdzané na mnohych
prikladoch (ktoré boli evidentne linearne neseparovatel'né), Ze zovSeobecnenie perceptronu
tak, aby obsahoval skryté neurdny, spolu s metddou spatného Sirenia pre vypocet gradientu
ucelovej funkcie, je schopné prekonat’ limity stanovené Minskym a Papertom [1] pre
jednoduchy perceptron neobsahujuici skryté neurdny.

Pri odvodeni formuly (5.40) nebol pouzity predpoklad, Ze graf reprezentujiici neurénovi
siet’ je acyklicky (t.j. neurénova siet’ je typu dopredného Sirenia). Preto tato formula plati
pre 'ubovol'na neurdnovu siet’, ktord moéze obsahovat’ aj orientované cykly (tzv. rekurentné
siete, pozri kapitolu 6). Avsak v tomto pripade uz nie je pouziteny postup spdtného Sirenia
pre vypocet parcidlnych derivacii, tieto si teraz urCené ako rieSenie systému linearnych
rovnic (5.40) pre parcidlne derivacie dE/0¥;. Totiz sumécia v (5.40) mdze obsahovat’ vo
vSeobecnosti aj parcialne derivacie dE/00;, ktoré eSte neboli spocitané v predchadzajucich

krokoch rekurentného vypoctu.

Vyssie uvedeny postup pre vypocet gradientu ucelovej funkcie je lahko
zovSeobecnitelny aj pre ucelova funkciu, ktord obsahuje viac ako jeden par vstupno-
vystupnych vektorov X, / )?o (pozri (5.23a-b)). Potom celkovy gradient ucelovej funkcie sa
jednoducho ur¢i ako suma gradientov spocitanych pomocou (5.40) pre vsetky dvojice
X, / X, z tréningovej mnoZiny (5.22)

88



r
grad E = Zgrad ED (5.41)

i=1

kde ugelova funkcia £V je definovana (5.23b) pre i-tu dvojicu X, / X, z tréningovej
mnoziny.

Ak pozname gradient ucelovej funkcie £, potom adaptany proces neurdnovej siete je
realizovany minimalizaciou ucelovej funkcie E vzhladom k prahovym a vahovym
koeficientom. Formalne, adaptovana neurdénova siet je popisana koeficientmi, ktoré su
urcené ako

(w,8)=arg min E(w,9) (5.42)

(w.0)
Jednym z najjednoduchsich spdsobov (sucasne aj najviac pouzivanym), ako realizovat’ tito
minimalizaciu v ramci gradientovych optimalizacnych metod je metdda najprudsieho spadu

(angl. steepest descent) [11], v ktorej vadhové a prahové koeficienty st rekurentne
obnovované pomocou vzt'ahov

Wk = wf-/-k) - /”LE + /JAWf.jk)

ij

M (5.43)
9D Z g3 98 L jiap
pT T e, HAY

kde parameter A>0 musi byt dostatoéne maly (obvykle A=0,01-0,1), aby bola zabezpecena
monotonna konvergentnost’ optimalizacného algoritmu a sucasne dostatocne velky pre

zabezpecenie dostatocne vysokej rychlosti konvergentnosti. Pociatocné hodnoty prahovych

(0) (0)
j aw
stredom v nule, napr. z otvoreného intervalu (—1,1). Posledny ¢len v (5.43) odpoveda tzv.
momentovéemu clenu, ktory je ur€eny pomocou rozdielu koeficientov z poslednych dvoch

iteracii, AW = Wik — kD Aﬂgk) = 19(/() - 19(/(71). Momen-tovy ¢len (momentum) je

ij i ij
dolezity pre “obskocenie” lokalnych minim v pocia-to¢nej faze optimalizacie, hodnota
parametru U sa obvykle voli z intervalu 0,5<u<0,7.

a véhovych koeficientov o st ndhodne generované z malého intervalu so

1lustracny priklad (logickd funkcia XOR)

Efektivnost’ neurdénovej siete obsahujucej skryté neurony ilustrujeme na priklade logickej
funkcie XOR, ktord pre obyc€ajny perceptron nie je korektne klasifikovatelna. Pouzita
neurénova siet’ bude obsahovat’ tri vrstvy, prva vrstva obsahuje dva vstupné neurdny, druha
vrstva dva skryté neurdény a posledna tretia vrstva obsahuje jeden vystupny neur6on (pozri
obr. 5.12).
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Tabulka 5.2 Aktivity neurénovej siete z obr. 5.12
pre interpretaciu XOR problému

Cis. X1 X, X3 Xy Xs )}5
1 0,00 0,00 0,96 0,08 0,06 0,00
2 0,00 1,00 1,00 0,89 0,95 1,00
3 1,00 0,00 0,06 0,00 0,94 1,00
4 1,00 1,00 0,96 0,07 0,05 0,00

Skryté neurény vytvaraju tzv. vnttornt reprezentaciu funkcie XOR, ktora uz je linearne
separovatel'na. Tato skutoCnost, ze skryté neurdny su schopné zaviest reprezenticiu, v
ktorej su uz objekty spravne interpretované, je hlavnym doévodom Sirokého pouzivania
neurénovych sieti. Parametre adaptaéného procesu boli tieto: A=0,1, u=0,5; po 400
iteraciach ucelova funkcia mala hodnotu £=0,031. Vysledné aktivity skrytych a vystupnych
neurénov su uvedené v tab. 5.2. Ak nakreslime vysledné aktivity skrytych neurénov do
roviny x3-x4 , vidime, ze tieto poskytuji vnutornu reprezenticiu, ktora je linearne
separovatel'na (pozri obr. 5.13).

X5
«(3)

X,

(D
X2

Obrazok 5.12. Znazornenie jednoduchej neurénovej
siete s dvoma skrytymi neurénmi, ktord je schopna
spravne interpretovat’ XOR problém.

Perceptron 2. radu pre XOR funkciu (pozri podkapitolu 5.3.2, ilustrany priklad) je
jednoducho realizovatelny pomocou neurénovej siete s jednym skrytym neurénom tak, ze
zavedieme novu (funkciondlnu) vstupnu aktivitu x;=x; A x, (tj. nova vstupna aktivita je
vytvorenim funkcie AND aplikovanej na povodné vstupné aktivity x; a x, ), pozri obr. 5.14.
Perceptron A moéze byt jednoducho pretransformovany na neurénovu siet’ B, ktora obsahuje
jeden skryty neurén, pri¢om tento neurén vykonava logicku funkciu AND.
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® ® > X, 1 LTy > X,
A B

Obriazok 5.13. Diagram A znazoriiuje vstupné aktivity XOR problému. Sipky znazoriiuju
presun objektov v dosledku adaptacie siete. Diagram B znazorfiuje skryté aktivity neurénovej
siete, ktoré st priradené jednotlivym “obrazcom” XOR problému. Co je délezité, skryté
aktivity uz su linearne separovatelné “nadrovinou” ur¢enou ¥s+wasxa+wssx3=0.

5.3.4 Adaptacia neuronovej siete vyssieho radu

Vypocet parcidlnych derivcii 0E/d0;a JE/dw; pre neurénové siete vyssieho radu je

analogiou postupu pre neurénové siete s doprednym Sirenim prvého radu (pozri podkapitolu
5.3.3). Pre jednoduchost’ predpokladajme, Ze neurénova siet’ je druhého radu, t.j. aktivity
(5.15a-b) st urené linearnymi a kvadratickymi ¢lenmi. ZovSeobecnenie pre neurénové
siete treticho alebo vysSieho radu je jednoduché. Parcidlne derivacie ucelovej funkcie
vzhl'adom k vahovym koeficientom prvého a druhého radu su urcéené takto (pozri (5.37))

x, XOR x, x, XOR x,

X3

X, X, XX, X, X5
A B

Obrazok 5.14. Diagram A znazoriiuje jednoduchi realizaciu perceptronu 2. radu zavedenim
nového vstupného neurdnu, ktorému je priradené vstupna aktivita vyjadrena ako sucin (logicka
funkcia AND) aktivit prvého a druhého vstupného neurénu. Diagram B znazorfiuje
najjednoduchsiu neurdénovu siet’ s jednym skrytym neurénom, ktorého aktivita je realizovana ako
AND funkcia. Pripomefime, Ze problém AND je linearne separovatelny, ¢ize je mozné zostrojit’
pre tento problém jednoduchy perceptron (ktorého vystupny neurdén odpoveda skrytému neurénu
3).
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JE  OE

=—X;
ow;; 99; ’ 544
JE _ OE (5.44)
Parcialne derivacie dE/d¥; su urCené systémom linearnych rovnic (pozri (5.40))
oE oE
CLy Kk 00 ek

i<j

Druhy c¢len na pravej strane 2wy ; x; odpoveda “Cistému” kvadratickému c¢lenu wk_,«,»xi2 v
(5.15b), zatial’ ¢o treti Clen Z( jeki<i) Wi iX; odpovedd “krizovym” Clenom v (5.15D).
Rekurentna formula pre obnovu prahovych a vahovych koeficientov je analogicka
formulam (5.43) pre obycajni neurénovu siet’ prvého radu.

Hlustracny priklad (sumacia dvoch 2-bitovych cisel)

Studujme sumaciu dvoch 2-bitovych &isel

o, O

+0, o
__ "3 "4 (5.46)
065 066 o
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kde o; st binarne c¢isla. Tab. 5.3 obsahuje vsetkych 16 moznych realizéacii suétu (5.46), v
poslednom stipci je uvedena dekadickd interpreticia daného siétu. Rumelhart so
spolupracovnikmi [2] navrhli neurénovu siet’ Specialneho tvaru, ktora obsahuje dva skryté
neurony a je schopna korektne interpretovat’ sucet (5.46). Skryté neurony maju vyznam
dvoch medzisuctov, ktoré su potrebné pre realizaciu celkového suctu (medzisucty pre druhy
a prvy stipec v (5.46)), pozri obr. 5.15. Aviak s nimi navrhnutou neurénovou sietou mali
vazne problémy pri jej adaptacnom procese.

Z tychto dovodov Rumelhart so spolupracovnikmi pouzili na klasifikdciu suctu (5.46)
neuronovu siet’ s 3 alebo 4 skrytymi neurénmi, ktoré uz nemali konvergentné problémy.
Tieto problémy adaptacného procesu neurénovej siete zndzornenej na obr. 5.15 sa
odstrania, ak sa t4 bude interpretovat’ ako neurénova siet’ druhého radu. Po 3000 iteraciach
bola adaptacia Gispes$nd, hodnota uéelovej funkcie je £=0,03, pre parametre A=0,1 a pu=0,5.
Vysledné aktivity skrytych a vystupnych neurénov st uvedené v tab. 5.4. Posledné tri stipce
v tejto tabul’ke odpovedaji vystupnym aktivitam, ktoré sa priamo vzt'ahuju k pozadovanym
aktivitdm (bitovym premennym) v sumacii (5.46). V pripade neurdénovej siete 2. radu
aktivity skrytych neurénov uz nemaju vyznam medzisumacii v (5.46).

Obrazok 5.15. Struktira neurdno-vej
siete, ktora je schopna rieSit sumaciu
dvoch 2-bitovych ¢isel.
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Tabul’ka 5.3. Hodnoty binarnych premennych sumacie dvoch 2-

bitovych Cisel z (5.46)

Cis. | oy 0, 0 04 ols Ol o; | Vyznam
1 0 0 0 0 0 0 0 0+0-0
2 0 0 0 1 0 0 1 0+1=1
3 0 0 1 0 0 1 0 0+2=2
4 0 0 1 1 0 1 1 0+3=3
5 0 1 0 0 0 0 1 1+0=1
6 0 1 0 1 0 1 0 1412
7 0 1 1 0 0 1 1 1+2-3
8 0 1 1 1 1 0 0 1+3-4
9 1 0 0 0 0 1 0 2+0=2
10 1 0 0 1 0 1 1 27713
11 1 0 1 0 1 0 0 2+0-4
12 1 0 1 1 1 0 1 2435
13 1 1 0 0 0 1 1 3+0-3
14 1 1 0 1 1 0 0 3+1=4
5 1 1 1 0 1 0 1 3125
16 1 1 1 1 1 1 0 3+3=6

Tabul’ka 5.4. Hodnoty aktivit skrytych a vystupnych
neurdénov siete urcenej obr. 5.15

C is. X5 X6 X7 Xg X9
1 1,00 1,00 0,00 0,00 0,00
2 0,29 1,00 0,00 0,11 0,95
3 1,00 1,00 0,00 0,93 0,04
4 0,29 0,81 0,01 1,00 0,95
5 0,29 1,00 0,00 0,11 0,95
6 0,00 1,00 0,00 0,88 0,05
7 0,29 0,81 0,01 1,00 0,95
8 0,00 0,99 0,99 0,00 0,05
9 1,00 1,00 0,00 0,93 0,04
10 0,29 0,81 0,00 1,00 0,95
11 1,00 0,13 0,99 0,00 0,04
12 0,29 0,00 1,00 0,10 0,95
13 0,29 0,81 0,01 1,00 0,95
14 0,00 0,16 0,99 0,00 0,05
15 0,29 0,00 1,00 0,10 0,95
16 0,00 0,00 1,00 1,00 0,05

5.3.5 Adaptacia kombindcie lokdalnych neuronovych sieti

Ucelova funkcia pre kombinaciu ¢ lokalnych sieti mé tvar
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o _ p,(xs(i) - )?k) (pre ke V)

(5.47b)
0 (pre ke Vp)

kde Xg(’) a % je vypotitana resp. pozadovana vystupna aktivita k-teho neurdnu i-tej
lokalnej neurdnovej siete. Tento vztah pre ucelovi funkciu je zovSeobecnenim vztahu
(5.21), obsahuje prispevky od kazdej lokalnej neurénovej siete, pricom tieto su vazené
koeficientmi proporcionality Di
definovanymi pomocou vystupnych aktivit branovej siete (pozri podkapitolu 5.2.2).
Adaptacia kombinacie lokalnych neurénovych sieti spociva v hl'adani takych prahovych a
vahovych koeficientov lokalnych sieti a branovej siete, ktoré minimalizuju Gcelovi funkciu
(5.47). Adaptacny proces pre lokalne siete je uplne analogicky s adaptaénym procesom
obycajnej neurénovej siete popisanym v podkapitole 5.3.3. Vyrazy pre vypocet gradientu su
platné aj pre lokalnu siet s malou modifikaciou, ze vyrazy g; v (5.40) su rozsirené o
koeficienty proporcionality. Pre kazdu lokalnu neurénovu siet’ spocitame zvlast' gradient
ucelovej funkcie a jej prahové a vahové koeficienty st obnovené pomocou formuly (5.43).

Adaptacny proces kombinacie lokalnych sieti vzhladom k prahovym a vahovym
koeficientom branovej siete je uskutocnitelny pomocou malej modifikacie adaptacného
procesu lokalnych sieti. Parcidlne derivacie ucelovej funkcie vzhladom k vahovym
koeficientom branovej siete st uréené vztahom (pozri (5.37))

JE__ _9E o) (5.482)

awl?)  aold)

]

Parcialne derivacie BE/ 81‘}(,-“’) su rekurentne urCené vztahom, ktory ma rovnaku
formalnu strukturu ako (5.40)

IE _ p(ela))| 49 IE _ (9)
e =g} ){ ,. +zk“8ﬂ(kg)wki (5.48b)

(9)

kde veli¢iny g,”’ urcené vztahom

95



(L e[ 0| prokevo

9\ = (5.48¢)
0 (pre k¢ Vo)

Jednoducha diskusia vzt'ahov (5.48a-c) vedie k nasledujucim délezitym zaverom: Ak
lokalne siete a branové siet st sucasne adaptované pre dany par X,/ Xy, potom

kombinacia lokalnych sieti smeruje k pouzitiu len jednej lokalnej siete ku klasifikacii
objektu popisaného vstupnymi aktivitami x;, pricom vystupna aktivita danej lokalnej siete je
blizka pozadovanej klasifikdcii urCenej vystupnym vektorom )?O. To znamena, zZe

koeficienty proporcionality v priebehu adaptacného procesu sa upravia na “binarnu”
hodnotu

1 (prej=i

p; = 0 ( . ) (5.49)
(pre j# i)

pre j=1,2,...t, kde i je index lokalnej siete poskytujucej vystupny vektor blizky

pozadovanému )?O. Bréanova siet’ teda rozhoduje tak, ze si vyberie jednu lokalnu siet, ktora

bude pouzita pre klasifikaciu daného objektu. Ostatné lokalne siete v dosledku malosti ich
koeficientu proporcionality sa zi¢astiiuji na tejto klasifikacii zanedbatelnou mierou.
Ugelova funkcia (5.47) pre aktualny adaptaény proces je zovieobecnena tak, Ze je
sumovana cez vsetky objekty tréningovej mnoziny (pozri (5.23)). Gradient tejto ucelovej
funkcie sa potom rovna sume gradientov spocitanych pre jednotlivé objekty (pozri (5.41)).

[lustracny priklad (sumdcia dvoch 2-bitovych cisel)

Efektivnost’ tedrie kombinacie lokalnych neurénovych sieti ilustrujeme pomocou
klasifikacie sumacie dvoch 2-bitovych cisel; tento priklad uz bol pouzity v predchadzajice;j
podkapitole 5.3.4. Ako uz bolo zdéraznené, tento priklad obsahujuci 16 objektov je spravne
interpretovany neurénovou siet'ou, ktora obsahuje aspoii dva skryté neurony. Ako ilustracny
priklad pouzijeme kombinaciu dvoch lokalnych perceptrénov (neurénovych sieti bez
skrytych neuronov), ktoré obsahuju Styri vstupné neurdny a tri vystupné neurony, a branova
siet’ tiez predstavuje jednoduchy perceptron obsahujuci Styri vstupné neurdény a dva
(rovnaky pocet ako lokalnych sieti) vystupné neurdny (pozri obr. 5.16).

Tréningova mnozina obsahuje vSetkych 16 objektov uvedenych v tab. 5.3. Adaptacny
proces bol uskuto¢neny pomocou formul (5.43) aplikovanych na prahové a vahové
koeficienty jednotlivych lokalnych sieti a prahovej siete s parametrami A=0,1 a p=0,7.
Adaptacny proces bol ukonceny po 500 cykloch s hodnotou ucelovej funkcie E=0,005.
Vsetkych 16 objektov bolo korektne klasifikovanych bud’ prvou alebo druhou lokéalnou
sietou. To znamena, ze branova siet’ rozdelila tréningovi mnoZzinu na dve podmnoZiny,
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ktoré uz su linearne separovatelné, ¢ize korektne interpretovatelné lokalnymi sietami —
perceptronmi. Dva ilustracné vysledky st uvedené v tab. 5.5a-b. Tak napriklad, objekt ¢. 3
(odpovedajuci suctu 0+2=2) je korektne klasifikovany prvou lokalnou sietou (s
koeficientom proporcionality p;=1). Druha lokalna siet’ poskytuje nespravnu klasifikaciu,
ale jej koeficient proporcionality je nulovy, p,=0.

selektor

SARA| | AR | | AN

1. lokalna siet 2. lokalna siet branova siet
X; X; X;

Obrazok 5.16. Schematické znazornenie adaptivnej kombinacie dvoch
lokalnych neurdnovych sieti a jednej branovej neurdnovej siete. Lokéalne a
branové siete su realizované ako dvojvrstvové neurénové siete bez skrytych
neurénov (perceptrony).

Tabul’ka 5.5a. Vystupné aktivity jednotlivych lokalnych sieti
pre interpretaciu objektu €. 3
(pozri tab.5.3)

Objekt &. 3 (0+2=2)
vstupné aktivity 0 0 1 0
pozadované aktivity 0 1 0
vypocitané aktivity
1. lokélna siet’ 0,02 0,99 0,02
2. lokalna siet’ 0,91 0,00 0,83
koef. proporcionality 1,00 0,00
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Tabulka 5.5b. Vystupné aktivity jednotlivych lokalnych sieti
pre interpretaciu objektu ¢. 14
(pozri tab. 5.3)

Objekt &. 14 (3+1=4)

vstupné aktivity 1 1 0 1
pozadované aktivity 1 0 0
vypocitané aktivity

1. lokélna siet 0,99 0,01 0,95
2. lokalna siet’ 0,99 0,01 0,01
koef. proporcionality 0,00 1,00

5.4 Neuronova siet’ ako univerzalny aproximator

V pociatkoch historie neurénovych sieti s doprednym Sirenim [2] bolo venované velké
usilie tomu, aby sa ukazalo, Ze tieto neurdnové siete s dostatoCnym poctom skrytych
neurénov st vzdy schopné simulovat’ (aproximovat’) zlozité binarne alebo spojité funkcie s
pozadovanou presnost'ou. Z pohladu sucasnosti tieto snahy st 'ahko vysvetlite'né, jednalo
sa o prekonanie Soku vyvolaného nazorom Minského a Paperta [1], Ze perceptrony nemaju
univerzalny vypoctovy charakter. V predchadzajucej casti tejto kapitoly sme ukazali na
roznych ilustraénych prikladoch, Zze zovSeobecnenie perceptrénu zavedenim skrytych
neuronov alebo “interakcii” vyssieho radu medzi neuronmi poskytuje dostatocne flexibilny
vypoctovy aparat, ktory je schopny korektne simulovat' rozne zlozité binarne funkcie.
Hecht-Nielsen v r. 1987 prvy ukazal [13], Ze trojvrstvové neurénové siete s doprednym
Sirenim a s dostatocnym poc¢tom skrytych neurénov s schopné aproximovat’ s pozadovanou
presnost'ou kazdé spojité zobrazenie. V sucasnosti k tomuto problému existuje uz pomerne
rozsiahla literatara. Zial’, nejedna sa o jednoducho formulovatelny problém. Pouzivaju sa
pomerne zlozité prostriedky funkcionalnej analyzy a preto sa obmedzime len na formulaciu
zakladnych myslienok tejto tedrie [14].

Studujme spojitt funkciu F, ktora zobrazuje n-rozmerny priestor R na otvoreny interval
©0,1)

F:R" = (0,9) (5.50)

kde y=F(x)=f(x1,xs,...,x,). Tréningova mnozina A4, obsahuje r bodov (aktivit) z n-
rozmerného priestoru R", 4,4,={X1,X2,...,X,} . Nech funkcia

tR—(0,) (5.51)

je tzv. prechodova funkcia, ktora v tejto suvislosti je len vel'mi vSeobecne $pecifikovana
ako spojitd a monotoénne rastica, vyhovujuca asymptotickym podmienkam #—c0)=0 a
t(e=)=1. Jednoducha realizacia tychto vSeobecnych podmienok sa d4 dosiahnut’ pouzitim
sigmoidy #(x)=1/(1+e ™) (porovnaj s (5.11a) pre 4=0 a B=1). Pretoze sme predpokladali, ze
prechodova funkcia je monotonne rastuca, musi k nej existovat’ inverznd funkcia ¢
1:(0,1)>R. Pre sigmoidu je tato inverznd funkcia urcend vztahom x=In(y/(1-y)). Podla
Hornika [14] plati nasledujuca veta.
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Veta. Pre kazdé € > 0 existuje taka funkcia
q
G(X)= Y 0t(D;+w;- X) (5.52a)
i=1
kde o; a 9; st redlne koeficienty, w; = ( 1(i), ;’),..., Wf,i))sﬁ vektory obsahujtice n redlnych

() ()

komponent a X-W; = X, W1' + X W, +...+X,,W£,") je skalarny sicin vektorov x a w; , Ze

kg |F(x,)- G(x,)| < (5.52b)

Na zéaklade tejto vety mozeme hovorit’, Ze funkcia F(x) je aproximovana s presnostou €
nad tréningovou mnozinou 4,,, pomocou funkcie G(x) uréenej (5.52a) pomocou
vieobecnej prechodovej funkcie #(x) (realizovanej napr. sigmoidou). Zial’, tato veta je len
existencného charakteru, nespecifikuje parametre funkcie G (napr. koeficienty o; a ¥; a
vektory w;), tvrdi len, ze tato funkcia existuje a aproximuje funkciu F(x) nad tréningovou
mnozinou A, .

Funkcia G(x) je jednoducho interpretovatel'na neurénovou sietou s doprednym §irenim,
ktora obsahuje jednu vrstvu ¢ skrytych neurénov (pozri obr. 5.17). Koeficienty o; su vahy
spojov medzi skrytymi neurébnmi a vystupnym neurénom, ¥; su prahové koeficienty
skrytych neurénov a vektor w; obsahuje zlozky, ktoré tvoria vahové koeficienty hran medzi
i-tym skrytym neurénom a vstupnymi neurénmi. Aktivita vystupného neurénu je v tomto
pripade rovnad potencidlu vystupného neurdnu, zatial ¢o v Standardnej neurdnovej sieti
aktivita vystupného neuréonu je funk¢nd hodnota prechodovej funkcie pre jeho potencial
(pozri (5.10a)). Tato restrikcia je lahko odstranitelna pouzitim predpokladu, ze k
prechodovej funkcii y=t(x) existuje spojita inverzna funkcia x=¢'(y). Potom podmienka
(5.52b) ma tvar

3 [Fx) - Glxi) <& (5.53)
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kde nové funkcia G(X) mé tvar

q
Gx)=1| D a0, +w,-x) (5.54)
i=1

Touto jednoduchou modifikaciou vysSie uvedenej vety sme ukazali, Ze l'ubovolna spojita
funkcia F(x), definovana nad tréningovou mnozinou 4., a s funkénymi hodnotami z

otvoreného intervalu (0,1), je aproximovatelna funkciou G(X) s pozadovanou presnostou

e’. Co je dolezité, funkcia C:‘(x) je uz interpretovate'na neurénovou sietou s doprednym
Sirenim, ktora obsahuje jednu vrstvu ¢ skrytych neurénov.

Uvedena veta ma principidlnu dolezitost pre neurénové siete. ZabezpeCuje nam, Ze
trojvrstvova neurénova siet’ (obsahujica jednu vrstvu skrytych neurénov) je schopna
simulovat’ s pozadovanou presnostou l'ubovolné zobrazenie typu (5.50) definované nad
koneénou tréningovou mnozinou. Tymto mame teda k dispozicii vSeobecny prostriedok pre
regresnu analyzu funkcii definovanych pomocou “regresnej tabulky”, kde pre nezavislé
argumenty su predpisané funkéné hodnoty (t.j. tréningovd mnoZzina v zmysle vodnej
podkapitoly 5.1, pozri (5.3)). Tedria neurénovych sieti poskytuje univerzalny prostriedok
pre navrh “modelovej funkcie” v tvare (5.54), kde pocet skrytych neurénov a prahové a
vahové koeficienty st regresné parametre. AvSak musime poznamenat’, ze hlavny ciel tedrie
neuronovych sieti s doprednym Sirenim nie je regresna analyza funkcii definovanych
tréningovou mnozinou (aj ked” tento moment v mnohych pripadoch je velmi délezity), ale
extrapolacia funkénych hodn6t mimo tréningovej mnoziny, ¢ize problém zovSeobecnenia
(predikcia a klasifikacia).

vystupny neurdn

skryté neurony

vstupné neurény

Obrazok 5.17. Znazornenie Standardnej neurénovej siete s doprednym Sirenim,
ktora obsahuje jednu vrstvu skrytych neurénov. Aktivita vystupného neurénu y
“simuluje” zobrazenie F(x) pre pozadované body z tréningovej mnoziny.
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5.5 Praktické skusenosti s aplikaciami neuronovych sieti
na klasifikaciu a predikciu

Viacvrstvové neuronové siete s doprednym Sirenim patria medzi tie neurénové siete, ktoré
st najCastejSie pouzivané ako univerzalny prostriedok pre klasifikaciu a predikciu.
Uvedieme niekol'ko praktickych sktisenosti, ako realizovat’ tieto aplikacie. Najprv budeme
Studovat’ problém, ako rozlozit mnozinu klasifikovanych objektov 4 na tréningova a
testovaciu mnozinu, A=A, J4. Realizacia tohto rozkladu patri medzi prvé zakladné
problémy pri aplikaciach neurénovych sieti, tréningova mnozina by mala obsahovat tie
objekty z A, ktoré dobre “reprezentuju” ostatné podobné objekty (zahrnuté v testovacej
mnozine A,). Problém rovnakej dolezitosti ako rozklad mnoziny objektov na tréningovu a
testovaciu mnozinu je aj problém vyberu deskriptorov, ktoré su podstatné pre klasifikaciu
objektov. Obvykle sa deskriptory objektov navrhuji “ad-hoc” spésobom — vyberaju sa
také deskriptory, ktoré su (alebo mozu byt) dolezité pre popis objektov. Z tohto pohl'adu
vystupuje do popredia problém vyberu len tych deskriptorov, ktoré poskytujii rovnaku
(alebo o malo horsiu) klasifikaciu objektov ako povodna sada deskriptorov. Tento problém
budeme rieSit pomocou jednoduchej metddy vyuzivajicej najblizSich susedov v okoli
klasifikovaného objektu.

Dalsim dolezitym problémom pri aplikaciach neurénovych sieti je navrhnit vhodnti
architekturu neurénovej siete. V nasich uvahach sa pre jednoduchost obmedzime len na
neurénové siete s jednou vrstvou skrytych neurénov (pozri obr. 5.17), pricom pod
architektirou budeme rozumiet' pocet skrytych neurénov. Na zéklade vety (uvedenej v
podkapitole 5.4), ktora charakterizuje 3-vrstvovi neurénova siet’ ako univerzalny
aproximator, mdzeme ocakavat, ze s rastom poctu skrytych neurénov bude adaptacny
proces neurénovej siete poskytovat’ lepsie a lepsie vysledky (t.j. hodnota ucelovej funkcie
(5.23) sa bude asymptoticky blizit' k nule). Tento zaver je spravny, avSak ak budeme
porovnavat predikéné (alebo klasifikaéné) schopnosti tychto neurdénovych sieti,
spozorujeme, ze od ur¢itého poctu skrytych neurénov sa predikcia neurénovej siete pre
objekty z testovacej mnoziny zacne zhorSovat. To znamena, Ze z hladiska spravnej
klasifikacie objektov z testovacej mnoziny je d’alSie zvySovanie poctu skrytych neurénov uz
zbytoéné (alebo az neziaduce, z pohl'adu adaptaéného procesu neurdénovej siete).

Podobny problém je aj s poc¢tom iteraénych krokov pri adaptacii neurénovych sieti (pre
dany pocet skrytych neurénov). Ak sucasne sledujeme znizovanie ucelovej funkcie (5.23) v
priebehu adaptacie, od urcitého poctu iteraénych krokov spozorujeme, Zze predikéna
schopnost’ neurdénovej siete sa zacne zhorSovat. Podobne ako v predchadzajucom pripade
(zvySovanie poctu skrytych neurénov), d’alsia adaptacia neuronovej siete je zbytocna, uz len
zhorsuje jej predikénu schopnost’.

Problém optimalneho poctu adaptacnych krokov tizko suvisi tiez s vyberom adaptacnej
(minimalizacnej) metody. V podkapitole 5.3.3 bola diskutovana jednoducha modifikacia
gradientovej metody najprudsieho spadu (pozri (5.43)). Aj ked’ tento pristup je najcastejsie
pouzivany pre adaptaciu viacvrstvovych neurénovych sieti s doprednym Sirenim, obvykle je
kritizovany ako vel'mi pomaly, vyzadujuci mnoho tisic iteracnych krokov. Z tychto dovodov
sa venuje pozornost’ aj inym, efektivnejSim optimalizacnym metddam numerickej
matematiky (napr. Newtonova metéda, metdéda zdruzenych gradientov alebo metoda
premennej metriky, pozri [11]). Ich pouzitim v tedrii neurénovych sieti sa dosiahne
podstatne rychlejsi proces adaptacie, avSak obvykle za cenu zhorSenia predikénych
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schopnosti neurdnovej siete. Obrazne povedané, neurdnova siet’ je “vynikajico” adaptovana
na objekty tréningovej mnoziny (vahové a prahové koeficienty neurénovej siete maju
hodnoty odpovedajuce presnym hodnotam daného lokalneho minima wcelovej funkcie
(5.23)), avsak za cenu “preucenia” neurdnovej sicte s naslednou slabou predikénou
schopnostou.

Na zaver tejto podkapitoly uvedieme jednoduchu algoritmizaciu v pascalovskom
pseudokdode neuronovej siete s doprednym Sirenim, ktora obsahuje jednu vrstvu skrytych
neuronov.

5.5.1 Rozklad mnoziny objektov na tréningovu a testovaciu mnozinu

Popiseme jednoduchy spdsob rozkladu mnoziny objektov 4 na tréningovi a testovaciu
mnozinu, A=A, JA.s Predpokladajme, Ze pozname nejaku klastrovaciu metodu [15],
ktora nam rozlozi mnozinu 4 na disjunktné podmnoziny — klastre, ktoré obsahuju
“podobné” objekty (z hl'adiska metriky pouzitej v klastrovacej metdode)

A=CuGu..uC, (5.55)
kde i-ty klaster C; obsahuje n; objektov z 4

G ={o{",0",...0))} c A (5.56)

i

pricom predpokladame, Ze objekt 01(i) € C; je ten objekt z i-teho klastra C; , ktory lezi
“najblizsie” k jeho centru. Tento objekt ndm v nasledujiicich tvahach bude sluzit ako
“reprezentant” objektov z klastra C;. Potom tréningova a testovacia mnozina je urcena

objektmi

wn=(6-fol})o - fof o le)

To znamend, ze tréningovd mnozina je zlozend zo vSetkych reprezentantov klastrov a
testovacia mnozina obsahuje zostdvajuce objekty (pozri obr. 5.18)). Pocet objektov v
tréningovej mnozine je totozny s poctom klastrov, |4,i,|=p a |Aes= |4|-p -
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Tedria neurénovych sieti poskytuje vyborny klastrovaci prostriedok pomocou
Kohonenovej neurdnovej siete (pozri kapitolu 7), ktory je lahko pouzitelny aj pre
diskutovanu problematiku rozkladu mnoziny objektov na tréningovu a testovaciu mnozinu
[16]. Obvykle su vystupné neurdny tejto siete priestorovo ulozené na ortogonalnej mriezke
typu NxN (t.j. siet’ obsahuje N* vystupnych neurénov). Adaptaény proces tejto siete spociva
v tom, Ze objekty mnoziny A aktivuju len jeden vystupny neurdn. Objekty, ktoré aktivuja
rovnaky vystupny neurén, mdzeme povazZovat za “podobné”. Z tedrie Kohonenovych
neuronovych sieti tiez vyplyva, Ze tieto objekty mozeme tiez este podrobnejsie klasifikovat’
z hladiska ich “blizkosti” k wur¢itému centru daného vystupného neurénu (napr.
minimalnostou normy rozdielu deskriptorov objektu a vahovych koeficientov vystupného
neuronu). Tieto “centralne” objekty nam sliizia ako reprezentanti objektov, ktoré aktivuju
dané vystupné neurony (klastre) a teda tvoria tréningovll mnozinu. V tejto suvislosti je
potrebné blizSie Specifikovat’ tvar deskriptorov objektov, ktoré sa pouziji pre
“klastrovanie” mnoziny 4 na tréningovl a testovaciu mnozinu. Podobnost’ objektov je v
tomto pripade uréenad nielen ich deskriptormi ale aj ich vlastnostami. Z tychto dévodov, pre
potreby klastrovania objektov pomocou Kohonenovej siete deskriptory objektov su
roz§irené este o vlastnost’ (alebo vlastnosti) objektov. Jednoducha realizacia tohto pristupu
je znazornena na obr. 5.19.

A train A

Obrazok 5.18. Schematické znazornenie rozkladu mnoziny objektov 4
na tréningovu a testovaciu mnozinu pomocou rozkladu A na klastre Cj,
C, ..., C, . Objekty reprezentované zaplnenymi Stvorcami odpovedaju
tym objektom, ktoré lezia najblizSie k stredom prislusnych klastrov,
ostatné objekty su reprezentované zaplnenymi krizkami. Poznamenajme,
ze klaster Cs obsahuje len jeden objekt, ktory patri do tréningovej
mnoziny.

5.5.2 Optimalny vyber deskriptorov

Vyber deskriptorov — priznakov, ktoré popisuji vhodnym spésobom objekty, patri medzi
zakladné ulohy predspracovania dat pre potreby neurénovych sieti. V mnohych pripadoch
st deskriptory navrhnuté “ad-hoc”, bez podrobnejsicho Stidia ich vzajomnej zavislosti a
vyznamnosti pre popis objektov. Z tychto dovodov je dolezité analyzovat pouzité
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deskriptory z pohladu ich vyznamnosti pre klasifikaciu objektov, z mnoziny navrhnutych
deskriptorov urcit’ tie, ktoré st vyznamné pre klasifikaciu testovacich objektov. Pre
aplikacie neurdénovych sieti ako klasifikatorov a prediktorov je uréenie optimalneho vyberu
deskriptorov vyznamné nielen z pohl'adu efektivnosti adaptacného procesu, ale tiez aj ako
vyznamny medzikrok pre ulahCenie interpretacie vysledkov poskytovanych adaptovanou
neurénovou siet’'ou.

V tejto podkapitole popiseme klasifikacnt metdédu KNN (angl. K Nearest Neighbor)
[17], ktorej jednoducha modifikacia je vhodna pre optimalny vyber deskriptorov. Zakladny
princip metédy KNN je znazorneny na obr. 5.20. V tejto metdode hra zakladni ulohu
vzdialenost’ medzi tréningovym objektom a testovacim objektom, tato vzdialenost moze
byt definovana ako L; metrika

Testovacia
mnozina

Tréningova
mnoZina

Obrazok 5.19. Ilustra¢ny priklad pouzitia Kohonenovej siete na rozklad mnoziny objektov 4 na tréningovu a
testovaciu mnozinu prevzaty z publikdcie [16], v ktorej sa autori zaoberali pouzitim neurénovych sieti k
predikcii ®C NMR (jadrova magnetickd rezonancia) chemickych posunov nasytenych acyklickych
uhlovodikov — alkanov (napr. naplin v zapalovacoch je tvorend zmesou dvoch alkdnov, a to propanu a
butanu). Chemicky posun je lokalna vlastnost’ uhlikovych atémov, preto dany uhlikovy atéom v alkane je
popisany jeho najbliz§im okolim (diagram A), t.j. kolkokrat sa dany fragment vyskytuje v alkdne so
$pecifikovanym uhlikom. Deskriptor d obsahuje 13 nezdpornych celych ¢isel, ktoré odpovedaji “frekvenciam
vyskytu” fragmentov. Pre potreby klastrovania mnoziny alkanov z hl'adiska >C NMR chemickych posunov,
tento deskriptor je rozsireny o experimentalne namerany chemicky posun. Takto modifikované deskriptory st
pouzité pre adaptaciu Kohonenovej neurénovej siete. Po skonceni tohto procesu dany deskriptor (alkan)
aktivuje prave jeden vystupny neurén. Rozne alkany, ktoré aktivuju rovnaky vystupny neurén, su povazované
za “klaster podobnych” alkanov (B).

104



X
A\ tréningovy objekt s vlastnostou "0" !
O tréningovy objekt s vliastnostou "1"

@ testovaci (klasifikovany) objekt

Obrazok 5.20. Schematické znazornenie metédy KNN. V rovine deskriptorov x; a x»
su umiestnené objekty tréningovej mnoziny. Okolo klasifikovaného objektu z
testovacej mnoziny vytvorime taku sféru (reprezentovant v dosledku pouzitia L,
metriky Stvorcom), aby obsahovala K objektov (v naSom pripade K=5). Testovaci
objekt je klasifikovany podla tych tréningovych objektov, ktoré sa najviac vyskytuji
vo sfére, v tomto pripade ma testovaci objekt vlastnost’ 1.

FOR)

train — “test

D(dtrain' dtest) = 2 (5.58)
i=1

() 4@ 4 0 4@ )

kde  dirain _(dtrain’dtrain"“’dtrain) a dyain :( test’dtest’---,dtest) si vektory
deskriptorov priradené objektu z tréningovej resp. testovacej mnoziny.

Predpokladajme, Ze tréningové objekty si usporiadané tak, Ze pre testovaci objekt s
vektorom deskriptorov d,,,,, plati

D(dtrain,1’ dtest) < D(dtrain,Z’ dtest) s.< D(dtrain,K’ dtest) < D(dtrain,K+1’ dtest) <. (5-59)

K prvych tréningovych objektov z tejto postupnosti tvori okolie (K-rozmernu sféru)
testovacieho objektu d,.,, . Testovaci objekt je klasifikovany podla tych objektov z K sféry,
ktoré sa v nej najviac vyskytuju. Tymto spésobom sme schopni klasifikovat’ kazdy objekt z
testovacej mnoziny. Formélne, Vs = KNN(dpeq;), kde y., je vlastnost priradena

testovaciemu objektu s deskriptorom d;.
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Vyraz (5.58) pre vzdialenost dvoch objektov mozno zovsSeobecnit’ tak, ze sa zavedd
binarne vahy w;e {0,1}, ktoré popisuju, ¢i sa i-ty deskriptor uvazuje (w=1) alebo neuvazuje
(w=0)

gD g

tra/n est

D(dyrains drest) = z

(5.60)

Modifikovany KNN klasifikdtor s binarnymi vahami ozna¢ime KNN,, alebo
Yi¥) = KNN,,(dys;). Pre bindrny vahovy vektor w st vysledky poskytované metddou

KNN,, totozné s vysledkami poskytovanymi KNN, ak vSetky komponenty w su jednotkové.
Uspesnost klasifikatora KNN,, pri interpretacii objektov z testovacej mnoziny méze byt
popisana ucelovou funkciou

26( féi? ’KNNW(dtest)) (5.61)
|Atest| diest

kde &(i,j)=1 pre i=j, &i,j)=0 pre i#f a y(terif) vyjadruje pozadovanu vlastnost. V pripade, Ze

klasifikator KNN,, interpretuje spravne vsetky objekty testovacej mnoziny, hodnota
ucelovej funkcie f{w) je maximalna (jednotkova), jej menSie hodnoty (0<f{w)<1) indikuja,
ze Kklasifikator KNN,, poskytuje nespravnu interpretaciu. Vyraz 1— f{w) urcuje frakciu
objektov testovacej mnoziny, ktoré si nespravne interpretované. Optimalny vyber
deskriptorov je uréeny rieSenim diskrétneho optimaliza¢ného problému

W =arg max f(w) (5.62)
wel0,1}"

kde hPadame globalne minimum v priestore vietkych binarnych vektorov dizky n. Pre malé
hodnoty n je problém (5.62) riesitelny systematickym prehladdvanim celého priestoru
rieSeni (dimenzia priestoru rieSeni je 2"), napriklad metddou spiatného prehl'adavania [18],
ktorda moze byt podstatne urychlend metédou vetiev a hran (angl. branch and bound). Pre
vacsie hodnoty n (n>15) uz nemozno riesit’ optimalizaény problém (5.62) systematickymi
prehladavacimi algoritmami v ddsledku exponencidlneho rastu CPU ¢Easu potrebného na
rieSenie problému. Z tychto dovodov musime obratit nasu pozornost’ na také metody
rieSenia problému (5.62) ktoré, aj ked’ su priblizné, poskytuji obvykle suboptimalne
rieSenia blizke optimalnym. V sucasnej informatike st vel'mi popularne tzv. evolucné
algoritmy, zalozené na heuristikach prevzatych z biologie alebo z fyziky, ktoré poskytuju
pomerne rychlo suboptimalne rieSenie zlozitych optimalizacnych problémov spojitého alebo
diskrétneho charakteru (pozri kapitolu 9).

5.5.3 Architektura neuronovej siete a pocet adaptacnych krokov
Navrh vhodnej architektary (t.j. topoldgie grafu urcujuceho neurénovu siet)) je zlozity a

hlavne numericky naro¢ny problém. Preto sa obmedzime len na neurénové siete s jednou
vrstvou skrytych neurénov (pozri obr. 5.17). Hlavnym kritériom pre optimalny névrh
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neuronovej siete bude optimalnost’ jej klasifikacnej schopnosti, a realizacia tohto navrhu sa
bude vykonavat’ subezne s ur¢enim optimalneho poctu adaptacnych krokov. Definujme si
dve nasledujuce ucelové funkcie (pozri (5.23))

A

train
1

Eirain =E z (G(XNW)_)A(I')Z

Atest

Eust = 3. (G0 W)~ %)

i

(5.63)

kde E,un (Ews) je ucelova funkcia definovand pre objekty z tréningovej (testovacej)
mnoziny pre dané hodnoty vahovych a prahovych koeficientov w. Na zaklade vety o
neuronovej sieti ako univerzalnom aproximatore (pozri podkapitolu 5.4) vieme, Ze pre
rastiici pocet skrytych neuronov ucelova funkcia FE,., (s adaptovanymi vahovymi a
prahovymi koeficientmi) konverguje k nule

lim E,_;,=0 (5.64)
q—

kde ¢q je pocet skrytych neurénov. Ako mézeme interpretovat’ tento doélezity vysledok teérie
neurénovych sieti s doprednym Sirenim a s jednou vrstvou skrytych neurénov? Interpretacia
je vel'mi podobnd analogickej situdcii v regresnej analyze s polynomidlnou modelovou
funkciou. ZvySovanim radu polynomu dostavame stile menSiu a menSiu hodnotu

minimalizovanej ucelovej funkcie. Flexibilita polynomu rastie s jeho stupiiom (pozri obr.
5.21).

Podobny obrazok by sme dostali aj pri studiu zavislosti schopnosti korektne klasifikovat’
objekty z testovacej mnoziny od poctu iteraénych krokov pre neurénovi siet’ s danym
poétom skrytych neurénov. Hodnota ucelovej funkcie E,.;, bude klesat' s rastom poctu
itera¢nych krokov. Zial’, hodnota uéelovej funkcie E,,, bude od uréitého poétu iteraénych
krokov rast, t.j. zhorSuje sa predikéna schopnost’ neurénovej siete s pokraCovanim
adaptacie neuronove;j siete (hovorime, Ze neurénova siet’ je preucena, pozri obr. 5.22).
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Obrazok 5.21. Schematické znazornenie simulacie “presnej” funkcie F, ktora interpretuje
objekty tak z tréningovej (plné Stvorce), ako aj z testovacej mnoziny (plné kruzky) (pozri
podkapitolu 5.1). Funkcia G reprezentuje adaptovanu neurénovu siet’ s dostatoénym poctom
skrytych neurénov, ktorej adaptacia bola vykonand vzhladom k objektom z tréningovej
mnoziny. Funkcia G nemusi uz presne postihovat’ objekty z testovacej mnoziny. Pocet
“inflexnych bodov” funkcie G rastie s poctom skrytych neurénov (analogia s polynomialnou
regresiou). Mozeme teda ocakavat, ze interpretacia objektov z testovacej mnoziny sa bude
zhorSovat’ s rastom poctu skrytych neurénov.

Z vyssie uvedenych tvah vyplyva, ze stanovenie optimalneho poétu skrytych neurénov a
poctu iteracnych krokov vzhl’'adom pre dané rozdelenie objektov na tréningovi a testovaciu
mnozinu mdze byt realizované sucasne. Pre dany pocet skrytych neuronov najdeme
optimalny pocet iteracnych krokov adaptacného procesu. Tento pristup je zalozeny na
poznatku, Ze zatial' ¢o tréningova ucelova funkcia E,;, klesa s rastucim poctom skrytych
neurénov a/alebo rastucim poctom iteracnych krokov, testovacia ucelova funkcia E,.,
vykazuje minimum pre ur€ity pocet skrytych neurénov a pocet iteracnych krokov (pozri
obr. 5.23). Tieto hodnoty, v ktorych ma E,; minimum, su optimalne pre pouzitie 3-
vrstvovej neuronovej siete pre klasifikaciu objektov z testovacej mnoziny A .

E, E

test

E

train

pocet iteraénych krokov

(

Obrazok 5.22. Priebeh ucelovych funkcii pre tréningovu a testovaciu mnozinu
v zavislosti na pocte iteracnych krokov adaptacie (resp. na pocte skrytych
neur6nov) neurénovej siete. Utelova funkcia Eyain klesd s rastom poctu
iteraénych krokov (resp. skrytych neurdénov), zatial' ¢o ucelova funkcia Ejey
vykazuje minimum.
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Obrazok 5.23. Schematické zndzornenie priebehu ucelovych
funkcii Eygin @ Eresr vzhladom k poctu skrytych neurénov a poctu
iteracnych krokov. Na rozdiel od ucelovej funkcie Ejqin, ktord
monotonne klesa s rastucim poctom skrytych neurénov a s rastiicim
poctom iteracnych krokov, ucelova funkcia Ejs méa minimum pre
optimalny pocet skrytych neurénov a iteraénych krokov (pozri hrubé
Ciary na grafe).

5.5.4 Algoritmizacia neuronovej siete s doprednym sirenim

Ucgelom tejto podkapitoly je naznagit' zakladné principy algoritmizacie neurénovych sieti s
doprednym Sirenim, ktoré obsahuju skryté neurény. Pre jednoduchost’ budeme uvazovat’ 3-
vrstvovi neurdénovu siet’, ktora obsahuje jednu vrstvu skrytych neurénov, pricom neurdny
7o susednych vrstiev si prepojené vSetkymi moznymi spdsobmi, pozri obr. 5.24 .

Aktivity skrytych a vystupnych neurdnov st ur¢ené vzt'ahmi (pozri vztahy (5.10a-b))

z,= zn:v,/xj+®, (pre i=12,...,p) (5.652)
=1
7= zp:w,jz/Jrf}, (pre i=12,...,m) (5.65a)
=1
kde #(&) je sigmoida uréena pomocou (5.11a-b) (s parametrami 4=0 a B=1)
€)= (5.66)

Graficky priebeh tejto funkcie je zndzorneny na obr. 5.5, graf 1.
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Obrazok 5.24. Trojvrstvova neurénova siet’ s doprednym Sirenim. Vstupna vrstva obsahuje n
vstupnych neurénov s aktivitami xj, x2, ..., xn. Skrytd vrstva obsahuje p skrytych neurénov, ich
aktivity resp. prahové koeficienty su oznacené zi, za, ..., zp resp. @i, 6, ..., O, . Vystupna vrstva
obsahuje m vystupnych neuronov, ich aktivity resp. prahové koeficienty si oznacené yi, y2, ..., Vm
resp. ¥, B, ..., Um. Vahové koeficienty medzi vstupnou a skrytou vrstvou resp. skrytou a vystupnou
vrstvou tvoria maticu V=(vj) resp. maticu W=(wy).

Vypocet aktivit neuronov pre dané vahové a prahové koeficienty sa nazyva aktivna faza
neuronovej siete. Tieto aktivity pre danu neurénova siet’ sa vypocitaju jednoduchym
rekurentnym postupom: Predpokladajme, ze vstupné aktivity x;, x5, ..., x, (deskriptory
klasifikovaného objektu) st zname, potom pomocou (5.65a) zostrojime aktivity skrytych
neuroénov zy, z,, ..., z,. Nasledne, pomocou (5.65b) zostrojime aktivity vystupnych neurénov
V1, V2, -, Ym- Uvedeny rekurentny sposob vypoctu aktivit postupuje zdola nahor neurénovou
sietou. Tato skutocnost’ sa odraza v nazve tychto sieti, ako neurénovych sieti s doprednym
Sirenim signalu. Algoritmizacia tohto postupu je uvedend formou pascalovského
pseudokddu na obr. 5.25.
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procedure activities (input :0,V,9,W,x;
output:z,y) ;
begin for i:=1 to p do
begin £:=0[1i];
for j:=1 to n do &:=C+vI[i,j]l*x[j];
z[1i]:=t (€);
end;
for i:=1 to m do
begin &:=0[i];
for j:=1 to p do &:=C+wl[i,jl*z[]];
y[il:=t(€);
end;
end;
Obrazok 5.25. Algoritmizacia v pascalovskom pseudokode aktivnej fdze neurénove;j siete
s doprednym Sirenim, ktora obsahuje jednu vrstvu skrytych neurdénov. Vstupnymi
parametrami procedury activities su vstupné aktivity a vdhové a prahové koeficienty,

vystupnymi parametrami st skryté a vystupné aktivity. Realna funkcia t() je prechodova
funkcia definovana (5.66).

Teraz upriamime nasu pozornost’ na tzv. adapta¢nu fazu neurdnovej siete, v ktorej st
upravované (pozri (5.43)) védhové a prahové koeficienty pomocou gradientu ucelovej
funkcie £ definovanej (5.41). V prvom kroku budeme Studovat’ konstrukciu gradientu
ucelovej funkcie (5.21), ktord je priradend len jednému objektu z tréningovej mnoziny.
Komponenty gradientu st ur¢ené formulami (5.37) a (5.40), ktoré sa jednoducho prepisu
zv1ast’ pre vystupné neurony

oE .

. yi(1-y)) (yl. - yi,req) (pre i=12,...,m) (5.67a)
dE JE prei=12,....,m
= - = 7 . 5.67b
ow; 9V, i { /=12,.--P) ( )

a zvlast pre skryté neurony

m JE .
z(1-z) ) WW/" (pre i=12,...,p) (5.68a)
199

OE _
90 .

1
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rei=12,...,
JE _oE [p 2 p] (5.68b)

—— =_— x. .
aV,l a@, / j=1,2,...n

V tychto formulach derivacia prechodovej funkcie #(€) je uréena jednoduchym vztahom
&)= t&€)(1-#&)) (pozri vztah (5.11b)). Formuly (5.67-68) pre vypocet parcidlnych
derivacii mozno realizovat’ rekurentne tak, Ze sa postupuje cez neurénovu siet’ zhora nadol
(tj. v opacnom smere ako pri vypocte aktivit neurdénovej siete). V prvom kroku sa
vypocitaji parcialne derivacie ucelovej funkcie vzhladom k prahovym koeficientom
vystupnych neurénov pomocou (5.67a). Potom sa jednoducho vypocitaju aj parcidlne
derivacie ucelovej funkcie vzhl'adom k vahovym koeficientom spojov medzi skrytymi a
vystupnymi neurénmi pomocou (5.67b). Poznajliic tuto Cast’ gradientu celovej funkcie,
mozeme pristupit’ k vypoctu tej jeho Casti, ktora odpoveda skrytym neuréonom. Podobne ako
v predchadzajucom pripade, pomocou (5.68a) vypocitame parcialne derivacie ucelovej
funkcie vzhl'adom k prahovym koeficientom skrytych neurénov, a potom pomocou (5.68b)
vypocitame parcialne derivacie Gcelovej funkcie vzhl'adom k vahovym koeficientom medzi
vstupnymi a skrytymi neurénmi. Algoritmizacia tohto postupu (metddy spétného Sirenia) je
znazornena v pascalovskom pseudokode na obr. 5.26.

procedure gradient (input :0,V,%,W,x,y,.;
output:grad ¥,grad w,grad O,grad v);
begin activities(®,V,%,W,x,z,y);
for i:=1 to m do
grad_O[i]:=y[1]1*(1-y[i])*(y[i]l-y,. [1]);
for i:=1 to m do
for j:=1 to p do
grad wli,jl:=grad O[il*z[]];
for i:=1 to p do
begin aux:=0;
for j:=1 to m do
aux:=aux+grad O[j]*wl(j, 1]
grad O[i] :=z[i]*(1-z[1]) *aux;
end;
for i:=1 to p do
for j:=1 to n do
grad _vI[i,j]l:=grad O[i]*x[]];
end;

Obrazok 5.26. Vypocet gradientu ucelovej funkcie pre dané vektory vstupnych aktivit x pozadovanych
vystupnych aktivit yrq. Proces je inicializovany vypoctom skrytych a vystupnych aktivit pomocou
procedury activities. Prahové a vahové koeficienty su vstupnymi parametrami procedury. Vypocitany
gradient je vystupnym parametrom procedury.
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Parcialne derivacie ucelovej funkcie (5.21), ktora je definovana nad celou tréningovou
mnozinou, st uréené vztahom (5.41), t.j. celkovy gradient sa rovna sume gradientov pre
jednotlivé elementy tréningovej mnoziny. Pascalovsky pseudokod vypoctu celkového
gradientu ucelovej funkcie je znazorneny na obr. 5.27.

procedure gradient total (input :0,V,9¥,W,A
output:
grad total ©,, grad total w,
grad _total O,grad total v);

.
train/

begin for i:=1 to m do grad total ¥U[i]:=0;
for i:=1 to m do
for j:=1 to p do grad total wl[i,j]:=0;
for i:=1 to p do grad total O[i] :=0;
for i:=1 to p do
for j:=1 to n do grad total vI[i,j]:=0;

for each pair x/y,, of A do

begin gradient (©,V,%,W,x,y i
grad_¥,grad_w,grad ©,grad v) ;
for i:=1 to m do
grad_total U[i] :=grad total ¥I[i]+grad OI[i];
for i:=1 to m do
for j:=1 to p do
grad total wl(i,j]:=grad total wli,j]
+grad wli,jl;
for i:=1 to p do
grad _total O[i] :=grad total ©I[i]
+grad O[i];
for i:=1 to p do
for j:=1 to n do
grad_total vI[i,j]l:=grad total vI[i,j]
+grad vI[i,jl;
end;
end;

Obrazok 5.27. Vypocet celkového gradientu ucelovej funkcie pre celu tréningovii mnozinu. Algoritmus je
inicializovany vynulovanim jednotlivych zloziek celkového gradientu. Vlastny vypocet je vnoreny do
vonkajsicho for-cyklu, ktory sa opakuje pre vietky pary x/yreq tréningovej mnoziny Ayain.

Na zaver nasich tivah o algoritmizacii neurénovych sieti s doprednym Sirenim,
pristupime k ich adaptacnej faze, ktora spociva v iteracnej uprave prahovych a vahovych
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koeficientov tak, aby ucelova funkcia (5.21) bola minimalna (prahové a vdhové koeficienty
st urCené ako rieSenie minimalizacného problému (5.42)). Gradientova minimaliza¢na
metdda najprudsicho spadu je vyjadrena vztahmi (5.43), ich jednoduchou modifikaciou pre
neuronovu siet’ s troma vrstvami dostaneme tieto vztahy

Wf.-k”) = WE.k) - 7»£ + uAWE.k)
j ow; j
£ (5.69)
oY = 9l 0 2= 4 Aot
pre i=1,2,...m aj=1,2,....p
(k1) _ (k) _, OE (K)
Vi =V - xa—‘/ij+ HAV;
o (5.70)
e =0l 1= +purel
00;

pre i=1,2,....p aj=1,2,...,n, index k popisuje iteracny krok. Symboly A st uréené ako rozdiel

koeficientov z predchddzajucich dvoch krokov, tak napr. AR = w0 kD,

ij ij ij
Adaptacny proces je inicializovany nahodne generovanymi prahovymi a vahovymi
koeficientmi, napr. z intervalu (—1,1). Ako je obvyklé v gradientovych optimalizacnych
metddach, adaptacny proces je ukonceny, ked’ hodnota celkového gradientu je mensSia ako
predpisané malé kladné ¢islo €, |grad E\ |<€. Ina alternativa ukoncenia adaptacného procesu
je, ked pocet iteracii k dosiahne predpisany pocet k.x. Pacalovsky pseudokod adaptacného
procesu je znazorneny na obr. 5.28.

Principidlnu doélezitost v adaptatnom procese neuronovej siete hra rychlost’ ucenia
(parameter A). Tento parameter sa obvykle polozi rovny malému kladnému &islu, napr.
A=0,1). V mnohych pripadoch je vhodné tento parameter dynamicky menit’ v zavislosti na
rychlosti adaptacie neurénovej siete. V pripade, Zze hodnota uéelovej funkcie sa zvacsi,
potom je potrebné parameter zmensit', napr. A«<A/10. V opanom pripade, ak sa Gcelova
funkcia monotonne zmenSuje, je vhodné zvadsit parameter A, napr. A<2A. Tymto
jednoduchym spésobom mame zabezpecenu priblizne optimalnu hodnotu rychlosti ucenia

A.
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procedure adaptation(input :A__ _,k_,€,A,U;
output:0,V,9,W) ;

begin for i:=1 to m do
begin U[i] :=2*random-1; A¥[i] :=0 end;
for i:=1 to m do
for j:=1 to p do
begin w[i,j]:=2*random-1; Aw[i,j]:=0 end;
for i:=1 to p do
begin O[i] :=2*random-1; A®[i] :=0 end;
for i:=1 to p do
for j:=1 to n do
begin v[i,j]:=2*random-1; Av[i,j]:=0 end;
k:=0; length grad E=e;
while (k<k _ ) and (length grad E>g) do
begin gradient total(®,V,9%,W,A__ ;

grad_total U,grad total w,
grad_total ©,grad total v);
for i:=1 to m do
begin A:=-A*grad total O[i]+u*A0[i];
V[i] :=0[11+A; AO[i] :=A

max /

end;

for i:=1 to m do

for j:=1 to p do

begin A:=-A*grad total wl(i,jl+u*Awl[i,jl;
wli,jl:=wli,j1+A; Aw[i,]]:=A

end;

for i:=1 to p do

begin A:=-A*grad total O[i]+u*AOI[i];
O[i] :=0[1i]1+A; AO[i]:=A

end;

for i:=1 to p do

for j:=1 to n do

begin A:=-A*grad total vI[i,jl+u*AvI[i,jl;
vii,jl:=vIi,j1+A; AvI[i,j]:=A

end;

length grad E:=|grad_total ¥|+|grad total w|+

|grad _total ©|+|grad total v|;
end;
end;

Obrazok 5.28. Algoritmizacia adaptacného procesu neurénovej siete. Procedura je inicializovana
vynulovanim momentovych A-¢lenov a ndhodnou generaciou prahovych a vahovych koeficientov z intervalu
(- 1,1) (premenna random je generator ndhodnych &isel s rovnomernou distribliciou z intervalu (0,1)).
Vonkajsi while-cyklus sa opakuje tak dlho, az bud’ pocet iteracii k je vi¢si ako predpisany pocet Kmax alebo
norma (dizka) gradientu length _grad E je mensia ako pozadovana presnost €. Premenné A resp. W
oznacuju rychlost’ u¢enia (malé kladné ¢&islo, napr. A=0,1) resp. momentovy ¢&len (obvykle p=0,5-0,7).
Vystupné parametre procedury su prahové a vahové koeficienty adaptovanej neurénovej siete.
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6. Rekurentné neuronové siete

6.1 Preco rekurentné siete?

V kapitole 5 venovanej viacvrstvovym neurénovych sietam a metédam ich trénovania sme
videli, Ze tieto siete st za urcitych podmienok schopné naucit’ sa asociovat’ vstupné vektory
s pozadovanymi vystupnymi vektormi. Zvycajne pozadujeme, aby siet’ nefungovala len ako
akasi “look-up table” (kde su dvojice vstup - pozadovany vystup “natvrdo” memorované),
ale aby “inteligentne” reagovala aj na vstupy, ktor¢ jej pri trénovani neboli ukdzané. Inymi
slovami, boli by sme radi, ak by siet’ spravne “zovSeobecnila” trénovacie priklady.
Rigordéznym tivahdm o narocnosti trénovania, zovSeobecnovacim vlastnostiam sieti, kvalite
trénovacej mnoziny (kol'ko trénovacich prikladov, aka je distriblcia trénovacich vzoriek,
atd’.) sa venuje disciplina nazvana feoria ucenia (angl. learning theory [1]). Rozsah tejto
prace neumoziuje podrobnejSie poznamky o tejto discipline. Obmedzime sa len na
konstatovanie, ze viacvrstvova neurénova siet’ zovSeobecni trénovacie vzorky tak, ze nimi
prelozi nadplochu (pri linedrnych sietach nadrovinu), ktora je ¢o najmenej “zvinend” (pozri
obr. 5.21).

Téato poziadavka intuitivne reprezentuje staré pravidlo modelovania dat (tzv. Occam’s
Razor [2-3]), podla ktorého by model nemal demonstrovat “Struktary”, ktoré nie su
obsiahnuté v datach. Ak by napriklad trénovacia mnozina pozostidvala z dvojic (vstup,
pozadovany vystup) leziacich na nejakej nadrovine I, intuitivne ocakavame, Ze tam budu
lezat' aj dosial’ nevidené asociacné dvojice (vstup, vystup). Linearna siet realizujica
zobrazenia vstupov na vystupy tak, ze dvojice (vstup, vystup) lezia na I'l, zrejme nevnasa do
modelovania tie Struktary, ktoré nemozno vystopovat’ v trénovacich datach. Aj nelinearna
viacvrstvova siet’ zobrazujuca vstupy na vystupy, pricom dvojice (vstup, vystup) lezia na
nadploche ¥, ktora je “mierne zvlnenou” verziou nadroviny I1, bude zrejme vyhovujuca.
Naproti tomu, ak by nelinearna viacvrstvova siet’ presne prelozila trénovacimi vzormi
nadplochu @, ktord by bola vysoko nelinearna (velmi “zvilnend”), tazko by sme mohli
uverit, ze odpovede siete na vstupy neobsiahnuté v trénovacej mnozine budi mat’ nieco
spolo¢né s tendenciou dat lezat' na nadrovine Il. Vol'ne mozno povedat, ze takyto model
vidi v datach viac $truktir, nez v nich v skutoénosti je - fenomén znamy pod menom
premodelovanie dat (angl. overfitting, overlearning). V literatiire su rozpracované metody
umoziujuce, aspoii do urcitej miery, vyhnat’ sa nastraham premodelovania dat. Pripadnych
zaujemcov odkazujeme na knihu [4].

Existuju vsak typy uloh, kde nelinearne viacvrstvové siete zlyhavaji, no nie v dosledku
nedostatku optimalnych trénovacich procedir (pri nelinearnych sietach dosiahneme len
lokdlne minimum na chybovom povrchu nad priestorom synaptickych vah), ¢i
premodelovania dat. Inymi slovami, nelinearne viacvrstvové siete by na tomto type tiloh
zlyhavali, aj keby sme dokazali spomenuté problémy spolahlivo vyriesit. Pri¢ina tkvie v
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samotnej podstate ulohy, ako je to napriklad pri ulohach, kde sa popri priestorovych
Struktrach objavuju este aj casové struktury. Uvedieme si jednoduchy ilustracny priklad.

6.1.1 Priklad casovej Struktury v datach

Viacvrstvova siet’ je schopna “naucit’ sa” trénovaciu mnozinu pozostavajucu napriklad z
parov (vstup, pozadovany vystup)

A—0, B—B, C—y, D—ao

kde 4,B,C,D st vektory zo vstupného priestoru R" a 0,8,y st vektory z vystupného priestoru
R". Siet bude realizovat zobrazenie G: R"— RY tak, ze G(4)=a, G(B)=B, G(C)=y a
G(D)=o.

Trénovacie pary definuju urdit “priestorovi” §truktaru na priestore R x RY parov
(vstup, vystup) a tato Struktra moéze byt vystihnutd natrénovanou sietou ako sme si
spomenuli v tvode kapitoly. Predstavme si vSak, Ze trénovacia mnozina by mala nasledujuci
tvar

A—a, B—B, B—o, B—Y, C—a, C—y,D—o

Vidime, ze k jednému vstupu mézeme mat’ viacero vystupov, v zavislosti od casového
kontextu tej-ktorej asocidcie. Inymi slovami, o vystupe siete by nemal rozhodovat’ len vstup
siete, ale aj informacia o doterajsej historii predkladanych vzoriek. Viacvrstvova siet’ by
mala byt rozsirend o moznost reprezentovat Casovy kontext, aby tak mohla na zaklade
predlozeného vstupu lepsie rozhodnut’ o vystupe. Architektonicky najjednoduchsie rieSenie
ponuka tzv. neuronova siet' s casovym posunom (angl. Time Delay Neural Network, TDNN)
(obr. 6.1).

TDNN v podstate poskytuje viacvrstvovej sieti “okno do minulosti” - okrem
momentalneho vstupu (v Case t) “vidi” siet’ eSte aj vstupy z minulych D krokov (v ¢asoch #-
1, -2, ..., t-D). Takuto siet’ je mozné trénovat’ klasickou procedurou spétného Sirenia (angl.
Back Propagation, BP, pozri kapitolu 5), pricom je dolezité zachovat poradie trénovacich
vzoriek v trénovacej mnozine.
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Obrazok 6.1. Architektira TDNN. Okrem aktualneho prvku
Casovej postupnosti vstupov (v Case t), si viacvrstvovej sieti
prezentované aj vstupy z predoslych D krokov diskrétneho ¢asu.
Bloky Z'! sti oneskorovacie prvky.

Ak mame Stastie, aj takéto jednoduché rozsirenie viacvrstvovej architektury moze
priniest’ uspech a siet’ typu TDNN je schopnd popri priestorovej Strukture postihniit’ aj
Casovu Struktiru skryti v trénovacich datach. Vyhodou architektiry TDNN je pomerna
jednoduchost’ a moznost’ trénovania klasickou procedirou BP vhodnou pre zvycajné
viacvrstvové siete. Nevyhodou tejto architektiry je, ze spdsob reprezenticie Casového
kontextu nemusi byt’ dostatocne silny na zvladnutie casovej Struktury trénovacich dat. Treba
podotknit, ze aj v pripade, ked TDNN je schopnd reprezentovat casovo-priestorovi
Struktaru dat, nie je jednoduché len na zéklade trénovacej mnoziny spravne odhadnut’ dizku
D “okna do minulosti” (viac podrobnosti najde pripadny zaujemca v [5-6]). Napriek tomu
architektira TDNN naSla uplatnenie v mnohych oblastiach pracujucich s cCasovo-
priestorovymi Struktirami, napriklad v robotike, rozpoznavani reci, atd’. [7-10].

Pokusme sa teraz odpovedat’ na otazku, kedy je architektira TDNN apriori nevhodné na
reprezentaciu Casovo-priestorovej Struktury trénovacich dat. Pre jednoduchost’ si
predstavme, ze mame len kone¢ni mnozinu moznych vstupnych vektorov (napriklad
A,BeR") a konetni mnozinu vystupnych vektorov (napriklad o,BeR"). Potom modzeme
vstupy aj vystupy reprezentovat symbolmi z nejakej konecnej abecedy. Predpoklad
architektiry TDNN, Ze na tivahu o moZnom vystupe v case ¢ ndm postaci informacia o
terajSom vstupe a D predoslych vstupoch je analogicky predpokladu stacionarneho
markovovského procesu radu D+1, kde pravdepodobnost’ symbolu v retazci zavisi len od
D+1 jeho bezprostrednych predchodcov.

Predstavme si vSak, Ze proces reprezentovany trénovacou mnozinou

A—a, A—o, B—B, B—B, B—a, AR, A—=B, A—p
je popisany Mealyho automatom [11,12} na obr. 6.2.
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Obrazok 6.2. Mealyho automat popisujuci asocia¢nu ulohu s ¢asovym kontextom. V zavislosti
od momentalneho stavu st k vstupom 4, B jednoznacne urcené ich asociacné vystupy.

Spracovanie vstupného slova automatom sa zadina v stave 1 oznadenom $ipkou START.
Po prichode vstupného symbolu Ve {4,B} sa presunieme do nového stavu z mnoziny stavov
{1,2,3} pozdiz sipky prislichajiicej vstupnému symbolu V, pri¢om so symbolom ¥
asociujeme vystup We {o,p} podla pravidla V|W. Teda po prichode symbolu 4 sa z
pociato¢ného stavu 1 dostdvame sluckou spat’ do stavu 1 a asociovanym vystupom je o. To
sa zopakuje aj po opdtovnom prichode vstupu A. AvSak vstup B nas prenesie do stavu 2 a
prislu$ny asociovany vystup je 3, atd'...

Stavy automatu koéduju historiu vstupnych vektorov, aby sme mohli vzdy bez vahania
odpovedat’ na otdzku, ¢o bude asociovany vystup k danému vstupu pri danej historii
predkladanych vstupov. Vidime, ze takato stavova reprezentacia casového kontextu
predkladanych vzoriek méze byt omnoho tispornejSia ako reprezentacia ¢asového kontextu
pomocou “okna do minulosti” a niekedy aj nevyhnutnd. MoZe sa totiz stat, ze by sme
potrebovali potencidlne neobmedzene dlhé okno do minulosti. Ak by sme boli v stave 1
automatu na obr. 6.2, méze prist’ l'ubovol'ny pocet vstupov A4 a asociovany vystup je o. To
isté patri aj o stave 3. Podstatny rozdiel je vSak vo vystupe asociovanom so vstupom B. Ten
je B, v pripade stavu 1 a o v pripade stavu 3. Nie je mozné zvolit’ Ziadne kone¢né D, aby za
kazdych okolnosti bolo mozné na zaklade minulych vstupov rozhodnit' o vystupe
asociovanom k vstupu B. Zrejme pre dobré zovSeobecnenie trénovacej mnoziny
reprezentujucej cCasovo-priestorovi Struktru popisani automatom na obr. 6.2 bude
architekttira TDNN nevyhovujtca.

6.1.2 Predbezny priklad rekurentnej neuronovej siete

Inspirovani predchddzajucimi tivahami uved’'me architektiru neurénovej siete (obr. 6.3)
zloZenej z dvoch viacvrstvovych sieti, a to

e asociacnej siete - realizujucej asociaciu vystupu s danym vstupom na zaklade
“vnutornej paméti” siete a
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e stavovej siete - realizujicej kodovanie doterajsej historie vstupov predlozenych
sieti.

Architektiira bola navrhnutd v [13]. Obe viacvrstvové siete zdiel’ajii spoloénu vstupnii
vrstvu, ktord sa sklada zo vstupnych neurénov zabezpecujucich prekopirovanie vstupného
vektora [ = (/1(0, /g),..., /f,t),.... l%)) v Gase ¢ do siete a zo “stavovych” neurénov, ktorych
aktivicie v Case ¢ tvoria stav sicte S =(8{",8{",....§",...,8") Kkodujuci histériu

predkladanych vstupov ) 1< t. Asociatna siet’ ma tri vrstvy, okrem vstupnej vrstvy, eSte

skryta vrstvu neurénov druhého radu, ktorych aktivacie v Case ¢ st pocitané nasledovne (j je
index neurénov v skrytej vrstve)

HY =g Q;,sI (6.1)
I,n
kde g je obvykla sigmoidalna aktiva¢na funkcia
1
g(u)= T et (6.2)

Vystupna vrstva neuréonov prvého poriadku reprezentuje vystup siete, ktorym su v case ¢
aktivacie (m je index vystupného neur6énu)

ol = g[Z V, HY (6.3)
k

Stavova siet’ sa sklada len z dvoch vrstiev. Ulohou druhej vrstvy je vypoditat’ reprezentacie
nového casového kontextu (ktory sa bude povazovat’ za stav siete v case #+1), ktory vznikol
prichodom vstupu I

S =g > W, S 1 (6.4)
I,n

Ak st vstupné vektory I z R, vystupné vektory o z RY, stav sicte je kédovany L
rozmernym vektorom z R" (mame L stavovych neurénov) a siet ma K neurénov v skrytej
vrstve, potom v architekture siete je LN véh Wi, KLN vah Q;;, a MK vah V,,. V Case t sa
na zaklade vstupu I a stavu $“ vypocita stav siete v &ase #+1, ktory sa prekopiruje do
Casti vstupnej vrstvy v nasledujiicom kroku diskrétneho casu.

Zrejme takato architektura siete je schopna reprezentovat’ Casovo-priestorové Struktiry
podobné §truktire zobrazenej ako automat na obr. 6.2. Asociacnu viacvrstvovu siet sme
totiz rozsirili o vautorni pamdt. Navyse, vo vrstve stavovych neurénov si siet’ moze utvorit’
vlastnu stavovi reprezentaciu ¢asového kontextu predkladanych vstupov.
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Namieste je vSak otazka, ako ulit’ takyto typ siete, teda ako na zéklade trénovacej
mnoziny ¢asovo usporiadanych asociacnych dvojic (vstup, vystup) vyprodukovat’ vahy W,
0, V, ktoré zabezpecia “spravnu” funkciu siete (zodpovedajucu trénovacej mnozine). Treba
si uvedomit, ze k dispozicii mame len dvojice (vstup, vystup) a preto aj stavové neurony

mozno povazovat za skryté. Z tohoto pohladu mame v architektire dva typy skrytych
neurénov:

’ ’ 1
e rekurentné - vo vrstvach S, SV,
e nerekurentné - vo vrstve H”.

o
jednotkové
V oneskorenie
H (t S (t+1)

9 m
| 0) S(t)

T |

Obrazok 6.3. Architektura rekurentnej siete navrhnutd na ucenie

asociacnych problémov s Casovou S$truktirou popisatelnou Mealyho
automatom.
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V Case ¢ je na vstupe vektor [0 = (I1(t), /;”,..., lf\;)) a vystup siete je vektor O aktivacii

vystupnych neurénov O(t) =(Q(t),0§t),...,0ﬁf,)). Pokusme sa zareagovat' na vzniknut

disproporciu medzi skutoénym vystupom siete 0 a Zelanym vystupom D zmenou vah,
ktora by ju zmiernila. InSpirovani myslienkou procediry BP z viacvrstvovych sieti
definujeme chybovy funkcional (ac¢elovu funkciu, pozri formulu (5.2a))

1 t t
13 (00 02)

m

2

a upravme vahy V, O, W proporcionalne k inverznym gradientom

oE
AV, =— 6.5
mk o 3mG ( )
oE
AQ;, =—a (6.6)
jin aojln
oE
AW, =— 6.7
iln o BW,-,,, ( )

kde o je “mala” kladna konStanta nazyvana rychlost ucenia (angl. learning rate).

Pre podrobnejsi vypocet parcidlnych derivacii uvedenych v (6.5), (6.6) a (6.7) je vhodné
prekreslit’ obr. 6.3 na siet rozvinutu v case (konkrétne v casoch ¢, t+1) (obr. 6.4). Postupom
analogickym postupu pri odvodeni klasického algoritmu BP (pozri kapitolu 5) dostavame
parcialne derivacie chybového funkcionalu E podla vah a QO

v =0 ~0)aro(0R ) ©8)
JE ,
ao[0d) (O’ =D )g'(e(On)) (69)
OE 00 (o 4O JE
o S oo H' ))zm“ Vm’—aq)(dn?) (6.10)

kde g’ je derivacia funkcie g, g’(u)= g(u)(1- g(u)) a ¢ je inverzna funkcia k funkcii g.
Konkrétne q)(O(,,?) = Zkaka(t) a (Hﬁ-t)) = z/’nQ/- ,,,850 IV Inverzna funkcia ¢

odpoveda tzv. postsynaptickému potencialu neurénu (pozri kapitolu 1).
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[ S(1-1)

Obrazok 6.4. Rekurentna siet’ z obr. 6.3 ¢asovo rozvinuta v
dvoch okamihoch ¢, #+1 diskrétneho Casu.

Vypodet parcidlnych derivacii dE/OW;,, je troska zlozitejsi. V Case r-1 vaha W,

priamo ovplyviiyje iba aktivaciu S,- i-teho stavového neurénu v buducom kroku (v case t)

ateda
(1)
oE _ aEt aS; ©.11)
al/V/'In an ) al/V/'In
Chyba E zavisi od stavu S,(t) prostrednictvom vah V,Q asociaénej siete, a preto
oE 2 oE 2 , (1) (1)
Vo0 (0( H)) D Qi (6.12)
ant) m aq)(o(n?) k ( ( )) n

t . . , N e .
Stav SS) r-tého stavového neurénu v Case ¢ zavisi priamo od vahy W, len ak i=r, no je

dolezité si uvedomit’, ze nepriamo zavisi aj od vSetkych ostatnych vah W;_, ked’ze

iln»
_g[z abSH t1J

a stavy SE)H) zavisia len od vah W (a, pravda, vstupu [("?)). Dostavame teda
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08} ’ 1) (11 _p a8
L= g'(o(s)) 8,80 H;melif >a;,7 (6.13)

kde &, je Kroneckerovo delta: 6,=1prer=19,=0, prer=i. Pomocou
rekurentného vztahu (6.13) je mozné v kazdom kroku trénovania nanovo prepocitat’
potrebné parcialne derivacie 8850 /BW, n - Tieto sa pouziji v d’alSom kroku pre novy
vypocet parcidlnych derivacii podl'a vztahu (6.13). Na zaciatku trénovania je vhodné zvolit
BS(,O)/BW,-,,, nulové.

6.1.3 Priklad trénovania rekurentnej neuronovej siete

V tejto stati si kratko popiSeme proces trénovania rekurentnej siete na vzorkach
generovanych Mealyho automatom. Pre ilustraciu procesu ucenia rekurentnej siete
uvazujme automat na obr. 6.5 [13].

Sieti budeme predkladat’ dvojice (vstupné slovo, odozva na vstupné slovo), ktoré
reprezentuju na§ automat. Zacneme s krat$imi slovami a postupne pokrocime k dlh§im
slovam, napriklad

acccb—00001, caaab—10101, bbbbbb—121000, atd’.

Dolezité je reprezentovat v trénovacej mnozine vsetky aspekty automatu, teda aj to, Ze
spracovanie kazdého vstupného slova sa za¢ina v inicidlnom stave 1. Jedna z moznosti je
zavedenie zvlaStneho vstupného aj vystupného symbolu, ktoré by signalizovali “reset”.
Teda z kazdého stavu automatu by prichod symbolu “!” znamenal prechod do stavu 1 s
prislusnym asociovanym vystupom “x”. Trénovacia mnozina by potom vyzerala nasledovne

al2

Obrazok 6.5. Mealyho automat pouzity na generovanie trénovacej mnoziny
pre rekurentnu siet’ na obr. 6.3.
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acceb!'—00001x, caaab!—10101x, bbbbbb!'—121000x, atd’.
alebo
accceb!caaab'bbbbbb!... —00001x10101x121000x...

¢o je v prepise do Casovo usporiadanej trénovacej mnoziny (vstup, vystup)

a—0, ¢c—0, c—0, c—0, b—1, !>x, c—1, a—0, a—>1, a—0, b—1, 1—>x, atd’.

Méme teda Styri vstupné symboly a,b,c,”!” a Styri vystupné symboly 0,1,2,”x”.
Reprezentujme ich bindrne v tzv. “one-hot” kédovani - 4-dimenziondlne koédy s prave
jednou 1 a troma 0, pricom pozicia 1 kdéduje prislusny symbol. Mozné kdédovanie je
uvedené v nasledujucej tabul’ke 6.1:

Tabulka 6.1

vstupny vystupny kod
symbol symbol
a 0 1000
b 1 0100
c 2 0010
! X 0001

Zrejme potrebujeme 4 vstupné (N=4) a 4 vystupné (M=4) neurdény. Pre nd$ experiment
pouzijeme 4 rekurentné stavové neurdny (L=4) a 4 skryté nerekurentné neurony (K=4).
Trénovaciu mnozinu sme vygenerovali tak, Zze k 600 ndhodne vybratym vstupnym slovam
nad abecedou {a,b,c} sme pomocou automatu na obr. 6.5 urcili prislichajice vystupné
slova nad abecedou {0,1,2}. Na koniec kazdého trénovacieho vstupného slova sme vlozili
“resetovaci‘ symbol “!”” a na koniec odpovedajuceho vystupného slova bol vlozeny symbol
“x”. Dizka slov sa pohybovala od 3 do 12 a réastla od najkratsich k najdlhim. Na zaiatku
trénovania boli nahodne vygenerované vahy V,O.W z intervalu
[-0.5, 0.5] podla rovnomerného rozdelenia pravdepodobnosti. Pocas ucenia sa z trénovacej
mnoziny postupne berie vstup za vstupom a ich asociované vystupy, priCom po prezentacii
kazdého vstupu sa prislusne upravia vahy. Trénovaci proces sa ukoncil po 18 epochach
(jedna epocha spociva v postupnom prejdeni vsetkych asociacnych dvojic v trénovacej
mnozine) s trénovacou chybou 0,075. Naucenda siet bola testovand na nahodne
vygenerovanych vstupnych slovach omnoho viésej dizky ako 12 (¢o bola maximalna dizka
trénovacich slov). Odpovede na vSetky testovacie (vstupné) slova, t.j. k nim prislachajice
vystupné slova generované sietou, zodpovedali automatu na obr. 6.5. Pred predlozenim
kazdého testovacieho vstupného slova bola siet’ “resetovana” pomocou vstupu “!”.

Ako zaujimavost’ spomenieme, ze v tomto pripade bolo mozné “porozumiet™ vnutornej
reprezentacii problému (implicitne uréeného trénovacou mnozinou) v naucenej rekurentnej
sieti. Experimentalne sa totiz ukézalo, ze stavy siete
(4-rozmerné vektory aktivacii stavovych neurdénov) nepokryvaju stavovy priestor (0,1)*
rovnomerne, ale su koncentrované v dobre detekovatel'nych zhlukoch. Navyse, tieto zhluky
zodpovedaju stavom automatu, na zaklade ktorého bola vygenerovana trénovacia mnozina.
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Takymto spdsobom mozno z naucenej siete “vytiahnut™ automat, ktory vyhovuje trénovacej
mnoZzine a navyse ju aj zovseobecnuje.

6.2 Rekurentné siete a ich trénovanie

6.2.1 Modely rekurentnych sieti

V predoslej podkapitole sme si na priklade intuitivne vymedzili pojem rekurentnej siete a
ukazali sme si pristup k jej uceniu. Vo vSeobecnosti mozno za rekurentnu siet’ povazovat’
akukol'vek neurdnovu siet, v ktorej istd podmnozina neurdénov (rekurentné neurony) je
schopna uchovat informaciu o svojich aktivaciach v predoslych ¢asoch pre vypocet
aktivacii neurénov v Case t+1. “Odpamédtané” hodnoty sa objavia v Case ¢+1 ako aktivacie
tzv. kontextovych neuronov. Napriklad v architekture rekurentnej sicte z predoslej
podkapitoly st rekurentné neurdny vo vystupnej vrstve stavovej siete a kontextové neurony
tvoria Cast’ vstupnej vrstvy asociacnej aj stavovej siete, kde sa v Case #+1 objavia aktivacie
rekurentnych neurénov z kroku z. Povedali sme si, Ze takymto spdsobom rozsirujeme
neurénovu siet’ o vautornu pamdt.

Historicky vzniklo niekol’ko modelov rekurentnych sieti, ktoré mozno povaZovat za
viacvrstvové siete obohatené o rekurentné neurdny. Na obr. 6.6 a-c uvadzame tri modely
tohoto typu, ktoré mozno najst v literatiire. Vrstvy neurénov si zobrazované obdiznikmi.
Podobne ako v tradicnych viacvrstvovych sietach, v ramci jednej vrstvy nie su neurdny
navzajom prepojené a prepojenia existuju len medzi neurénmi susednych vrstiev. Hrubé
Sipky reprezentujui prepojenia z kazdého neurénu spodnej vrstvy do kazdého neur6nu
hornej vrstvy. Tieto prepojenia maju vahy, ktoré st modifikovatelné (pocas trénovacieho
procesu). Jednoduché Sipky predstavuju rekurentné prepojenia medzi zodpovedajicimi
neuronmi vychodzej a cielovej vrstvy. Prepojenia maji vahu 1, ktora je nemenna a existuju
len medzi i-tym neurénom vychodzej a i-tym neurénom cielovej vrstvy. Na tychto
prepojeniach st oneskorovacie c¢leny, ktorych doba oneskorenia zodpoveda jednotke
diskrétneho casu. Funkcia rekurentnych prepojeni spociva v odpamétani aktivacii
rekurentnych neurénov a ich zavedeni do kontextovych neurénov.

Architektiru na obr. 6.6a navrhol Elman [14]. Kontextova vrstva obsahuje kopie
aktivacii skrytych neurénov z predoslého kroku. Autorom siete uvedenej na obr. 6.6b je
Jordan [15]. Obr. 6.6¢c predstavuje kombinaciu modelov na obr. 6.6a-b. Ako navrhuje
Bengio [16], je mozné mat zvlastnu kontextovil vrstvu pre rozne vrstvy pdvodnej
viacvrstvovej siete, ako je tomu pri architekture na obr. 6.6c.

Dalsim variantom odpamitavania aktivacii rekurentnych neurénov v kontextovej vrstve
je postupné “nabalovanie” hodndt aktivacii v minulych krokoch diskrétneho ¢asu, s prvkom

“zabudania” davnejsich aktivacii. Nech S,(-) je aktivacia i-teho rekurentného neurénu v

N t o , . <
Case ta K( ) aktivacia i-teho kontextového neuronu v ¢ase t. Potom

]
K = oklD 4+ 810 (6.14)
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3

O<a<1 je konStanta reprezentujuca
dostavame

‘rychlost zabudania”. Iterovanim (6.14) totiz

t
K =80+ oS + a2 P+ = Y at TSt (6.15)
=0

Pre koeficient o blizky 1 koduju kontextové aktivacie casovy kontext aktivacii
odpovedajucich rekurentnych neurénov v Sirokom ¢asovom rozpéti, avSak zaroven stracame
detailnti informaciu o poslednych aktivaciach rekurentnych neurénov. Naproti tomu, pri
hodnotach koeficienta o blizkych 0 kodujeme vyvoj aktivacii rekurentnych neurénov len v
bezprostrednej minulosti, avSak s va¢$im dérazom na detailntl informéciu o ich hodnotach.

Takyto typ “odpamitavania” aktivacii rekurentnych neurénov budeme oznacovat
¢iarkovanym prepojenim medzi rekurentnou a kontextovou vrstvou. Architektaru na obr.
6.7a navrhol Jordan [15]. Ide o rozsirenie siete z obr. 6.6b. i-ty kontextovy neurdén uchovava
informaciu o svojich aktivaciach v minulych krokoch a o aktivacii i-teho vystupného
neuronu v predoslom kroku.

Model na obr. 6.7b pochadza od Stornetta a spol. [17]. Ide vlastne o klasicki
viacvrstvova siet, ktorej vstupné neurdény koduju historiu predlozenych vstupov v
minulosti. Mozer [18] je autorom architektury na obr. 6.7c. Siet ma k dispozicii informaciu
o minulom vyvoji aktivacii neuronov v skrytej vrstve.

Je len pochopitel'né, ak si Citatel’ na tomto mieste polozi dve otazky:

1. Preco existuje tol’ko réznych variantov rekurentnych sieti?

2. Ako sformulovat’ pravidla pre ucenie takychto sieti ?
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jednotkové
oneskorenie

vystupna vrstva

skryta vrstva

vystupnd vrstva

skryta vrstva

jednotkové
oneskorenie

kontextova vrstva

kontextova vrstva vstupna vrstva ‘

vstupna vrstva ‘

a b

jednotkové
oneskorenie

vystupnd vrstva

skryta vrstva

jednotkové
oneskorenie

vstupna vrstva

kontextova vrstva kontextova vrstva

c

Obrazok 6.6. Architektury rekurentnych sieti, ktoré mozno povazovat za klasické viacvrstvové siete
obohatené o rekurentné neurdny. Aktivacie rekurentnych neurénov v kroku t sa objavia ako aktivacie
kontextovych neurénov v kroku #+1.

Odpoved’ na prvl otazku je viac-menej priamociara. Rézne typy uloh sa vyznacuju
réznym typom Casovo-priestorovej Struktury a rdzne sposoby kddovania casového kontextu
vyhovuju réznym casovym Struktiram v datach. Nemali tlohu hrd samozrejme aj otazka
pouzitelnosti trénovacicho procesu pri danom spdsobe kodovania ¢asového kontextu. V
zéasade sa neur6nové siete uplatituju pri troch typoch uloh:

1 Klasifikacné alebo asociacné ulohy, aké pozname uz z kapitoly o viacvrstvovych
siet’ach, avSak s casovym kontextom.

1I. Predikcné ulohy.
II1. Generativne ulohy.

Pri prvom type uloh ide, v pripade klasifikacie, o rozhodnutie ¢i prave ukoncena
postupnost’ vstupov patri, alebo nepatri do nejakej triedy, pripadne do ktorej z moznych
tried ju mozno zaradit. Sem mozno zaradit’ napriklad klasifikaciu postupnosti symbolov z
nejakej koneénej abecedy 4 (teda slov nad abecedou 4) na zaklade prislusnosti k danému
jazyku [19]. Priklad asociacnej ulohy s casovym kontextom bol uvedeny v minulej
podkapitole.
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jednotkové

oneskorenie , . . .
vystupna vrstva vystupna vrstva
N N
skryté vrstva skrytd vrstva
jednotkové
oneskorenie
- -~
7~ /
! . .
a\ kontextova vrstva vstupna vrstva (04} kontextova vrstva
N \ <~_
jednotkové

oneskorenie

B

vystupna vrstva
N
skryta vrstva
jednotkové
oneskorenie
/
(04 kontextova vrstva
\
N - fad
vstupna vrstva

c

Obrazok 6.7. Architektiry rekurentnych sieti s odpamatavanim aktivacii rekurentnych neurénov v §irSom
¢asovom rozmedzi s prvkom zabtdania.

V druhom type uloh sa pokusame najst’ casovi Struktiru v postupnosti dat, ktora by
umoznila na zaklade ur¢itého useku historie dat v ¢asoch mensich ako ¢ predpovedat’ data v
Case vacsom ako ¢.

Tretim typom uloh je komplikovanejsia verzia predikénych uloh. Tentoraz nejde len o
predikovanie hodnoty dat v niecktorom budiicom case. Na zaklade pozorovania uréitého
useku vyvoja dat je ilohou pokracovat’ v casovom rade dat zohl'adiujuc zakladnt tendenciu
dat skryta v dostupnom useku. Napriklad, ak by sme pozorovali usek dat

23123123123123123...

zrejmé pokracovanie by bolo

.. 123123123...
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V realnych ulohach vSak casova Struktira dat moze byt omnoho zlozitejSia nez prisna
periodicita Casového radu. V pripade zlozitejSich postupnosti je cielom modelovania
casovych radov vystihnutie zakladnych Statistickych ¢i dynamickych charakteristik
modelovanej casovej postupnosti, napriklad, invariantnej miery, metrickej entropie,
fraktalnej dimenzie atraktora, atd’. Samotné generovanie pokra¢ovania useku Casovej rady
sa moze realizovat’ napriklad nasledovnym spdsobom: Po predlozeni dostupného tuseku dat
(do casu f) siet’ vygeneruje predikciu moznej hodnoty dat v nasledujucom case #+1. Tato
predikcia sa priradi k pévodnému tiseku a na zaklade takto vytvoreného nového useku dat
vygenerujeme predikciu pre ¢as 42, atd’... Napriklad model siete zobrazeny na obr. 6.6a bol
uspesne pouzity pre klasifikaciu kratSich slov nad kone¢nou abecedou symbolov, ako aj na
generovanie kratkodobych pokrac¢ovani symbolickych postupnosti [14].

Model z obr. 6.7a bol pouzity Andersonom [20] na kategorizovanie hovorenych slabik
anglického jazyka. Siet trénovana na jednej skupine hlasov bola schopna spravne fungovat’
pri novych, vopred nepocutych hlasoch. Architektiira na obr. 6.7c sa lepsie hodi na problém
klasifikacie postupnosti ako pre generativne ulohy [4].

6.2.2 Trénovanie rekurentnych sieti

V predoslej podkapitole sme si na priklade ukazali ako zovSeobecnit’ trénovaciu proceduru
BP, povodne navrhnutt pre viacvrstvoveé siete, aby bola pouzitel'na aj pre viacvrstvové siete
obsahujice rekurentné neurdny. V tejto podkapitole sa budeme systematickejsie zaoberat’
problémom ucenia rekurentnych sieti. Spomenieme si dva najcastejSie pouzivané pristupy,
ktoré je mozné vystopovat v literatire. Oba s zaloZzené na myslienke minimalizacnej
metddy najprudSicho spadu (angl. steepest descent) do minima chybového funkcionalu £
pohybom proti smeru gradientu VE .

Ako pri algoritme BP, aj tu bude zakladnou tulohou najdenie analytickych vztahov
vyjadrujucich parcidlne derivacie chybového funkcionalu E podla jednotlivych
modifikovatel'nych vah siete. Kvoli jednoduchosti prezentacie budeme uvazovat’ rekurentnu
siet’ zlozenu z dvoch rekurentnych neurénov prvého radu. Pre ich aktivacie plati

2
S =g > w;S + 7 (i=12) (6.16)

J=1
kde 31(0 (resp. Sgt) ) je aktivacia prvého (resp. druhého) rekurentného neurdénu v Case ¢ a
I1( L (resp. Ig) ) je vonkajsi vstup (cez kanal vahy 1) do prvého (resp. druhého) rekurentného
neuronu v Case ¢, g méze byt napriklad znama sigmoidalna funkcia (6.2). Pripad, Ze aj

vonkajsie vstupy vchadzaju do rekurentnych neurénov cez kanaly s modifikovatelnymi
vahami by bol rieSeny analogicky, ale prezentacia by bola zbytocne zat'azena.

6.2.3 Spditné Sirenie v ¢ase
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Predstavme si, Ze na vstup (I(t), Iét)) privadzame konecné postupnosti (napriklad
koédovanych symbolov) a az na konci postupnosti (teda napriklad na konci slov nad nejakou
abecedou) mame k dispozicii uciaci signal, ktory vypoveda o charaktere prave predvedenej
postupnosti (napriklad, ¢i patri do nejakého jazyka, alebo nie). Treba si uvedomit’, Ze uciaci
signal nie je vo vSeobecnosti k dispozicii v kazdom kroku diskrétneho €asu (na rozdiel od
prikladu uvedenom v predoslej podkapitole). Musime teda pockat 7T krokov,
zodpovedajucich dizke vstupného retazca, aby sme ziskali informaciu o smere v korekcii
vah. Uvazujme, Ze prezentacia prvého vstupu zo vstupného retazca sa udiala v ¢ase =1 a
prezentacia posledného vstupu vstupného retazca sa udeje v ase T.

Je mozné si predstavit rekurentnu siet pracujucu v T krokoch ako jednoduchu
viacvrstvovu siet, ktord ma 2(7+1) neurénov. V sieti st kopie rekurentnych neurénov s
prislusnymi prepojeniami pre kazdy krok diskrétneho Casu, pricom vahy prepojeni sa v
¢asoch 1< t< T nemenia. Obr. 6.8 predstavuje rekurentnu siet’ rozvinuta v ¢ase 1< t<4
pri prezentéacii vstupnej postupnosti dizky 7=3.

Idea rozvinutia rekurentnej siete v ¢ase 1< £< T bola pévodne navrhnuta uz Minskym a
Papertom [21] a kombinovana s procedurou BP je uvedena v [22]. Opét’ zdorazitujeme, ze
vahy w; sl nezavislé od casu 1<t<T a v tomto intervale sa ich hodnotyy nemenia.
Chybovy signal, ktory sa objavi v ¢ase =4 (po skonceni vstupnej postupnosti dlzky T=3),
nechame spitne sa Sirit’ cez Casovo rozvinutu siet’ (obr. 6.8) metdédou BP. Algoritmus
ucenia mézeme vyjadrit’ pomocou tychto dvoch krokov:

(0
ij

za nezavislé a Standardnym postupom spdtného chodu ziskame parcidlne derivacie
BE/angt) ,pre i,j=1,2ar=1,23.

2. Modifikacia vahy w; bude priamo umerna suc¢tu navrhnutych modifikacii v réznych

1. Pri potitani parcidlnych derivacii dE/dw;; povazujeme vahy wj’ v roznych ¢asoch t

-

krokoch diskrétneho Casu Aw; = —sz BE/ 0 Wf-jt) , kde €>0 je konStanta nazyvana
t=1

rychlost ucenia (angl. learning rate), podobne ako v klasickej procedure BP.

Takato procedura trénovania rekurentnych sieti zalozena na modifikacii tradicného pristupu
BP v Casovo rozvinutej sieti sa nazyva spitné Sirenie v Case (angl. Back Propagation
Through Time, BPTT) [25]. Nevyhodou procediry BPTT st velké pamédtové naroky v
pripade rozsiahlejsich sieti a dlhsich trénovacich postupnosti (vel'ké T). Aj ked BPTT sa
neujala ako Siroko pouzivana trénovacia metdoda, Rumelhart, Hinton a Williams [22] ju
uspesne pouzili pre ucenie rekurentnych sieti trénovanych imitovat’ spravanie sa posuvného
registra.
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Obrazok 6.8. Casovo rozvinuta siet s dvoma rekurentnymi
neurénmi v krokoch t=1,2,3 diskrétneho ¢asu.

6.2.4 Rekurentné ucenie v realnom case

Hlavna myslienka tohoto pristupu k trénovaniu rekurentnych sieti spo¢iva v uprave vah v
kazdom kroku diskrétneho Casu bez potreby cakania na ukoncenie vstupnej trénovacej
postupnosti. Tymto sa redukuje problém premenlivej dizky postupnosti. Nie je totiz
potrebné dopredu urdit maximalne pripustnti dizku trénovacej postupnosti a mizne aj
potreba alokovania pamiti proporcionalne k dizke postupnosti. Autormi tejto metody
znamej ako rekurentné ucenie v redlnom case (angl. Real Time Recurrent Learning, RTRL)
su Williams a Zipser [23].

Uvazujme opit’ jednoduchi neurénovu siet’ s dvoma neurénmi s dynamikou urcenou

vztahom (6.16). Na vstupe siete prezentujeme postupnost’ {(I1( ) ,Ig) )}:1 , a nech ocakavany
vystup siete po skonéeni postupnosti (v ¢ase T+1) je (O1 ,02) . Definujme chybové
funkcionaly
O -8 (pret=T+1)
EY = (6.17)
0 (pre 1<t<T)

pre k=1,2. Potom celkovy chybovy funkcional je

20 =%Z(E(kt))2 (6.18)

k=1
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Zmena Awj(1) vahy w; v €ase ¢ bude

9E(D)

BW,j

Aw(t) =—¢ (6.19)

kde € >0 je rychlost uéenia. Z (6.19) mame

2 (1)
3
Awy(h=e) E Sk

k=1 ow;;

a podobnou tivahou ako pri zavedeni vzt'ahu (6.13) (tentoraz mame neurény prvého radu)
dostavame

st ) e a8t
S =g'(0fS1")) 8,8 + 3 Wea (620)
Wij a=1 ij

Pripominame, ze podobne ako vo vztahu (6.13), ¢ je inverznd funkcia k funkcii ga o,

je Kroneckerovo delta. Cely postup je vhodné inicializovat’ postulovanim
289
d VV/ In

=0.

Analogicky prikladu z uvodnej podkapitoly aj tu vyuzivame vztah (6.20) pre postupné
prepocitavanie parcidlnych derivacii pre budice kroky. Williams a Zipser [23,24]
odporucaji mensie hodnoty rychlosti ucenia € . Pochopitelne, triky zname zo Standardnej
procediry BP pre urychlenie ucenia, ¢i zabranenie uviaznutiu vo velmi neziadiicom
lokdlnom minime mozno pouzit’ aj v procedire RTRL. Napriklad v [13] bol pouzity
momentovy ¢len pre zvySenie robustnosti antigradientového poklesu na chybovom povrchu
voci slabsim lokalnym minimam.

Metoda RTRL nasla zivni poédu medzi uzivateImi rekurentnych neurénovych sieti.
Uspesne bola pouzita pri problémoch inferencie kone¢ného akceptora regularneho jazyka
na zaklade pozitivnych prikladov slov patriacich do jazyka a negativnych prikladov slov
nepatriacich do daného regularneho jazyka [19]. Pouzili sme ju aj pre inferenciu Mealyho
automatu na zéaklade prikladov jeho ¢innosti [13,26] a bola pouzita aj v pripade inferencie
inych automatov rekurentnymi sietami [28,29].

6.3 Na zaver

Po uvodnej podkapitole, intuitivne navodivSej potrebu neurénovych sieti s vnutornou
pamidtou a naznaCujucej spdsob ucenia takychto sieti, sme si v podkapitole 6.2
metodickejsim sposobom predstavili niektoré zédkladné modely rekurentnych neurénovych
sieti a dva najbeznejsie pristupy k ich uceniu.

V poslednom c¢ase je zaujem o rekurentné neurénové siete obrovsky a s tym suvisi aj
explozia literatury venovanej takymto sietam [30]. Ur¢ity podiel na zaujme o rekurentné
siete ma aj existencia vysostne praktickych problémov realneho sveta vykazujucich casovo-
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priestorové $truktary. Ci uz je to v oblasti riadenia technologickych procesov, robotiky,
predikcie odberu elektrickej energie v rozvode generatora, predikcie vyvoja na aukénej
burze, atd’.

Iste, existuju mnohé iné (napriklad Statistické) metddy pre hl'adanie Struktiry v Casovej
postupnosti a naslednom vyuziti vystopovanej Struktiry, napriklad pre predikciu mozného
buduceho vyvoja postupnosti. V mnohych praktickych aplikaciach je tspesnost’
rekurentnych neurénovych sieti porovnatelna s Gspesnostou tradi¢ne pouzivanych metod.
Ako vo vsetkych oblastiach modelovania dat, aj tu treba zvolit' rozumny kompromis.
Neur6nové siete, napriklad, pracuji v testovacom (t.j. pracovnom) mode pomerne rychlo,
pretoze vécSina “modelovace]j prace” bola presunuta do trénovacej fazy. Na druhej strane,
rigorozita dosiahnutych vysledkov je pomerne malé. Pre dosial’ nevidenu vzorku siet’ sice
ponukne odpoved’, aviak bez informacie o miere doveryhodnosti v pontiknutu odpoved’. V
tomto ohlade st vystupy tradi¢nych Statistickych metod rigoroznejsie. Cas potrebny pre
ziskanie odpovede pre kazdu vzorku vSak moze byt podstatne vacsi ako pri neurénovych
sietach. V literatire sa daju najst pokusy spojit vyhody neurénového a tradine
Statistického pristupu k modelovaniu dat [3,31], avSak spravidla musia byt’ zaplatené vac¢Sou
pamétovou a casovou narocnost’ou.

Znacné usilie je venované aj skimaniu rekurentnych neurénovych sieti pomocou aparatu
teorie dynamickych systémov [32]. Rekurentné siete totiz mozno povazovat za dynamické
systémy. Parametrami zobrazenia stavového priestoru st vahy synaptickych prepojeni.
Kedze premenlivé vonkajSie vstupy sa v tej, ¢i onej miere podielaju na determinovani
stavového zobrazenia, rekurentnd siet predstavuje neautonomny dynamicky systém,
vySetrovanie ktorého je vel'mi obtiazne. Vic§ina prac je preto venovana rekurentnym
sietam v autonémnom rezime (vonkajsie vstupy povazujeme za konstantné).

Dvoma najhlavnejsimi pradmi v skumani rekurentnych sieti ako dynamickych systémov
st tieto oblasti:

1) Popis invariantnych atraktivnych mnozin v stavovom priestore siete. Invariantné
atraktivne mnoziny st délezitym faktorom pri determinovani asymptotického spravania
sa rekurentnej siete [33-36]. Zaujimavym vysledkom bol aj experimentalny a analyticky
dokaz existencie chaotického rezimu v rekurentnych sietach [37].

2) Interpretacia trénovacieho procesu ako postupnosti bifurkdcii veducej k indukcii
zelanej dynamiky siete. V priebehu trénovania menime vahy synaptickych prepojeni
(parametre dynamického systému), az pokial’ dynamické spravanie sa siete nezodpoveda
zelanému stavu. Objasnenie bifurkaéného mechanizmu vzniku napriklad novych
atraktivnych pevnych bodov [26,36], ¢i atraktivnych periodickych orbit [39] napomaha
pochopeniu trénovacicho procesu.

Viac-menej uspesné modelovanie chaotickych c¢asovych postupnosti rekurentnymi
neuronovymi sietami [41,42] je obmedzené na kratkodobé predpovede budiiceho mozného
vyvoja pokracovania danej postupnosti. Hlavnym problémom je obrovska citlivost
chaotickych trajektorii na malé zmeny v pociato¢nych podmienkach. Okrem toho, aj ked’
postupnost’ nie je chaoticka, ale len dostato¢ne zlozita, t.j. zahina korelacie medzi ¢asovo
znacne vzdialenymi prvkami postupnosti, ucenie rekurentnych sieti gradientovymi
metédami zlyhava. Casovo vzdialenejsie prvky postupnosti totiz majii omnoho mensi vplyv
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na vysledny gradient ako sucasné prvky postupnosti (ak je stav siete “blizko” nejakej
atraktivnej] mnoziny v stavovom priestore siete) [40]. Siet’ nie je schopna premietnut
potencialne doleziti informaciu o vztahu minulych vstupov k suéasnému vstupu do
primeranej Gpravy vah prepojeni, umoznujucej modelovanie takychto vztahov.

Ist¢é vychodisko pontika napriklad Schmidhuber [44]. Trénuje rekurentni siet’ na
povodnej postupnosti vstupov. Po dosiahnuti lokalneho minima chybového funkcionalu
testuje siet’ na pdvodnej postupnosti vstupov. Zaznamenava vstupy, pri ktorych sa siet’ v
odpovedi pomylila a v d’alSom kroku trénuje nova rekurentnu siet’ uz len na vstupoch, na
ktorych predosla siet’ zlyhala (spolu s tymito vstupmi predklada aj kodovanu informaciu o
Case a kontexte v ktorom sa objavili). Tento postup mozno rekurentne opakovat a
vybudovat’ hierarchick $trukturu rekurentnych sieti modelujiicu danu “zlozitd” vstupnu
postupnost’.

Na zaver uz len spomenieme, Ze analogicky k teorémam o 'ubovolne dobrej aproximacii
spojitych funkcii nad kompaktnou oblastou (napriklad v L, norme) viacvrstvovymi
neuronovymi sietami [38] mozno vyslovit tvrdenia o l'ubovolne presnej aproximacii
diskrétneho dynamického systému daného spojitym zobrazenim kompaktného stavového
priestoru rekurentnymi neurénovymi sietami. Ako sme uz videli aj v kapitole o
viacvrstvovych sietach, teoretickd schopnost’ systému modelovat’ uréité data nemusi mat
vela spolo¢ného s naSou schopnostou nastavit' parametre systému tak, aby dané data
skutocne dobre modeloval. Navyse, pokrytie stavového priestoru prvkami postupnosti pri
vel'mi zlozitych, “chaotickych” postupnostiach nemusi byt “rovnomerné” ako by sa Ziadalo
pre dobrti aproximaciu stavového zobrazenia, ale je dané invariantnou mierou prislusného
generujuceho zobrazenia. Dosledkom moéze byt,, ze aproximacia stavového zobrazenia nad
oblastami malej miery rekurentnou sietou bude vel'mi nepresna.
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7. Samoorganizujice sa mapy

7.1 Uvod

V tejto kapitole sa budeme venovat dalSiemu zo zadkladnych modelov umelych
neurénovych sieti, zndmemu pod ndzvom SamoOrganizujuca sa Mapa (SOM), ktorej
autorom je Teuvo Kohonen [30]. Ako vyplyva uz z ndzvu, SOM patri do kategérie
modelov, ktoré sa ucia bez ucitela (samoorganizovane, angl. unsupervised learning), t.j.
algoritmus ucenia nemd informaciu o pozadovanych aktivitach vystupnych neurénov v
priebehu trénovania (ako napr. v algoritme back-propagation, kapitola 5), o ktoré by sa
mohol "opierat™. Ako v inych algoritmoch samoorganizacie, i tu adaptacia vah odzrkadl'uje
Statistické vlastnosti trénovacej mnoziny, ktord je sieti prezentovana vo forme vstupnych
vzorov (vektorov).

Specifickou értou SOM je to, Ze (pri splneni istych podmienok) umoziuje realizovat
zobrazenie zachovavajuce topologiu a zobrazit tak charakteristické priznaky (Crty)
trénovacej mnoziny dat. Za tymto uCelom s neurdny zoradené v pravidelnej, zvicsa
dvojrozmernej alebo jednorozmernej Struktire (mriezka alebo retaz). Takto uvazované
usporiadanie neurénov predstavuje vystupny priestor, v ktorom vzdialenost dvoch
neur6nov je obycajne dand euklidovskou vzdialenost'ou vektorov ich sturadnic v uvazovanej
Struktire. Zobrazenie zachovavajuce topologiu, ktoré vznikne po natrénovani SOM, ma
doélezita vlastnost: T'ubovolné dva vzory blizke vo vstupnom priestore evokuju v sieti
odozvy na neurénoch, ktoré su tiez fyzicky blizke (vo vystupnom priestore).

Fenomén topologického zobrazenia priznakov (angl. feature mapping) ma vyrazné
zastupenie v biologickych neurénovych sietach, konkrétne v mozgoch vysSich cicavcov i
Cloveka [23]. Topografické mapy, ktorych existencia bola zistena v jednotlivych Castiach
mozgu, hlavne mozgovej kory, predstavuju efektivny spdsob reprezentacie dolezitych
parametrov vstupnych dat. Jednd sa o mapy, ktoré bud’ priamo reprodukuji periférnu
reprezentaciu, tzv. projekéné oblasti (napr. mapa povrchu tela), alebo reprezentované
parametre su nejakym spdsobom vypocitavané. Ako priklady mozno uviest’ vizualne mapy
(napr. mapa orientacie Ciarovych stimulov), sluchové mapy (napr. mapa frekvencii a
amplitud akustickych stimulov), a tieZ mapy v motorickej oblasti (napr. riadenie pohybu
oc¢i). Komplexnej$im prikladom je mapa pozicii zdroja zvuku, ktord sa "pocita" z
jednoduchsich sluchovych map. Z toho vyplyva, Ze mozgova kéra je do znacnej miery
priestorovo organizovand a Ze je pre nu charakteristickd lokdlnost odoziev na vstupné
podnety.

Dalgou skutognostou potvrdenou experimentalne je fakt, Ze topografické mapy nie su
uplne vyvinuté uz pri narodeni, ale formujt sa v poc¢iatocnych Stadiach vyvoja v dosledku
zmyslovej skusenosti. Inymi slovami, hoci usporiadanie jednotlivych Casti mozgu a ich
funkcie st dané geneticky, je tu priestor i pre modifikovatelnost tychto Struktiur. Navyse je
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evidentné, ze proces modifikéacie prebieha na zéklade podnetov prichadzajucich z okolitého
prostredia, a teda z pohl'adu spdsobu ucenia prebiecha samoorganizovane.

Uvedené fakty boli inSpiraénym zdrojom pre snahu simulovat’ proces samoorganizacie
pomocou vypoctového modelu. Navyse, ako sa neskdr ukazalo, model SOM vdaka svojej
relativnej jednoduchosti a ilustrativnosti nasiel uplatnenie pri rieSeni roznych praktickych
problémov, kde sa vyuziva topologické zobrazenie, ako napr. pri rozpoznavani vzorov
(najmi hlasok reci), v robotike (transformacia suradnic, generovanie modelu prostredia),
kompresii obrazov, riadeni procesov v priemysle, optimalizaénych ulohach, ¢i spracovani
prirodzeného jazyka. Pomerne rozsiahly zoznam aplikacii mozno najst’ v [30].

7.1.1 Prvé biologicky inspirované modely

Jednymi z prvych, ktori sa zaoberali problémom topologického mapovania pomocou
neuronovych sieti, boli Willshaw a von der Malsburg [46]. V snahe porozumiet’ biologicky
zaujimavému problému — mechanizmu projekcie zo sietnice na mozgovi koru
(retinotopicky problém) — navrhli model neurénovej siete s architektirou ako vidiet' na
obr. 7.1a.

Receptivne bunky spodnej, vstupnej vrstvy (reprezentujlicej sietnicu oka, tzv. retinu) su
spojené s neurénmi mozgovej kory vo vystupnej vrstve, a to sposobom kazdy s kazdym.
Okrem toho, neurény vo vystupnej vrstve obsahuju nemenné lateralne (bocné) prepojenia,
ktoré sa vzajomne privadzaju na vstup neurénov v ramci lateralneho dosahu. Sila vplyvu
tychto prepojeni, reprezentovana synaptickymi vahami, sa so vzdialenostou od neurénu
meni podla profilu tvaru mexického klobika. Ako vidiet' na obr. 7.2, lateralna interakcia
ma excitacny G¢inok pre blizke neurdny, a v mensej miere inhibicny u¢inok pre navzajom
vzdialenejSie neurdny. Vstup kazdého neurdénu vo vystupnej vrstve je teda suctom dvoch
vahovanych zloziek: doprednej (od neurénov vstupnej vrstvy) a spatnovazbovej (z vystupov
okolitych neurénov v mape, vahovanych podla spominané¢ho profilu). Vstupnymi vzormi
boli rézne tzv. dipolové stimuli, t.j. dva susedné receptory na retine aktivne a ostatné
neaktivne. Uenie bolo zaloZené na $tandardnom Hebbovom pravidle' s naslednym
normovanim vah. Vysledkom trénovania na dip6lovych stimuloch bolo ziskanie projekcie
typu pozicia verzus pozicia, s dodrzanou vlastnostou topologického usporiadania odoziev
VO vystupnej vrstve.

1 Hebbovo pravidlo je zalollené na principe zvySovania hodnoty synaptickych vah medzi neurénmi,
ktoré su synchronne aktivne, t.j. Aw; = y.y; (v spominanom modeli namiesto vstupného neuronu
figuruje receptor). Adaptuju sa vSetky spojenia, pri€om miera adaptacie teda zavisi od korelacie medzi
vystupmi oboch neurénov.
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Obrazok 7.1. Dva typy architektiry neurénovej siete na topologické zobrazenie priznakov. (a)
Biologicky in$pirovany model, napr. na simulovanie retinotopického problému. Vrstvy su uplne
prepojené, pre nazornost' st zakreslené len niektoré spojenia. (b) Konvenény model s
modifikovanou reprezentaciou vstupov, ktord vo vztahu k predchddzajucemu pripadu moze
predstavovat’ napr. stiradnice aktualneho stimulu (ak pouzijeme dvojrozmerné vstupy).

Treba spomenut’, ze ocakavany efekt topologického usporiadania by sa nebol dostavil, keby

Interakcia

(a) (b)

Ye

de

a
\
~—7 [ S 1] LG

vzdialenost L |

Obrazok 7.2. Profily vplyvu lateralnej interakcie: (a) Typ  mexického  klobuka.
(b) Zjednoduseny profil pouzivany v simuldciach. V oboch pripadoch je dany profil spitnovizbovych
prepojeni rovnaky pre vSetky neurony, hodnota konkrétnej vahy je funkciou vzdjomnej vzdialenosti
neurénov i a i*. dg, (dr ) oznacuje dosah laterdlnej excitacie (inhibicie), Yz, (y7 ) oznaCuje vahu excitacnej
(inhibi¢nej) synapsy.

bol len jeden receptor naraz aktivny. Simultdnna aktivita minimalne dvoch susednych
receptorov predstavuje redundanciu a umoziluje sieti zachytit’ korelacné, priestorové vztahy
na vstupe, ¢o je nutnou podmienkou pre dosiahnutie spravnej samoorganizacie.

K zaujimavému vysledku sa nasledne dopracovali Takeuchi a Amari [43], ktori
analyzovali modifikovanu verziu spominaného modelu v jednorozmernom pripade. Zistili,
ze k topologicky spravnej organizacii na vystupe dochadza za predpokladu, Ze excitacna
Cast’ mexického klobuka je dostatocne Siroka v porovnani s vel'kostou (Sirkou) lokalnych
vstupov. V opacnom pripade je konfiguracia nestabilnd a prejavuje sa existenciou tzv.
stipcovych mikrostruktir.

Projekcia typu pozicia verzus pozicia nie je jedinym typom, ktory bol Studovany. ESte
skor sa von der Malsburg [32] venoval pribuznému biologicky zameranému problému —
simulédcii formovania orientacnej selektivity neurénov vo vizudlnej kore. Na rozdiel od
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predchadzajiiceho modelu, tu islo o projekeiu typu uhol orientacie versus pozicia, pri ktorej
boli stimulom d&iary roznych orientacii vo vstupnej vrstve (t.j. v poli receptorov),
prechadzajice jej stredom (obr. 7.3a). Obr. 7.3b ilustruje situaciu vo vystupnej vrstve po
natrénovani. Je vidiet, Ze preferovana orientacna selektivita neurénov v mape sa meni
spojite (s obCasnymi skokmi), ¢o je pozorované i v biologickych sietach.
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Obrazok  7.3. Ilustrdcia  problému  orientacnej  selektivity = neurénov.
(a) Jeden z ¢iarovych stimulov pouzitych v modeli [32] pocas trénovania. (b) Pole
orientacne selektivnych neurénov po natrénovani. Ku kazdému neurénu je prikreslena
Ciarka takej orientacie, pri ktorej je dany neurdn najviac aktivny. Prevzaté z [10].

7.1.2 Formovanie lokalnych odoziev vplyvom lateralnej spdtnej vizby

Je uzitoéné ozrejmit’ si, aka ulohu zohrdva laterdlna spdtnd vidzba v spominanych
samoorganizujucich sa modeloch pri formovani vystupnej aktivity neurénov. Jej vplyv
mozno najlepsie ilustrovat’ na priklade. Pre jednoduchost budeme uvazovat’ jednorozmerny
pripad, t.j. receptorové bunky i neurény vo vystupnej vrstve zoradené v retazi. Nech vektor
y oznacuje distribuciu aktivit jednotlivych neurénov vo vystupnej vrstve (retazi) a zlozky
vektora net oznacuju analdgie postsynaptickych potencialov. Dynamiku takejto siete mozno
popisat’ rovnicou

y(t+1) = S[net] = §[z+ L- y(1)] (7.1)

Na vstup sa teda privedie lokalny stimul x (aktivita receptorového pol'a), vypocita sa
pociatocna vnutorna aktivita vystupnych neurénov z = W.x, kde W je matica vah medzi
receptormi a neuronmi, a lateralna spétna vézba sa necha niekol’ko iteracii posobit. Je dana
symetrickou maticou L, koeficienty ktorej mozno jednoducho ziskat' z profilu na obr. 7.2b.>
Vektorova funkcia S, pozostavajuca zo sigmoid, zabranuje nekoneénému narastu vystupne;j
aktivity.

2 V simulaciach sa poulliva zjednodusSeny profil lateralnej spétnej vézby, ktory ma v8ak kvalitativne
rovnaky efekt ako pévodny "mexicky klobuk". Excitatné synaptické vahy su pri zjednoduSeni
reprezentované kladnou konstantou, inhibi¢né zapornou.
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Vplyv lateralnej vizby vyjadreny vztahom (7.1) je v konkrétnom pripade ilustrovany na
obr. 7.4a-c. Vo vsetkych troch pripadoch bola vstupnym stimulom retaze zlozenej zo 100
neuronov aktivita x gaussovského tvaru (znazornena ¢iarkovane) so zlozkami generovanymi

podla vztahu x(i)=1- eXp(—(i— 50)2 /2.302), pre jednoduchost’ i=1,2,...,100, t;j.
dimenzia vstupu rovna pocétu vystupnych neurénov. Vystup y kazdého neurdénu bol ohra-
ni¢eny sigmoidalnou funkciou tvaru y = s(net)=10/ (1 + exp(—2 -(net-— 2.5))) . 'V snahe

poukazat’ len na vplyv spdtnej vizby mozno vztah (7.1) zjednodusit uvazovanim W= 1,
tj. ze aktivita receptorov sa priamo prenesie na vstup neurénov. Obrazky 7.4a-c
odpovedaju trom kvalitativne réznym pripadom vplyvu spdtnej vdzby (v zavislosti od
velkosti lateralnej inhibicie) pre tie isté hodnoty parametrov: d, =10, d =30,y, =0.032

(podla obr. 7.2b). V pripade (a) v,= 0,009; v pripade (b) 0,013; v pripade (c) 0,004.

Pri spravnom pomere excitacie a inhibicie (pripad a) ma siet’ tendenciu vytvarat’ "zhluk"
aktivit na vystupe, ktory sa vplyvom spitnej vizby zosiliiuje. Podobne, v dvojrozmernom
pripade mozno pozorovat’ narast "aktivacnej bubliny", ktord vznikd na mieste, v ktorom
mala pociatocna vystupna aktivita neurénov maximum. Plati, ze velkost’ aktivacnej bubliny
("zhluku" aktivit) zavisi od "pomeru sil" excitacnej a inhibi¢nej spitnej vizby: ¢im VACSi
vplyv excitdcie, tym vicSia bublina, a naopak. Ak je laterdlna inhibicia prili§ silna, k
vytvoreniu bubliny ned6jde a vystupna aktivita sa utlmi (pripad b). Prili§ slaba inhibicia
zase znamend "predimenzovanie" vystupnej aktivity (pripad c).

(b)

Obrazok 7.4. Vplyv lateralnej spitnej vizby na vystupnu aktivitu siete. Cislo nad krivkou oznacuje iteraciu. (a)
Optimalny pomer lateralnej excitacie a inhibicie. (b) Lateralna inhibicia je prili$ silna. (c) Lateralna inhibicia je
prilis slaba.

7.2 Kohonenov algoritmus

Kohonenov model samoorganizujucej sa mapy, na ktory sa zameriame, predstavuje
vypoctové zjednoduSenie modelu Willshawa a von der Malsburga [46], a to v dvoch
krokoch. Prvy sa tyka nahrady lateralnej interakcie funkciou okolia neurénov, ktora je
zahrnutd v uc¢iacom algoritme: spitnovézbové spojenia, ktoré si navyse ¢asovo naro¢né na
simulaciu, v Kohonenovom modeli SOM nejestvuju, zato vSak kazdy neurén ma
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definovanych svojich fyzickych susedov. Druha uprava spociva v uvazovani reprezentacie
vstupov vo forme N-rozmernych vektorov s realnymi zlozkami (obr. 7.1b).

7.2.1 ED verzia algoritmu

Sposob akym sa zistuje pozicia primarnej odozvy v SOM na aktualny podnet sa nazyva
sutazenie. Vysledkom sutazenia v kazdom kroku (po predlozeni konkrétneho vstupu) je
vitazny neuron, ktory najviac reaguje na dany vstup x. Jednou moznostou je hladat’

maximum vystupu linearneho neurénu, t.j. /= arg max(w,Tx) , kde i* je index vitazného
neurénu. O tejto verzii sa bliz§ie zmienime v podkapitole 7.5. V zakladnej, ED (angl.
Euclidean Distance) verzii algoritmu SOM figuruje ind miera podobnosti: hl'ad4 sa neurdn,

ktorého véhovy vektor je najblizSie k aktudlnemu vstupu v zmysle euklidovskej
vzdialenosti:

i* = arg min|x— w;| (7.2)
]
Obe miery podobnosti vSak navzajom suvisia: hl'adanie max(wiTx) odpoveda hladaniu

min||x— W,-" za predpokladu, Ze v prvom pripade st vahové vektory w; normované (leZia

na povrchu hypergule). Vidiet’ to dobre z rovnosti
Ix—w,|? = X% - 2w] x+ |w/|? (7.3)

Kedze aktudlny vstup je nezavisly od i, a ||W,-||2 je konStantné vd’aka normovaniu, tak
neuron, ktorého vahovy vektor je najblizSie k vstupu x, je sucasne neuronom, ktorého
skalarny sacin w] X je najvacsi.

Po najdeni vitaza nasleduje adaptacia vah — ucenie. To zabezpeci, ze vahové vektory

vitazného neurénu a jeho topologickych susedov sa posunti smerom k aktudlnemu vstupu
podla vztahu

w,(t+1) =w,(t)+o(t)- h(i*,i)-[x(1) - w,(1)] (7.4)

Funkcia o(t)e (0,1) predstavuje uciaci parameter (rychlost’ uéenia), ktory, podobne ako v
inych algoritmoch pre neurénové siete, s ¢asom klesa k nule (napr. podla vztahu 1/z, resp.
exp(-kt)), ¢im sa zabezpeci ukoncenie procesu ucCenia. Funkcia okolia h(i%i) (obr. 7.5)
definuje rozsah kooperdcie medzi neuréonmi, t.j. kol'ko vahovych vektorov prisluchajucich
neuronom v okoli vitaza bude adaptovanych, a do akej miery.

Najjednoduchsou pouzivanou funkciou je pravouhlé okolie

1, akdy(*,)<A()

AL, i) = { 0, v ostatnych pripadoch (7.5)
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pricom d,,(/*, /) predstavuje vzdialenost typu “Manhattan” medzi neuréonmi i* a i v
mriezke mapy (tj. sumu absolutnych hodndt rozdielov ich stradnic). Na zaklade
numerickych simulacii dospel Kohonen k zaveru, Ze najlepsie vysledky sa dosiahnu, ak sa
velkost’ okolia s ¢asom diskrétne zmenSuje (priemer okolia odpoveda hodnote 2A(t)). Z
obr. 7.5 taktiez vidiet, ze v blizkosti okrajov mapy okolie nie je symetrické (tyka sa to
najmé pociatocnych faz algoritmu, ked’ polomer okolia je vdcsi), o ma za nasledok, ako
spomenieme v d’alSom texte, kontrakciu vahovych vektorov na okrajoch mapy.

—— o — — —

01010 00,0101 010
010100 6 0rO M
0|0 10 O O O Or Q! Ne(t;)
0}010.0.0 O 0} 0! Nyt

0100 0 0 0.0.0!0 ™ Ny

ONONORONONONONONG;

Obrazok 7.5. Priklad okolia vitazného neuronu i*, definovaného pre
rozne ¢asové okamihy, 1< 1< 13 .

Druhou ¢asto pouzivanou vol'bou je gaussovské okolie, ktoré mozno popisat’ rovnicou
d2(i*,i)

h(i*, i) = exp[—TmJ (7.6)

ONONONONONONG,
OO0OO0O0OO0OO0O0

kde dg(i*,i) predstavuje euklidovskil vzdialenost neurénov i* a i v mriezke, t.;.

de(i*,0) = |
(t) klesa s casom k nule, ¢im sa zabezpecuje zmensSovanie okolia pocas ucenia.

Algoritmus ucenia teda spociva v troch zakladnych krokoch, ktoré sa opakuji po
predlozeni kazdého vstupného vzoru, vybraného ndhodne z trénovacej mnoziny vzorov
(pociatocné hodnoty vah st ndhodné malé Cisla):

1) najdenie vitaza medzi neurénmi (vztah 7.2),

2) adaptécia vah vitazného neurénu a jeho topologickych susedov
(vztah 7.4),

rie— r,-||, kde r; oznacuje vektor sturadnic i-teho neurénu v SOM. Parameter A
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1) aktualizacia parametrov ucenia (h, o).

velkost okolia’A

-

1\ _a
|

faza uspdriadavania faza doladenia cas

Obrazok 7.6. Priklad vhodnej volby poklesu polomeru okolia a
parametra o pocas u¢enia SOM.

7.2.2 Volba parametrov ucenia

Spdsob, akym je vhodné upravovat’ velkost' okolia A i parametra udenia o je zhruba
znazorneny na obr. 7.6. Ako vidiet, v procese ucenia mozno rozlisit’ dve fazy. Poc¢as prvej,
nazyvanej fdza usporiadavania, klesa velkost’ okolia diskrétne s ¢asom. PoCas druhej fazy
— fazy doladenia — mozno ponechat’ najblizsich susedov sucast'ou okolia, az kym ucenie
neskonc¢i. Na funkcii poklesu parametra ucenia o v praxi az tak vel'mi nezalezi (pozri
podmienky (7.15) a (7.16)), dolezité je, aby to bola monoténne klesajuca funkcia z nejake;j
hodnoty blizkej 1, s malymi hodnotami (rddovo 0,1-0,01) pocas fazy doladenia. Moznou
vol'bou je napr. linedrna lomena funkcia (obr. 7.6), exponencialna funkcia atd’.

Na presnom pocte iteracii takisto nezalezi. Kohonen uvadza empiricky ziskanu pomocku,
podrla ktorej pocet iteracii ma byt minimalne 500-nadsobok poctu neurénov v sieti. Bezne sa
pocet iteracii pohybuje v rozmedzi radovo 10000-100000. Délezité je, aby pocas fazy
usporiadavania, pokial’ je eSte parameter o relativne velky, siet’ "stihla" spravne zoradit’
svoje vahové vektory, ktoré sa v zvySnom Case lokadlne doladia. Na zaklade simulacii sa
takisto ukazalo, Ze je vhodné rozdelit' celkovii dobu trénovania tak, ze na fazu doladenia sa
ponecha viac ¢asu ako na prvu fazu.

7.3 Priklady jednoduchych zobrazeni

Z matematického hl'adiska predstavuje SOM zobrazenie z mnoziny vstupnych vzorov na
diskrétnu mnoZinu neurénov, tj. &:Xc RjN —>3={i;1,2,...,n}, kde N je dimenzia

M I3 .« .23 , v . . .
vstupov, a n pocet neuréonov v sieti’. Takto mame do Cinenia s dvoma priestormi —

3 Ako vidie[l, v modeli SOM je vystupnéd informdacia reprezentovand inak ako v ostatnych modeloch ako

napr. viacvrstvovy perceptron, €i nejaka linearna dopredna siel 1. Namiesto vystupnej aktivity siete tu nas zaujima
len pozicia villazného neurénu. V snahe nazrie[] na SOM ako na systém realizujuci transformaciu @:X—Y i tu je
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priestorom vstupov X, ktory obycajne predstavuje cast euklidovského priestoru, a
priestorom neurénov, ktory je definovany topolégiou ich usporiadania (mriezka, retaz).
Kedze dimenzia vah je zhodna s dimenziou vstupov (ako vyplyva i z rovnice 7.4), mozno
vstupny priestor chapat’ sucasne ako priestor vah. Stav SOM sa vyjadruje vahovymi
vektormi a tie mozno zobrazit’ ako body v priestore vah. Situaciu znazoriuje obr. 7.7.

Priestor neurénov

Priestor vah

Obrizok 7.7. Princip reprezentacie stavu siete pouzity v modeli
SOM. Viéhové vektory — body v priestore vah — st vzéjomne
pospajané za ucelom znazornenia stavu ich usporiadanosti.

Spéjajuce Ciary medzi vdhovymi vektormi znazoriiuju skutocnost, ze kazdé dva spojené
vahové vektory prinalezia dvojici neurdénov, ktoré st bezprostrednymi susedmi v
mriezke. Pri pohlade na zobrazené¢ vahy takto dostavame vizudlnu informdciu o ich
rozmiestneni i vzdjomnom usporiadani. Podobne vo vystupnom priestore, neuréony nie su
fyzicky spojené, spojnice len znazortiuji ich vzajomné topologické vzt'ahy, s ktorymi stvisi
definované okolie.

mozné vypoeitavall vystupni aktivitu i-tého neurénu v tvare y;= f(||x— w,-||) , kde f je monotoénne klesajiica

funkcia. Tento alternativny pristup, v ktorom je vystupna informacia SOM reprezentovana celkovou aktivitou
vsetkych neurénov, t.j. vektorom y (a teda nie poziciou villaza i*) je vypoetovo naroénejsi, ale biologicky
prijatelnejsi [17].
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Obrazok 7.8. Priklady jednoduchych mnozin dat s rovnomernym rozdelenim v rovine (horna trojica
obrazkov) a stavy SOM (dolna trojica obrazkov) zobrazené v priestore vah po natrénovani (20000
iteracii). Ako vidiet, SOM aproximuje funkciu hustoty vstupnych dat.

1 50 1000

5000 20000

Obrazok 7.9. Usporiadavanie vahovych vektorov pocas trénovania na datach s rovnomernym
rozdelenim. Na prvych troch zaberoch vidiet, ze SOM sa nachadza vo faze usporiadavania, zatial' co
ostatné tri zabery uz odpovedaju faze dolad’ovania.
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o« - - . . B’ T e
Ak budeme pre zaCiatok uvazovat’, Zze mame dvojrozmerné vstupy X = [X,,Xg] , mdZeme

priestor vah priamo zobrazit’ v rovine. Na obr. 7.8 su priklady portrétov vah SOM (dolna
trojica obrazkov) ziskanych po natrénovani na datach s rovnomernym rozdelenim (horna
trojica obrazkov). V kazdom z prikladov boli pocas trénovania jednotlivé vstupné vzory
vyberané nadhodne z trénovacej mnoziny. Je vidiet’, ze vahy maju tendenciu aproximovat’
funkciu hustoty trénovacej mnoziny.

Na sekvencii obrazkov 7.9 je ilustrovany proces usporiadavania a dolad’ovania vahovych
vektorov SOM trénovanej na "Stvorcovych" datach. Je vidiet, Ze uz priblizne po Stvrtine
celkového poctu iteracii (20000) siet’ prechadza do fazy dolad’ovania.

Dal§im zaujimavym fenoménom, ktory je mozné u SOM ilustrovat, je rozdielny vplyv
pravouhlého (rovnica 7.5) a gaussovského (7.6) okolia, parametrizovanych hodnotou A.

(a) ®)

Obrazok 7.10. Rozdiel vplyvu (a) pravouhlého a (b) gaussovského okolia na vysledné
usporiadanie vah.

V4acsi rozsah gaussovského okolia mé za nasledok vznik "stiahnutejSej" reprezentacie pri
rovnakom pocte neurénov (obr. 7.10).

7.3.1 Niektoré specialne efekty

I ked’ proces samoorganizacie v SOM prebehne pri pomerne Sirokom rozpéti jednotlivych
volitel'nych parametrov, existuji podmienky, pri ktorych proces zlyha. Na obr. 7.11a-c st
priklady neziaducich efektov, ktoré mozu vzniknit. Vsetky 3 simulacie boli nastavené na
20000 iteracii na datach s rovnomernym rozdelenim, pri pouziti siete 20x20 neurénov.

Efekt na obr. 7.11a vznikol v désledku prili§ rychleho poklesu parametra o (pomer dizok
prvej a druhej fazy ucenia bol 1:500), pri pravouhlom okoli so Standardnym poklesom
polomeru okolia A. Na obr. 7.11b je tzv. "motyli" efekt (dokonca kvézi dvojity)*, ktory

Poullity termin nema nijaky suvis s rovhomennym terminom poulJivanym v teorii chaosu.
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Obrazok 7.11. Niektoré $pecialne efekty, ktoré mézu vzniknit pri trénovani SOM: (a) Netplné rozvinutie siete
v dosledku rychleho poklesu c. (b) Tzv. "motyli" efekt spdsobeny rychlym poklesom ¢ v porovnani s poklesom
A. (¢) Tzv. "pinch" efekt vznikajuci pri prili§ pomalom poklese A.

moze vzniknat', ak nechame prili§ rychlo klesat’ A v porovnani s o (v simulacii bol pokles A
na hodnotu 1 pri gaussovskom okoli uz po prvej stotine iterdcii, zatial o o klesalo
Standardne). Obr. 7.11c ilustruje tzv. "pinch" efekt, ktory bol docieleny vd’aka pomalému
poklesu A (v simuldcii mal parameter A hodnotu 10 pocas prvej polovice iteracii, potom
jeho hodnota poklesla na 9).

7.3.2 Hranicny efekt

Pri pohlade na vysledné stavy sieti na obr. 7.8 vidiet, ze ich okrajové Casti st mierne
kontrahované smerom dovnutra. Tento okrajovy defekt je dosledkom asymetrie okolia (obr.
7.5), ktora spdsobuje, Ze vahové vektory okrajovych neuronov su Statisticky v priemere viac
adaptované smerom dovnutra siete. Ak je tento efekt neziaduci, mozno ho odstranit’ tak, ze
sa okolie algoritmicky uzavrie do slucky. Potom nastane situacia, ze vsetky neurony budua
pozicne ekvivalentné: v pripade retaze bude mat kaZdy neurén dvoch bezprostrednych
susedov, v pripade mriezky 6smich. Podobne sa hrani¢ny efekt prejavuje i v modeli s
lateralnou inhibiciou, kde to moZno obist’ analogicky — uzavretim spétnej viazby do slucky.

7.3.3 Magnifikacny faktor
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Na zaklade simulacii na datach s rovnomernym rozdelenim bolo vidiet’, ze vahové vektory
mali tendenciu rovnomerne pokryt’ "trénovaciu oblast" (obr. 7.8). Inymi slovami, SOM sa
snazila aproximovat’ funkciu hustoty vstupnych dat. Tento efekt sa prejavuje i v pripade
nerovnomernej distribucie vstupnych dat, coho vysledkom je odpovedajuce rozloZenie
vahovych vektorov. Na obr. 7.12 je znazornena situacia po natrénovani siete 20x20
neurénov na 2D datach zlozenych z dvoch gaussovskych rozdeleni. Ako vidiet’, v oblastiach
centier zhlukov je zhustené rozlozenie vahovych vektorov siete. Takuto tendenciu algoritmu
SOM mozno interpretovat’ ako snahu o optimalne rozlozenie svojich zdrojov.

Tato vlastnost’ algoritmu popisuje magnifikacny faktor (pocet vahovych vektorov
pripadajucich na jednotkova plochu vstupného priestoru), ktory nie je v tomto pripade
konstantny, ale je funkciou pozicie v mape. V jednorozmernom pripade sa da povedat,, Ze je

Obrazok 7.12. Ilustracia aproximacie funkcie hustoty dat s gaussovskym rozdelenim v rovine
pomocou SOM (20000 iteracii).

neurény

vahy

funkcia hustoty p(x)

Obrazok 7.13. Ilustracia aproximdcie funkcie hustoty jednoroz-mernych dat s
gaussovskym rozdelenim pomocou SOM.
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zhruba umerny funkcii hustoty dat p(x), ako vidiet’ na obr. 7.13. Tym, Ze si siet’ "vyhradi"
proporcionalne vacsi pocet neuréonov na reprezentdciu viac zahustenych oblasti, tym je jej
citlivost na zmenu dx (zmena vitazného neurénu pri malej zmene x) v tychto miestach
viGsia, a naopak.’

7.4 Teoreticka analyza algoritmu SOM

Kohonenov algoritmus v sebe skryva mnoho otazok, na ktoré je vo vSeobecnosti tazké najst
odpoved’. Problémy ako: Konverguje algoritmus vzdy? Nevystupuje tu problém lokalnych
minim? Kolko iterdcii treba na konvergenciu? Existuju optimalne hodnoty pre volbu
parametra o a funkcie okolia A(/,/*)? atd’., si analyzovatelné len v Specialnych,
jednoduchsich pripadoch, a preto sa viacSina doterajSich teoretickych praic o SOM
zameriavala na jednorozmerny pripad, tj. jednorozmerni SOM s jednorozmernymi
vstupmi. V zlozitejSich pripadoch je situdcia st'azena skutocnostou, ze [8] (a) sa nepodarilo
definovat’, ¢o je to korektne usporiadana konfiguracia vah v pripade dimenzie vyssej ako
jedna, a (b) Erwin a spol. dokazali, Zze v pripade spojitych dat nemozno vo vSeobecnosti
najst’ globalnu kriteridlnu (ucelova) funkciu, z ktorej by sa dal odvodit Kohonenov
algoritmus [15].

I v jednoduchsich pripadoch vystupuje niekol’ko matematickych problémov, ktoré
stivisia s procesom samoorganizacie. SU to: (a) vlastnost' vektorovej kvantizacie, (b)
hl'adanie kriterialnej funkcie minimalizovanej algoritmom SOM, (c) usporiadavanie vah a
(d) konvergencia vah SOM. O kazdom probléme sa stru¢ne zmienime v d’alSom texte.

7.4.1 Vektorova kvantizacia

Ak si na moment odmyslime Specificku ¢rtu SOM — usporiadanie neurénov v pravidelnej
Struktlre a s tym suvisiacu schopnost’ zachovania topologie — mozeme sa na SOM pozriet
ako na vektorovy kvantifikator.

Pri probléme vektorovej kvantifikdcie [21] je ulohou nahradit dant mnozinu alebo
distribuciu vstupnych dat X pocetne mensou mnozinou referenénych vektorov, nazyvanych
prototypy. Utel takejto nahrady sa uplatiiuje napr. pri prenose udajov v telekomunikéaciach
¢i v kompresii dat (obrazovych, recovych), ked’ sa dosiahne vyrazné znizenie objemu dat
pri minimalnom poklese kvality. Vd’aka vektorovej kvantizacii sta¢i namiesto celej mnoziny
X preniest’ (¢i uchovat’) len mnozinu prototypov spolu s informéaciou (index prototypu) o
prislusnosti kazdého vstupného vektora ku tomu-ktorému prototypu (na zéklade podobnosti
v zmysle euklidovskej vzdialenosti). Vektorovou kvantizaciou sa priestor X rozdeli na
disjunktné oblasti, ktoré tvoria tzv. Voronoiho mozaiky (obr. 7.14).

5 V biologickych sietach predstavuje tento efekt déle(itu vlastnost. Prejavom takejto reprezentacie

napr. v somatosenzorickej kére je skuto¢nost, [Je organizmus méa na svojom povrchu fyzicky viac i
mene;j citlivé miesta.
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Obrazok 7.14. Voronoiho mozaiky. Priestor je rozdeleny na
polyedralne oblasti urcujuce "sféry vplyvu" jednotlivych prototypov
(ozn. ako body) podla minima euklidovskej vzdialenosti. Hranice
medzi oblastami su tvorené hyperrovinami (na obr. useckami), ktoré
prechadzaju stredmi spojnic susednych prototypov a st na ne kolmé.

Kritériom vektorovej kvantizacie je najdenie optimalnych pozicii tychto prototypov
{W,- ti= 1,2,...,n} (pocet ktorych sa obycajne vopred stanovi), a to tak, aby sa
minimalizovala strednd kvadratickd odchylka medzi vstupom x a jeho prototypom w,,
pricom c=arg min||x— W,-||. V pripade spojitého rozdelenia dat daného funkciou hustoty
p(x) udava strednu kvadratickt odchylku (nazyvanu tiez chybou rekonstrukcie) vzt'ah

E=] _[Ix- wc||2.p(x) dx (7.7)

V diskrétnom pripade, ak vstupna mnozina pozostava z M prvkov, ma chyba rekonstrukcie

tvar
;
E=> |x-we
M=

Pri uvazovani, ze prototypy odpovedaju vahovym vektorom, predstavuje algoritmus SOM
Standardny vektorovy kvantifikator [36], ktory minimalizuje funkcional (7.7), resp. (7.8).
Sucasne je v8ak podmienkou A = 0, t.j. v kazdej iteracii sa adaptuje len vahovy vektor
vitazného neurénu (ucenie typu “vitaz berie vSetko”, angl. winner-takes-all).

Za ucelom vektorovej kvantizacie boli pouzité i zlozitejSie algoritmy so sutazenim,
pracujuce na principe “vitaz berie vacsinu” (angl. winner-takes-most) [1], jednym z ktorych
je aj Kohonenov algoritmus. Tieto zlozitejSie algoritmy su vdaka kooperdcii medzi
neurénmi schopné eliminovat’ neziaduce efekty vznikajice pri "winner-takes-all" pristupe,
ako napr. existencia "mftvych" neurénov (t.j. takych, ktoré st zo sit'aze vylicené a prestanu
sa ucit). Sucasne vSak vicSia zlozitost’ tychto algoritmov ma za nasledok, ze st vo
vSeobecnosti pritvrdym orieskom pre teoreticku analyzu.

2

(7.8)
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7.4.2 Kriteridalne funkcie

Ako v inych algoritmoch, i pri SOM vyplyva snaha najst’ kriteridlnu funkciu
minimalizovanu algoritmom adaptacie synaptickych vah z toho, ze taka funkcia by
umoznila zjednodusit’ teoreticki analyzu. V pripade Kohonenovho algoritmu bolo
dokazané, ze vo vSeobecnosti pri spojitej mnozine X taka globalna kriteridlna funkcia
neexistuje [15]. Vac¢sina prac sa preto zameriava na jednorozmerny pripad.

V $pecialnom pripade s nulovym okolim bolo ukazané, ze SOM funguje ako vektorovy
kvantifikator, ktory v spojitom pripade minimalizuje funkcional (7.7), resp. v diskrétnom
pripade (7.8). Pri nenulovom okoli je situacia zlozitejSia. Kohonen [27] analyzoval spojity
pripad, pre ktory navrhol funkcional

Ew)=Y [ 3 nik)x—wy|*p(x) ax (7.9)

i xeQ; k

Pri odvodzovani uéiaceho pravidla (vztah 7.4) ukazal, ze vypocitany gradient VE pozostava
z dvoch clenov: prvy €len predstavuje zmenu vah vnuatri Voronoiho buniek €; , druhy
vyjadruje posun hranic medzi nimi.

Erwin a spol. [15] navrhli namiesto jednej kriteridlnej funkcie systém takychto funkcii —
pre kazdy neurén jednu. Odvodzovanie adaptacného pravidla potom spocivalo v
minimalizacii kazdej z tychto funkcii zvlast. Podobne ako u Kohonena [27], i tu
pozostavala kazda kriteridlna funkcia z dvoch ¢lenov: prvy predstavoval chybu danu
poziciou vah, druhy vyjadroval zmenu hodnoty sumarnej kriteridlnej funkcie pri posune
hranic medzi Voronoiho bunkami. Stcasne bolo pozorované, ze v prvej faze ucenia, ked
vahy este nie st usporiadané, ma vacsiu hodnotu druhy clen, zatial’ Co vo faze doladenia
zase dominuje prvy ¢len.

Kohonen [27] Studoval i diskrétny pripad (mnoZina vstupov xp,x,,...,xy), v ktorom
navrhol kriterialnu funkciu tvaru

N
E(w):lNZZh(i",l) “xj—w,-“z (7.10)
=1 i

kde N udava pocet vstupov. Minimalizaciou funkcie (7.10) dospel k Standardnému tvaru
uciaceho pravidla pre SOM (vztah 7.4).

O nieCo skoér sa podobnym pristupom zaoberali Ritter a spol. [38], ktori navrhli
funkcional
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E(W)=%Zh(/‘*, i) ij(xj—w,-)z (7.11)

X;€Q

kde p; je pravdepodobnost’, Ze zvoleny vstup bude mat’ hodnotu x;. Ukézali, Ze uciace
pravidlo pre SOM minimalizuje tento funkcional.

Snad’ najtplnejsie vysledky mozno najst’ v praci Ruzicku [41], kde bolo dokazané, Ze pre
siet’ pozostavajucu z n neurénov, s N vstupmi s rovnomernym rozdelenim mozno odvodit’
Kohonenov algoritmus minimalizaciou funkcionalu

E(w) =1N2n‘ z zn‘h(i, m).ij— Wm“z (7.12)

i=1 x;€Q; m=1

7.4.3 Usporiadavanie vih

Dokazy usporiadavania vah (samoorganizacie) existuju pre jednorozmerny pripad, pre ktory
je lahké definovat” stav usporiadania. Spravne usporiadanie predpokladd, Zze v retazi
neexistuji inverzie (nespravne zoradené trojice susednych véh), tj. vahy spiiaju jednu z
podmienok w;<w,<...<w, (vzostupné usporiadanie) alebo w, < w,; <..< w; (zostupné
usporiadanie).

Jednou z moznosti je definovat’ nejaky parameter, ktory kvantifikuje mieru usporiadania.
Kohonen [25] definoval pre ret'az n neurdnov a pripad jednorozmernych vstupov tzv. index
usporiadania

n
D=Z\W,—W,_1\—\W,,—W1\ (7.13)
i=2

a dokazal, ze pri ndhodnom vybere vstupov x z uvazovanej mnoziny tento index s
pravdepodobnostou jedna konverguje k nule (takmer istd konvergencia). Obdobny pristup
je pouzity v praci [18].

Stanovenie podmienky pre pokles indexu D v pripade jednorozmernej SOM je znacne
zjednodusené v praci [7], pricom odvodena podmienka je aplikovatelnd aj pre
viacrozmerné vstupy. Navyse, ako zd6éraznuju autori, ich pristup vnasa geometricky vhl'ad
do problému usporiadavania véh a intuitivne vysvetl'uje charakter problému, ktory vznika
pri snahe zovsSeobecnit’ zavery pre viacrozmernii SOM.

Pri alternativnom pristupe sa usporiadavanie vah chape ako Markovov nahodny proces,
pri¢om konfiguracia vah predstavuje stav procesu. Ciel'om je néjst’ tzv. absorbénli mnozinu
(ktora predstavuje usporiadanu konfiguraciu vah) a dokéazat, ze existuje sekvencia vstupov
(vyberanych nahodne, s nenulovou pravdepodobnostou), ktora s pravdepodobnost'ou jedna
zabezpeci vniknutie do tejto mnoziny v kone¢nom Case. Dokazy st uvedené napr. v [4, 15].

7.4.4 Konvergencia vah
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Problém konvergencie suvisi s usporiadavanim vah, avSak li§i sa v tom, Ze stav po
skonvergovani nemusi byt automaticky usporiadanym stavom (napr. v pripade lokalnych
minim kriteridlnej funkcie, ktoré existuju pri nevhodnej funkcii okolia [16]).

Jednorozmerny pripad bol analyzovany v pracach [24, 25]. Vychadzajuc z predpokladov,
ze vstupné data maji konstantni funkciu hustoty, Ze konStantné okolie zahfiia len
najbliz§ich susedov a Ze pociatocny stav je usporiadanym stavom, Kohonen ukazal, Ze zo
vSetkych takychto pociato¢nych stavov konverguju vahy s pravdepodobnostou jedna do
toho istého koneéného stavu. Pri tych istych podmienkach dospeli k podobnému zaveru i
Bouton a spol. [4]. VSeobecnejSia funkcia okolia bola aplikovana v praci [31], priCom
vysledky boli rozsirené i pre dvojrozmerny pripad (mapa s dvojrozmernymi vstupmi).

V pripade nerovnomernej distribucie dat zohrava tlohu lokalny magnifikacny faktor
M(x), ktory kvantifikuje, ako vahy aproximuju funkciu hustoty vstupnych dat P(x).
Vysledkom analyzy takéhoto vSeobecného pripadu [39] je vztah

M(x) o P(x)%/3 (7.14)

ktory mozno interpretovat’ tak, ze SOM ma tendenciu podhustovat’ vahami oblasti s
vysokou pravdepodobnost'ou vyskytu a prehustovat’ "riedke" oblasti. Treba pripomenut’, ze
odvodeny vztah sa vztahuje len na dva Specidlne pripady: jednorozmerny pripad
(jednorozmerna SOM, skalarne vstupy) a dvojrozmerny pripad (dvojrozmernda SOM,
dvojrozmerné vstupy), v ktorom vsak funkcia hustoty vstupov sa da vyjadrit' ako sicin
dvoch jednorozmernych funkcii hustot.

V praci [38] bola studovana konvergencia viacrozmernej SOM a bola zovSeobecnena na
pripady, ked’ sa dimenzia vstupu nezhoduje s dimenziou siete. Ritter a Schulten odvodili
nutné a postacujiice podmienky pre parameter ucenia o, ktoré zarucuju konvergenciu do
ustaleného stavu (7 je diskrétny Cas):

3 o(t) = oo (7.15)
=0
fim 0.()=0 (7.16)

V préaci bola studovana i stabilita takéhoto stavu v procese zmeny distribticie vstupnych dat.
Po natrénovani mapy na datach s dominantnou disperziou v dvoch smeroch (pozdiz ktorych
bola mapa rozvinuta), autori sledovali vplyv fluktuacii pri zvacSovani disperzie v tretom
smere, kolmom na dominantné dva. Na tomto priklade ilustrovali tendenciu SOM
reorganizovat’ sa v snahe aproximovat’ nova funkciu hustoty, ak bola prekrocena nejaka
kritickd hodnota disperzie v trefom smere. Tento fenomén oznacil Kohonen ako
automaticky vyber dimenzii priznakov [25] (pozri podkapitolu 7.6.1).

Doteraz najuniverzalnejsi vysledok zrejme poskytuje praca Yina a Allinsona [47], ktori
pri analyze uvazovali vSeobecny pripad viacrozmernej SOM s viacrozmernymi vstupmi.
Funkcia okolia bola taktiez vSeobecna — T'ubovolna monotonne klesajuca funkcia
centrovana okolo vitazného neurdnu. Autori pre takyto vSeobecny pripad formalne
dokazali, ze hodnoty vah SOM konverguju do pozicii, ktoré urcuju finalny efekt
aproximacie funkcie hustoty vstupnych dat.

V niektorych pracach sa autori venovali problému, ako optimalne modifikovat’ vel'kost
okolia A a parametra uéenia o tak, aby sa urychlila konvergencia procesu [9, 14]. Navrhnuté
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rieSenia porovnavali so Standardnym pristupom (t.j. s vopred zvolenymi funkciami okolia 4
i o a ich ad hoc aktualizaciou pocas ucenia), pricom vysledky boli lepSie v nimi
navrhnutych rieseniach.

7.5 DP verzia Kohonenovho algoritmu

Ako bolo spomenuté v podkapitole 7.2.1, vitazny neuréon mozno hladat’ i na zaklade inej
miery podobnosti, a to skalarneho sucinu

d;=w].x=|w].|x].cos, (7.17)

Takto dostavame DP (angl. Dot Product) verziu algoritmu SOM (Co je v skutoCnosti
prvotna verzia algoritmu [26], z ktorej potom preSiel Kohonen k ED verzii). Uciace
pravidlo tu spociva v Ciastocnej rotacii vahového vektora vitazného neurénu a jeho
topologickych susedov k vstupnému vektoru x (jedna sa v podstate o ucenie Hebbovho typu
s naslednym normovanim vah), a to podl'a vztahu
r*
w(t+1) = w, (D +a(d) h(i*, i) x (7.18)
[wi(0)+ o) H(, 1) X

pricom opét’ mozno pouzit’ okolie pravouhlé (rovnica 7.5) alebo gaussovské (rovnica 7.6).
Parameter o) predstavuje rychlost’ ucenia, podobne ako v Standardnej verzii algoritmu,
pociatocné hodnoty by v tomto pripade vSak mali byt >>1, aby sa urychlil proces
konvergencie. Normovanie vah je potrebné na to, aby sa zamedzil ich nekonecny rast pocas
ucenia. Sucasne sa tym dosiahne efekt vyberu vitaza na zaklade jediného parametra, a tym
je uhol medzi vahovym vektorom a aktualnym vstupnym vektorom (ako je zrejmé z rovnice
7.17). Tym, Ze vahy st normované, lezia na povrchu hypergule s dimenziou N-/. V principe
sa ponukaju dve moZznosti:

(a) Priamym aplikovanim DP verzie algoritmu SOM dostaneme aproximaciu vstupného
priestoru invariantni od normy vstupnych vektorov, t.j. vsetky vektory s tou istou
orientaciou budll zobrazované na ten isty vahovy vektor, ktory s nimi zviera najmensi uhol.
Takto sa napr. trojrozmerné vstupy premietnu na povrch gule, ¢o je dvojrozmerna plocha.

(b) Ak chceme aproximovat’ vstupny priestor podobne ako so Standardnou, ED verziou
Kohonenovho algoritmu, je potrebné najprv urobit’ transformaciu vstupnych dat do
priestoru s dimenziou o jednu vys$Sou. Takymto spdsobom napr. dvojrozmerni plochu
tvorent vektormi x = [x;,x,]" premietneme na povrch gule pridanim tretej, konstantnej
zlozky. Povodné dve zlozky vektora x takto predstavuji uhly, tretia odpovedd norme
vektora. Prevod zloZiek rozsireného vektora x = [x;,x,1]" zo sférickej suradnicovej
stistavy do kartezianskej suradnicovej stistavy [s1,52,53]" je dany trojicou vztahov
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Obrazok 7.15. Usporiadavanie vahovych vektorov poéas trénovania pomocou DP verzie algoritmu SOM. Cislo
vpravo dole oznacuje iteraciu.

s, =1-cos(x;)- cos(x,)
s, =1-sin(x;)- cos(x,) (7.19)

s5=1-sin(x,)

Ak vektory [s1,5,,53]” budeme predkladat’ DP-SOM ako vstupy pocas trénovania, siet’ bude
aproximovat’ dvojrozmerntl plochu v trojrozmernom priestore. Ked'ze tretia dimenzia je
redundantnd, mapované suradnice budu odpovedat’ povodnym suradniciam vektorov x.
Stcasne treba poznamenat,, ze transformacia (7.19) je jednoznacna, ak plati —n/2 <x; < m/2
a taktiez
—m/2<x,<T/2 .

Situacia je zobrazena na nasledovnej sérii obrazkov. Vstupnou mnozinou boli data s
rovnomernym rozdelenim na intervale <—1,1>2 , transformované pomocou vztahov (7.19) do

trojrozmerného priestoru, ¢im sa premietli na ¢ast’ pologule s kladnou prvou suradnicou.
Obr. 7.15a-c zobrazuji vahové vektory SOM, pre nazornost premietnuté do roviny s
nulovou x-ovou suradnicou. Ako vidiet, SOM v kone¢nej faze aproximuje trénovaciu
mnozinu.
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7.6 Zachovanie topologie

Zo simulacii SOM na dvojrozmernych datach s rovnomernym i nerovnomernym rozdelenim
bolo vidiet, ze mnozina vahovych vektorov mala tendenciu adekvatne pokryt’ datovu oblast’
(vlastnost’ vektorovej kvantizacie, podkapitola 7.4.1). Co je viak dolezité, vysledné
rozloZenie vah nadobudlo v oboch pripadoch formu, ktorG mozno intuitivne nazvat ako
usporiadanu. Inymi slovami, siet’ sa javila ako plne rozvinuta, bez nasilného krizenia uzlov
(vahovych vektorov). Takyto finalny stav siete suvisi s matematickym aspektom
realizovaného zobrazenia — vlastnostou zachovania topologie. Ttto vlastnost mozno
formulovat’ nasledovne:

Ak sa vstupny vektor x zobrazi na neuron i, potom vsetky vstupné vektory blizke
x (v zmysle euklidovskej metriky) sa zobrazia na ten isty neuron alebo na jeho
topologickych susedov.

Vlastnost’ zachovania topologie medzi vstupnym a vystupnym priestorom ma svoj vyznam.
Ako bolo spomenuté v tivode kapitoly, v biologickych neurdénovych sietach je vdaka
topografickym mapam dosiahnutd konzistentnd a vel'mi uspornd reprezentdcia geometrie
vstupnych stimulov. Z matematického pohl'adu nam takéto zobrazenie umoziuje zbavit' sa
redundantnych dimenzii a pracovat’ v kvalitativne rovnakom (topologicky ekvivalentnom)
vystupnom priestore. Takto sa nielen znizi vypoctova naroc¢nost rieSenej ulohy, ale navyse,
pri praci s datami vo vystupnom priestore moézu byt vysledky konkrétnej tlohy lepsie (napr.
pri Kklasifikacii dat [5]), nez by sa dosiahli s datami uvaZzovanymi v ich pdvodnej
reprezentacii, teda vstupnom priestore.

Podla matematickej definicie spojité zobrazenie medzi dvoma topologickymi priestormi
zachovava topologiu vtedy, ak je prosté (jednojednoznacné) a sucasne existuje k nemu
inverzné zobrazenie, ktoré je tiez spojité. Také zobrazenie sa nazyva homeomorfizmus. Z
tejto definicie mozno intuitivne dedukovat’, ze homeomorfné zobrazenie zachovava vztahy
podobnosti (blizkosti). Vol'nejSou poziadavkou pre zachovanie topologie je, Ze staci, ak
také zobrazenie zachovava len usporiadanie vztahov podobnosti (pozri obr. 7.16). Vyplyva
to z vety o topologickej ekvivalencii, ktorej dokaz mozno najst’ v praci [20]:

Veta (o topologickej ekvivalencii): Nech f a g su metriky a nech (X,f), (Y,g) su metrické
priestory so spocitatelnymi hustymi podmnoZinami® . Nech H : X—Y je bijektivne
zobrazenie také, ze plati:

VX, X0, X5, X4 € Xo (X, X5) < f(X5,X4) = 9g(H(X,), H(X,)) < g(H(x3),H(x,)) a
VYV Ve Ve €Y 9V Ys) < 9V Va) = fH(y,) H (V) < 9(H (y5), H (v,))

potom H je homeomorfizmus a priestory X a Y su topologicky ekvivalentné.

6 Takymto metrickym priestorom je napr. priestor X =9€N, N<eo, s euklidovskou metrikou

f=d.(xy)=lx-yl.
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Tato veta hovori, Ze pre zachovanie topologie je nutnou podmienkou to, aby usporiadanie
podobnosti (blizkosti) medzi dvojicami bodov vo vstupnom i vystupnom spojitom priestore
bolo monotéonne. Ked’ze toto je prisnejSia podmienka, nez aka je potrebna na to, aby
zobrazenie bolo homeomorfizmom, mozno H nazvat topologickym (topografickym)
homeomorfizmom [20].

V pripade diskrétnych priestorov (s ktorymi mame do Cinenia pri rieSeni praktickych
problémov pomocou SOM) nie je spojitost (podmienka homeomorfizmu) definovana
tradiénym spdsobom pomocou metriky. Mozeme vSak povedat, ze zobrazenie medzi
diskrétnymi priestormi, ktoré spifia vlastnost usporiadania podobnosti, je diskrétnou
aproximaciou topologického homeomorfizmu.

Pre potreby definovania vlastnosti zachovania topologie medzi diskrétnymi priestormi,
teda pri pouziti neurénovej siete, bola zavedend aj ind, praktickejSia definicia tejto
vlastnosti. Jej autorom je Martinetz [35], o praci ktorého sa eSte zmienime v podkapitole
7.9. Vychadza sa pri nej z predstavy, ze mame mnozinu vahovych vektorov, ktoré lezia na
myslenej nelinearnej ploche — variete M (angl. manifold) danej Struktirou vstupnych dat,
pricom uvazovanu SOM moézeme chapat’ ako graf pozostavajici z vrcholov (neurény) a
spajajucich hran (definujucich vztahy susednosti neurénov). Najprv je potrebné

Obrazok 7.16. Ilustricia zobrazenia H zachovavajuceho topologiu medzi
vstupnym priestorom X (s metrikou f) a vystupnym priestorom Y (s metrikou
2). Usporiadanie vzdjomnych vztahov podobnosti medzi prvkami x;, x2 a x3
ako aj medzi ich obrazmi y;, y2 a y3 (ziskanymi pomocou zobrazenia H) je
rovnaké, hoci vzajomné vzdialenosti obrazov st proporcionalne vécsie.
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zadefinovat’ susednost’ dvoch vektorov w;, w; (bodov v euklidovskom priestore). Situécia je
trividlna v jednorozmernom pripade (1D varieta M): dva body w;, w; s susedné, ak medzi
nimi nelezi ziaden bod w;. PouZijic termin Voronoiho polyédrov, ekvivalentnym tvrdenim
pre N-rozmerny priestor je: dva body w;, w; € R st susedné, ak ich Voronoiho polyédre su
susedné, tj. ak V; NV, # Q. Voronoiho polyéder je pre N-rozmerny pripad definovany ako

V,-:{XEEKN/”x—w,”st—wj ,j:1,2,...,n} i=12,..,n  (7.20)

Za ucelom zovseobecnenia definicie susednosti dvoch bodov vo viacrozmernom priestore,
tj. pre body w;, w; € M C R" bol zadefinovany pojem maskovany Voronoiho polyéder,
ktory predstavuje Cast’ Voronoiho polyédra, ktord lezi na variete M (lebo nas zaujima
susednost’ bodov w;, w; na podpriestore tvorenom touto varietou). Mnozina vSetkych
maskovanych ~ Voronoiho  polyédrov  tvori  celkovi  hyperplochu M, t;.
M= V,(M) U...u Vn(M) . Roz8irenie definicie susednosti je potom priame: Dva body w;, w; €
M < R" st susedné na M, ak ich maskované Voronoiho polyédre V,-(M) =VinM,
VI-(M) =V, M st susedné, tj. ak V,-(M) N Vj(M) # . Teraz mozeme pristipit’ k zamyslanej

definicii zobrazenia zachovavajiceho topologiu.

Definicia (zachovania topolégie): Nech G je graf (neurdonova siet) s vrcholmi i=1,2,....n a
hranami  (urcujucimi topoldogiu siete) definovanymi pomocou (symetrickej) matice
"susednosti" A s prvkami A; = {0,1}, i,j=1,...,.n. Nech M R" je dand varieta a nech S =
{Wi,..., w,} je mnozZina bodov wieM, z ktorych kazdy je priradeny k vrcholu i grafu G.

Potom graf G so svojimi vrcholmi i odpovedajucimi bodom w,e M predstavuje mapu
zachovavajiicu topologiu prave vtedy, ked plati, Ze zobrazenie ®g:M— G ako aj

. , . —1. ’ .7 i)
inverzné zobrazenie ®g':G— M zachovaivajii susednost.

Ostéva eSte objasnit’ vlastnost’ zachovania susednosti, ktord, ako vidiet’, musi platit’ oboma
smermi: Zobrazenie ®g:M— G zachovava susednost, ak kazdej dvojici bodov w;, w;

ktoré¢ st susedné na M, odpovedajii vrcholy i, j, ktoré su susedné v grafe G (obr. 7.17a).
Analogicky, zobrazenie <1>_S7:G—> M zachovava susednost, ak kazdej dvojici susednych
vrcholov i, j grafu G odpovedaji body w;, w;, ktoré su susedné na M (obr. 7.17b).
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Obrazok 7.17. Zobrazenie Stvorcovej variety M na tri grafy réznych topologii (ktoré su
umiestnené v hornej Casti obrazku). Kazdy z grafov ma 9 vrcholov, koreSpondujice vahové
vektory (zobrazené ako body) st rozmiestnené rovnomerne na ploche M. V prvych dvoch
pripadoch graf nezachovava topologiu, pretoze zachovanie susednosti plati v pripade (a) len v
"smere" zobrazenia

(I);; v pripade (b) len v "smere" ®g. Jedine v pripade (c) vlastnost’ zachovania topologie

plati.

Pri spatnom pohl'ade na predoslé podkapitoly je vidiet’, Ze s pripadmi (a) a (c) sme sa uz v
simuléciach stretli (obr. 7.8 a 7.10). Pripad (b) nastava v praktickych problémoch zriedka;
uz aj kvoli tomu, Ze dimenzia dat byva malokedy rovna jednej a topologiu siete obvykle
volime kvoli znazorniteInosti nanajvys rovni dvom. Ak sa zamyslime nad tym, ako
zachovanie topologie medzi varietou M a grafom G stviselo s volbou topologie SOM
(grafu), uvedomime si, ze vlastnost’ bola dodrzana, len ak sme pouzili SOM, ktorej
topoldgia méa dimenziu zhodnu s dimenziou dat (obr. 7.8), teda dva. Ret'az neurénov SOM
sice tiez aproximuje funkciu hustoty dat, avSak vlastnost’ zachovania topoldgie nemohla byt’
dodrzana, a to prave kvoli nerovnosti dimenzii. Pri pohl'ade na obr. 7.10 vidiet, Ze pre
niektoré oblasti vstupov je vlastnost’ splnena, t.j. Ze v ramci nich vybraté dva blizke vstupy
maju topologicky blizkych vitazov, ale sucasne mozno vybrat’ iné dva vstupy, pre ktoré to

neplati. Z pohl'adu definicie plati susednost’ len v opacnom smere, CI>751 .

Podmienka zhody dimenzii musi platit’ vo vSeobecnosti. Ak pracujeme s mnozinou dat,
ktorej prvky st popisané viacerymi suradnicami (x; € R"), Gasto nastava situacia, Ze prvky
x; nevypliiaju cely N-rozmerny priestor, ale len jeho ¢ast. Inymi slovami, skuto&na,
inherentna dimenzia geometrickej Struktliry tvorenej prvkami x; byva ¢asto mensia ako N.
Inherentna dimenzia je dand minimalnym poctom premennych, potrebnych na parametricky
popis uvazovanej mnoziny dat. Ak teda zvolime topologiu SOM’ tak, Ze jej dimenzia sa

7 Beline sa poulJivaju architektary v tvare mrie[/ky alebo retaze, molino poullit i trojrozmerny

"krystal". V principe je algoritmus SOM poullitelny i pre viacrozmerné architektury, avSak ma to viaceré
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bude zhodovat’ s inherentnou dimenziou dat, potom je pravdepodobné, Zze SOM sa nauci
aproximovat’ datovu Struktiru, navyse topologicky usporiadane. "Pravdepodobné" preto, Ze
spravna aproximacia nastava s vynimkou pripadov extrémnych nelinearit v datach.

Situacia je ilustrovana na obr. 7.18a. Datova mnozina bola generovana podla vztahu

z=2x% - y® + md(-0,2,0,2), pricom xe (-1, ye(-11) a md(;.) je generator

bieleho $umu na uvedenom intervale.® Vzhladom k tomu, Ze rozptyl v smere z-ovej osi je
relativne maly, inherentnd dimenzia generovanej mnoziny nimi tvorenej je len dva (pri
parametrizacii zohladnujucej maly aditivny Sum), hoci data lezia v trojrozmernom
priestore. Pri pouziti SOM dostaneme vysledok, ktorého projekcie do rovin tvorenych
dvojicami sturadnic su na obr. 7.18b-d. Vdaka zhode dimenzii je dvojrozmerna SOM
schopna pokryt’ (aproximovat’) nelinearnu Struktiiru (plochu) tvorenu datami.

Obrazok 7.18. (a) Datova Struktira tvaru sedla, a odpovedajuce priemety natrénovanej SOM (20x20
neurénov) do projekénych rovin (b) x-y, (¢) x-z a (d) y-z.

V praktickych problémoch z toho vyplyva nutnost’ a priori odhadnut’ inherentna dimenziu
dat a nasledne zvolit' siet s odpovedajlicou architekturou (topologiou). V pripade
nespravneho odhadu je potom potrebné vyskusat’ SOM s inou topologiou. Pri uspesnom
pouziti siete dostavame nelinedrne zobrazenie zo vstupného priestoru do priestoru
neuronov, ktoré ma ta dolezitu vlastnost, ze redukuje dimenziu popisu dat. Algoritmus
SOM teda umoziuje "objavit" a aproximovat nizkorozmerné nelinedrne Struktury pri
zachovani topologie, a to pri splneni vyssie spominanej podmienky zhody dimenzii. Pre
porovnanie, linearne $tatistické metddy ako napr. metdéda hlavnych komponent (angl.
principal component analysis, PCA) su schopné detekovat' len linedarne vztahy medzi
vstupnymi sturadnicami, v dosledku coho sa napr. Struktiira tvaru sedla (obr. 7.18a) javi ako
trojrozmerna, hoci jej inherentna dimenzia je rovna dvom.

nevyhody: s dimenziou exponencidlne narasta vypocCtovy €as i poCet potrebnych neurénov v sieti;
navyse, straca sa ilustrativnost vystupnej reprezentdcie, ktora je vizualizovatelna len pre architektary s
dimenziou < 3.

8 Zobrazeny utvar sice pre jednoduchost predstavuje pripad pre rmd(0,0), poullité data pre
trénovanie SOM vS8ak mali z-ovu zlo(lku "zaSumenu" podla stanoveného intervalu.
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7.6.1 Extrakcia a topologickée zobrazenie priznakov

Oba algoritmy — PCA i SOM — patria do kategérie algoritmov, ktoré umoziuju
extrahovat priznaky (angl. feature extraction), t.j. charakteristické crty vstupnych dat.
Utelom extrakcie priznakov je transformovat data do priestoru nizSej dimenzie (f
RY>RP), a to tak, aby sa ich vzdjomné vztahy (¢o mozno najviac) zachovali. Ma to dve
hlavné vyhody: (a) jednak sa tym znizi dimenzia popisu dat, ¢im sa zjednodusi ich d’alsie
spracovanie a (b) sucasne sa umozni vizualizcia a analyza dat (ak D<3).

Algoritmy na extrakciu priznakov su zalozené na klasickych pristupoch [42] alebo sa
jednd o algoritmy implementované pomocou neurdénovych sieti [33]. Hoci vécSina
"neurénovych" algoritmov na extrakciu priznakov je len priamou implementiciou
klasickych algoritmov (Co je i pripad PCA), neurdénovy pristup méa niektoré vyhody.
Napriklad, implementacia Sammonovho algoritmu pomocou neurdénovej siete uz ma
schopnost’ zovSeobecnenia, zatial' co povodny algoritmus tuto vlastnost’ nema [33].

V pripade PCA sa jedna o linearnu transformaciu f. Ta "najde" v datach hlavné
komponenty (angl. principal components), tvoriace ortogonalny stradnicovy systém, v
ktorych maju data maximalnu varianciu (stred novej suradnicovej sustavy sa pritom
presunie do taziska p, datovej mnoziny, pozri obr. 7.19a). V situacii na obr. 7.19a ide o
zobrazenie £ R* — R' (do smeru hlavnej komponenty p;). Na jeho implementéciu sta¢i
pouzit’ jeden linedarny neuréon s dvoma vstupmi (a jedno z pravidiel ucenia Hebbovho typu
[22]), pri¢om jeho vystup bude udavat hodnotu extrahovaného priznaku (suradnica v smere
p1). Kedze nova suradnica je linearnou kombindciou pdvodnych suradnic, v pripade
nelinedrnej Struktary dat sa strati po premietnuti do linearneho podpriestoru (kolmy priemet
bodov x na priamku p,) znacné mnozstvo informacie.

V pripade nelinearnej projekcie na krivku m(r) (obr. 7.19b) sa tato strata informacie
podstatne redukuje. Analogicky k linearnemu pripadu, m predstavuje hlavnu krivku (angl.
principal curve) uvazovanej mnoziny dat [37]. Krivka m je parametrizovana len jednou
premennou r, ktora udava poziciu bodu na krivke (vyjadreni napr. oblikovou
vzdialenost'ou bodu od koncového bodu krivky). Jednorozmerna SOM je schopna takuto
krivku diskrétne (t.j. kone¢nym poc¢tom) aproximovat’ pomocou svojich vahovych vektorov,
a zobrazenie vstupu x na vystupnu 1D reprezentaciu sa realizuje najdenim bodu (vahového
vektora) na krivke, ktory je najblizsie k x, t.j. w;= Jeho pozicia na krivke je dana indexom
i*, Co je diskrétna aproximacia parametra r. Ked'’ze m vystizne popisuje geometriu dat, jej
parameter r predstavuje ich charakteristicki ¢rtu — priznak, ktorého hodnota je pre
aktualny vstup i*. V pripade aproximacie dvojrozmernej plochy tvorenej datami hovorime o
hlavnej variete (angl. principal manifold), ktorej parametrom je vektor r s dvoma
nelinedrnymi suradnicami. Tie reprezentuju hodnoty dvoch extrahovanych priznakov.
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Obrazok 7.19. Premietnutie dat v 2D do jednorozmerného podpriestoru. (a) Linearna projekcia: PCA
najde v datach hlavné komponenty (zobrazena je len komponenta pi), ktoré su linearnou kombinaciou
povodnych stradnic xi, x2 a v ktorych maji data (vyznacené sivou oblast'ou) maximalnu varianciu. (b)
Nelinedrna projekcia: Data s premietnuté na krivku m(r), ktorej parameter » (popisujuci poziciu bodu
pozdiz krivky) je v nelinearnom vzt'ahu s pdvodnymi stradnicami. Je zrejmé, e z oboch 1D reprezentaci
predstavuje nelinearna projekcia lepsi popis uvazovanej mnoziny dat.

Okrem iného, rozdiel medzi PCA a SOM spociva v sposobe reprezentacie priznakov. Pri
PCA je na reprezentdciu jedného priznaku pouzity len jeden neurén (hodnota priznakov je
kvantifikovand vystupmi neurénov), v pripade SOM sa na reprezentacii podiel’aju vietky
neur6ény (hodnota priznakov je dand poziciou vitaza). S tym suvisi Specifickd vlastnost’
SOM — extrahované priznaky su fopologicky zobrazované (angl. feature mapping), a to
pozdiz koordinat mriezky SOM. Podobne, na rozdiel od PCA, v pripade SOM méze byt
interpretacia zobrazovanych priznakov v niektorych pripadoch obtiazna, ¢o samozrejme
zéavisi od typu dat a suvisi s faktom, Ze nepozname transformacny vztah f. Extrahované (a
zobrazované) priznaky nemusia mat’ ziaden fyzikalny vyznam. Siet’ si ich "zvoli" sama,
vylucne v zavislosti od geometrie dat.

7.6.2 Miery zachovania topologie

Na to, aby sme vedeli posudit’, ¢i nami zvolend SOM sa nachadza v usporiadanom stave,
potrebujeme mat’ nejaku informéciu, ktora charakterizuje
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jej stav (tj. pozicie jej vahovych vektorov), a to z hladiska zachovania topologie.
Najjednoduchsie je, ak taky kvantifikdtor — miera zachovania topologie — je vyjadreny
skalarnou hodnotou. Doteraz bolo navrhnutych niekol’ko takychto mier, pricom kazda ma
iné vlastnosti. Spomenieme si niektoré z nich.

Miera usporiadania ©. V praci [12] bola navrhnutd jednoducha skalarna miera, ktora
kvantifikuje pravidelnost’ usporiadania vahovych vektorov SOM a je aplikovatelna pre
Tubovol'nil dimenziu vdhovych vektorov. Bola definovana ako © = 64 [ 14, kde

1= (lwi=wi)

or= | Var (w;-w)

pricom E je stredna hodnota, Var je variancia a 4, predstavuje mnozinu dvojic indexov,

(7.21)

ktoré odpovedaju susednym neurénom v Struktare SOM, tj. A ={(i, j)|||r,-—rj||=1}.

Presnejsie povedané, ® odzrkadl'uje rovnomernost’ rozostupov medzi susednymi dvojicami
vahovych vektorov (kvantifikovani Standardnou odchylkou o©,), teda pri rovnomernom

rozostupe vah ® — 0. Tym, Ze © sa vzt'ahuje na okamzity stav siete, mozno ju aplikovat’
opétovne po kazdej iteracii (resp. kazdej n-tej iteracii), ¢im dostdvame informéaciu o stave
usporiadania vdhovych vektorov v priebehu ucenia. Miera ® ma vsak dva nedostatky: (1)
Pri vahovych vektoroch vyssich dimenzii podlicha dosledku vety o centralnej limite.” Ako
vyplyva zo vztahu pre disperziu normy mnoziny nahodnych vektorov, jej velkost sa pre
dostatocne velké n blizi ku konstantnej hodnote b, z ¢oho vyplyva, ze vektory su viac-
menej normované. Tym dostdvame pri aplikaciach s vysokorozmernymi datami hodnotu ©
= ( i v poCiato¢nom §tadiu ucenia, t.j. ked’ st vahy eSte neusporiadane rozloZené. Koniec
koncov, i v pripade nizkorozmernych vah méze © nadobudat "nesympaticky" nizku
hodnotu, ¢o je vSak v tomto pripade spdsobené vacsou hodnotou menovatela | (je zrejmé,
ze ak su vahy nahodne rozlozené, je priemerna vzdialenost susednych dvojic vécsia). (2)
Druhy nedostatok © spociva v tom, Ze je tazké z jej hodnoty ustdit’, ¢i architektura siete
vyhovuje dimenzii dat vstupnej mnoziny (pozri tab. 7.1).

Topograficky sucin P [2]. Podobne ako v predchadzajucom pripade, na vypocet P nie je
potrebna znalost’ o Statistike vstupnych dat, pocita sa vylu¢ne zo vzajomnych vzdialenosti
vahovych vektorov vo vstupnom priestore a zo vzdialenosti neurénov vo vystupnom
priestore. Vzt'ah pre vypocet P je nasledovny:

9 FERUCIRTI s \ . o . ,
Vetu o centralnej limite mozno struéne formulovall nasledovne: Majme mnozinu nahodnych vektorov

X=[x1,%2,....%] ", ktorych zlozky st nezavislé. Potom pre strednti hodnotu normy vektorov x a ich disperziu platia
vzllahy )y = E(xl)=van-b+QO1/n) a GﬁXH = Var(|x]) = b+0(1/ J/n). Parametre a a b zévisia vyluéne
od centralnych momentov radu 1, 2, 3 a 4, a to pod¥aa vz[lahov

a= /.12 + (72, b= (4/.120'2 —o*+ dupg +1g)/(4a), kde py = E((||x1| - /.l)k) je centralny moment k-tého radu.
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k din(Wj,Wn;ut 0)) dOUt(j, ngvut 0)) 2k
m=1 d"(w;,w ) 4°(ini0)

(7.22)

N N-1
N(N 1) Zkz_;log

kde N oznatuje podet neurénov, n(j) (resp. n2“(j)) predstavuje m-tého najblizsicho

suseda j-teho neurénu v priestore vah (resp. neurénov), d” sa vztahuje na vypodet
vzdialenosti v priestore vah a d ® na vypod&et fyzickych vzdialenosti neurénov v $truktiire
SOM.'" Ako vidiet,, vypocet P je zlozitej$i, avSak poskytuje viac informacie v porovnani s
mierou ©. Na zaklade hodnoty P mozno zistit, ¢i zvolena architektura siete "pasuje" na
vstupné data (v takom pripade P = 0); navyse dava informaciu o tom, ¢i v pripade potreby
treba znizit’ alebo zvysit' dimenziu architektury siete, aby sme dostali lepSiu hodnotu P. Z
hodndt uvedenych v tab. 7.1 vidiet, Ze najlepsi vysledok pre danu vstupni mnozinu bol
ziskany so sietou 16x16, ktord svojou Struktirou a pomerom dizok stran najlepie
odpoveda vstupnym datam. V inych pripadoch, podhodnotenie optimalnej dimenzie (pripad
retaze) znamena P < 0, nadhodnotenie dimenzie (krystal) ddva P > 0. V pripadoch 64x4 a
32x8 ma siet’ sice spravnu dimenziu, avSak vzhladom k pomeru jej stran sa siet’ javi ako
kvazi-jednorozmerna, preto P < 0.

Miera C. V praci [20] bola navrhnutd skalarna miera, ktord, pouZijic oznaenie pre
neurénovu siet’, ma tvar:

C=ZZF(i,j)~G(w,,wj) (7.23)

kde N je pocet neuronov, F je funkcia podobnosti vo vstupnom priestore, G vo vystupnom
priestore. Pri uvazovani funkcii /" a G ako euklidovskych vzdialenosti plati, Ze ¢im "lepsie"
zobrazenie, tym vicsia hodnota C. Uvedend miera bola odvodena z podmienky zachovania
usporiadania podobnosti medzi dvoma priestormi. Autor dokézal, ze ak medzi dvoma
priestormi existuje homeomorfizmus, tak zobrazenie, pri ktorom je zachované usporiadanie
podobnosti, ddva maximalnu hodnotu C. Z hodndt uvedenych v tabul’ke 7.1 mozno usudit,
ze v rédmci architektir tej istej dimenzie hodnota C odpoveda tej najlepsej, t.j. 16x16
neur6nov. Problematické je vSak na zéklade C urcit, ¢i zvolend architektira SOM vyhovuje
dimenzii vstupnych dat.

Reprezentacia dy-dx. Okrem skaldrnych mier uzito¢nou pomockou pri praci so SOM médze
byt i grafickd reprezentacia stavu. Prikladom takejto je reprezentacia dy-dx [11], ktorad
poskytuje graficki informdciu o pravidelnosti usporiadania siete (je v podstate
zovSeobecnenim miery ©). Spociva v zobrazeni vzajomnych vzdialenosti vahovych

10 Vzajomné vzdialenosti neurénov v. SOM nadobudaju len diskrétne hodnoty, a to 1J2_2JE ati

Vyplyva to z pravidelnosti usporiadania neurénov v uvazovanej Struktire, pricom vzdialenos] medzi dvoma
susednymi neurénmi je rovna jedne;j.
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vektorov  dy(i, j):“w,-— W]-H ako funkcie vzajomnych vzdialenosti im odpovedajicich

neurénov v S$truktare SOM, tj. dx(i, j)=Hl’,—rj” Vysledkom zobrazenia je mnozina

bodov, z ktorych kazdy odpoveda nejakej dvojici (i,j) a je zobrazeny v rovine dy-dx. Ako
vidiet’ na obr. 7.20, reprezentacia dy-dx graficky popisuje mieru korelacie medzi dy a dx,
ktora zavisi od stavu usporiadania vahovych vektorov. Da sa vSak ocakavat, Ze pri
aproximacii nelinearnych datovych struktir nebude stav usporiadania siete podla tejto
reprezentacie taky evidentny, ¢o vyplyva z komplikovanejsej korelacie medzi dy a dx.

Tabul’ka 7.1. Priemerné hodnoty spominanych mier zachovania topologie, pre rdzne
architektiry SOM po natrénovani. Vstupnou mnozinou boli vo vsetkych pripadoch

dvojrozmerné vektory s rovnomernym rozdelenim na intervale (0,1)2, vyberané nahodne.

Optimalnou architektirou spomedzi uvadzanych je siet’ typu 16x16 neurdnov, ktorad
najlepsie vyhovuje geometrii vstupnych dat.

Architektura SOM (C) P C
256 0,350+4,4% -0,1050£9,5% 1694182+1,7%
64x4 0,468%3,4% -0,0660£3,0% 529876%1,6%
32x8 0,356%7,0% -0,0301£3,3% 552382%1,3%
16x16 0,23245,0% 0,0005+4,0% 64924110,4%
10x10x2 0,604+0,7% 0,0076x3,9% 7366310,3%
6X6X6 0,501+12,% 0,0382+0,2% 9422020,4%
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Obrazok 7.20. Reprezenticia dy-dx dvojrozmernej SOM odpovedajica niektorym
stavom SOM podla obr. 7.9. Obrazok (a) odpoveda pociatoénému stavu, (b) odpoveda
stavu po 5000 iteraciach, (c) odpoveda findlnemu stavu (20000 iteracii).

7.7 Hybridné ucenie s uc¢itelom — algoritmy LVQ

Doteraz sme o SOM uvazovali ako o samoorganizovanom modeli, ktory je schopny
premietnut’ vstupné vzory do priestoru nizkej dimenzie, a to pri zachovani ich vzajomnych
topologickych vztahov. Teraz si ukdZzeme, ako mozno takito SOM nasledne pouzit' na
Statistické rozpoznavanie vzorov. Za tymto ucelom boli vyvinuté algoritmy LVQ (Learning
Vector Quantization) [29,25], ktoré sa aplikuji po natrénovani SOM. Ich ulohou je doladit’
vahové vektory tak, aby sa minimalizoval pocet chybnych klasifikacii, ktoré vznikaja v
doésledku prekryvu medzi triedami.

Pri ulohe Statistického rozpoznévania vzorov pracujeme s mnozinou X vstupnych vzorov
x, z ktorych kazdy patri do jednej z uvazovanych tried. Ulohou klasifikitora je po
predlozeni vstupu x rozhodnit’, do ktorej triedy patri. V pripade SOM sa klasifikacia vstupu
x uréi na zéklade navestia jemu najblizSiecho vahového vektora, ktoré podobne ako u
vSetkych vahovych vektorov oznacuje prisluSnost k tej-ktorej triede. Na rozdiel od
problému vektorovej kvantizacie, s ktorou sme sa stretli v podkapitole 7.4.1, tu nie je
doélezité, ktory konkrétny neurdn zvitazi; podstatné je, aby to bol jeden z neurdénov

;.

reprezentujucich tu "spravnu" triedu. Z toho mozno usudit, Ze problematické situdcie mézu
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vznikat’” prave v oblasti hranic medzi susediacimi triedami. Preto kI'icovym krokom je
stanovenie optimdlnych rozhodovacich pléch (dimenzie N-1 pri uvazovani XcR"), ktoré
rozdelia vstupny priestor X na zony prisliichajiice jednotlivym triedam.

+p(x) zéna chybnych Klasifikacii
|

| Bayesovska deliaca Ciara

./ pre P(C) = P(C)
A
7

4 W, R
Obrazok 7.21. Ilustracia problému klasifikacie do dvoch tried v 1D pripade.
V dosledku prekryvu medzi triedami vznika nenulova chyba klasifikacie,
pri¢om aktualna zéna chybnych klasifikacii je vdcSia ako minimalna, ktora
by nastala v pripade, ak by deliaca Ciara medzi vahami bola totozna s
teoretickou bayesovskou.

Problém je v jednorozmernom pripade (vstupy i vahy skaldrne) znazorneny na obr. 7.21, na
ktorom je kazdd z dvoch tried i a j (s prekryvajucimi sa funkciami hustot p(x) a p,(x))
reprezentovand jednou vahou. V désledku neoptiméalnych pozicii véh je deliaca Ciara medzi
nimi (prava ¢iarkovana &iara) posunuta od optiméalnej bayesovskej, ktora spiita podmienku
(pozri napr. [44], kapitola 4)

X C).F(C;) = p(AC)-AC;) . (7.24)

kde p(x|C;) je funkcia hustoty vstupnych vzorov x, ktoré patria do triedy C; a P(C) je
apriorna pravdepodobnost’, Ze pri ndhodnom vybere vstupu x bude ten patrit’ do triedy C;.
Pri znalosti pravdepodobnosti figurujiicich v rovnosti (7.24) mozno uvazovat o
diskriminacnych funkciach tvaru 8,(x)=g(p(x|C)P(C))), kde g je T'ubovolnd monotdnne
rastlca funkcia. Klasifikacia sa potom vykona na zaklade najdenia max(J;(x)); na hraniciach
medzi triedami C; a C; plati 8,(x)=08,(x).

Snahou LVQ je aproximovat teoretické bayesovské hranice bez znalosti Statistiky
vstupnych dat. Podobne ako v algoritme SOM, i tu sa adaptdcia uskutocniuje iterativnym
posunom vahovych vektorov — prototypov, avSak vyuzivajic trénovacie vstupy s
navestiami, teda s ucitelom.

Prv nez mozno pristipit k algoritmu LVQ, je potrebné vahové vektory najprv
inicializovat’ a potom priradit navestie kazdému z nich. Jednou z moznosti inicializacie je
samotny algoritmus VQ (podkapitola 7.4.1), ktory ma tendenciu minimalizovat’ stredn
kvadraticka chybu (vztah 7.7, resp. 7.8). V pripade, ze sa da predpokladat’ vysoka
Struktirovanost’ dat (lezia na nizkorozmernom podpriestore), je efektivne pouzit na
inicializdciu SOM, ktora navySe umoziiuje odhalit’ a zobrazit’ vzajomné topologické vztahy
medzi vstupnymi vzormi.

173



Nasledné priradenie navesti mozno realizovat’ tak, Ze pri testovani na reprezentativnej
mnozine vstupov so znamou klasifikdciou sa vyhodnoti pocetnost’ "vitazstiev" kazdého
prototypu a navestie sa ur¢i na zédklade vacsinového pravidla. Takymto spdsobom ziskame
pre kazdu triedu (obycajne) viacero prototypov, ktoré tvoria konvexné mnoziny.

LVQL1. Prva verzia algoritmu LVQ na doladenie prototypov vyuziva koncept "odmeny a
trestu" (ktory figuruje aj pri perceptrone), a to v aplikacii len na vitazny neurén (ndjdeny
podl’a minima euklidovskej vzdialenosti):

wi.(t+)=wi(D)+a()[x()-w.(t)], ak cls(x)=cls(w;.) 7.25)
wi(t+1)=w.(0) - a(t)[x() - w.(t)], ak cls(x)# cis(w;.) '
pricom o(f)e(0,1) je monotonne klesajiica funkcia, avSak s vyrazne menSou pociatocnou
hodnotou, radovo 0,01 (v porovnani s algoritmom SOM). cls(x) oznacduje triedu, do ktorej x
patri. Efekt, ktory mozno pozorovat pri LVQI1, je tendencia prototypov vzd’alovat’ sa od
bayesovskych hranic. LVQ1 je vSak stabilny pri "slusnom" tvare funkcii hustot jednotlivych
tried a vhodnej inicializacii prototypov.

LVQ2. Na rozdiel od LVQ1 sa v LVQ2 adaptuju v kazdej iteracii dva prototypy —
vitazného neurénu i* a druhého najblizSieho neurénu j k vstupu x. Snahou LVQ2 je
posunut’ deliacu ¢iaru medzi nimi smerom k pomyslenej bayesovskej hranici. Pre tento tcel
sa zavadza pojem "okna" W okolo deliacej Ciary, ako to vidiet na obr. 7.22.

hranice okna

e
Je

Obrazok 7.22. llustracia "okna" v 2D pripade.
Korekcie st definované ako

W (t+1) = wi(t) — a(t).[ x(1) - w;.(1)]

I IS /. =cl ) | . -
wit+) = wi+ o [xn-wn] T W cls(x) = cls(w)) # cis(w;.) (7.26)

pricom plati, ze x lezi v okne W, ak min(d,-*/dj,d- [ d.)>s, kde d/- =“X(t)— W/-“.

Hranice okna tvoria Apolloniove hyperplochy (dimenzie N-7), pricom ak w je relativna
Sirka okna W v jeho najuzSom mieste, tak s=(1-w)/(1+w). Optimalna velkost' okna zavisi
od poctu trénovacich vzorov: ¢im viac vzorov, tym uzSie okno mozno zvolit. Aby sa vSak
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dosiahla dobra Statisticka presnost, pocet vzorov ktoré "padni" do okna musi byt
dostatoéne vel’ky. Kohonen uvadza kompromisnii hodnotu w = 0,2.

Ako sa vSak ukazalo, po vdéSom pocte iteracii (rddovo 10000) spésoboval LVQ2
zhorSovanie vysledkov, a to kvoli jeho tendencii monoténne zmenSovat' vzdialenosti

“W,-*— w /” Na kompenzaciu tohto neziaduceho efektu navrhol Kohonen modifikaciu

LVQ2.1, vyuzivajuc rovnaké vztahy (7.26), avSak s podmienkou, Zze w; a w; su dva
najblizsie prototypy k x (teda i* nemusi byt vitaz) a sucasne plati xel/ a
cls(x)=cls(w))#cls(w;+). Takito modifikicia ma za nasledok dvojndsobny pocet korekcii
prototypov (v porovnani s LVQ?2), pricom je zabezpeceny i narast “W,-* -w j”, ¢im sa

zvySuje Statisticka presnost’ v uceni.

LVQ3. Nakolko i pri LVQ2.1 bolo pozorované ciastocné zhorSovanie vysledkov po
dlhsom trénovani v ddsledku posunov hrani¢nych prototypov do suboptimalnych pozicii,
prisiel autor s myslienkou zahrnut' do algoritmu efekt "kohézie" prototypov v ramci tried.
Tyka sa modifikacie prototypov v pripade jednoznacne klasifikovatelnych vstupov, t.j. tych,

ku ktorym st dva najblizsie prototypy z tej istej triedy. UCenie ma tvar
Wi (t+1) = wi(t) —a(t).[x() - w(t)]  pre xeW a cls(x) = cls(w) # cIs(w )

w(t+1) = wj(0) +a(t).[x(1) - w;(1)]
(7.27a)
W, (t+1)=w, (D +e.o(D).[x(D-w,(1)] ., ke{ij}

pre cls(x) = cls(w;) = cls(w;.) ~ (7.27b)
kde parameter € sa voli v zavislosti od velkosti okna: pri jeho malej Sirke musi byt’ € tiez
malé. Na zaklade simulacii dospel autor k zaveru, ze vhodnym rozsahom hodnét je interval
(0,1-0,5). Simulécie taktiez potvrdili stabilizatny Gc¢inok LVQ3 i pri rozsiahlejSich dobach
trénovania (radovo 100000). Vol'ba optimalnej verzie algoritmu zavisi od problému. Avsak
Statisticky vyznamné rozdiely vo vyslednej chybe klasifikacie sa v simulaciach nepotvrdili.

V ¢om sa verzie viac liSia, je ich stabilita. Z tohto hl'adiska je vhodnejsie volit LVQI alebo
LVQ3, ktoré maju stabiliza¢ny G¢inok i v dlhsich trénovacich cykloch.

7.8 Niektor¢ aplikacie SOM

Aplikacii SOM je vela, rozsiahly zoznam referencii na ne mozno najst v Kohonenovej
knihe o0 SOM [30]. Tu spomenieme aspon niektoré z nich.

Rozpoznavanie re¢i [28]. Tato aplikdcia SOM spociva v transformacii akustického
recového signalu na sekvenciu hlasok, tzv. foneticky prepis (ako napr. v slovencine
sekvencia d’-j-e-u-¢-a). Prostriedkom tejto transformacie je natrénovana SOM — tzv.
fonémova mapa (obr. 7.23), ktora svojou odpoved’ou je schopna lokalizovat odozvu na
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aktualny vstup x odpovedajici nejakej hlaske (fonéme). Aplikacia bola urobena pre finsky a
japonsky jazyk, a to predovsetkym z dvoch dévodov: (a) oba jazyky st inflexnymi jazykmi
(t.j. pribuzné slova sa v nich tvoria pomocou predp6n a pripon), preto je vyhodnejsie volit
malé akustické jednotky (hlasky, slabiky) ako objekty rozpoznavania, lebo ich pocet je
obmedzeny (rozpoznavanie na Urovni slov by prestavalo byt efektivne pri ich vysokom
pocte, pretoze kazdy tvar slova treba povazovat’ sa samostatnu kategoriu); (b) oba jazyky
obsahuju fonémy, ktoré su l'ahko rozliSitelné na zaklade ich stacionarnych spektralnych
vlastnosti.

Na to, aby bolo mozné trénovat SOM, je potrebné recovy signal predspracovat. Vo
vSeobecnosti existuje viacero spdsobov predspracovania reCového signalu, ktoré sa bezne
pouzivaji. Kohonen pouzil spektralnu analyzu. Predspracovanie signalu (po¢nuc krokom
(3) realizované na signalovom procesore) spocivalo v nasledovnych krokoch: (1)
dolnopriepustna filtracia s f = 5,3 kHz, (2) 12-bitova AD konverzia s frekvenciou
vzorkovania 13,02 kHz, (3) 256-bodova rychla Fourierova transforméacia (FFT) kazdych
9,83 ms pouzijuc Hammingovo okno, (4) logaritmizacia spektra a jeho vyhladenie, (5)
umiestnenie 15 zloziek vhodnym zlicenim komponent FFT v rozsahu 200-5000 Hz do
spektralneho vektora x, (6) centrovanie x okolo strednej hodnoty (odc¢itanim strednej
hodnoty od vsetkych zloziek), (7) normovanie x.

Takymto sposobom sa z kazdého okna konstantnej dizky 9,83 ms (ktorti mozno v redi
povazovat’ za Statisticky stacionarny usek) ziskala spektralna reprezentacia vo forme
vektora xe R". Po natrénovani SOM na takejto mnozine vektorov boli jednotlivym
neuréonom priradené navestia podla vécSinového pravidla, a vahy SOM boli pred
rozpoznavanim doladené pomocou LVQ (podkapitola 7.7). Pri testovani SOM
predstavovali odozvy (reprezentované poziciou vitaznych neurénov) v.SOM trajektoriu,
ktorej uzly odpovedali jednotlivym po sebe nasledujiicim vstupnym vektorom x. Z hl'adiska
nadobudnutej reprezentacie je zaujimave, ze siradnice SOM nemaju explicitny vyznam —
siet’ si ich vybrala automaticky pocas trénovania. Z vystupnej fonetickej sekvencie bolo
mozné dosiahnut’ ortograficky prepis s 90%-nou presnostou, priCom po odstraneni
koartikula¢nych efektov pomocou gramatickych pravidiel dosiahol implementovany
foneticky pisaci stroj presnost’ v rozsahu 92-97% v realnom case.

Obrazok 7.23. Fonémova mapa (s hexagondlnou Struktirou). Dvojité navestia oznacuju
neur6ny, ktoré reaguji na dve fonémy. Rozlisenie niektorych foném nie je spolahlivé, nutna je
doplnkova analyza. Prevzaté z [28].
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Obrazok 7.24. Schéma robotického systému s "externym zrakom" (uvazovany je neredundantny pripad —
robot s troma stupfiami volnosti). Dve kamery snimaju poziciu cielového objektu u# i koncového bodu
efektora v. Blok predspracovania obrazu extrahuje 4D vektor odpovedajuci konkrétnej pozicii v 3D vstupnom
priestore. Rameno robota je riadené trojicami prikazov vo forme uhlov natoCenia, ktoré su vystupom
neuronovej siete.

Robotika. Jednou zo zékladnych tloh v tejto oblasti je naucit’ robota umiestnit’ svoje
koncové rameno (efektor) do ziadanej polohy. Schéma realizovaného systému na rieSenie
tohto problému s pouzitim SOM je na obr. 7.24 [45].

Ciel'om je nau¢it’ neurénovu siet’ transformaciu :u e U R* — 0e R bez uditela.
Pristup spociva v adaptivnom kvantovani vstupného priestoru U na N disjunktnych oblasti
F;, ie {1,..,N} a aproximacii 6 v kazdej oblasti linearnym zobrazenim, ktoré sa postupne
"dolad’uje". Pocet oblasti N je dany zvolenym poctom neurénov SOM (s 3D architektirou),
z ktorych kazdému je priradeny vahovy vektor w; € R* aproximujici tazisko oblasti F,
vystupny vektor 0; a matica 4; (typu 3x4), ktoré spolu urcuju linearny Taylorov rozvoj 6(u)
v ramci F:

o(u)=0,+A.(u-w,). (7.28)

Na adaptaciu vah neurénov ako aj ich vystupov 8; a A; je pouzity roz§ireny algoritmus

SOM'"! (ako aj algoritmus "neural gas" [34])

1 RozSirenie algoritmu SOM spodiva prave v priradeni maticového vystupu jednotlivym neurénom

a vyulliti vlastnosti zachovania topoldgie pri ich adaptacii.
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w,—w;+e h(i,i*).(u-w,)
0, 0,+€.h(ii*).A0; (7.29)
A — A +e.0(i,i*).AA

kde €, €', h(i*.i) a h'(i*.i) s Standardné parametre SOM, veli¢iny AO;, A4; sa vypocitaju
sposobom blizsie opisanym v [45]. Ucenie prebieha tak, ze v kazdom trénovacom kroku sa
zada cielova pozicia u a rameno robota sa iterativne priblizuje k ciel'u. V prvom priblizeni
sa najde vitaz a pozadované uhly sa vypo¢itaju podl'a (7.28). Dalej sa generovany vystup
ziska iterativnym sposobom, a to vahovanym spriemernenim prispevkov od vsetkych
neur6nov v okoli vitaza podl'a rekurentného vztahu

0% =9 ,+s‘72 h(i*, ). A,.(u—V,) (7.30)

kde s= Z h(i*, i) a v, je pozicia efektora v n-tej iteracii. Opakovane sa aplikuji uciace
I

pravidla (7.29). Po predlozeni asi 3000 cielovych pozicii je robot schopny dosiahnut
ziadant poziciu s presnostou 1,3 mm, pricom, ako uvadzaju autori, ta by sa dala este zvysit’
pouzitim kamier s lepSou rozliSovacou schopnost'ou.

Formovanie hierarchickych reprezentacii. SOM je schopnd topologicky zobrazit
hierarchické vztahy medzi jednotlivymi vstupnymi prvkami, pokial su tieto vhodne
popisané pomocou svojich stradnic [25]. Na ilustraciu tejto lohy mozno pouzit
reprezentaciu podla tab. 7.2.

hupka 7.2 VINoZiNa prvkov pouZitd na_formovanic nierarchickej TepreZentacie.
Kazd z prvkov (ozn. A, B, C,...) predstavujec5-rozmerny wektor se sturadnicami

danyndi v odpovedajucom stipci pod nim. | »# = ¢ * ¢ r e e x e

)
0 0 0
0<é?)

00 0 00000 00 0 0

Obrazok 7.25. (a) Minimalny strom grafu dat uvedenych v tab. 7.
pomocou SOM.
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Vztahy medzi jednotlivymi prvkami mnoziny mozno zobrazit' klasickou metdédou, ¢im
ziskame minimalny strom (obr. 7.25a). Pri pouziti SOM na tych istych datach dostaneme
mapu ako napr. na obr. 7.25b. Podobnost medzi oboma vyobrazeniami je zrejma:
jednotlivé "vetvy" v SOM st sice vselijako stoCené (tak, aby sa "zmestili" do mapy), avSak
topologické vztahy medzi susednymi vzormi s v podstate rovnaké.
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Obrazok 7.26. (a) Usporiadanie symbolov v SOM podla ich atribatov. Ohrani¢ené oblasti odpovedaji
jednotlivym symbolom, v ramci kazdej z nich je neurén s maximalnou odozvou oznaceny symbolom
triedy. Usporiadanost’ je evidentna medzi zvieracimi druhmi (oddelenymi hrubsimi ¢iarami) i v rdmci nich.
(b) "Sémanticka mapa" symbolov vygenerovana na zaklade vzorov symbol—dvojslovny kontext.
Separované oblasti oznacuju jednotlivé slovné druhy, v rdmci ktorych je navySe evidentna usporiadanost’
podl'a vyznamu zastipenych symbolov.

Topografické mapy abstraktnych dat. V pripade abstraktnych, symbolickych dat vznika
otazka, ako mozno u tych zistovat’ a zobrazovat’ ich vzajomné, sémantické vztahy [40]. V
pripade fyzikalne relevantnych dat to nie je problém, pretoze ich samotna reprezentacia
odzrkadl'uje vzajomné vztahy podobnosti (napr. blizkost’ odpovedajticich suradnic dvoch
vektorov v zmysle euklidovskej metriky). AvSak v pripade symbolov (napr. slov
prirodzeného jazyka) to neplati, pretoze medzi kédom symbolu (reprezentované¢ho napr.
pisomnou formou) a jeho vyznamom nie je ziadna suvislost. KedZze vztahy medzi
symbolmi nie su zistitelné z ich kédovych reprezentacii, je potrebné ich prezentovat v
spétosti s kontextom, v ktorom sa vyskytuju.

V prvom priklade bol kontext kazdého symbolu (meno zvierata) reprezentovany
vektorom binarnych atributov (pritomnost’ atribiitu oznacena jednotkou, absencia nulou)
ako vel'kost’ zvierata (malé, stredné, vel'keé), vonkajsi popis tela (ma 2 nohy, 4 nohy, srst,
kopyta, hrivu, perie) a ¢o rado robi (lovi, beha, lieta, plava). Takyto 13-rozmerny vektor
atributov x, bol vygenerovany pre kazdé zviera, pricom kody zvierat x, boli zamerne
vytvorené tak, aby neniesli ziadnu informaciu o vzajomnej podobnosti medzi symbolmi:
kazdy vektor x,; obsahoval samé nuly, az na jednu hodnotu a, ktora figurovala na pozicii
udavajucej poradové ¢islo zvierata (1-16). Oba vektory boli zli¢ené v jeden 29-rozmerny
vektor x=[x,,x,]" charakterizujuci kazdé zviera, priCom hodnota a bola stanovena na a =
0,2, aby vplyv atribiitovej ¢asti vektora x (nositel’ informacie o zvierati) bol va¢si ako vplyv
symbolovej Casti. Vektory x boli napokon normované kvoli lepsej stabilizacii ucenia. Pocas
trénovania bolo SOM prezentovanych 2000 ndhodne vyberanych vzorov x z 16-prvkovej
mnoziny. Proces uréovania navesti bol vSak realizovany na zaklade vektorov x:[xS,O]T,
¢oho vysledkom je mapa na obr. 7.26a. Kvalitativne rovnaku reprezentaciu by sme dostali i
pri pouziti x=[x,x,]" , z ¢oho vyplyva, Ze hoci reprezenticia vzdjomnych vztahov
podobnosti bola ziskana vd’aka pritomnosti atribitovych Casti pocas trénovania, spravna
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odozva SOM v testovacej faze sa generuje i pri absencii x,, t.j. len na zaklade symbolovej
Casti.

V druhej ukazke je kontext symbolu reprezentovany pomocou inych symbolov, ako to
mozno pozorovat v prirodzenom jazyku. Uvazovand mnozina 30 symbolov zahriiovala
podstatné mend, slovesa a prislovky. Generované trénovacie vzory pozostavali zo
zmysluplnych trojslovnych viet (napr. Robo pomaly bezi, lev je médso, atd’.), pricom kazdy z
troch symbolov bol nejako kddovany ako 7-rozmerny vektor. Opét’, aby sa zvyraznil vplyv
kontextu, bol parameter a v symbolovej Casti stanoveny na a = 0,2. Po natrénovani na 2000
(21-rozmernych) vstupnych vzoroch tvaru x=[x,x,]” boli navestia uréené opit len na
zaklade symbolovej Casti a vysledkom je mapa na obr. 7.26b.

Z uvedenych prikladov vyplyva, ze SOM mozno pouzit' i na generovanie topologicky
usporiadanych zobrazeni symbolickych dat za predpokladu, Ze tie st prezentované v
kontexte, ktory nejakym spésobom popisuje vztahy podobnosti medzi nimi.

7.9 Pribuzné algoritmy

I napriek Gspesnosti pouzitia SOM v roznych aplikdciach ma algoritmus SOM niektoré
nedostatky. Patria k nim najma tieto fakty:

o forma Struktury, dimenzia mapy i pocet neuronov SOM st definované a priori
e moznost’ vzniku "mftvych" neurébnov

o diskrétnost’ a "rovnomernost™ projekcie.

Pri pouziti SOM sa a priori predpoklada, ze vstupné data lezia (najCastejSie) na dvoj- alebo
jednorozmernom podpriestore, ¢o je nutna ale nepostaujuca podmienka uspesnej
pouzitelnosti SOM, a podla toho sa voli dimenzia mapy (v pripade 2D obycajne
§tvorcového tvaru). Ak maji data naozaj odhadovanu dimenziu a navySe im "vyhovuje"
Standardna Struktira mapy (myslia sa tym bezne pouzivané formy retaze a mriezky), potom
SOM predstavuje efektivny a ilustrativny prostriedok zobrazenia ich topologickych
vztahov, ¢o mozno vyuzit’ napr. pri naslednej klasifikacii v tomto vystupnom priestore.
Pouzitie SOM ako prostriedku na analyzu dat je vSak obmedzené. Obmedzenost jej
vseobecného pouzitia spocCiva prave v tom, Ze vyzaduje apriorny odhad inherentnej
dimenzie dat — informacie, ktora ma byt prave jednym z vysledkov ich analyzy! Takisto,
zvoleny pocet neuréonov nemusi byt optimalny: prili§ malo neurénov zniZuje presnost
aproximacie, ich privysoky pocet spdsobuje narast vypoctovej zlozitosti s moznostou
neadekvatneho zvysenia presnosti aproximacie.

Fixovanie formy $truktury ($tvorcové, obdiznikovd) moze mat v zavislosti od $truktiry
dat za nasledok vznik tzv. "mftvych" neurénov (napr. ak data pozostavaju zo vzdialenych
zhlukov), t.j. takych, ktorych vahové vektory zakotvia v oblastiach s nulovou
pravdepodobnost’'ou vyskytu vstupov. Inymi slovami, ide o neurdny, ktoré nikdy nezvitazia,
preto ostavaji nevyuzité.

Diskrétnost a "rovnomernost” projekcie znamena, Zze konkrétny vstupny vektor sa
premietne na jediny (vitazny) neurdn, ktorého stradnice v mape mézu nadobudat’ len
rovnomerne vzdialené diskrétne hodnoty (1,2,...). V niektorych aplikaciach moze byt tato
skuto¢nost’ nevyhodou (nedostato¢na presnost), ¢o je na druhej strane mozné eliminovat’
plo$nym zvySenim poctu neurénov.
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Uvedené fakty boli podnetmi pre navrh pribuznych algoritmov samo-organizacie v snahe
odstranit’ tieto nedostatky, alebo aspon niektoré z nich. Stru¢ne sa o niektorych z nich
zmienime.

VQP (Vector Quantization and Projection) [13]. Vystizny ndzov napoveda, Ze vstupné
data st najprv vektorovo kvantované (vo vstupnom priestore), a potom projektované do
priestoru nizsej dimenzie, a to s cielom zachovania topoldgie. Spolo¢nymi znakmi so SOM
je to, ze dimenziu vystupného priestoru a pocet neurdnov treba tiez a priori zvolit, avsak
odli$nost’ spociva v tom, ze VQP nepredpoklada ziadnu geometrick Strukturu neurénov
(teda ani funkcia okolia tu nefiguruje). Kazdému neurénu i je priradeny vstupny vektor
x; € R (odpovedajuci vahovému vektoru w; v SOM) a vystupny vektor y;eR”
(odpovedajuci vektoru r; v. SOM), pricom P<N. Neurény na vystupe teda nemaju
zafixované pozicie, navyse v pravidelnej Struktire ako u SOM, ale ur¢enie ich optimalnych
pozicii je prave cielom algoritmu VQP. Prvym krokom je vektorova kvantizacia vstupného
priestoru (t.j. najdenie prototypov x;), na ktort autori aplikovali vylepSent modifikaciu
algoritmu "neural gas" [34]. Nasledna projekcia prototypov, ktorej kritériom je zachovanie
lokalnej topologie, sa odvadza z minimalizacie chybovej funkcie tvaru

1 2
E=EZZ(XU—YU) F(Y)) (7.31)
i i
pricom X;=d(x;x;) a X;=d(x;x;), kde d(.,.)predstavuje euklidovski vzdialenost. F{(.) je
pozitivna, monoténne klesajuca funkcia, aby podporovala zachovanie lokalnej topologie:

¢im mensia vzajomna vzdialenost’ dvoch bodov na vystupe, tym vacsi je ich prispevok v
chybovej funkcii. Vysledkom Standardnej gradientovej metody je vztah pre

Ay; =azj¢,-G(Xif’Yf/)(yf —¥;), z €oho vyplyva vypoctova zlozitost' radu Oo(n*), lebo

ako vidiet’, adaptuju sa vSetky neurony, pricom posun kazdého z nich sa vypocitava ako
sumdcia cez vSetky ostatné neurony. V snahe znizit' vypoctovu zlozitost’ pri zachovani
presnosti dospeli autori k myslienke vybrat’ v kazdom adaptacnom kroku len jeden neurén
(vitaza pre aktualny vstup) a adaptovat’ vSetky ostatné neurény podla pravidla (toho istého,
ale bez sumacie)

X.—Y.
Ay; = a2 —L2F(Y;) = (X;- V). F ()] (v, - vi) Vil (132)

=

kde F’ oznacuje derivaciu. Tym sa vypoctova zlozitost' znizila na O(n). V porovnani so
SOM je algoritmus VQP rychlejsi, a vdaka "volnej" geometrii vystupnych vektorov je
schopny aproximovat’ datové struktury bez vzniku "mftvych" neurénov.

TRN (Topology Representing Network) [35]. Na tento algoritmus sa mozno pozerat’ ako
na aproximaciu datovej Struktiry pomocou (neorientovaného) grafu. Jeho vysledkom su
pozicie uzlov (neurénov), ktorych pocet n sa vopred stanovi (ako u SOM), a Stvorcova
matica spojeni C[nxn] definujuca existenciu hran medzi nimi (t.j. ak hrana medzi uzlami i, j
existuje, potom C;>0, inak C;=0), pricom podmienkou je zachovanie topologie (v zmysle
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Obrazok 7.27. Komplexna datova Struktira pozostdvajuca z jedno-,
dvoj- a trojrozmernej Casti, aproximovana grafom TRN (prevzaté z

[35D-

definicie uvedenej v podkapitole 7.6). Avsak na rozdiel od SOM i VQP, vystupna
reprezentacia (pozicie uzlov) ma dimenziu vstupného priestoru, teda N. Inymi slovami,
generovana projekcia (na uvazovany graf) nie je sprevadzanad explicitnou redukciou
dimenzie. TRN je kombinaciou algoritmu "neural gas" [34], ktorym sa adaptuju uzly, a
Hebbovho ugenia so sutazenim,'’ ktoré slizi na vytvaranie novych resp. eliminiciu
existujucich hran. Adaptacia uzlov sa realizuje podl'a vztahu (podobného ako u SOM)

w; (t+1)=w;(1)+o(t).exp(=k; | M1).[ x— w;(1)] (7.33)

kde parametre o(t)a A(f) st funkcie monotoénne klesajuce v Case, k; uddva pocet
neurénov j, pre ktoré pri danom vstupe x plati: "X— w /” < ||X - Wi"' Takto sa v kazdej

iteracii stanovi sekvencia neurdnov iy,iy,...,i,.; (podla blizkosti k aktudlnemu vstupu) a
modifikacia prvkov matice C, ktoré boli pri inicializacii nastavené na 0, sa realizuje
nasledovnou trojicou krokov:

() ak C;; =0, spojuzly i a iy, tj. prirad’ C;; >0

(if) resetuj "vek" hrany fy—i;, tj. (ip,i;) < 0 a zvys "vek" vSetkych spojeni s
vitazom, t.j. H(iy, j) < t(ig,/)+1 VI Cfo/' >0

(iii) zrus vSetky spojenia s vitazom, ktorych vek presiahol limit 7, t.j.

nastav Ciof «0,Vj| (Cio/' >0)A(H(ip, )>T).

Pri modifikéacii spojeni (hran) 0,0,1 podl'a vzt'ahu AC,-O,-1 o< ¥/;.y; sa vystup neurénov pocita
ako y; = f("x— W,-||), kde f je kladnd monotonne klesajica funkcia. Uvedeny algoritmus
umoziiuje skonstruovat’ graf, ktory je schopny aproximovat’ i zlozité Struktiry s réznou

dimenziou v jednotlivych jeho Castiach, ako napr. na obr. 7.27.

GCS (Growing Cell Structures) [19]. Zatial' ¢o doteraz spominané modely pracovali s
vopred stanovenym, konStantnym poc¢tom neurénov, v GCS sa neurdny i pridavaju resp.

12 Hebbovo uciace pravidlo so sutallenim v podstate predstavuje syntézu dvoch principov:

korelaéného a kompeti¢ného.
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uberaji. Algoritmus takto umoziuje aproximovat SirSie spektrum distribucii dat pri
zachovani lokalnej topologie, avsak limitujucim faktorom ostava to, ze vysledny graf je
monodimenzionalny, pri¢om topoldgiu grafu treba na zaiatku zvolit."> Navyse, vystupna
reprezentacia ma tu istd dimenziu ako vstupny priestor.

Algoritmus GCS v sebe zahiia tri kroky: redistribiicia neurénov (uzlov), pridanie
neurénu a odstranenie neuronu. Redistribucia sa realizuje v kazdej iteracii, podobne ako u
SOM. Rozhodnutie o naslednom pridani neurénu je zaloZené na nasledovnej myslienke:
kazdy uzol i ma priradeni chybovi premenntt err(/), ktord sa v pripade jeho vitazstva

inkrementuje o jeho vzdialenost’ od aktualneho vstupu, t.j. err(i) < err(i) + "X - W,-". Prilis

vysoka hodnota err(i) takto signalizuje, ze v danej oblasti grafu je nizka hustota neuréonov
(uzlov). Preto sa néjde "Cierna ovca" (bs) medzi neurénmi, t.j. ten s najvicSou hodnotou
err(i), a jeho najvzdialenej§i bezprostredny sused f (t.j. taky, ktory ma s nim spojenie). Do
stredu medzi ne sa vlozi novy neurdn (nn): W,,=(Wps+ W;)[2, a vytvoria sa jeho
spojenia s okolitymi neurénmi tak, aby sa zachovala topologia k-simplexov. Nasledne je
eSte potrebné adaptovat’ chybové premenné.

Odstranenie neurénu je potrebné najméd pri aproximovani nespojitej distribucie dat.
Vychédza sa z tvahy, ze ¢im dlhSie neurén nezvitazil, tym vicsia je pravdepodobnost’, ze
bude odstraneny.

DCS (Dynamic Cell Structures) [6]. Algoritmus DCS je zlucenim a rozsirenim myslienok
obsiahnutych vo modeloch TRN a GCS. Hlavny rozdiel oproti GCS spociva v tom, Ze
topologia konstruovaného grafu nema vopred dani dimenziu, ¢im sa dava moznost’ vzniku
multidimenzionalneho grafu (t.j. s réznou dimenziou v jeho castiach, ako na obr. 7.27).
Nové neurony sa vkladaji podobnym spdsobom ako u GCS: medzi neurén i s najvacsSou
hodnotou err(i) a jeho bezprostredného suseda j s druhou najvac¢sou hodnotou err( j); nie
vSak do stredu medzi ne, ale s proporciondlnym posunom podla pomeru hodnét ich
chybovych funkcii. Vitazny neurén sa adaptuje ako u SOM, neurdny s nim susediace podla
vztahu

AWJZOC(I').AI*].(X—W]) Vj:A,*j>0, j:1,2,...,n, (7.34)

pricom A;x su prvky matice susednosti (pozri definiciu, podkapitola 7.6), ktoré sa
modifikuji trochu zlozitej$im spésobom ako u TRN:

1 ak Yi-Yj =max{y,.y;}, kI=12...,n
Ai(t+1) = 0 ak Ay(f) <6 (7.35)
e.Ay(f) v ostatnych pripadoch.

13 Graf s k-dimenzialnou topoldgiou pozostava z k-simplexov, ¢o je jeho zakladny "stavebny blok", ktory

vznikne vzajomnym pospéjanim k+1 uzlov.
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TabulPka 7.3. Charakteristiky algoritmov samoorganizicie neuronovych sieti na
formovanie zobrazeni zachovavajicich topolégiu. Pod "redukciou dimenzie" sa mysli
znizenie dimenzie reprezentacie vystupnej informacie, "n=konst." oznacuje konstantny,
vopred stanoveny pocet neurdénov v sieti. "Monodimenzionalita grafu" znamena, ze graf
ma v celej svojej Strukture rovnaku dimenziu £, t.j. Ze pozostava len zo simplexov k-té€ho
radu. "Fixovanost’ topologie" sa vztahuje na apridrne urcenie Struktiry grafu.

Algoritmus Redukcia dim. n = konst. Monodim. graf | Fix. topoldgia
SOM ano ano ano ano
VQP ano ano ano nie
TRN nie ano nie nie
GCS nie nie ano nie
DCS nie nie nie nie

GSOM ano nie ano nie

Vo vztahu (7.35) y;= f(”x - W,-||) oznacuje vystup i-techo neurénu, kde f je kladna

monoténne klesajuca funkcia, € predstavuje konstantu zabudania, ktora spiia podmienku
0 <e<1,a 6 oznaduje prah eliminacie spojenia.

GSOM (Growing SOM) [3]. Tento algoritmus taktiez umoziuje pridavat neurdny
(podobne ako GCS a DCS), avsak s obmedzujicou podmienkou, Ze Struktura usporiadania
neur6nov ostava pravidelnou — v tvare (viacrozmernej) mriezKy. Z toho vyplyva nutnost’
pridavat’ nielen jednotlivé neurony, ale podl'a potreby i celé "pasy" ¢i "vrstvy" neurénov, ak
sa algoritmus "rozhodne" zvysit’ dimenziu grafu (napr. k existujucej retazi neurénov mozno
pridat bud’ jeden neurdn, alebo cely pas neuronov, ¢im sa z retaze stane mriezka).
Motivaciou pre takuto dynamiku narastu siete je fakt, ze vd’aka uchovanej pravidelnosti je
praca s takouto sietou podstatne jednoduchSia ako so vSeobecnym grafom, a navyse,
GSOM redukuje dimenziu popisu dat.

Porovnanim spominanych algoritmov samoorganizacie z hl'adiska ich charakteristickych ¢ft
dospejeme k prehladovej tabulke 7.3. Z pohladu vyssie uvedenych charakteristik sa
najuniverzalnej$im algoritmom spomedzi spominanych javi algoritmus DCS. Umoziiuje
pretransformovat’ vstupné data do podoby neorientovaného grafu, ktory svojou Struktirou
verne odpoveda datam v kazdej Casti vstupného priestoru. Takato univerzalnost vystupnej
Struktiry je na jednej strane vyhodou, avSak sucasne sa s tym podstatne stazi praca s
takouto vystupnou reprezentaciou. Je to prave kvoli jej nepravidelnosti, preto je nutné
spracovavat’ a uchovavat komplikované vztahy medzi jednotlivymi uzlami grafu. Naopak,
SOM je po tejto praktickej stranke vel'mi jednoduchd. To si mozno uvedomit’ uz pri jej
zobrazovani ako pravidelnej mriezky, vo faze programovania algoritmu, ¢i v naslednej
implementacii. GSOM predstavuje kompromis — zachovava si jednoduchost’ vystupnej
reprezentacie SOM (samotny algoritmus je vSak pochopitelne zlozitejsi), a sucasne je
pruznejsia pri aproximacii Struktary dat.

184



Literatira

(1]
(2]

(3]

(4]

(3]

(6]
(7]

(8]
(9]

[10]

[11]
[12]
[13]

[14]

[15]

S.C. Ahalt, A.K. Krishnamurthy, P. Chen, and D.E. Melton. Competitive learning
algorithms for vector quantization. Neural Networks, 3(3):277-290, 1990.

H.-U. Bauer and K.R. Pawelzik. Quantifying the neighborhood preservation of self-
organizing feature maps. /[EEE Transactions on Neural Networks, 3(4):570-579,
1992.

H.-U. Bauer and T. Villmann. Growing a hypercubical output space in a self-
organizing feature map. Technical report TR-95-030, ICSI Berkeley, California,
1995.

C. Bouton, M. Cottrell, J.C. Fort, and G. Pagés. Self-organization and convergence
of the Kohonen algorithm. In: Probabilités Numériques (Eds. N. Bouleau and D.
Talay), INRIA, Paris, France, 163-180, 1991.

W.D. Brandt, H. Behme, and H.W. Strube. Bildung von Merkmalen zur
Spracherkennung mittels phonotopischer Karten. In: Fortschritte der Akustik-DAGA
91, Bad Honnef, Germany, 1057-1060, 1991.

J. Bruske and G. Sommer. Dynamic cell structures learns perfectly topology
preserving map. Neural Computation, 7:845-865, 1995.

M. Budinich and J.G. Taylor. On the ordering conditions for self-organizing maps.
In: Proc. of ICANN'94 (Eds. M. Marinaro and P.G. Morasso), Springer-Verlag,
London, UK, I. 347-349, 1994.

M. Cottrell, J.C. Fort, and G. Pagés. Two or three things that we know about the
Kohonen algorithm. Technical report No.31, Université Paris 1, France, 1994.

D.A. Critchley. Stable states, transitions and convergence in Kohonen self-
organizing maps. In: Proc. of ICANN'92, (Eds. 1. Alexander and J. Taylor), North-
Holland, Brighton, UK, 281-284, 1992.

P. Demartines. Analyse de données par réseaux de neurones auto-organisés.
Doktorska dizertacna praca, L'Institut National Polytechnique de Grenoble, France,
1994.

P. Demartines. Organization measures and representations of Kohonen maps. In:
First IFIP Working Group 10.6 Workshop (Ed. J. Hérault), 1992.

P. Demartines and F. Blayo. Kohonen self-organizing maps: Is the normalization
necessary? Complex Systems, 6:105-123, 1992.

P. Demartines and J. Hérault. Representation of nonlinear data structures through
fast VQP neural network. In: Neuronimes, 411-424, 1993.

E. Erwin, K. Obermayer, and K. Schulten. Convergence properties of self-organizing
maps. In: Artificial Neural Networks, (Eds. T. Kohonen et al), Elsevier, Amsterdam,
Netherlands, 409-414, 1991.

E. Erwin, K. Obermayer, and K. Schulten. Self-organizing maps: Ordering, converge
properties and energy functions. Biological Cybernetics, 67(1):47-55, 1992.

185



[16]

[17]

[18]

[19]
[20]
[21]
[22]
(23]
[24]
[25]

[26]

(27]

(28]

[29]

[30]
[31]

[32]

[33]

[34]

[35]

E. Erwin, K. Obermayer, and K. Schulten. Self-organizing maps: Stationary states,
metastability and convergence rate. Biological Cybernetics, 67(1):35-45, 1992.

1. Farka$. On Vector-coded Feature Mapping Using Self-organizing Neural Maps.
Doktorska dizertacna praca, Fakulta elektrotechniky a informatiky, Slovenska
technicka univerzita v Bratislave, 1995.

E.A. Ferran. An ordering theorem that allows for ordering changes. In: Artificial
Neural Networks 2, (Eds. 1. Alexander and J. Taylor), North-Holland, Amsterdam,
Netherlands, 1:165-168, 1992.

B. Fritzke. Growing cell structures — a self organizing network for unsupervised
and supervised training. Neural Networks, 7(3):1441-1459, 1994.

G.J. Goodhill, S. Finch, and T.J. Sejnowski. Quantifying neighbourhood
preservation in topographic mappings. Technical report INC-9505, Institute for
Neural Computation, La Jolla, CA, 1995.

R.M. Gray. Vector quantization. I[EEE ASSP Magazine, 1:4-29, April 1984.

J. Hertz, A. Krogh, and R.G. Palmer. Introduction to the Theory of Neural
Computation. Addison-Wesley, 1991.

E.I. Knudsen, S. du Lac, and S.D. Esterly. Computational maps in the brain. Annual
Review of Neuroscience, 10:41-65, 1987.

T. Kohonen. Analysis of a simple self-organizing proces. Biological Cybernetics,
44(2):135-140, 1982.

T. Kohonen. Self-Organization and Associative Memory. Springer, 1988.

T. Kohonen. Self-organized formation of topologically correct feature maps.
Biological Cybernetics, 43(1):56-69, 1982.

T. Kohonen. Self-organizing maps: Optimization approaches. In: Artificial Neural
Networks (Eds. T.Kohonen et al.), North-Holland, Amsterdam, Netherlands, 11:981-
990, 1991.

T. Kohonen. Speech recognition based on topology-preserving neural maps. In:
Neural Computing Architectures, (Ed. 1. Alexander), North Oxford Academic
Publishers, 26-40, 1989.

T. Kohonen. Statistical pattern recognition revisited. In: Advanced Neural
Computers (Ed. R. Eckmiller), Elsevier Science Publ. B.V., North-Holland, 137-
144, 1990.

T. Kohonen. Self-Organizing Maps. Springer, 1995.

Z.-P. Lo, Y. Tu, and B. Bavarian. Analysis of the convergence properties of
topology preserving neural networks. /EEE Transactions on Neural Networks,
4(2):207-220, 1993.

C. von der Malsburg. Self-organization of orientation sensitive cells in the striate
cortex. Kybernetik,14:85-100,1973.

J. Mao and A.K. Jain. Artificial neural networks for feature extraction and
multivariate data projection. /[EEE Transactions on Neural Networks, 6(2):296-317,
1995.

T. Martinetz and K. Schulten. "Neural gas" network learns topologies. In: Artificial
Neural Networks, vol.l, (Eds. T.Kohonen et al.), North-Holland, 397-402, 1991.

T. Martinetz and K. Schulten. Topology representing networks. Neural Networks,
7(3):505-522, 1994.

186



[36]

[37]
[38]
[39]
[40]
[41]

[42]

[43]
[44]

[45]

[46]

[47]

G. Pagés. Voronoi tesselation, space quantization algorithms and numerical
integration. Proc. of ESANN'93, D facto conf. services, Brussels, Belgium, 221-228,
1993.

H. Ritter, T. Martinetz, and K. Schulten. Neural Computation and Self-organizing
Maps: An Introduction, Addison-Wesley, 1992.

H. Ritter and K. Schulten. Kohonen self-organizing maps: Exploring their
computational capabilities. Proc. IEEE ICNN, San Diego, 109-116, 1988.

H. Ritter and K. Schulten. On the stationary state of Kohonen's self-organizing
sensory mapping. Biological Cybernetics, 54(2):99-106, 1986.

H. Ritter and T. Kohonen. Self-organizing semantic maps. Biological Cybernetics,
61(4):241-254, 1989.

P. Ruzicka. On convergence of learning results for topological maps. Neural
Network World, 4:413-424, 1993.

W. Siedlecki, K. Siedlecka, and J. Sklansky. Mapping techniques for exploratory
pattern analysis. In: Pattern Recognition and Artificial Intelligence, (Eds. E.S.
Gelsema and L.N. Kamnal), North-Holland, Amsterdam, Netherlands, 277-299,
1988.

A. Takeuchi and S. Amari. Formation of topographic maps and columnar
microstructures in nerve fields. Biological Cybernetics, 35:63-72, 1979.

J.T. Tou and R.C. Gonzalez. Pattern Recognition Principles. Addison-Wesley,
1974.

J.A. Walter and K. J. Schulten. Implementation of self-organizing neural networks
for visuo-motor control of an industrial robot. IEEE Transactions on Neural
Networks, 4(1):86-95, 1993.

D.J. Willshaw and C. von der Malsburg. How patterned neural connections can be
set up by self-organization. Proc. of the Royal Society of London B, 194:431-445,
1976.

H. Yin and N.M. Allinson. On the distribution and convergence of feature space in
self-organizing maps. Neural Computation, 7:1178-1187, 1995.

187



8. Hopfieldov model

8.1 Uvod

Pri $tadiu Statistickych nelinearnych kooperativnych systémov, akymi st napr. spinové skla,
prisli fyzici na myslienku vyuzit mnohé ich zaujimavé vlastnosti na vytvorenie
idealizovanych neurénovych sieti, ktorych spravanie sa mozno interpretovat’ ako analdgie
roznych mozgovych (¢i psychickych) funkcii, ako st napr. asociativne vyvoldvanie z
pamiéti, spracovanie casovych postupnosti stimulov, zabudanie, a iné. Prvymi, ktori
poukazali na analégiu medzi procesmi prechodu z neusporiadanych do usporiadanych
stavov v magnetickych latkach a procesmi, ktoré by mohli prebiehat v realnych
neurénovych sietach, boli Cragg a Temperley [17, 18] a Little [57]. V stabilnom stave by
podra nich priestorové usporiadanie domén (oblasti) atdmovych spinov s orientaciou "hore"
a domén spinov orientovanych "dole" koreSpondovalo s usporiadanim oblasti aktivovanych
a neaktivovanych neurénov v sieti pri vnutornej reprezentacii nejakého zapamétaného
vzoru. Po publikovani c¢lanku Johna Hopfielda [40], ktorého model predstavuje
interpretaciu Sherringtonovho-Kirkpatrickovho a Isingovho modelu magnetika [44, 48] v
zmysle neurénovej siete, nastala v nasledujicom desatro¢i "explozia" Stadia takto
vytvorenych modelov neurénovych sieti. Vd’aka vyvinutému fyzikdlnemu aparatu patri
Hopfieldov model a jeho modifikdcie medzi teoreticky najlepSie prestudované modely
neurénovych sieti.

Hopfieldove neurénové siete sa cCasto oznaCuju aj ako atraktorové alebo
autoasociativne neurdénové siete. Patria do triedy tzv. celularnych (bune¢nych) automatov,
¢o si vo vSeobecnosti dynamické systémy pozostavajuce z velkého mnozstva
dvojstavovych (alebo viacstavovych) prvkov, navzijom viazanych, s definovanym
pravidlom na zmenu stavov prvkov, ktorych makroskopické spravanie sa je popisané v
idealnom pripade analytickymi rovnicami. Autoasociativne siete su iba jednym z mnohych
pristupov k vytvaraniu umelych neurénovych sieti a k modelovaniu mozgovych funkcii.
Podl'a nasho nazoru netreba rdzne pristupy chapat’ ako vzajomne sa vylucujuce, ale skor z
toho hl'adiska, ze kazdy z nich lepSie vyjadruje ¢i popisuje iné aspekty pestrej variety
vlastnosti a ¢innosti, ktorymi sa mozog vyznacuje. Na Hopfieldovych autoasociativnych
neurénovych sietach nés zaujali najmé dve veci. Po prvé, ich vypoctové vlastnosti mozno
interpretovat’ v neurobiologickych suvislostiach ako model predpokladanych procesov,
ktoré prebiehaji v mozgu pri kognitivnom spracovavani informécii (takymto kognitivnym
spracovavanim je napr. vnimanie) [6, 12, 13]. Po druhé, vsetky ich vypoctové vlastnosti sa
vynaraju (angl. emerge) ako dbsledok paralelnej Cinnosti velkého mnozstva navzajom
interagujucich jednoduchych procesorov (modelovych neurdénov). Autoasociativne siete
modzu tvorit’ most medzi "mikroskopickymi" modelmi neurénov a ich sieti, zalozenymi na
kablovej teorii [45, 53], a "makroskopickymi" modelmi, ktoré su zamerané na hierarchicku
organizaciu mozgovej Cinnosti. Pritom sa javi atraktivnou moZzZnost, Ze mnohé javy
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pozorované na vyssich urovniach spracovavania informacii v jednotlivych oblastiach mozgu
by sa mohli dat pripisat emergentnym (spontdnne sa objavujucim) kolektivnym
vlastnostiam sieti zlozenych z vel’kého poctu neuronov.

8.2 Zakladny popis

Zakladny popis Hopfieldovho modelu autoasociativnej neurdnovej siete (vid’ obr. 8.1) a
dynamiky jej ¢asového vyvoja je zalozeny na analdgii s Isingovou magnetickou teériou a
Sherringtonovom-Kirkpatrickovom modeli spinového skla [9, 44, 48]:

(1) Neuron (analdgia Isingovho spinu atomu) méze byt v jednom z dvoch stavov, t.j.
Sie {—1,+1}. Nech N je celkovy pocet neuroénov v sieti. Vstupny a zaroven aj vystupny stav
(konfiguracia aktivity) siete je vyjadreny N-rozmer-nym binarnym vektorom
S=(51,52,..-,5n)-

(2) J; (angl. junction) je vaha synapsy tvorenej j-tym neurénom na i-tom neurdne
(anal6gia interakcnej konStanty medzi i-tym a j-tym spinom). Pre excitacni synapsu plati J;
>0 a pre inhibi¢nll synapsu J; <0. Neurén na sebe samom synapsy netvori, t.j. J; = 0.
Suma prispevkov od jednotlivych neurénov S;, pri¢om j=1,...,N, vdhovana prostrednictvom
synaptickych véh Jj;, vyjadruje postsynapticky potenciél, ktory je mierou exciticie i-teho
neuronu. Postsynapticky potencial sa zvykne znalit' ako hi,-”t(analégia vnutorného
magnetického pol'a).

. N
A = Z1JUSj (8.1
/:

(3) Neur6én sa aktivuje, t.j. generuje na svojom vystupe akény potencial, ak
postsynapticky potencial h}m prekroci istt hodnotu prahového napétia , tzv. prah excitacie
neuronu. Tato veli¢ina sa tiez zvykne znalit’ h,-eXt ako jej analogia, vonkajsie pole
posobiace na spin v magnetiku. Celkovy efektivny postsynapticky potencial neurénu je
potom h; = ™ — A

(4) Deterministické prechodové pravidlo pre zmenu stavu i-teho neurénu je dané tymto
predpisom

S, — S/ =sign(h,) = sign(% J;S; - hf”j (82)
j=1
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A 4 v v

Obrazok 8.1. Schéma Hopfieldovej neurénovej siete s dvojstavovymi
prvkami inSpirovanej spinovymi sklami. Vstup a vystup siete je
reprezentovany konfiguraciou stavov vsetkych prvkov. Vystup kazdého
prvku posobi na vsSetky ostatné prvky cez synaptické vahy. Ked’ siet’
nastartujeme z akejkol'vek pociato¢nej konfiguracie aktivity, a nechame ju
dynamicky sa vyvijat, skonverguje do jedného z bodovych atraktorov v jej
stavovom priestore.

pricom funkcia sign(x) je definovana takto:

+1 pre x>0,

8.3
-1 pre x<0. ®3

sign(x) ={

Stavy neurénov mézu byt’ S;e {—1,+1}, vonkajsie pole kladieme obycajne rovné nule, takze
h; # 0. Aktualizovanie stavu neurénov podla vztahu (8.2) moze prebiehat’ dvoma sposobmi.
Prvym je synchrénna (paralelna) dynamika, ked’ vSetky neurény menia svoj stav naraz,
t.j. v Case ¢ plati

N
S/(t)=sign| ¥ J,S,(t-N)- (B | , pre i=1,...,N. (8.4)
A
Jeden cyklus relaxacie (prechod) odpoveda aktualizacii stavu vSetkych N neurénov.
Druhou moznostou je asynchronna (sekvencéna) dynamika, ked’ v kazdom casovom

momente ¢ meni svoj stav len jeden ndhodne vybraty neur6n i. To znamend, Ze v N krokoch
za sebou aktualizujeme vzdy znova ndhodne vybraty neur6én podla vztahu

/]

S(1) = sign| 3 J.S(H— b (1) | . (8.5)
=]

J#EI

192



Casovy vyvoj Hopfieldovej siete s N neurénmi, Cize sekvenciu stavov siete

S(O=(S1(2),5x(1),...,S\(t)) v Case, mozno chapat’ ako trajektoriu idicu cez vrcholy N-
rozmernej hyperkocky, ktora ma 2V moznych vrcholov (obr. 8.2).
V pripade asynchréonnej dynamiky st v jednom casovom kroku povolené iba prechody
pozdiz hran do najblizsich vrcholov hyperkocky prislichajicich stavom, ktoré sa od
povodného lisia len hodnotou 1 spinu. Jeden cyklus relaxacie (prechod) siete odpoveda
aktualizacii stavu neurénov v N krokoch.

(5) Energia danej konfiguracie aktivity S (hamiltonian systému) je definovana ako

(1+11 (+1 +1 1)

(-1 +1 +1) ]

(+1 +1 +1)

(1-1-1) 1

///— - = = (+1149)

/ =
(-1 -1 +1)

3

(+1 -1 +1)

Obrazok 8.2. Ilustracia stavového priestoru pre Hopfieldovu siet’ s
N=3 diskrétnymi neurénmi, ktora sa moze nachadzat’ v jednom z 8
roznych stavov, vrcholov kocky.

1NN N oxt

i=1j=1
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8.3 Spontanna evolucia Hopfieldovej siete

Vysledky pozorovani spontannej evolicie (relaxacie) siete na zadklade vlastnych
pocitacovych simuldcii a na zéklade vysledkov uvedenych v [9, 40] zhrnieme do
nasledujucich bodov. Siet Startovala z ndhodného pociatocného stavu, t.j. poCiatocné stavy
neurénov S; boli neurénom priradené nahodne, pricom S; =1 s pravdepodobnost'ou

rovnou 0,5. Prahy excitacie h,-eXt boli bud vsetky polozené rovné nule alebo boli

vygenerované ako malé ndhodné Cisla z intervalu (—1,+1). Synaptické vahy J; boli tiez
vygenerované ako nahodné ¢isla z intervalu (—1,+1), a potom sa siet’ nechala vyvijat' podla
vztahu (8.4) alebo (8.5).

Evolucia siete v priestore stavov silno zavisi na tom, ¢i je matica vdh J symetricka (J; =
J;;) alebo asymetricka (J; # J;), na konkrétnych hodnotach J; a na tom, ¢i je prechodova
dynamika synchréonna (rovnica 8.4) alebo asynchronna (rovnica 8.5). Ta ista siet’ (s tou
istou maticou vah J a tymi istymi prahmi A ma uUplne in evoliciu vtedy, ked ma
synchronnu dynamiku, ako vtedy, ked’ ma asynchrénnu dynamiku

Pre asynchrénnu a synchréonnu prechodovi dynamiku mézeme rozliSit tri typy
asymptotického (dlhodobého) spravania sa siete:

Chaotické trajektorie. Siet’ "bludi" v stavovom priestore. Energia siete v tvare (8.6)
nepravidelne stiipa a klesa. Takéto spravanie sa je typické pre pripad synchronnej dynamiky
siete s asymetrickou synaptickou maticou J (J#J ') a Pubovolnymi prahmi excitacie,
h?Xt € (-1+1). Uz ve'mi mald zmena v pociato¢nom stave, napr. preklopenie 1 neurénu
vedie k inej trajektorii v stavovom priestore. Chaotické trajektorie st velmi citlivé na
pociatocné stavy siete.

Limitné cykly. Trajektorie, ktoré rychlo (okolo 5 prechodov) vedu do malych cyklov,
zlozenych najcastejsie z 2, pripadne 4 stavov. Cykly st typické pre synchronnu dynamiku,
ale zriedka sa vyskytnu aj pri asynchronnej dynamike. St teda citlivé na typ dynamiky siete.

Bodové atraktory. Trajektorie rychlo vedi do jedného, potom uz sa stale opakujuceho
vzorca aktivity celej siete, §. Z ktoréhokol'vek pociatocného stavu sa siet’ po niekol'kych
prechodoch dostane do jediného stavu, v ktorom uZz zostane aj napriek tomu, Ze jej stav sa
aktualizuje podl'a rovnic (8.4) alebo (8.5). Takyto stav sa nazyva bodovy atraktor. Pre jednu
a ti istd maticu synaptickych vah J existuje v stavovom priestore niekol’ko bodovych
atraktorov. Bodové atraktory zodpovedaji lokalnym minimdm energie siete vyjadrenej
rovnicou (8.6) — pozri obr. 8.3. Evolucia do bodového atraktoru je pomerne nezavisla na
pociatocnom stave siete v tom zmysle, Ze mnohé pociatocné stavy siete koncia v tom istom
bodovom atraktore. Okolo kazdého atraktora je oblast’ takych stavov, ktoré vsetky
konverguju do toho istého bodového atraktora a nie do iného. Tato oblast’ sa nazyva
spadova oblast’ atraktora. Kazda matica vah J ma iné bodové atraktory.
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M, Q, X, M, Q, M,

Obrazok 8.3. Schematické znazornenie "povrchu" energie Hopfieldovej siete s lokalnymi
minimami zodpovedajucimi pravym a faloSnym pamédtovym stavom. (oznacenymi
pismenami M resp. Q). Malé pismend m a g oznacuji hranice spadovych oblasti pre pravé
resp. falo$né atraktory. Pociatoény stav Xy konverguje do najblizsieho atraktora.

Evolucia siete do bodovych atraktorov je typicka pre asynchrénnu dynamiku. V pripade
asynchronnej dynamiky, ked’ je matica vah symetricka, tj. (J;=J;), a he’“ Opre Vi,
energia v tvare (8.6) monotonne klesd, pokym nedosiahne minimum. Odvodime si to

nasledovnym postupom. Energiu takejto Hopfieldovej siete v T'ubovolnom c¢asovom
okamihu mézeme rozpisat’ takto:

N N N N
E=-3Y ) J;SS; -%21 JinSiSh _%21 ImiSmS;
i=m j£m i= j=
o (8.7)
Y J;SS; - Zijs S;
i=m j£m

Najskor sme z celkovej sumy vynali dva ¢leny, ktoré prisluchaju m-tému neurénu, ktory bol
nahodne vybraty a bude aktualizovany podl'a vztahu (8.5). V dalSej uprave sme vyuzili to,
Ze synaptickd matica je symetrickd, a teda plati J,,;=J;,. Preto mozeme tieto dva vynaté
Cleny pre m-ty neur6on zlucit dohromady (je jedno, ¢i v prvej sume pre m-ty neurdn
sumujeme cez i alebo cez j). Novy stav vybratého neurénu oznaéme akoS;,. Po zmene
stavu jedného neurénu bude nova energia £’ rovna

N N N N
E = —%Z ZJ,.,S,.S,. —%2 J.-S:S;, —%2 InjSinS

i#=m jzm i=1 J=1

NN N (8.8)
==3). D 4SS = D JmSiS;

i=m j£m J=1

Teraz odc¢itame (8.7) od (8.8) a dostaneme rozdiel energii v dvoch po sebe nasledujucich
casovych krokoch:
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N
AE=F-E=(S, - S;,,)Z ImiS;=(Sm—Sp) hp=-AS,hy, . 8.9)
jEm
V tychto upravach sme vyuzili vztah (8.1) a fakt, Ze prahy excitacie su nulové, takze plati
h, = h;gt. Spomeitime si na prechodové pravidlo (8.2), definiciu funkcie sign(x), a mdzeme

analyzovat’ vSetky Styri moznosti zmeny stavu jedného neurénu, a ¢o z toho vyplyva pre
zmenu energie:

(1) S,=+1 a §,=+1 (vtedy h,>0) = AE=0
(2) S,=-1 a S,=-1 (vtedy h,<0) = AE=0 (8.10)
3 S,=+1 a S,=-1 (vtedy h,<0) = AE<O
(4) S,=-1 a S,=+1 (vtedy h,>0) = AE<O

Dokézali sme, ze pre asynchronnu dynamiku, ked’ je matica vah symetrickd, t.j. (J;=J;), a
hf¥'= 0 pre Vi, plati vzdy AE < 0, a teda energia Hopfieldovej siete v tvare (8.6) v
priebehu relaxacie monotonne klesa, pokym nedosiahne minimum.

Existencia viacerych roznych bodovych atraktorov je dosledkom frustracie vizieb medzi
neuréonmi. Frustracia védzieb znamena, ze neexistuje taka konfiguracia siete, v ktorej by
stavy jednotlivych neurénov zodpovedali polarite vSetkych svojich vizieb. To brani tomu,
aby siet dospela do jediného stavu, v ktorom by mala energia (8.6) svoje globalne
minimum, ako by sa stalo v nefrustrovanom systéme. Frustracia vézieb teda spdosobuje
roznost’ atraktorov, v ktorych ma energia siete (8.6) svoje lokalne minima. V stavovom
priestore existuju aj tzv. falo$né atraktory (vid' obr. 8.3). Konfiguracie aktivity siete
prisluchajuce falosnym atraktorom si réznymi linearnymi kombinaciami konfiguracii
prisluchajucich pravym atraktorom. Falosné atraktory lezia energeticky vyssie ako pravé
atraktory a su obklopené bariérami stavov s vyssou energiou. Ak je dynamika siete taka, ze
monotoénne minimalizuje energiu (8.6), moze sa stat, ze sa systém ocitne vo faloSnom
atraktore, a nemdze sa dostat’ von.

Iste je namieste otazka, ktory typ dynamiky, synchréonna (8.4) alebo asynchronna (8.5),
vernejsie vystihuje modelovani skuto¢nost — pracu neurénov v mozgu. Stochasticka
povaha cinnosti neurénov je lepSie vystihnutd v asynchréonnej dynamike, s nahodnym
vyberom jednotlivych neurdnov, ktoré aktualizuju svoj stav [63]. Jeden cyklus relaxacie
Hopfieldovej siete mozno interpretovat nasledovnym sposobom. Absolttna refraktérna
doba v neurobiologii je minimalna doba kl'udu medzi generovanim dvoch akénych
potencialov za sebou. Je dana charakteristikami neurénovej membrany a jej trvanie je
At=1-2ms [46]. Pri modelovani na pocitati mozno tento interval rozdelit na N
subintervalov, t.j. At= NJt. Po uplynuti kazdého &t sa s pravdepodobnost'ou 1/N vyberie
jeden neuron, ktory bude aktualizovat’ svoj stav podl'a vzt'ahu (8.5). Takto zabezpecime, ze
medzi dvoma po sebe nasledujucimi okamihmi generovania akéného potencialu ma kazdy
neurdn prestavku Af=1-2 ms.

8.4 Autoasociativna pamat’
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Vsetky modelované kognitivne udalosti (pamét’, ucenie, atd’.) sa odohravaji na Grovni celej
siete, ktora reprezentuje nejaku populaciu neurénov urcent pre dant ulohu. Opakujuci sa
vzorec aktivity (bodovy atraktor) je stacionarnym stavom siete. Stacionarne stavy siete
predstavuju pamitové stavy siete. To, ktory stav siete je bodovym atraktorom, Cize jej
pamitovym stavom, je determinované maticou vah synaptickych spojeni J. Ucenie, t.j.
reprezentacia novych vzorov v sieti, je spojené so zmenami hodnot synaptickych vah. Tato
vlastnost’ suhlasi so sti¢asnou predstavou o tom, ze mechanizmus ucenia sa a uchovavania
informacii v mozgu spociva v zmenach Gcinnosti synaptickych spojeni medzi neurénmi [14,
26, 46].

Hopfieldova siet’ dospeje do tej ktorej konfiguracie (zodpovedajucej prislusnému
bodovému atraktoru) na zaklade podobnosti tejto vyslednej konfiguracie s pociatocnou
konfiguraciou siete vyvolanou externou (vstupnou) stimulaciou. Ako sme uz spomenuli,
kazdému atraktoru (pravému i falo§nému) prislicha tzv. spadova oblast, ¢o je priestor
stavov, v ktorom ked sa siet’ ocitne, vzdy sa deterministicky vyvinie do prislusného
atraktora (obr. 8.3). To znamend, Ze neurdénova siet’ je schopnad najst’ prislusny atraktor
(pamitovy stav) aj vtedy, ked’ sa jej prezentuje netiplny, resp. deformovany vstupny vzor.
Tato vlastnost’ sa nazyva autoasociativna (obsahom adresovana) pamét’ (angl. content
addressable memory), a je dominantnou vlastnostou idealizovanych neurénovych sieti
Hopfieldovho typu.

Z hladiska pouzitia Hopfieldovej siete ako modelu kognitivnych funkcii je velmi
dolezité, ze synaptické vahy sa daju navrhnat (skonsStruovat) tak, aby sa bodovymi
atraktormi stali vopred vybraté konfiguracie siete. Specificky predpis pre konstrukciu vah
Jj; je tento [9, 40]:

1L o
WZ&‘&? pre i=#],
J. = u=1 .

j (8.11)

0 pre i=j.

N-rozmerné binarne vektory & =(&},&h,...,E%), w=1...,p, predstavujuo zvolené
pamétové konfiguracie a ich celkovy pocet je p. J; mo6ze nadobudnut’ 2p+1 r6znych hodn6t
z intervalu (—p/N,+p/N). Tento predpis je jednym z viacerych moznych formalnych

vyjadreni tzv. Hebbovho pravidla [36] pre zmenu synaptickych vah. Hebbovo pravidlo
hovori, Ze vaha synapsy rastie, ak oba neurény spojené touto synapsou st zaroven aktivne, a
naopak vaha synapsy klesa, ak je aktivita tychto dvoch neurénov nekorelovand (nie je
synchréonna). V procese ucenia sa (resp. zapamétavania si viacerych vzorov) sa jednotlivé
synapsy modifikuju podl'a ¢asového spriemernenia minulej aktivity neurénov. Formalne to

mozno vyjadrit' takto: AJj; o <S,S]->t . Symbol (...), znaci Casové spriemernenie sticinu

aktivity pre- a postsynaptického neurénu pocas intervalu nejakého minulého casového
obdobia dlzky ¢ V pripade nasho predpisu (8.10) je zmena AJ,-j linearna, t.j.

A= (Y N)&t‘&bt . Proces ucenia v atraktorovych sietach predstavuje samostatnii bohati

problematiku teoretického $tudia, ktora nie je eSte ani zd’aleka vyCerpana [3, 4, 5, 23, 67].
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Nech sa siet’ vo svojej evolucii dostane do stavu zodpovedajiicemu jednej z pamétovych
konfiguracii, napr. &', ¢o znamena, ze pre Vi plati S;=§;. Interpretujeme to ako
vybavenie si (angl. recall) daného vzoru z pamiti (obr. 8.4). Vznika otazka, ¢i skutocne
predpis na konstrukciu synaptickych vah (8.11) garantuje, Ze zvoleny vzor &' je naozaj
stabilny vzor. Inymi slovami, ked’ sa siet’ do takéhoto stavu dostane, nemodze sa z neho
dostat’ von? Podmienka, Ze urdity stav £" je dynamicky stabilny je takd, Ze lokalne pole i-
teho neur6nu musi mat’ to isté znamienko ako stav i-teho neurénu. Podmienka stability pre
Tubovolny vzor &' vyjadrena matematicky je (vid’ rovnicu 8.3)

Eh >0 pre Vi . (8.12)

PrepiSeme vztah (8.12) tak, ze do lavej strany tejto nerovnosti najskor dosadime vztah
(8.1), a do tohto vzt'ahu namiesto J; dosadime vztah (8.11):

N N p p N
EYRY =YD ) =E Y, ey = Y erer £y ey | »0. (8.13)
=1 '

/=1 p=1 u=1 j=1

Predposledni sumu na Tavej strane rozdelime na dva ¢leny, prvy zodpovedajici vzoru
W = v, a druhy zodpovedajuci ostatnym vzorom W # v, takto:

p N N p N
EVhy = Y Erel| F Y ENET |=Erer| T DLEE) |+ D Erel | 4 D ehey
Jj=1 j=1 j=1

=1
g e (8.14)
N-1 < vep| 4 N Hev
==L A EE | -0
u#v J=1
V limite pre velké N dostaneme
P 1 N
Evhy =1+87 ) &Y NE@;!@; =1+C >0. (8.15)

n#v J=1

Druhy ¢len, C}, predstavuje tzv. presluch (angl. crosstalk). Ak je C;'=0, mdzeme vyslovit
zaver, ze vzor &' spiia podmienku stability (8.12). C; sa rovna nule vtedy, ked st
pamit'ové vzory navzajom ortogonalne, t.j. ked’ ich skalarny sucin je rovny nule, teda

v 1N ey
g€ :WZ&%":O pre p#v. (8.16)
j=

198



Ked si pamitové vzory navzajom ortogonalne, maximalny pocet vzorov, ktoré mozno
uchovat’ v Hopfieldovej sieti (pamétova kapacita) P, — N. Podmienka stability (8.12)

G

pseudoortogonalne (t.j. ked’ stredna hodnota ich skalarnych sucinov, ustrednena cez vsetky

je splnena aj v pripade, ked’ je <1. Tato situéacia nastava vtedy, ked’ si pamdtové vzory

dvojice vzorov {(E"-&")), je priblizne rovna nule) a zaroven ked’ p<<N. Z toho vyplyva,

ze takisto pmx<<N. V tychto dvoch pripadoch su vSetky pamit'ové vzory stabilné, t.j. ked’ je
siet’ naStartovana v ktoromkol'vek z nich, aj v niom zostane. Okrem toho je siet schopna
opravit’ ur€ité percento neurénov, ktoré sa na zaciatku nachadzaju v nespravnych stavoch,
takze siet’ relaxuje do spravneho pamétového vzoru (vid’ obr. 8.4). To znamena, ze vybraté
pamétové vzory su naozaj atraktormi systému, ktory funguje ako autoasociativna pamét.

Ako pozorovatelna premenna sa pri Hopfieldovych neurénovych sietach najcastejsie
voli prekryv m () okamzitej konfigurécie siete () s pamédtovymi stavmi &", definovany

ako
N

m“(t)=%2§;‘sj(t) , pre u=1..,p. (8.17)
j=1

Prekryv m (?) je vlastne miera podobnosti dvoch konfiguracii. Pomocou ¢asového vyvoja
okamzitych prekryvov s kazdym z pamidtovych stavov (8.17) mozeme sledovat casovi
evoluciu siete. Pamétové stavy E_,” su atraktormi deterministickej siete a su v sieti ulozené
pomocou predpisu (8.11). Po kratkom Case sa siet’ dostane do jedného z atraktorov a
prislusny prekryv bude m" = 1.

Pamiitova kapacita siete pux sa da odvodit’ nasledovnym spdsobom. C; z rovnice
(8.15) zavisi len na pamitovych vzoroch &", ktoré chceme uchovat’ v sieti. Uvazujme, Ze

Prekryv

Cas

Obrazok 8.4. llustracia ¢innosti Hopfieldovej autoasociativnej pamati. Siet' ma 100 neurénov, 5 paméatovych
vzorov (5 pismen) a deterministickl asynchronnu dynamiku. Na vstupe je poskodené pismeno H, ktoré siet’
vd’aka svojej dynamike perfektne zrekonstruuje. Graf ilustruje vyvoj prekryvov aktualneho stavu siete s
jednotlivymi pamétovymi vzormi. Pismenom H je oznaCend krivka odpovedajiica vyvoju prekryvu pre
pismeno H, ostatné krivky vyjadruju vyvoj prekryvu s ostatnymi vzormi. Cisla na asovej osi odpovedaji
cyklom relaxacie.

tieto vzory su Cisto ndhodné konfiguracie, teda ze stavy &‘; =+la &‘; = —1 st generované s

rovnakou pravdepodobnostou. Potom mézeme urcit’ pravdepodobnost’ P,,,,,., Ze l'ubovolny
bit (neurdn) je nestabilny, ako
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Poror = P(C} >1) . (8.18)

P,,.- zé&visi na poCte neuronov N a pocte vzorov p. Predpokladajme, ze N>> 1 aj p >> 1,
¢o je typicky pripad a umoziuje nam to pouzit' vztahy z matematickej Statistiky. Potom C}
je 1/N krat suma priblizne Np ndhodnych &isiel, z ktorych kazdé ma hodnotu +1 alebo 1
(pozri vztah (8.15)). V matematickej Statistike [25] bolo odvodené, Ze takato nahodna
premennd ma binomické rozloZenie pravdepodobnosti so strednou hodnotou nula a s
varianciou 6°=p/N. Ale ked7e Np je dostatoéne velké, mdzeme binomické rozdelenie
aproximovat Gaussovym rozdelenim s nulovou strednou hodnotou a tou istou varianciou
(obr. 8.5).

P, sa rovna velkosti vybodkovanej oblasti pod grafom Gaussovej krivky na obr. 8.5, a
tak moZeme pisat’

Py = \/g.[ e /25" gy =1 [1—erf(1/\/§)}:—[1 erf(N/2p)] . (8.19)

0"=ppa I N

error

-1 1 oX

Obrazok 8.5. Gaussovo rozdelenie pravdepodobnosti
vyskytu jednotlivych hodnét presluchového ¢lena v rovnici
(8.15).

Chybova funkcia (angl. error function) erf(x) je definovana ako

erf(x) =ijxexp(—u2)du . (8.20)
Jr Jo

V tabulke 8.1 si uvedené hodnoty pm./N prislichajuce jednotlivym hodnotam P.,,,,.
Napriklad ak si zvolime, ze l'ubovolny bit sa mdze preklopit’ s pravdepodobnostou P,,,,.<
0,01, dostavame pmx<0,185N. Toto Cislo tiez hovori, ze asi 1,85% neurénov bude
spociatku nestabilnych, ked’ Startujeme siet’ z niektorého pamétového vzoru.
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Tabul’ka 8.1. Pravdepodobnost’ Peyor, Ze 'ubovolny neurdn je nestabilny,
vo vztahu k pamétovej kapacite Hopfieldovej siete pyay/N.

Perrur pmax/N
0,001 0,105
0,0036 0,138
0,01 0,185
0,05 0,37
0,1 0,61

SofistikovanejSia analyza situacie by ukazala [38], ze Hopfieldova siet’ funguje skutocne
spol'ahlivo ako autoasociativna pamét’ pre pm.x = 0,138N. Ak sa budeme pokusat’ zapamitat
v sieti viac vzorov, vysledkom bude "vypadok paméti" (angl. blackout) a mdze sa nam stat’,
7ze siet si nebude pamitat ziaden =z predpisanych vzorov. Analyza Kkapacity
autoasociativnych neurénovych sieti, ¢ize maximalneho poctu pamétovych konfiguracii,
ktoré mozno v sieti uchovat’ tak, aby boli vybaviteI'né z pamiti, tiez tvori bohatu Cast’ ich
stadia [19, 20,
28-31, 47]. Kapacita siete sa vySetruje napr. vzhladom na to, do akej miery si pamitové
vzory navzajom korelované, d’alej vzhl'adom na predpis ich uchovania, ktory nemusi mat’
vzdy tvar (8.11), atd’. Napriklad do tohto predpisu mozno zabudovat’ kontinudlne ucenie a
zabudanie [59].

V tomto kontexte teda vybavenie si nejakého vzoru z paméti predstavuje proces, v
ktorom siet’ znovu vytvara (obnovuje) tu istd aktivitu neurénov, ktord sa v minulosti
opakovane S§irila v sieti pri zapamétavani si daného vzoru. Vzorec aktivity siete (pamdtova
konfiguricia siete) je vnutornou reprezenticiou nejakého vonkajSiecho podnetu. Tento
vonkaj$i podnet moze byt "jednoduchy" vstup z nejakého senzorického organu alebo
komplexny vstup zlozeny z aktivity prichadzajicej z jednej alebo viacerych inych
neurénovych sieti.

8.5 Stochasticky Hopfieldov model

Ukazali sme, Ze Hebbovo pravidlo ucenia (8.11) ndm déva (pre dostato¢ne malé p)
dynamicky systém s bodovymi atraktormi, ktoré su totozné s vopred zvolenymi stavmi siete
E* a ktoré zodpovedajii lokalnym minimém energie systému (8.6). Aviak tieto stavy nie st
jedinymi atraktormi systému. Po prvé, vietky reverzné konfiguracie —&" sa automaticky
tieZ stdvajii pamétovymi stavmi, ktoré zodpovedajii tym istym minimam energie ako &". Je
to preto, lebo predpis pre konstrukciu synaptickych vah (8.11) a vyraz pre energiu systému
(8.6) su oba perfektne symetrické Co sa tyka zameny S,<>—S;. Existencia tychto atraktorov
odpovedajucich reverznym stavom nas az tak netrapi a povazujeme ich za pravé atraktory.
Po druhé, st tu viak aj tzv. zmie$ané stavy E”", ktoré sa nerovnaju ani jednému
zapamitanému vzoru, ale linedrnej kombinacii neparneho poctu pamitovych vzorov.
Najjednoduchsi pripad je takato symetrickd kombindacia troch pamétovych vzorov:

g = sign(+E)r + 8 +E1°),  previ. ®.21)
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Vdaka réznym kombinacidm znamienok dostaneme osem rdéznych kombinacii troch
pamétovych vzorov. Na to, aby sme si overili, ¢i zmieSany stav (8.21) je skuto¢ne stabilny,
treba overit’ ¢i plati (8.12). Napriklad pre taka kombinaciu (8.21), kde sa vyskytuju len
znamienka +, mozeme dospiet’ k takémuto vysledku:

3 N
&?ixh{)vix _ E"Im/x%ZZaL&;l&;mx
u=1 j=1
~ (& +82 +83) signEl +&2 + &%) + presluch  >0.

(8.22)

Mbézeme vidiet’, Ze podmienka stability (8.12) je pre tento zmieSany stav splnend (ak je p
dostato¢ne malé). Podobne moézeme kombinovat’ 5, 7, a viac vzorov. Systém si nevybera
ako falo$né atraktory kombinacie z parneho poctu pamitovych vzorov, lebo ich prispevky
sa moézu pre niektoré i vynulovat' (pozri vztah 8.21), Co nie je pripustné, ked'ze stavy
neurénov st = 1.

Po tretie, v stavovom priestore existuje eSte jeden druh faloSnych atraktorov, ktoré nie su
kombinaciou ziadneho kone¢ného poctu pamitovych vzorov [9-11]. Tieto stavy sa
nazyvaju stavy spinového skla, kvoli ich pribuznosti so stabilnymi stavmi spinovych skiel.

Ako vidime, takyto model paméti nie je dokonaly. Okrem nami vytvorenych minim
energie sa tam objavujui aj minima zodpovedajuce rozlicnym d’alSim stavom. Hoci tedria a
simuldcie ukazali, Ze spadové oblasti tychto faloSnych atraktorov su ovela uzSie ako
spadové oblasti pravych atraktorov, je velmi ziadice sa ich zbavit. Velmi ucinnym
spdsobom ako sa zbavit’ faloSnych atraktorov je zaviest' do systému Sum. Pritom vSak pravé
atraktory zostavaju nad’alej dobrymi atraktormi. Okrem toho, zavedenie Sumu predstavuje
aj dalSie priblizenie sa biologickej realite, pretoze realne neurdny pracuju v "zaSumenom"
prostredi. Zdroje Sumu su rézne: stochastickd povaha uvolfiovania neuromediatorov,
fluktuécie postsynaptickych potencialov, spontdnne generovanie akénych potencialov, atd’.
Je zaujimavé, ze Sum, ktory v inych informacénych systémoch mava negativne dosledky, a
preto sa ho snazime eliminovat, v Hopfieldovych neurénovych sietach plni vyslovene
pozitivnu tlohu a pritom ich viac priblizuje k biologickej realite.

Uvazujme teda Hopfieldovu neurénovu siet’, v ktorej sa stavy neurénov nemenia podl'a
deterministického prechodového pravidla (8.3), ale podl'a nejakého pravdepodobnostného
(stochastického) pravidla. Toto stochastické pravidlo si teraz odvodime. Majme v systéme
nejaky blizsie neSpecifikovany zdroj Sumu, ktorého sila je parametrizovana parametrom 7,
¢o je analdgia teploty termostatu, s ktorym je dany fyzikalny systém v kontakte. Na popis
Hopfieldovho modelu pri nenulovej teplote 7' pouzijeme Statisticko-fyzikalny pristup [9,
38]. Predpokladajme, ze systém po urCitom cCase dospeje do rovnovazneho stavu. V
rovnovaznom stave je systém popisany distribu¢nou funkciou Gibbsovho kanonického
systému. Teda pravdepodobnost’ vyskytu konfiguracie S je rovna

P(S)= lzexp(—B(S)), kde Z= zexp(—BE(S)) =exp(-BE) +exp(-BE’") (8.23)
s

je stavova suma (parti¢na funkcia), a B =1/T. Ked'ze T'ubovolny stav S, ktory vznikol so
stavu S, sa liSi len v stave jedného neurénu m, tak pravdepodobnost’ prechodu do
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I'ubovol'ného stavu S, ktory vznikol Z0 stavu S preklopenim
m-tého neurdnu, je dand vztahom

. exp(-B E") 3 1 a 1
AS—§)= exp(-BE’)+exp(-BE) 14 exp(-BE)  1+exp(BAE) (8.24)
exp(-B E")

kde zjavne E= E(S), E'= E'(8’),a AE= E’— E. Teraz si spomefime na vztahy (8.9) a

(8.10) a mozZeme pisat’

-2h,. S, ak S,=-S
AE=E-E=(S,-S},) hy= e " m’ 8.25
Pomocou vztahu (8.25) teraz vyjadrime P(S—S8”) takto
, 1
AS— 8)= . (8.26)

~ 1+exp(-2 h,,S.,)

Tento vztah zovSeobecnime pre l'ubovolny stav S, ktory vznikol aktualizaciou m-tého
neurénu. Zaroven si uvedomme, ze tato pravdepodobnost’ je vlastne totozna s
pravdepodobnostou, ze m-ty neurén zmeni svoj stav, a teda

1

PSy=1)=— TR (8.27)

Rovnica (8.27) je stochastické pravidlo na zmenu stavu jedného neur6nu. Z tejto rovnice
vyplyva

1

Ao =) e 2B )

(8.28)

atiez
1

Ao =) o8 hy)

=1-P(S,, =+1) . (8.29)

Vztah (8.28) je analdgiou tzv. Glauberovej dynamiky v Isingovom modeli [32]. Vyjadruje
priebeh sigmoidalnej (logistickej) funkcie (obr. 8.6).

V limite pre 7— 0 a B — oo, sa (8.28) meni na deterministické pravidlo (8.3). V limite
T—o0af —0jeP(S,=+1)=0,5. Vsetky stavy si rovnako prav-depodobné, systém sa
stava ergodickym a nemodze d’alej pracovat’ ako autoasociativna paméit’. Z toho vyplyva, Ze
musi existovat’ nejaky interval teplot (hodnot Sumu), pre ktory je stochastickda Hopfieldova
siet’ stale spol'ahlivou autoasociativnou pamétou.
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Obrazok 8.6. Priebeh sigmoidalnej funkcie pre niekol’ko hodnét parametra f3.

V rovnovaznom stave pri nenulovej teplote systém nedospeje do jedného stabilné¢ho
stavu, do jednej stabilnej konfiguracie. O¢akéava sa, ze pri dostato¢ne malych teplotach bude
jeho rovnovazny stav charakterizovany hodnotami parametrov usporiadania, ktoré su
definované ako stredné hodnoty termodynamickych pozorovatelnych premennych —
prekryvov (8.17). Po istom pocte prechodov, ked’ siet’ dospeje do rovnovazneho stavu, bude
konfiguracia siete oscilovat’ okolo niektorého z atraktorov, ktory je v stavovom priestore
blizko pociatocnej konfigurdcie. Parametre usporiadania su cCasové stredné hodnoty
prekryvov (8.17) stavov siete S(f) s danymi atraktormi " definované ako

(m ()= SEEM) . P u=Tp. (8:30)

Pre atraktor, ktory si stochasticka siet’ "vyberie" byva strednad hodnota prekryvu (8.30)
vacsia ako 0,9, ale nedosahuje hodnotu 1. Hodnota prekryvu (8.30) s ostatnymi
pamitovymi stavmi osciluje blizko nuly. V Hopfieldove] neurénovej sieti so Sumom
nemozno hovorit o atraktornych stavoch, ale len o atraktérnej pravdepodobnostnej
distribucii stavov.

Podmienky, ktoré umoziuju pretrvavanie rovnovaznej distribucie (8.23), mézeme lepSie
uvidiet, ked’ si odvodime selfkonzistentné rovnice. Majme stochasticku siet’ pozostavajicu
z N neur6nov, ktora méa pri nulovej teplote p << N pamitovych stavov &', m =1,..., p.
Dynamika siete je asynchronna s pravdepodobnost'ou zmeny stavu i-teho neurénu (8.27),
matica vah je symetrickd a pre synaptické vahy plati predpis (8.11). V Casovej strednej
hodnote  prekryvu (8.30) vystupuje Casova strednd hodnota stavu i-teho
neurénu (S;(1)), pre ktoru plati

(S;(1) = Z S P(S)) = (+1)x P(S; =+1)+ (1) x P(S; =) =tanh[B h;(H)] . (8.31)
S

Za pravdepodobnosti P(S,) sme dosadili vztahy (8.28) a (8.29). V d’alsom modzeme
uvazovat’ vieobecne, Ze celkové pole hi(t) = h™(f) + h¥¥(t), kde hE¥'(t) = h¥*'. Ale na
to, aby v rovnovaznom stave toto celkové pole pretrvavalo dlhSiu dobu, musia byt
prispevky k jeho internej Casti h;m (t.j. casti, ktora je tvorena prispevkami od vsetkych
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ostatnych neurénov v sieti) reprodukované strednymi hodnotami vSetkych neurénov
spojenych s miestom i. To znamena, ze v (8.31) prejdeme k zadmene skutocného
fluktuujiceho pol'a za jeho priemerni hodnotu (h,i"t(t)). Této aproximacia je znama ako
tedria stredného pola (angl. mean-field approximation). Sustred'ujeme sa na jediny
neur6n a zanedbdvame zmeny stavov individualnych okolitych neurénov, ktoré berieme do
uvahy len ako spriemernené pozadie.

Pre(h™ (1)) plati:

N N p p
M) =57 D Jy(S(0) =7 3 DEIEH(S () = D Em (1) . (8.32)

=1 j=1p= =1

-

Pri tychto upravach sme vyuzili vztahy (8.11) a (8.30). Ked’ze J;;=0, ale vztah pre prekryv
(8.30) obsahuje suciny vsetkych prvkov, pri prechode k strednej hodnote prekryvu chyba
jeden Clen prisluchajuci i-temu neurdnu, rovny (p/N)(S;(t)). Mozeme ho v8ak zanedbat’,
lebo p << N. Teraz dosadime (8.31) do (8.32), a tento vyraz dosadime do vztahu pre
strednt hodnotu prekryvu (8.30). Dostdvame ststavu N viazanych nelinearnych rovnic
(8.33), znamych pod nazvom selfkonzistentné rovnice, alebo rovnice stredné¢ho pola [9,
62]:

P
Ji(S;y =D & (m* (1))

p=1

M=

(h™ (1))

1
N
J

Il
-

y (8.33)

p p
=) ety ebtanh B Y gHmt (1) + he
-

1 j=1 p=1

Zo selfkonzistentnosti vyplyvaju pre rovnovazny stav tieto navzdjom ekvivalentné
podmienky:

(1) Priemerné vnutorné pole vSetkych neurénov (hf”t(t)) (8.33) ma prave tak( hodnotu ako
vnatorné pole, ktoré dalo vznik danej distribucii strednych hodndt stavov neurénov (S;(1)) .
(2) Stredné hodnoty stavov (S;(f)) vstupujii do vnutorného pol'a prave s takymi hodnotami,
aké im dava vnutorné pole, ktoré ich vyvolalo.

(3) Ked'ze (hi,-m (1)) (8.33) zavisi len na hodnotach {(m"), u=1,..., p, tak tieto prekryvy su

reprodukované len tym vnitornym pol'om (hiint(t)) , ktoré ich vyvolalo.

V skutocnosti je simulovanie vybavovania vzorov z paméti efektivne aj v tomto pripade,
ked” dynamika dovedie siet’ iba do okolia uchovavaného vzoru a ista ¢ast’ neurénov neustale
meni svoj stav. Ak je Casovad strednd hodnota prekryvu meniacich sa konfigurécii s
niektorym zo vzorov dostato¢ne vysoka, mdézeme predpokladat’, ze vystupny vzorec aktivity
siete reprezentuje vyvolanie daného vzoru z pamati.

RieSeniami selfkonzistentnych rovnic (8.33) st parametre usporiadania (stredné hodnoty
prekryvov). Parametre usporiadania charakterizuji rdézne fazy, v ktorych sa systém moze v
rovnovaznom stave nachadzat’ v zavislosti od teploty a historie systému, t.j. stavu, z ktorého
siet’ vystartovala. V idedlnom pripade, po dosiahnuti termodynamickej rovnovahy,
rozpoznanie fazy podla parametrov usporiadania zodpovedd obnoveniu informdcie
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adresovanej obsahom resp. degradovanej chybami v pociato¢nom stave. Systém moéze slizit
ako pamit, ak vdaka dynamike na l'ubovolny podnet (pociatoCny stav) spontanne
prechadza do stavov asociovanych s atraktorom, a tieto stavy maju vyznamny prekryv s
tymto naucenym vzorom. ZjednoduSene mozno interpretovat systém s idealnymi
pamétovymi vlastnostami ako systém, ktory z nerovnovazneho pociato¢ného stavu prejde
do termodynamickej rovnovahy v jednej z moznych faz systému. Kazda faza zodpoveda
jednému naucenému vzoru a spontanna volba fazy je determinovana (pri konsStantnej
teplote) iba pociato¢nou konfiguraciou.

Teraz vysvetlime, ako je to mozné, Ze Sum T destabilizuje falo$né atraktory. Uvazujme
stochastickit Hopfieldovu neurénova siet’ s p<<N, N— o a h,-exr: 0 pre Vi. Pre strednt
hodnotu stavu i-teho neurénu mézeme selfkonzistentné rovnice (8.31) prepisat’ takto:

N N p
(S(t)=tanh| BY" J,(S)) |=tanh| > Y ehet(S;(1) | . (8.34)

=1 j=1 p=t

Tato stistava nie je vo vSeobecnosti rieSitelna, lebo pozostava z N nelinearnych viazanych
rovnic s N nezndmymi. Pri jej rieSeni vSak mdzeme postupovat heuristicky a navrhnut
hypotézu, Ze rieSenie (S;(f)) je umerné jednému zo zapamitanych vzorov, tak Ze

(Si(ty=mE; pre Vi. (8.35)

Parameter me R je konstantou umernosti. UZ sme si ukazali, ze takéto stavy su stabilné v
deterministickej limite 7 = 0 (pre m = 1), takze je prirodzené hl'adat’ podobné priemerné
stavy v stochastickom pripade. Po dosadeni (8.35) do (8.34) dostdvame

N p
mEY = tanh %zz&&‘ﬁ?m&} : (8.36)

j=1 =t

Takisto ako v pripade deterministickej siete mdézeme argument funkcie tanh rozlozit’ na dva
¢leny; jeden prisluchajici &} a druhy ¢len vyjadrujaci presluch, obsahujuci prekryvy medzi
&Y a ostatnymi zapamitanymi vzormi. KedZze p << N (a pamidtové vzory sl

pseudoortogonalne), mézeme presluchovy ¢len zaned-bat’ a dostaneme vzt'ah
m&; =tanh(Bmgy) . (8.37)

Ked’Ze tanh(x) = tanh(x), dostdvame rovnicu na vypocet parametra m pre rovnicu (8.35):

m=tanh(B m) . (8.38)

Grafické znazornenie rieSenia rovnice (8.38) pre kladné m v zavislosti od teploty T je
znazornené na obr. 8.7. Z rieSenia vidime, Ze pre teploty vécSie ako kriticka teplota, teda
pre T>T, a T.=1, je m=0 a ziadny pamitovy stav nie je stabilny'. Inymi slovami, teraz
vieme, ze pamitové stavy budu stabilné pre teploty 7<1. Chceme poukazat’ na to, ze v
spravani sa stochastickej Hopfieldovej siete je prudka skokovita zmena pri kritickej teplote
T.. Je to dalsi priklad fazového prechodu. Mohli by sme oc¢akavat, Ze spravanie sa siete sa

1 Pre T<T,je m =0 tiel] rieSenim rovnice (8.38) avSak nie je to stabilné rieSenie.
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spojito meni ako teplota rastie, ale v systémoch s velkym N sa takato zavislost Casto
nepozoruje. Ked’ sa prekro¢i istd vroven Sumu, velkd siet’ prestane fungovat ako
autoasociativna pamat’.

m
1
T, T
0 -
Obrazok 8.7. Kladné rieSenie rovnice (8.38) ako funkcia teploty (Sumu) 7.

Podarilo sa nam ukazat, ze stavy so strednou hodnotou (S;(f)) umernou jedinému
pamédtovému vzoru (vid (8.35)) st pri nizkych teplotdch 0<7<1 stabilné. Avsak, hoci pre
p<<N nie su stavy spinového skla aktualne, eSte stile st tu reverzné stavy a hlavne
zmieS$ané stavy. V pracach Amita so spolupracovnikmi [10, 11] bolo ukazané, ze kaZdy
zmieSany stav md svoju vlastnu kriticku teplotu v intervale 0<T. < 0,46. Ked Sum
prekro¢i tato hodnotu, zmieSané stavy uz nie su stabilné. Inymi slovami, pre Sum z
intervalu 0,46 < T<I su faloSné atraktory (zmieSané stavy) destabilizované, a iba
pamitové stavy (a ich reverzné konfigurdcie) st stdle dobrymi atraktormi.
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Cenou za to je nizSia vyvolavacia kvalita pamdtovych vzorov a o nieco dlhsie relaxacné
Casy siete (doba prichodu siete do okolia atraktora). Napriek vSetkému, uréita uroven Sumu
zlepsuje fungovanie Hopfieldovej neurdnovej siete ako autoasociativnej paméti. Pre vysSie
hodnoty Sumu, a to 7 = 1, sa destabilizuju aj pravé atraktory (pamétové stavy) a systém sa
stava ergodicky.

8.6 Poskodzovanie a vymazavanie synaptickych spojeni

Skuto¢né neurénové siete v mozgu dokazu vykonavat' svoju funkciu aj po poskodeni ich
prvkov a spojeni, ak tieto poskodenia nie st prili§ suvislé a priestorovo rozsiahle. V tejto
Casti spomenieme vysledky s$tudii, ktoré sa zamerali prdve na tzv. robustnost’ resp.
odolnost’ Hopfieldovych sieti vo¢i nepresnostiam zat’aZujicim ich synaptické spojenia
vratane ich vynulovania. Vo vicsine pripadov kvalitativne vlastnosti autoasociativnej
pamiiti ostavaju nezmenené, a poskodenie ma iba kvantitativne dosledky, konkrétne
ovplyviluje najmé kapacitu siete O, =pma/N, predlzuje dobu prichodu do atraktora,
koneény prekryv s pamédtovym vzorom je o nie¢o mensi, a pod.

Ako prvé poskodenie budeme uvazovat deviaciu hodndt synaptickych vah od hodnét
ziskanych pomocou Hebbovho pravidla (8.11). Tato deviacia mdze byt realizovana ako
pridanie malého ndhodného ¢&isla k hodnote J; vypocitanej podla vztahu (8.11).
Désledkom je zniZenie o, spomalenie ndjdenia atraktora, ale i odstranenie falo$nych
atraktorov typu stavov spinového skla [20, 61, 67]. Diskretizacia spojeni znamena, ze
synapsy moézu nadobudat’ len diskrétne hodnoty (vid’ obr. 8.8a). Extrémnym pripadom
diskretizacie spojeni je ich binarizacia, t.j. synapsy mézu nadobudat’ iba dve hodnoty:

p —
sign[z&‘? &?J pre i#],
J. = u=1

j (8.39)

0 pre i=j.

Teoretickou analyzou tohoto modelu bolo ukazané, ze siet’ i nad’alej spol’ahlivo funguje ako
autoasociativna pamit, len kapacita o, sa znizi z hodnoty 0,138 na hodnotu 0,1 [37].
Limitacia znamena obmedzenie pre synaptické vahy v tvare |J,-,|SA. To znamena, ze
hodnotu synaptickej vahy pocitame podla vztahu (8.11), a ked’ vypocitana hodnota
prekroci hranicu 4, nahradime ju touto hodnotou (vid’ obr. 8.8b).
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(a) (b)

Obrazok 8.8. Priklady funkcii transformujtcich povodné hodnoty synaptickych vah vypocitanych
podl'a Hebbovho pravidla (8.11) na nové v pripade (a) diskretizacie a (b) limitacie synaptickych
vah.

Limitacia synaps poskytuje zaujimavé moznosti, ¢o sa tyka modelovania ucenia a
zabudania. Predstavme si, Ze zaznam novych pamétovych vzorov do Hopfieldovej siete
inkrementujeme tak, Ze pridanie kazdého nového vzoru p prebieha podla vztahu

Jj < Jy+mELEY . (8.40)

Koeficient 1 oznacuje rychlost’ synaptickej modifikacie (rychlost’ ucenia). Pritom mozu
synaptické vahy nadobudat’ iba hodnoty z intervalu (—A+A). Takéto ucenie sa nazyva
ucenie v intervale (angl. learning within bounds) [60, 61]. Posledne pridané paméitové
vzory sa budu dobre vyvolavat’ z pamiti, avSak starSie budi pomaly miznut. Pocet
zapamitanych vzorov zavisi na hodnotach m a A. Ak je hodnota m prili§ velka, iba
posledne zapamétané vzory su vyvolatelné. Ak je hodnota m prili§ mala, siet sa moze
predimenzovat’ (0. > o, ) a naplnit’ sa prili§ vela vzormi eSte predtym, ako vahy dosiahnu
hranice intervalu 4, a siet’ prestane fungovat’ ako autoasociativna pamét. Pri optimalnych
hodnotach n a A sa bude mnozina zapamétanych vzorov menit tak, Ze pridavanim novych
vzorov budeme vymazavat’ najstarSie zapamitané vzory. Takto sa d4 modelovat’ ucenie a
zabudanie [22, 60, 61].

Dalsi typ poskodenia je vymazanie alebo zriedenie spojeni (angl. dilution). Nihodne
vynulujeme konec¢ny pocet spojeni medzi neuréonmi tak, ze

Hebb ’,
Jij _ {J,-j s pravdepodobnost’ou c, 8.41)

0 s pravdepodobnost’ou (1-¢).

J,;-'I ebb je hodnota synaptickej vahy vypocitana podla Hebbovho pravidla (8.11). Po

zriedeni bude percento zachovanych spojeni rovné 100c a kazdy neurén bude mat priblizne
cN spojeni. Pri symetrickom riedeni s hodnotou Jii
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vymazivame zaroven aj J;, pri asymetrickom riedeni pristupujeme k J; a J;; nezavisle. Nech
¢;=1, ked’ spojenie nie je vymazané a c;=0, ked’ sme spojenie zrusili. Potom pre kazdi vahu
modzeme pisat’

Jj = c;Jfer. (8.42)
Lokalne pole na i-tom neurdne je rovné
N
Hebb
=Y cferrs; . (8.43)
J=1

Rozoznédvame tzv. slabé zriedenie, ked cN = InN. Silné zriedenie nastava, ked plati
cN<<InN. Pri slabom zriedeni a vel'kom N je eSte stale v sume (8.43) vel'a ¢lenov, a preto
modzeme aplikovat’ tedriu stredného pola. Pre strednti hodnotu lokalneho potencialu na i-
tom neuréne dostaneme vztah

N
(hy=cY JfeP(s)) . (8.44)
j=1

S prislusnym preskalovanim pomocou parametra ¢ dostaneme analogické vysledky ako pre
nezriedeny model, v ktorom je kazdy neurdn spojeny s kazdym.

Silné zriedenie v deterministickej a stochastickej Hopfieldovej sieti ako prvi Studovali
Derrida, Gardner a Zippelius [20]. Autoasociativne vlastnosti st zachované v jednom aj
druhom pripade. Na priklade si to ukaZzeme pre deterministicku siet. Nech priemerny pocet
spojeni na jednom neuréne je
K=cN a K<<InN. Zriedenie je asymetricke, takZe C; a Cj; si nezavislé ndhodn¢ premenné.
Matica J sa teda stala asymetrickou. Pre vypocet vah sa pouziva vztah

1 »

s 1/K namiesto 1/N, aby sme dostali hodnoty blizke 1. Pre l'ubovolny stav S(f) uvazujme
lokalne pole prispevkov od vsetkych neurénov spojenych s i-tym neurénom rozdelené na
¢len pochadzajuci od konkrétneho pamit'ového vzoru v a presluchovy ¢len:

N 18 2 1,8 y
kde presluch
1 N
uzv - j=1

Ak v (8.46) polozime S; =& pre Vi, vidime, Ze pre dostato¢ne maly podet zapamétanych
vzorov p nam prvy ¢len na pravej strane rovnice (8.46) dava &), a to vd'aka tomu, Ze sme
ako normaliza¢nli konStantu zvolili 1/K, o nam umoziuje vykratit' 1/K a sumu s C;, lebo

Zl_ Cj= K . Ked polozime S; = &} pre Vi v rovnici pre presluchovy ¢len (8.47), na pravej
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strane dostaneme 1/K krat suma Kp nezévislych ndhodnych £1. V limite pre Kp — oo ma
presluchovy ¢len Gaussovo rozdelenie (vid’ obr. 8.5) a d’alej plati podobny zaver ako pre
uplne pospajanu siet’, teda ze pamatové vzory su stabilné pre p << N.

Zachovanie autoasociativnych vlastnosti Hopfieldovych sieti aj pri silnom rozriedeni
synaptickej matice umoziiuje priblizit’ sa k biologickej realite. Po prvé napriklad v tom, ze v
redlnych neurénovych siet’ach nie st neuréony pospajané kazdy s kazdym monosynaptickymi
spojmi a po druhé v tom, ze vahy spojeni nie su symetrické. Pomocou selektivneho riedenia
mozno skonstruovat Hopfieldovu neurénovi siet, v ktorej je zachovany tzv. Daleov
princip, ktory hovori, ze jeden neurén modze vytvarat' na druhych neurénoch len inhibicné
alebo len excitacné synapsy, ale nie oba druhy naraz [66]. Zachovanie autoasociativnych
vlastnosti pri silnom rozriedeni sa hodi aj pri konStrukcii viacvrstvovych sieti s
Hopfieldovou dynamikou, ktoré sa daji pouzit’ na hierarchické uchovavanie dat [34].

8.7 Neortogonalne vzory

Doteraz sme sa zaoberali Hopfieldovou neurénovou sietou, ktora je schopnd zaznamenat a
vyvolat’ ortogonalne resp. pseudoortogonalne pamétové vzory, t.j. také pre ktoré plati, ze
stredna hodnota ich skalarneho su¢inu cez vsetky vzory sa rovna nule:

N
(@8N =g Y EE =0 pre w#v. (8.49)
j=1

Ked’ je v sieti vel’ky pocet neurénov N, je mozné vyhoviet tejto podmienke len ak vyberame
resp. konstruujeme pamit'ové vzory tak, Ze v kazdom z nich sa pocet aktivnych neurénov
rovnd poctu neaktivnych neurénov, t.j. Ze v sieti je 50%-na priemerna aktivita, to znamena

N
&) = %;&? ~0 pre vy . (8.49)
O takychto vzoroch hovorime tiez, ze su nekorelované. V praxi vSak Casto pracujeme so
vzormi, pre ktoré tieto podmienky nie st splnené.
Aj v neurdnovych populaciach, napriklad na kore mozgu, je pomer
poctu  aktivnych  neuréonov  k  poctu  neaktivnych  neurénov  podstatne
niz§i ako 50%. Pri  modelovani tejto  skutonosti sa  stav  kazdého

neurénu &L v pamidtovom vzore vybera nezavisle s pravdepodobnostou
PE) =11+ b)d(&—1)++(1— b)S(E +1). Symbol O oznaduje Diracovu O funkciu,
kde 8(x)=0,ak x=0,5(x)=1,ak x=0. Parameter b sa nazyva bias a plati prefi vztah

N
lNZF,& preVu . (8.50)
i=1

Ked'ze b nadobuida hodnoty v intervale 1 < b < +1 mézeme pracovat’ s Fubovolnou troviiou
aktivity. ~Strednd aktivita siete je rovnd +(1+ b)a namiesto (8.48) plati
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(M -EVY) = 8 + b? (1_5W) pre u#v. Pre takéto neortogonalne (korelované) vzory bola

navrhnutd modifikacia dynamiky stochastickej Hopfieldovej neurénovej siete [7]. Predpis
na konstrukciu synaptickych vah (8.11) sa meni takto:

p
Y@ -OE-b) pre %],
n=1

J..:

j (8.51)

0 pre i=j.

Globalna kontrola dynamiky neurénovej siete sa dosiahne tak, ze sa k energii (8.6) prida
Clen, ktory bude zabraiovat’, aby sa siet’ dostala do oblasti s aktivitou prili§ vzdialenou
povodnému biasu vzorov. Modifikovana energia siete je rovna (prahy excitacie st nulové)

ES)=-'53uss+ [ss sz 8.52
&=z i Euss gy (fa-no) 2

Koeficient >0 je mierou sily, ktorou je aktivita siete "tlacena" do oblasti urcenej biasom
vzorov. Lokalne pole posobiace na jeden neurodn (8.1) sa modifikuje takto:

N 1N
h=%J;S; —r|~38-b|. (8.53)
j=1 N j=

Vztahy (8.50) az (8.53) zodpovedaju tzv. jemnému obmedzeniu dynamiky (angl. softly
constrained dynamics). Tato modifikacia zachovava vsetky hlavné vlastnosti povodného
stochastického Hopfieldovho modelu. Okrem toho plati:

(1) Ak je koeficient 110, dostavame spol'ahlivé fungovanie siete pre akikol'vek hodnotu
biasu b.

(2) Pamitova kapacita siete s modifikovanou dynamikou sa pohybuje v intervale: 0,12 N
< Pmax < 0,18N pre r [1 10. Konkrétna hodnota kapacity zavisi od hodnoty biasu b.

(3) Kriticka teplota zavisi od biasu b. Pri teplotach nizSich ako 7. si vSetky pamétové
vzory stabilné.

T=(1 b*. (8.54)

Dokonca aj pri vel'mi nizkych hodnotach T su falo$né atraktory (zmieS$ané stavy)
eliminované.
(4) Symetria S;<>—S; je zruSena.

8.8 Casové postupnosti vzorov

Podnety, ktoré spracovava nas mozog, prichddzaju v ¢asovych postupnostiach. Prikladom je
ludska re¢, ale i vizudlne prehladdvanie okolia, sled myslienok, predstav, atd’. Na druhe;j
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strane, mozog sam generuje ¢asové postupnosti, napriklad pri generovani povelov pre svaly,
¢o sa vlastne deje neustale. Tzv. centralne generatory rytmu su neurénové obvody, ktoré
generuju biologické rytmy, od riadenia cyklu spanku a bdenia az po rytmické pohyby
napriklad pri dychani. Stadium umelych neurénovych sieti sa snazi svojimi vysledkami tiez
prispiet’ k pochopeniu podstaty tychto procesov. Pozrime sa teraz ako sa daju rozpoznavat' a
generovat’ casové postupnosti konfiguracii aktivit v Hopfieldovej neurénovej sieti. Vieme,
ze v Hopfieldovej sieti reprezentuje konfiguracia aktivity celej populacie modelovych
neuréonov nejaky lubovolny podnet, resp. pamétovy stav. Pamdtové stavy siete su
atraktormi v stavovom priestore a pritahuji im podobné stavy. Formulujme si tlohu
spracovania ¢asovych postupnosti takto:

(1) Externy podnet spdsobi vyvolanie pamédtového vzoru, ktory je s nim asociovany.
Nech je tento pamdtovy stav ¢lenom nejakej postupnosti stavov.

(2) Neurdnova siet’ zotrvava v tomto atraktore, ale po uplynuti nejakej doby sa presunie
do iného atraktoru, ktory je asociovany s nasledujucim ¢lenom v Casovej postupnosti
VZOrov.

(3) Siet sa postupne presuva z jedného atraktora do dalSicho sledujuc tak
preddefinovanu postupnost’ stavov. V kazdom atraktore zotrva isti dobu. Spravnejsie by sa
teda malo hovorit’ o pseudo-atraktoroch alebo kvazi-atraktoroch, no pre jednoduchost
budeme i nad’alej pouzivat’ termin atraktor. Presun z atraktora do atraktora méze byt bud’
spontanny — vtedy sa jedna o generovanie ¢asovej postupnosti stavov vyvolanej nejakym
podnetom, alebo sa presuva z jedného atraktora do druhého na zaklade prichodu d’alsieho
podnetu — vtedy sa jedna o rozpoznanie ¢asovej postupnosti.

Podl'a principu, ktory navrhli viaceri autori, menovite Kanter a Sompolinsky [47],
Kleinfeld a Kanter [50], Gutfreund a Mézard [35], a Amit [8], dosiahneme takéto spravanie
sa autoasociativnej neurénovej siete zavedenim masivnej a koherentnej asymetrie do matice
synaptickych spojeni medzi neurénmi. Majme siet’ pozostavajiicu z N neurénov, ktoré¢ moézu
nadobudat’ stav +1 alebo 1. Siet' uchovava p pamitovych vzorov, ktorych konfiguracia
aktivity je vygenerovana nahodne, Cize v sieti je 50%-na priemerna aktivita. Dynamika je
asynchrénna, a aktualizovanie neurénov moéze byt bud’ deterministické alebo stochastickeé.

V sieti su dve mnoZiny syndps J; a Jﬁ. Jj sa vypocita podla vztahu (8.11). V tejto
synaptickej matici je zapamitanych p dopredu zvolenych vzorov a jej ulohou je oprava
chyb a stabilizacia individualnych vzorov. Druhd mnozina synaps J? ma na starosti

prechod medzi atraktormi v preddefinovanej postupnosti. Vypocita sa podla vztahu

—2&“” (8.55)
u=1
kde g < p je pocet vzorov spojenych v ¢asovej postupnosti u=102 3 ... [I(g+1). J?
definuje poradie ¢ vzorov v postupnosti. Uzavrety cyklus sa da zostrojit’ pomocou (8.55)
tak, ze polozime §7+1 = &1, Parameter [ je kladna konStanta. Nech su prahy excitacie
rovné nule. Celkové pole posobiace na i-ty neuréon ma tieto dve zlozky

N p N g
D.8iEs Z gls (=) . (8.56)
n=1

H:

hi(1) =

zl—k

=
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Prepisme si (8.56) pomocou prekryvov

N N

1 1
mH(t):W;q%sj(t) a mH(t-r):W;q&sj(t—r), (8.57)
tak, Ze dostaneme
P q
h(t)= Y g¥m () + 1) eV mt (t-1) . (8.58)

u=1 p=1

Prvy Clen zéavisi na okamzitych aktivitich neurénov v Case ¢, a teda na momentdlnom
prekryve stavu siete s jednotlivymi pamatovymi vzormi. Druhy, prechodovy ¢len zavisi na
A
if

tom, aka bola konfigurdcia aktivity neurénov pred T relaxaénymi cyklami. Jj; su tzv.

pomalé synapsy, alebo prechodové synapsy, lebo sprostredkujii neurénom informaciu o
stave ich susedov s ¢asovym oneskorenim T Predstavme si, Ze sa siet’ ocitne v stave W,
napriklad Ze donho zrelaxuje po prichode nejakého podnetu. Ked’Ze je to atraktor, siet’ v
fiom zotrva. Avak po uplynuti T cyklov sa hodnota prekryvu m*(#t) bude rovnat’ 1 (alebo sa
bude blizit' hodnote 1, podla toho, ¢i je dynamika deterministickd alebo stochasticka).
Pozrime sa na vzt'ah pre lokalne pole i-teho neurénu (8.58) a vidime, ze ak je [1 [1 1, siet’
prejde do d’alsieho atraktora s poradovym ¢islom p+1. V tomto atraktore zotrva opét’ po
dobu T, a potom prejde do atraktora u+2, atd. V tomto pripade sa jednd o spontanne
generovanie ¢asovej postupnosti stavov siete, ktoré bolo iniciované nejakym vonkaj$im
podnetom. Rozpoznavanie c¢asovych postupnosti bez spontinneho pokracovania v
postupnosti dosiahneme tak, ked’ v (8.58) polozime [1 [1 1 a ku kazdému lokalnemu pol'u
(8.58) pripo¢itame v Casovom momente ¢ prispevok z vonkajSicho signalu

hPUt = p&bm, kde p [1 1. Prechod do d’alSicho atraktora v ¢asovej postupnosti nastane teda
iba vtedy, ked’ sa tento stav (alebo jemu podobny stav) ocitne na vstupe do siete.
Vo vztahu (8.56) mozeme namiesto S;(t—T) pouzit aj iné zavislosti. Polozme

Si(t-1)= §j(t). Tzv. pamitova stopa §j(t) moze mat vo vsSeobecnosti tvar
— t
S;(t)= 'LQG(t— t')S;(t')dt’, kde sme doteraz uvazovali funkciu G(#) v tvare Diracovej
delta funkcie G(f)=93(t— 1), ale modze to byt’ aj linearna zavislost G(t)=(t—t)/ 1 alebo
exponencialna zavislost G(t)=1""exp(-t/1).

Vztah (8.58) mdze sluzit' na rozpoznavanie viac ako jednej postupnosti pomocou
jednej a tej istej neurénovej siete len vtedy, ak kazda postupnost’ obsahuje iné ¢leny .
Gutfreund a Mézard [35] navrhli postup, ako moze Hopfieldova siet’ rozpoznavat’ viacero

roznych cCasovych postupnosti aj vtedy, ked kazdy stav @ mé niekol’ko moznych
pokracCovani. Tento postup si najprv ukdzeme pre pripad, ked’ chceme, aby siet’ uchovavala

dve rdzne postupnosti, {E_J”} a {é’;,z”} Druhy, prechodovy ¢len v (8.58) teraz nahradime

tymto vyrazom
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R (1) = xi(&}'”” + &R (MM (t-1) + mPH (t-1)) . (8.59)

=

Ak je systém v stave (1, W), méze pokracovat bud do stavu (1, u+1) alebo (2,u+1).
Skutoény prechod bude determinovany vonkajsim signalom h°“ = p&2**! kde p (/1. Ak

bude tento signal z postupnosti s=1, tak sa bude pokracovat” v postupnosti 1, ak bude z
postupnosti s=2, tak sa bude pokracovat’ v postupnosti 2. ZovSeobecnenie (8.59) pre viac
ako dve postupnosti je trividlne. Pri vhodnom vybere hodnot parametrov moze siet’ rozlisit’
az 27 roznych ¢asovych postupnosti.

8.9 Invariantné rozpoznavanie vzorov

Invariantné rozpoznavanie obrazcov (vzorov) robi mozog neustale. Vo vizudlnej sfére je to
napriklad rozpoznavanie objektov bez ohladu na ich velkost, posunutie a otoCenie. V
sluchovej sfére je to napriklad rozpoznavanie melddii bez ohl'adu na rozdielnu vysku
toénovej oktavy, v ktorej su zahraté, alebo invariantné rozpoznavanie hlasok a slov v reci
roznych l'udi. Neurobiologické mechanizmy tohto procesu (¢i procesov) st stale predmetom
intenzivneho experimentalneho a teoretického vyskumu.

Zaujimaju nds moznosti ako prispiet’ k hl'adaniu rieSenia pomocou autoasociativnych
neurénovych sieti. Vnltornd reprezenticia nejakého vzoru je v autoasociativnej sieti
zakddovand v aktivite celej siete. Tato aktivita zodpoveda len istej konkrétnej vstupnej
stimulécii, ktoria opakovane vyvoldva dany vzor, najskér v procese uCenia a potom v
procese rozpoznavania. Tato predstava zodpoveda neurobiologickej realite. AvSak ani
mohutné autoasociativne vlastnosti Hopfieldovych sieti, takych ako sme ich doteraz
predstavili, nestacia na simulovanie invariantného rozpoznavania vzorov. To, ktory atraktor
si siet’ vo svojej evollcii vyberie, silno zavisi na tom, ako d’aleko je v stavovom priestore
pociatocna konfiguracia od jednotlivych atraktorov. Pri posunuti, zmenseni, prevrateni, atd’.
vzoru treba pocitat’ s tym, Ze inicidlny stav siete je v priestore stavov vel'mi vzdialeny od
prislusnej pamitovej konfiguracie. Inymi slovami, posunutému, ¢i inak zmenenému vzoru,
zodpoveda uplne iny vzorec aktivity siete, ktory je len malo, resp. vébec nie podobny na
aktivitu siete v Case zapamitdvania tohto vzoru. Keby sme siet’ nechali spontanne sa
vyvijat, skoncila by v atraktore, ktory sa najviac podoba vstupnej stimulacii.

Dotsenkov algoritmus pre invariantné rozpozndvanie vzorov v autoasociativnej sieti
vzhladom k ich posunutiu, otoCeniu a zmenu rozmerov [24] je zalozeny na vyuZiti
neurénovych prahov excitacie pri riadeni evolucie siete v stavovom priestore. Tento pristup
si najskor vysvetlime pre pripad invariantného rozpoznania vzoru vzhladom k jeho
posunutiu. Neurénova siet, pre ktora je algoritmus navrhnuty, je pdvodnym modelom
Hopfieldovej stochastickej siete so symetrickou vahovou maticou, s neurénmi pospajanymi
kazdy s kazdym, a s asynchronnou dynamikou. V d’alSom budeme pracovat’ s geometrickou
predstavou neurénovej siete ako 2-rozmernej mriezKy, a preto namiesto indexu i budeme
pouzivat vektor polohy r, resp. pre j-ty neurdn vektor r’. Vzdialenost' okamzitej
konfiguracie siete S(¢) od jednotlivych pamétovych vzorov & vyjadruje okamzity prekryv
mt()
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m”(t)=lNZ§“(r)S(r,t) , pre u=1,...,p. (8.60)

Tato rovnica je ta ista rovnica ako (8.17), len prepisana pomocou vektorov polohy r
namiesto indexu i. Relaxa¢na dynamika neurénov je asynchronna s pravdepodobnost'ou
zmeny stavu pre neuron so suradnicou r vyjadrenou vztahom (vid’ rovnice 8.28 a 8.29):

1

1+exp(-2B A(r, 1)
S(r,t) = (8.61)

1 s pravdepodobnost’'ou P =1-P.

+1 s pravdepodobnost’ou P, =

Celkové pole h(r,t) pdsobiace na neurén na mieste r v ¢ase ¢ je rovné suétu prispevkov od
ostatnych neurénov s indexami r’ vahovanymi cez synaptické vahy plus prispevok od
lokalneho nenulového prahu excitacie 8(r,£)=h""(r,)20, t.j.

Mt = e S(r, 1) +6(r,1) . (8.62)

rr’

Prahy excitacie su nielenze nenulové, ale maju aj Casovu zavislost’, ktort Specifikujeme
neskor. Pri splneni urcitych podmienok moézu prostrednictvom (8.61) vel'mi ucinne riadit’
evoluciu siete v stavovom priestore, lebo pravdepodobnost’ zmeny stavu neurénov bude
zavisiet’ hlavne od ich relativnej hodnoty vzhl'adom k prispevku od ostatnych neurénov.
Véahova matica J je symetrickd a neurény na sebe netvoria synapsy. Hodnotu synaptickej
vahy medzi dvoma neurénmi vypocitame podla
vzt'ahu (8.11), ktory pre nase ucely prepiSeme pre vektorové suradnice neurénov r a r’:

p
LY ) pre rar
pn=1
J,, = (8.63)
0 pre r=r

Tento vztah je vieobecnejsi ako (8.11), pretoze sme doitho zaviedli konStantu J, , ktora vo
vseobecnosti nemusi byt rovna 1.

Zatial’ budeme pracovat’ s ortogonalnymi (resp. pseudoortogonalnymi) vzormi, v ktorych
je 50%-n4 priemerna aktivita. Nech S© je poéiatoéna konfiguricia siete, a nech je to jeden z
pamétovych vzorov & posunuty o vektor (—a*). Ked’e v sieti musi byt’ zachovana 50%-na
priemerna aktivita, uvazujeme periodické okrajové podmienky. To znamena, Ze pri posunuti
vzoru cez okraj mriezKy sa na protilahlom okraji objavi ta ¢ast’ vzoru, ktord sa pri posune
dostala mimo mriezky (vid’ obr. 8.9). Pre pamétovi konfigurdciu &" plati vzt'ah:

Ern=89r+a’), pre Vvr. (8.64)

Samozrejme, siet’ "nevie" aka je hodnota a*.
V Dotsenkovom algoritme sa predpoklada, Zze poéiatoény vzor S© sa v &ase ¢ = 0
premietne na neuréonové prahy excitacie tak, ze tieto nadobudntl hodnoty
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o(r,t=0)=0,8°(r), prevr. (8.65)

0, je kladna konstanta. V kazdom d’alSom ¢asovom momente sa hodnoty prahov excitacie
menia podla tejto rovnice:

o(r,t)=0,S(r+ a(t)), prevr. (8.66)

Dynamicka premennd a(f) vyjadruje fakt, Ze konfiguracia prahov exciticie je v kazdom
¢asovom okamihu ina, Zze je dand momentdlnou hodnotou vektora a(f). Je to teda
konfiguracia prahov excitdcie, ktorda hladd prislusny pamitovy atraktor, a to
prostrednictvom dynamiky premennej a(z). Prahy budi dominovat’ pri zmene stavu
neurénov (8.61) a prispevok od ostatnych neurdénov bude sluzit’ hlavne na korekciu chyb vo
vzore. Dotsenko navrhol relaxa¢ni dynamiku pre dynamicku premenna posunu prahov a(z)
nasledovne:

da B __g
E:a(tﬂ) alt)= 8a+n(t). (8.67)

V tomto vzorci je E energia siete (8.6) v tvare
1 ,
E(S)= 5 E’, Er, J.S(nS(r)- E, S(ne(r) . (8.68)

Pomocou relaxacnej prahovej dynamiky, ktorej podstata je vyjadrend rovnicou (8.67),
hladame lokalne minimum energie systému (8.68). Rovnica (8.67) odpoveda optimalizacii
metodou zaporného gradientu. Pri tejto optimalizacii sa minimum danej optimalizacnej
funkcie hlad4 proti smeru gradientu tejto funkcie. Startuje sa z posunutého pogiatoéného
bodu (8.65), posunieme sa s prahmi niektorym nahodnym smerom, nechame siet’ zrelaxovat’
podl'a (8.61) a vypocitame energiu (8.68). Ak je energia nového stavu mensia ako povodna,
pokracujeme v postvani sa tymto smerom. Ak je energia vicsia, vygenerujeme a(¢) v smere
opacnom, tak ako predpisuje (8.67). Velkost posunu zavisi od velkosti [1E/[la.Takto by sa
iterativnym sposobom mala siet’ usadit’ so svojou aktivitou v konfiguracii zodpovedajuice;j
lokalnemu energetickému minimu prislusného paméitového vzoru. Gradientova metdda
optimalizacie, ktora teraz riadi dynamiku systému, ma ti nevyhodu, Zze ked sa systém
dostane do falosného minima, nemdze sa dostat von. Preto je nutné
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zaviest' do systému nahodnost’, napriklad v podobe obycajného teplotného Sumu n(?). V
praci [13] sme dospeli k zaveru, Ze namiesto gradientovej minimalizacie je v tomto pripade
efektivnejSie pouzitie optimalizacie pomocou simulovaného zihania [16, 49]. Vysledky
simulacie Dotsenkovho algoritmu pre invariantné rozpoznavanie vzorov vzhladom k
posunutiu su ilustrované na obr. 8.9.

Aké st podmienky toho, aby prahova dynamika dominovala nad relaxaciou neurénov?
Rovnicu pre celkové pole pdsobiace na jeden neurébn mozeme pomocou vztahu pre
synaptické vahy (8.63) a vztahu pre prahy excitacie (8.66) prepisat’ na tvar

p
h(r,t) = J—A‘;ZZQ”(r)ﬁu(r’)S(r’, 1)+0,89(r+ a1). (8.69)

pu=1 r

Pomocou prekryvu

1 4 4
m“(t)=ﬁg,&“<r)8<r,t), (8.70)
mozno celkové pole vyjadrit’ takto:
p
h(r )= Jo Y E*(r)m* (1) + 8,8 (r + a(t)). (8.71)
u=1

Vidime, Ze druhy, prahovy ¢len v rovnici (8.71) bude dominovat, ak 8, >> J,, a prvy ¢len
modzeme zanedbat. Podla rovnice (8.60) pre stredni hodnotu stavu neurénu a (8.71)
zistime, ze stavy neurénov budu kopirovat’ prahové pole

(S(r,t)y =tanh[p h(r, 1) = B, S (r+ a(t)) . (8.72)

V praxi staci, ked” 6,/Jy, =2.

Dotsenkov algoritmus, ktory sme prave popisali pre invariantné rozpoznavanie vzorov
vzhl'adom k posunutiu, sa modZe rovnakym spdsobom pouzit aj na invariantné
rozpoznavanie vzorov vzhl'adom na ich velkost’ alebo otoCenie. Rovnica (8.64) vyjadrujuca
vztah medzi pamitovou konfiguraciou a pociatoénym stavom siete bude pre zmenu
vel'kosti vzoru vyzerat’ takto:

e(n=89Wr), pre wvr. (8.73)
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Prekryv

Obrazok 8.9. Dotsenkov algoritmus. Ilustracia invariantného rozpoznavania vzorov vzhl'adom k posunutiu s
periodickymi okrajovymi podmienkami. Hopfieldova siet ma 100 neurénov, 5 paméatovych vzorov (pismen), a
asynchronnu stochastickil dynamiku. Excitacné prahy st nenulové, a ich dynamika je riadend podl'a (8.66).
Graf ilustruje vyvoj prekryvov s jednotlivymi pamédtovymi vzormi. Pismenom H je oznafena krivka
odpovedajuca vyvoju prekryvu aktualneho stavu siete s pismenom H. Ostatné krivky zobrazuju vyvoj prekryvu
s ostatnymi pamédtovymi vzormi. (VSimnime si, Ze pamétové vzory nie su ortogonalne, t.j. ich prekryvy su
d’aleko od nulovej hodnoty.) Cykly odpovedaju jednotlivym iterdciam simulovaného zihania.

(a) (b)
V: Rji =
R:
Vv ik =
8 A |
p = C
1 =& =

Obrazok 8.10. Analogova implementacia Hopfieldovho modelu neurénovej siete. (a)
Schéma analégového modelu neurénu. (b) Schéma zapojenia analdégovych prvkov do
siete.

Skalar A hovori, kolkokrat je pociatoéna konfiguracia zvi¢Sena (zmenSena) oproti
pamétovej konfiguracii. Pre otoCenie zavedieme operator otocenia Q, takZe rovnica
analogicka rovniciam (8.64) a (8.73) bude

Eh(r)=89Q*r), pre Vvr. (8.74)

Namiesto dynamickej premennej a(f) bude v pripade transformacie velkosti vzoru riadit
dynamiku dynamicka premenna A(?), a v pripade ota¢ania dynamicka premenna (7).

Na zaver spomenieme, Ze existuju aj iné pristupy k rieSeniu invariantného rozpoznavania
vzorov pomocou Hopfieldovych autoasociativnych sieti, napriklad pristupy, ktoré navrhli
Bienenstock a von der Malsburg [15] alebo Kree a Zippelius [56].

8.10 Analogovy Hopfieldov model
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Skuto¢né neurony v mozgu nie si dvojstavové prvky, ale maju spojitu, nelinearnu vstupno-
vystupnu charakteristiku. Tato skutocnost’ ako aj poziadavky hardwarovej implementacie
Hopfieldovej neurénovej siete motivovali Hopfielda k tomu, aby svoj model rozsiril aj na
siete so spojitymi analégovymi prvkami [41]. Skutoéné neurdny aj elektronické zariadenia
(ako napriklad operacny zosiliova) maju integracné casové oneskorenia kvoli ich
membranovej resp. elektrickej kapacitancii, a evoluciu ich stavu (t.j. elektrického napétia) v
¢ase popisuju diferencidlne rovnice prislusného elektrického obvodu.

Na obr. 8.10a je nakresleny elektricky obvod, ktory reprezentuje jeden prvok (analéogovy
neurén) v analdogovej implementacii Hopfieldovho modelu. Obr. 8.10b zobrazuje siet
tvorenu takymito prvkami.

Premenna u; oznacuje vstupné napitie i-teho prvku, V; je vystupné napitie. Ako u; tak aj V;
st funkciou ¢asu, vyvijaju sa v ¢ase. Operacny zosiliiova¢ ma vstupno-vystupnu funkciu g
taku, ze

Vi=g(u;). (8.75)

Najcastejsie sa pouziva nelinearna funkcia g(u)=tanh(Bu), ktora ma hodnoty v intervale
T1,+10) alebo sigmoidalna funkcia g(u)=f3(u), s hodnotami v intervale 0J0,+10 (vid’ obr.
8.6). Vstup kazdého prvku je uzemneny cez odpor p a kondenzator s kapacitou C. Tieto
premenné reprezentuji transmembranovy odpor a kapacitu skutoéného neurdénu (vid’ obr.
1.9). Vystup j-teho prvku je spojeny so vstupom i-teho prvku cez odpor R;;. Z Kirchhofovho
zakona o rovnosti prudov do uzla vtekajucich a z uzla vytekajtcich vyplyva, ze

du, u &1
C—=L4i2iN —(V—u) . 8.76
at ZR,--(’ /) (870
jEi
alebo tiez
du; »
J£I
kde
N
R e R A

Podiel w;=R;/R;; reprezentuje hodnotu synaptickej véhy synapsy tvorenej j-tym prvkom na
i-tom prvku. Ak zvolime hodnotu p dostato¢ne mala a R; velké, mézeme Cleny 1/ R;
zanedbat’, a potom R; = p a w;= p/R; pre Vi. Ak ma mat’ niektora vaha negativnu hodnotu,
mobzeme to v hardwarovej implementacii vyriesit' napriklad tak, Ze pred fu zapojime
invertor, ktory zmeni hodnotu vstupného napétia na —Vj .
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Ked systém skonverguje do atraktora, pre Vi plati du/d=0 a dV;/d=0. Vtedy
u; = ZIWUV! Rovnaké riesenie ako systém dynamickych rovnic (8.77) ma aj systém

diferencialnych rovnic pre V;:

d

AN

N
=-Vi+gu)=-Vi+g D wV,| . (8.79)

J#i

T

Q

t

Dynamika tohto systému je spojitd, t.j. vSetky prvky aktualizuji svoj stav spojite a
stucasne podla rovnic (8.75) a (8.77) resp. (8.79). Sledovat’ evoluciu vysSie popisanej
analogovej neurénovej siete ndm umozni numericka integracia systému rovnic (8.77)
alebo (8.79) na pocitaci. V literature sa odporuca napriklad integrovanie s adaptivnou
velkostou kroku ako je napriklad Bulirschova-Stoerova metéda [65]. Ak je strmost’ []
funkcie g(u) vysoka, vystupy prvkov sa blizia k hraniciam +1, resp. 0 a 1. Takto mézeme
ziskat’ binarne odpovede aj od prvkov spojitej analdégovej siete. Pri urcitych ulohéach je vSak
potrebné pracovat’ so spojitymi hodnotami (vid’ aplikacie Hopfieldovho modelu).

Analégia so stochastickou siet’ou: v§imnime si, Ze rovnica (8.75) s g(u) =tanh(Bu) je
vlastne taka istd ako rovnice stredného pol'a (8.34) pre stochasticki Hopfieldovu siet’.
Vstupné napitie analogového prvku u; hra tlohu priemerného interného pola (h;) a
vystupné napitie V; je ekvivalentné priemernej hodnote stavu i-teho neurénu (S;). To
znamena, ze analégovil siet mdézeme pouzit' na rieSenie rovnic stredného pola pre
stochastickl Hopfieldovu siet’ pri nenulovej “teplote” 7.

Takisto ako pre binarnu Hopfieldovu siet, aj pre analogovu siet modzeme definovat
energetickil funkciu tak, aby sa energia systému v priebehu evolicie minimalizovala.
Rovnovazne rieSenia rovnic (8.77) a (8.79) zodpovedaji minimam tejto energetickej
funkcie a im prisluchajiuce konfiguracie aktivity odpovedaji atraktorom v stavovom
priestore. Energia analogovej Hopfieldovej siete je [41]

N N

=_%22 WV, +ZJ g'WVav , (8.80)

i=1 j=1

kde él je inverznd funkcia k funkcii g. Aby sme ukézali, Zze E sa v priebehu evolicie
systému minimalizuje, derivujme (8.80) podl'a ¢asu #:

dE 1 av; o, dV
E=—52] i d, Vi- ZW:/ t’+Z,g1(W)—
- 2 ZW,./.V/.—U, :—Z ,‘L‘;‘Z _—Z ,g(u)( ) <0. (8.81)

Pri tychto Upravach sme vyuzili predpoklad, ze synaptické vahy s symetrické (w; = w;;) a
ze w;= 0 a tieZ vzt'ahy (8.75) a (8.77). Casova derivacia energie je zaporna preto, lebo 10,
g(u) je monoténne rastica funkcia, a teda jej prva derivacia podla ¢asu g’ je nezépornd, a
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derivacia u; tu vystupuje v druhej mocnine. Vyraz (8.81) sa rovna nule iba v rovnovaznom
bode, ked’ du;/dt=0 a dV;/dt=0. Vzt'ah (8.81) ukazuje, Ze dynamicka rovnica (8.77) spojito
minimalizuje energiu systému, pokial systém nedospeje do stavu zodpovedajucemu
lokdlnemu energetickému minimu, kde FE=0. RovnovazZne stavy systému urcené
synaptickou maticou W su jeho atraktormi, a su to jediné atraktory systému. Napriklad
limitné cykly nemo6zu byt atraktormi, lebo energia nemodze na uzavretej krivke spojito
klesat. Symetria matice W garantuje existenciu bodovych atraktorov. Ak by sme do
synaptickej matice zaviedli asymetriu, mézu vzniknut’ oscilacie alebo chaoticky vyvoj Vi(?).
V extrémnom pripade Cisto ndhodnych vah w; s hodnotami, ktoré maji priemerni hodnotu
0 a stredni kvadratickii odchylku o°, moZeme zaznamenat prechod od stabilného ku
chaotickému vyvoju, ked’ zvy$ujeme hodnotu 6° [68].

Dalsou moznostou ako sledovat evoliiciu tohto systému je jeho hardwarova
implementacia pomocou elektronickych prvkov. Najtazsi problém pri vytvarani obvodov
tejto neurénovej siete vo VLSI je vyroba rezistorov R;. Pre uplne pospéjanu siet’ s N
prvkami potrebujeme 2N? rezistorov (ked pouZivame invertory), a ich odpor musi byt
dostatocne velky, aby sa obmedzili energetické straty. Graf so spolupracovnikmi [33]
vyrobil ¢ip s N = 256 analégovymi neuréonmi, ktoré boli pospajané kazdy s kazdym cez
priblizne 2N* >> 130 000 rezistorov, ktoré mali priblizne rovnaky odpor. Kazdy rezistor sa
pridaval individudlne na hotovy CMOS ¢ip pomocou elektronovo-lucovej litografie. Pri
tejto metodde je hodnota odporu rezistorov raz navzdy dana, ale nestrca sa po vypnuti
zdroja napdtia. Ini pouzili namiesto pasivnych odporov aktivne elektronické elementy
(tranzistory) [2]. Takto ziskali flexibilnejSie, programovatel'né Cipy v zmysle modifikacie
hodnét ich synaptickych spojeni. Existuju aj optické a optoelektronické implementacie
Hopfieldovej analdégovej neurdénovej siete [1].

8.11 Vyuzitie Hopfieldovho modelu

Velkou nevyhodou Hopfieldovho modelu neurdnovej siete je, ze sa nedokaze ucit z
prikladov tak ako napriklad viacvrstvova siet’ na zaklade metddy spdtného Sirenia sa chyb
alebo Kohonenova samoorganizujica sa mapa. Geometria paméitovych vzorov musi byt
dopredu urcena a sliizi na naprogramovanie synaptickej matice.

Prvou oblastou aplikicie Hopfieldovho modelu je oblast modelovania
neurobiologickych a psychickych javov. Pomocou Hopfieldovho modelu neurénove;j siete
a jeho roznych variacii moézeme simulovat’ nasledovné kognitivne procesy:
¢ Rozpoznavanie — vnimany objekt uz bol raz kedysi vnimany, je v pamati.

e Asociativne vybavenie si z pamiiti — rekonstrukcia kompletnej polozky (reprezentacie
objektu) v pamiiti, iniciovana pritomnost'ou fragmentu znameho vzoru na vstupe siete.

e Kilasifikacia — konkrétny atraktor (resp. okolie atraktora) reprezentuje spracovany a
zapamdtany vzor. Pri modelovani vnimania st vstupom siete signaly zo senzorickych
organov. Ked by sme modelovali iné mozgové funkcie ako napriklad myslenie, vstupmi
budu konfiguracie aktivity z inych kortikalnych (resp. asociacnych) Casti mozgu. Opakujuci
sa vzorec neurénovej aktivity celej siete (atraktor) je signadlom toho, Ze nastala kognitivne
signifikantna udalost. Konkrétny vstup (zodpovedajuci pociatocnej konfiguracii aktivity
siete) je kognitivne zmysluplny vtedy, ked” vedie siet’ rychlo do okolia atraktora. Zmysel
tomuto vstupu dava prave dany atraktor, ktory v minulosti vznikol na danej konkrétnej
urovni kognitivneho spracovania.
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Ak chceme pomocou autoasociativnych sieti simulovat’ kognitivne procesy, ako st
vnimanie, pamét’ a iné, musia byt’ splnené o.i. tieto podmienky:

[J Relaxa¢ny Cas (doba prichodu do blizkosti atraktora) musi byt dostato¢ne kratky, aby
stav siete dosiahol atraktor este pred tym, ako je siet’ postavend pred novu ulohu. Nova
uloha mdze byt reprezentovana prichodom novej externej stimulacie, pripadne nejakym
vnitornym mechanizmom, ktory resetuje siet. Pri vdcsine kognitivnych uloh ide o casy
radovo desiatok az stoviek milisekiind.

[J Doba zotrvavania siete v blizkosti atraktora musi byt dostatoéne dlha. Ak pripisujeme
atraktoru kognitivnu tlohu, vystupny mechanizmus musi byt schopny detekovat’ fakt, Ze
systém skuto¢ne dospel do blizkosti atraktora, ¢ize musi byt schopny odlisit’ tento stav od
prechodnych vzorcov aktivity siete. Odhaduje sa, ze by sa mohlo uvazovat o casovom
spriemerneni aktivity pocas obdobia 3040 ms [9].

Dalej na niektorych prikladoch nazna¢ime, ako mozno konkrétne aplikovat
autoasociativne neuréonové siete na modelovanie kognitivnych procesov prebiehajucich v
mozgu resp. v nervovom systéme ako takom. Podrobnu informéaciu mozno najst’ v citovanej
literatire. Modely tykajice sa nervového systému je v siicasnosti tazko mozno navrhovat’ a
overovat na zéaklade priamych merani na neurénoch tak, ako to bolo mozné v pripade
modelu Kleinfelda a Sompolinského [51, 52] alebo Amita so spolupracovnikmi [6].
Kleinfeld a Sompolinsky navrhli analégovi autoasociativnu neurénovu siet, ktora ma také
dynamické spravanie ako maju tzv. centralne generatory rytmu (neuréonové okruhy
generujuce a riadiace cyklické vzorce motorickej aktivity). Svoj model aplikovali na pripad
unikového plavania mikkysa Tritonia diomedea. Vzorce aktivity v sieti sa zhodovali s
hodnotami nameranymi pomocou elektrod na skutocnych neurénoch. S tymito hodnotami a
Hopfieldovou dynamikou, umela neurénova siet’ produkovala cyklicky vystup sliiziaci na
riadenie svalov. Amit so spolupracovnikmi [6] skons$truovali analégovi autoasociativnu
siet’, ktora reprodukuje reverberacie aktivity namerané v mozgovej kore opic uciacich sa
zapamitat a rozpoznat casové sekvencie zrakovych stimulov. Zrakové stimuly boli
nadhodné bitové obrazky a prezentovali sa vo fixnom poradi. Opica bola potom testovana
tak, ze pri obrazkoch prezentovanych tentoraz v ndhodnom poradi mala urcit, ¢i sa dva po
sebe iduce obrazky pri u¢eni vyskytli za sebou alebo nie. Napriek tomu, Ze obrazky boli
nekorelované (ndhodné) vzorce aktivity, vzorce aktivity namerané v mozgovej kore mali
korelovanu distribuciu aktivity v zavislosti od toho, ¢i sa obrazky vyskytovali v postupnosti
za sebou alebo nie. Velkost' tejto korelacie bola funkciou vzdjomnej "vzdialenosti”
obrazkov v postupnosti (ich vzajomného poradia). Vsetky empirické vysledky tejto Stadie
boli reprodukované pomocou atraktorovej neurénovej siete. Treves s Rollsom [69] sa
pomocou modelu atraktorovej siete pokusili vysvetlit' funkciu a ¢innost’ hippocampu
(mozgovej Struktiry, ktora hra dolezita ulohu pri paméitovych procesoch u zvierat aj u
¢loveka).

My sme skonstruovali stochasticki Hopfieldovu siet s pamdtovymi vzormi
reprezentujucimi hudobné tony, pomocou ktorej sme simulovali spektralne invariantné
rozpoznavanie hudobnych ténov [12]. Konkrétne iSlo o teoretické vysvetlenie javu
chybajucej zakladnej frekvencie. Treba vediet, Ze zloZzené hudobné tony pouzivané v
psychofyzikalnych experimentoch sa skladaji zo zéakladnej frekvencie a z uréitého
koneéného poctu vyssich frekvencii, ktoré su vzdy celistvyym nasobkom zakladnej
frekvencie (tzv. vysSie harmonické). Tieto frekvencie definuju farbu tonu. Nota alebo vyska
tonu je urcovana hodnotou zakladnej frekvencie. Zaujimavost’ fenoménu chybajicej

223



zékladnej frekvencie spociva v tom, Ze ¢lovek pocuje ton prislichajuci urcitej zakladnej
frekvencii aj v pripade, Ze sluchovy stimul obsahuje iba vyssie harmonické frekvencie a
zakladna frekvencia v spektre zvuku fyzicky chyba. Pamétové vzory sme zostrojili v
sthlase so znamou geometriou reprezentacie zvukovych frekvencii v mozgovej kore.
Frekvencie pocutelného spektra su reprezentované zhruba rovnobeznymi pasmi neurénov,
ktoré su orientované kolmo v smere frekvenéného gradientu. Sledovali sme kvalitu
vybavovania tonov (resp. ich neurénovych reprezentacii) v zavislosti od toho, ktoré vyssie
harmonické frekvencie boli v zvuku pritomné a dosiahli sme zhodné vysledky s vysledkami
psychofyzikalnych experimentov uskuto¢nenych na 'ud’och. Neskor sme pouzili Dotsenkov
model invariantného rozpoznavania modifikovany pomocou metédy simulovaného Zihania
na modelovanie transpozi¢ne invariantného rozpoznavania melodii, vzhl'adom ku
konstantnému frekvenénému posunu vsetkych tonov [13]. Kvoli tomu bolo potrebné
vytvorit’ siet’ s asymetrickou vahovou maticou, v ktorej boli zahrnuté synaptické ¢asové
oneskorenia, ktoré umoziujl rozpoznavat’ a generovat’ ¢asové postupnosti konfiguracii.

Objavili sa aj psychiatrické Spekulacie vyuZzivajice pojmy atraktora, falosného
atraktora a Sumu na vysvetlenie obsahovych a formalnych porich re¢i a myslenia pri
schizofrénii a manii [39]. Normalna re¢ a mysleniec by v tejto metafore suviseli s
konvergenciou prislusnej mozgovej autoasociativnej siete do spravneho jedného bodového
atraktora zodpovedajuceho jednému pojmu. Porucha reci a myslenia pri manii by v tejto
metafore zodpovedala spontdnnym prechodom z jedného atraktora do druhého vplyvom
prilis vel'kého vnitorného Sumu. Vysvetlenie Specifického charakteru obsahovej a formalnej
poruchy reci a myslenia pri schizofrénii by zodpovedalo metafore, podl'a ktorej mozgové
autoasociativne siete maju taka nizku uroven Sumu, ze falo$né atraktory, zmieSaniny
pravych atraktorov (pojmov), su vel'mi dobrymi atraktormi.

Druhou oblastou problémov, na rieSenie ktorych mézeme Uspesne pouzit algoritmy
in$pirované teoriou neurénovych sieti, s optimaliza¢né problémy. Na neurénovu siet
Hopfieldovho typu sa mdézeme pozerat’ ako na masivne paralelny algoritmus, ktorého
cielom je minimalizacia energie systému. V teorii optimalizacie sa vo v§eobecnosti hovori,
Ze v priebehu optimalizacie sa minimalizuje cenova resp. objektivna funkcia (angl. cost
resp. objective function), ktora v teérii neurénovych sieti odpoveda ucelovej (kriterialnej)
funkcii. Predtym ako si konkrétne nacrtneme niektoré optimalizacné problémy, chceme este
raz zdoraznit', ze ked’ sa hovori, Ze tieto problémy sa rie$ia pomocou neurénovych sieti, v
skutocnosti sa pre rieSenie kazdého z tychto problémov konstruuje Specialne prispdsobeny
masivne paralelny algoritmus.

Ako prvé spomenieme kombinatorické optimaliza¢né problémy [38]. Pri tychto
problémoch hladame rieSenie v mnozine velkého mnozstva moznych kombindcii
zékladnych prvkov systému. Celkovy pocet rieSeni pre velkost’ problému s poctom prvkov
N je obvykle exponencialnou funkciou &, a tomu je umerny aj ¢as potrebny na vyrieSenie
problému. Na ilustraciu si spomenieme ako prvy problém vahovaného priradenia (angl.
weighted matching problem). V priestore majme mnozinu N bodov, priCom pozname
vzdialenosti medzi jednotlivymi dvojicami tychto bodov dj;. Tieto body sa m6Zu nachadzat’
v euklidovskom priestore a d; moze reprezentovat’ Euklidovu vzdialenost’, alebo tieto body
mozu byt abstraktné entity a hodnoty d;; m6Zu reprezentovat’ ich vztahy. Vo vSeobecnosti
sa mozu d; povazovat’ za nezavislé ndhodné premenné s pravdepodobnostnou distribuciou
P(d;). NaSou tlohou je pospdjat’ dvojrice bodov tak, aby kazdy bod bol spojeny len s
jednym inym bodom tak, aby celkova dlzka spojeni bola minimalna. Praktickymi prikladmi
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takéhoto problému moéze byt spajanie prvkov v nejakom elektronickom zariadeni,
optimalne mapovanie procesov na dva ekvivalentné procesory, priradovanie ziakov do $kol,
a pod. Kazdému paru bodov i a j, priradme prvok n;, i <j. Nech n;=1, ked’ medzi i-tym a
J-tym bodom existuje spojenie a n;=0, ked’ medzi nimi spojenie nie je. S&m so sebou sa
bod nemoZe spojit’, takze n; =0 a pre j<i plati n; = n;. Funkcia, ktorej minimum hl'ad4dme je
celkova dizka spojeni

L=> dn; . (8.82)

i<j

Tato funkciu budeme musiet’ trochu modifikovat, lebo kazdé riesenie musi spinat’ jedno

obmedzenie, a sice, ze kazdy jeden bod mdze byt spojeny iba s jednym d’alsim bodom, a

teda 2 n; = 1 pre Vi.Dodrziavanie tohto obmedzenia sa riesi penalizaciou v objektivnej
j

funkcii. Ako zéklad pre objektivnu funkciu zoberieme (8.82) a pridame k nej ¢len, ktory
bude rast’ priamo imerne poruseniu danej podmienky. Objektivna funkcia £ bude rovna:

2
E:zd,jn,-j+%z 1= | (8.83)
T

i<j

Velkost’ konstanty y by mala byt asi takd ako priemerna hodnota d;. Pravdepodobnost, Ze
hodnota I'ubovol'ného prvku n;; sa zmeni, je rovna

1

Toto pravidlo hovori, Ze zmeny, ktoré minimalizuji objektivhu funkciu E su
pravdepodobnejSie ako tie, ktoré ju zvySuju. Hladdme teda taki distribuciu n;, ktora
zodpovedd jednému z minim (8.83). Systém mdzeme nastartovat’ z ndhodnej konfiguracie
n; a kazdi d’alSiu konfigurdciu generovat’ ndhodne ako v Monte Carlo simulacii s tym, Ze
kazdi novu konfiguraciu akceptujeme s pravdepodobnostou (8.84). Je vhodné pouzit' i
metédu simulovaného Zihania a v priebehu evolucie znizovat’ teplotu T=p~' [16, 49].
Problém modzeme riesit’ aj pomocou analdogového systému bud’ pocitacovou simulaciou
alebo hardwarovou implementéciou, vtedy 7; blizke 1 (0) budeme povaZovat' za rovné 1
0).

Dalsi kombinatoricky optimalizacny problém, ktory sa stal Standardom na testovanie
efektivnosti optimaliza¢nych metdd je problém obchodného cestujuceho (angl. traveling
salesman problem) [42, 43]. Mame v priestore N bodov alebo miest, medzi dvojicami
ktorych st vzdialenosti dj;. NaSou Ulohou je ndjst najkratSiu uzavretd drdhu, ktora
prechadza cez kazdé mesto len raz a vracia sa do povodného mesta, z ktorého sme
vystartovali. Praktické priklady zahfiiaju efektivne planovanie ciest kamionov, vlakov,
lietadiel, ale aj ulohy v robotike, napr. pri planovani efektivneho pohybu ramena robota. Na
reprezentaciu rieSenia si zvolime stochasticky binarny prvok n;,, pricom n;,=1, ked’ mesto i
je a-tou zastavkou na okruznej ceste. Celkova dizka okruznej cesty je
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1
L=Ez djnia(Nj g+ Njayq) - (8.85)

ja

Zaroven musia byt splnené dve obmedzenia, a to
Z n,=1 preVvi a z n,=1 preva. (8.86)
a i

Prvé obmedzenie hovori, Ze kazdé mesto i sa objavi poCas okruznej cesty len raz, a druhé
obmedzenie znamena, ze kazda zastavka na ceste sa tyka len jedného mesta. Teraz mézeme
vytvorit’ objektivnu funkciu £ s dvoma penalizaciami, ktoré sa minimalizuju vtedy, ked’ su
podmienky (8.86) splnené:

2 2
SRR 5t 5 1) |
i i a

ij,a a

RieSenie problému obchodného cestujuceho, teda konkrétne hodnoty n,, zodpovedajice
optimalnej okruznej ceste, hl'adame tak ako v pripade problému vahovaného priradenia,
teda pomocou pocitacovej simulacie alebo hardwarovej implementacie prislusného systému.
Pouzivame bud’ binarne prvky so stochastickou dynamikou (8.84) a simulované zihanie,
alebo analdgové prvky.

Poslednym prikladom kombinatorického optimalizacného problému je delenie grafov
(angl. graph bipartitioning) [27]. Predstavme si, ze navrhujeme Cip s N prvkami, ale vSetky
sa nam nan nezmestia. Potom by sme chceli urobit’ dva Cipy, tak aby polovica prvkov bola
na jednom a polovica prvkov na druhom a aby pocet spojeni medzi tymito dvoma ¢ipmi bol
minimélny. Uvazujme vSeobecny graf, t.j. mnozinu N bodov, vrcholov grafu pospéajanych
hranami, ktoré spéjaji dvojice vrcholov. Nech je N parne. Nech p je fixna
pravdepodobnost’, Ze kazdy vrchol je spojeny s inym. Priemerny pocet vrcholov pN, ktoré
st navzajom spojené, sa nazyva valencia grafu. Nasou ulohou je rozdelit’ vrcholy do dvoch
rovnako velkych mnoZin, medzi ktorymi je minimalny pocet hran. Definujme si ¢;=1, ked’
st vrcholy i a j spojené hranou, a c;=0, ked’ nie su spojené. Dalej si pre kazdy vrchol
definujme premennti S;=+1, ked’ sa vrchol nachadza v prvej mnozine a S;=1, ked’ sa vrchol
nachadza v druhej mnozine. Chceme minimalizovat’ funkciu

<p
kde (Jj) znamena indexovanie cez kazdy par vrcholov zvlast. Premenné S; podliehajt
obmedzeniu Z_S,- =0. V terminoch tedrie magnetickych latok tieto rovnice zodpovedajt
I

feromagnetu s nulovou celkovou magnetizaciou. Kazdu celkovll magnetizaciu, ktora sa
vzd’al'uje od 0 budeme v objektivnej funkcii penalizovat, takze objektivna funkcia systému
je

E=-) ¢;SS;+u().S)° . (8.89)
Cify i
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Hodnotu p vyberame v intervale 0 az 1/2. Rovnica (8.89) pripomina energiu systému

analogického spinovému sklu. Systém nastartujeme z nadhodnej nekorelovanej konfiguracie
S a nechame relaxovat, pricom S; sa menia podla stochastického pravidla (8.84) s S;
namiesto n;, kde energia E je vyjadrend ako (8.89). Opét’ bude uZitocné pouzit’ simulované
zihanie. Feromagnet s nulovou celkovou magnetizaciou bol teoreticky extenzivne $tudovany
a boli najdené mnohé zaujimavé vlastnosti (napriklad zanik symetrie replik) [59].

Ako optimaliza¢ny problém moZzeme formulovat’ aj spracovanie obrazu (angl. image
processing), Cize rekonstrukciu objektu zo zaSumeného alebo rozmazaného obrazu [54].
Vstupom do paralelného systému je mnoZina hodnét d; zodpovedajucich
dvojdimenziondlnej mnoZine pixlov (pixe/ = angl. picture cell). Konkrétne hodnoty d;
mozu reprezentovat’ napriklad jas, alebo prvu ¢i druhu priestorova derivaciu jasu, alebo
casovu derivaciu jasu, alebo binokularnu disparitu (t.j. mali vzdialenost’ medzi obrazmi
toho ist¢ho bodu vnimaného pravym a l'avym okom, ktoru pouziva mozog na konstrukciu
treticho rozmeru objektu, resp. vzdialenosti jednotlivych objektov od pozorovatel’a), alebo
nejaku ini premennt, ktora sa meni v priestore. Napriklad v pripade jasu mozu byt data
binarne, t.j. svetlé alebo tmavé pixle, alebo spojité, reprezentujuce rozli¢né urovne Sedi v
jednotlivych pixloch (angl. gray-level data). Vstupom do nasho systému budi zasumené
data d; a vystupom budi hodnoty V;, ktoré reprezentuji rekonstruovany objekt. Takto
formulovana tloha je velmi tazka, a preto sa vo vicSine pripadov pouzivaju a priorné
znalosti o objektoch, ako napriklad Ze maju (nemaji) hladky povrch, Ze maju rovné
(zakrivené) okraje, Ze sa prekryvaju (neprekryvajil) s inymi objektmi, alebo akékol'vek iné
pomocky. V pripade, Ze samotné data obsahuju prili§ malo informacie, hovorime, Ze tieto
problémy su zle formulované (angl. ill-posed problems). Existuju postupy a techniky ako
transformovat’ zle formulované problémy na dobre formulované problémy (angl. well-posed
problems). Tymto sa zaobera tzv. regularizana tedéria [64]. Postupy pouzivané pri
pocitacovej rekonstrukcii objektu si naznac¢ime na najjednoduchSom pripade, ked” mame
obraz jednoliateho hladkého povrchu bez hran. Uvazujme jednorozmerny pripad, vid’ obr.
8.11a. Najlepsiu rekonstrukciu hladkej nekonecnej krivky ziskame, ked” budeme nutit
vystupy V;, aby spiiali dve podmienky zarovei: hladkost a &o najvi¢siu blizkost’ k datam,
teda £ bude

1 1
E= ok (Vi=Vi)? + 2D (V- )" . (8.90)

kde koeficienty x a A vyjadruju relativny doraz na jednu alebo druhti podmienku. Minimum
tejto objektivnej funkcie mézeme hl'adat’ napriklad metddou zaporného gradientu:

av, oE
S A

+Vi—2V) 4+ A(d; - V). (8.91)
Ak by sme polozili A = 0, a teda nevyzadovali blizkost’ k datam, pre kazdé V; by sme dostali
difaznu rovnicu. Jednotlivé hodnoty V; by sa postupne rovnomerne rozptylili. Nenulova
hodnota koeficientu A vSak nuti V; pridfZat’ sa dat d;, takZe dostaneme hladka krivku, ktora
sa snazi €o najviac priblizovat’ k datam. ZovSeobecnenie pre dvojrozmerny pripad je v
uvazovani diferencii v (8.90) v rovine. Mohli by sme skonstruovat’ aj analégovy obvod
simulujuci rovnicu (8.91), ktora je analogickd dynamickej rovnici pre spojitt Hopfieldovu
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siet’ (8.77) alebo (8.79), ked’ k nej pridame vonkajsi vstup Ad; a g(u) = u. Dalej s pomocou
(8.76) mozeme identifikovat’ ¥t ako C, A ako p_l, a x ako 1/R; ;1.

Aby sme mohli rieSit problém spracovania obrazu, ktory zobrazuje povedzme dva
objekty, musime systém rovnic upravit’ tak, aby bol schopny detekovat’ nespojitosti, a teda
nachadzat’ po Castiach hladké (spojité) rieSenia (ilustraciu pre jednorozmerny pripad pozri
na obr. 8.11b). RieSi sa to tak, ze sa do systému zavedu diskrétne prvky detekujice
nespojitosti.

[lustrujme si to na jednorozmernom pripade. Ked'Zze nevieme dopredu, medzi ktorymi
bodmi sa bude nachddzat’” medzera (nespojitost’), medzi kazdy par analdégovych prvkov s
vystupom V; a Vi, dame jeden binarny prvok s vystupom S;. Hodnota S; = +1 bude
znamenat’ hypotézu, 7e medzi i-tym a (i+1)-vym bodom je medzera a hodnota S; = 1, bude
znamenat,, Ze je tam krivka spojita.

Objektivnu funkciu (8.90) treba modifikovat’ tak, ze (a) zruSime penaliziciu za rozdiel
medzi hodnotou V; a V., ked je medzi nimi predpokladana nespojitost’ a (b) budeme
penalizovat’ prili§ vela hypotéz o nespojitostiach. Nova objektivna funkcia bude teraz
vyzerat’ takto:

1 1
E=o kD 3(1-S)(V- Vi) + A D (V- dfP +u} S . (8.92)
i i i

Pri relaxacii systému budi diskrétne prvky skusat’ hypotézy o nespojitostiach stochastickym
sposobom. Vysledok mézeme vylepsit' aj tym, ze v priebehu relaxacie budeme menit’
hodnoty koeficientov «, A a L. Objektivna funkcia (8.92) pre spracovanie dvojrozmerného
obrazu zobrazujuceho viacero objektov bude

(@) (b)

X
< -——=

Obrazok 8.11. [Ilustracia jednorozmerného pripadu fitovania (a) hladkej a
(b) po castiach hladkej krivky na zaSumené data pri optimaliza¢nom probléme spracovania
obrazu.
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1 1 1
E=ox D S(1=8)(V,= V)P + 22D (V= d)* +uD 8 =7 §;54SuS; - (8.93)
U i v Cijkd)

kde sa sumuje cez dvojice bezprostrednych susedov (ij) na dvojrozmernej mriezke, alebo
cez Stvorice susedov (jjkl) tvoriace Stvorce. Posledny ¢len nabada systém, aby sa
nespojitosti tvoriace kontiry objektu spajali do uzavretych kriviek.

Rovnice spracovania obrazu prezentované v tomto oddieli nemusia slizit’ len ako zaklad
na interpoldciu povrchov objektov. Mézu sluzit na detekciu hran, na rekonStrukciu
trojrozmerného tvaru objektov z ich tiefiovania alebo binokuldrnej disparity, rekonstrukciu
tvaru objektov na zdklade farby alebo pohybu, a pod. Zalezi to na prislusnej modifikacii
tychto rovnic, na pouziti analégovych alebo stochastickych binarnych prvkov, na hodnotach
koeficientov, a samozrejme na interpretacii premennych d; a V;.
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9. Evolucni algoritmy a neuronové sité

9.1 Uvod

Evolucni algoritmy jsou zastfeSujicim terminem pro fadu pfistupli vyuzivajicich modeli
evoluénich procesti pro tcely témét nikdy nemajici nic spole¢né s biologii. Snazi se vyuzit
predstav o hnacich silach evoluce Zivé hmoty (piipadné simulace tvorby krystal v piipadé
simulovaného zihani) pro ucely optimalizace. VSechny tyto modely pracuji s ndhodnymi
zménami navrhovanych feSeni. Pokud jsou tato nova feSeni vyhodnéj$i, nahrazuji
predchazejici feseni.

Evolu¢ni algoritmy se pouzivaji pii stochastické optimalizaci neuronovych siti. Tyto
algoritmy vyuzivaji informaci z pfedchazejiciho feSeni pii navrhu nové, lepsi sit€. Snazime
se pfitom, aby suma ¢tvercti odchylek vystupt z neuronové sit€¢ od pfedem zadanych hodnot
byla co nejmensi. V této kapitole se nadale budeme zabyvat typem “feedforward”, t.j.
doprednych vicevrstvych neuronovych siti. Tam, kde se budeme zabyvat optimalizaci
topologie sité, bude ucici strategii tvofit ten nejzndméjsi algoritmus — “backpropagation”,
t.j. metoda adaptace pomoci zpétného Sifeni chyb. Toto zjednoduSeni je opravnéné z toho
dtvodu, ze optimalizace pomoci stochastickych evolu¢nich algoritmt se v naprosté vetSiné
pouziva prave pro tento zakladni typ neuronové sité.

V optimalizaci neuronovych siti se vyskytuji dva zakladni tikoly: optimalizace topologie
a optimalizace vah.

B Optimalizace topologie neuronové site spo¢iva v urceni poctu skrytych vrstev, poctu
neurontl v téchto vrstvach, existence spojeni mezi nimi (obr. 9.1), popfipadé i parametrii
piechodové funkce neuronu nebo parametri pro uceni sit€¢ pomoci zpétného Siteni.

Priklad uvedeny na obr. 9.1 ukazuje pouze jednu z moznosti, co vSechno se da
optimalizovat. Dany piiklad se da jeSté zjednodusit. Pokud bychom nechtéli pokazdé
kontrolovat, jestli je sit’ opravdu “feed forward”, tedy jestli ndhodou néktera spojeni netvoii
cyklus, pak je nejjednodussi vyplnit pouze dolni trojuhelnik matice spojeni.

Tento typ zakdédovani topologie se nazyva “nizkouroviiovym”, protoze piimo koduje
topologii. U jinych typd zakodovani, tzv. “vysokouroviiovych”, miize byt architektura sité
specifikovana pravidly rlstu nebo vétami formalniho jazyka. Tento typ je vice vhodny pro
optimalizaci rozsahlejSich siti (na kterou v naSich podminkich ale stejné¢ nemame
dostatecné rychly hardware).
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Obrazek 9.1. Piiklad zakoédovani topologie spojeni péti neuronii. Optimalizace topologie neuronoveé sité je
pfevedena na optimalizaci ivodniho bitového fetézce, pficemz prvni dva neurony jsou definované jako vstupni
a posledni paty neuron je vystupni.

Stochastické optimalizacni algoritmy jsou v podstaté jedinym systematickym pfistupem k
optimalizaci topologie sité. Bohuzel, tyto algoritmy potiebuji vygenerovat a ohodnotit
fadové tisicovky (nebo vice) moznych topologii neuronovych siti, aby dospély k dobrému
vysledku. Vzhledem k tomu, Ze ohodnoceni kazdé topologie pfedstavuje vlastné nauceni
jedné neuronové sit€ pomoci tisicli iteraci zpétného Sifeni, jde o vypocetné velmi narocny
ukol. Proto se misto systematického pfistupu k navrhu topologie stale bézné pouziva spise
intuice, a priklady optimalizace topologie neuronové sit€ existuji vétSinou jen pro
nepiipustnym zjednodusovanim optimaliza¢nich algoritmt. Jejich hlavni sila, jiz je
prohleddvani mnoharozmérného prostoru s vice minimy a schopnost dostat se z lokalnich
minim a skoncit v globalnim minimu, se pak snizuje. ZvySuje se tim pravdépodobnost, ze
topologie skonci nékde v lokdlnim minimu, t.j. Ze nebude idealni. Bohuzel vypocetni
naroky téchto metod lepsi prohledavani moznych topologii neumoznuji.

Kromé poctu vrstev, poctu neuronll ve vrstvach a existence spojeni neurontt mize byt
optimalizovano mnoho dalSich véci. Ani optimalizovana funkce nemusi byt pouze sumou
odchylek chyb predpoveédi uz zndmych faktt. Sit’ mize byt soucasné optimalizovana napf.
na rychlost u¢eni, nebo na maly pocet spojeni mezi neurony, nebo na nizky pocet vnitinich
neurontl. Existuje i specialni zakodovani potencialni sit¢ tak, aby se lehce ménily pocty
neurontl a vrstev, viz [1], ale tento postup mé zase jiné nedostatky a nestoji na néjaké
hluboké teorii, proto jej zde nebudeme uvadeét.

B Optimalizace vahovych a prahovych koeficientit spojeni v neuronovych sitich (obr. 9.2),
ktera nahrazuje metodu zpétného Siteni, je dalsi tlohou Casto feSenou pomoci evolucnich
metoda zpétného Sifeni poskytuje dobré vysledky a je vypocetné méne narocna. Klasické
algoritmy optimalizujici sumu kvadratu odchylek zaloZené na derivaci “chybové” (acelové)
funkce automaticky kon¢i v nejblizS§im lokdlnim optimu. Nastésti hyperplocha
optimalizované funkce vétSinou nema pfiili§ mnoho lokalnich minim a vysledky metody
zpétného Sifeni jsou vétSinou prijatelné. Pokud se optimalizace nedafi ani po nékolika
“nastfelech” pocatecnich vah, staci Casto ptidat nékolik skrytych neuronti. Chceme-li vSak
vytvotit efektivni sit s minimem vnitinich neuroni a spojl, jsou evolu¢ni algoritmy
nenahraditelné. Dokazi relativné rychle vyhledat vahové a prahové koeficienty blizké
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Obrazek 9.2. Zobrazeni pfevodu bitového fetézce na vahové a prahové koeficienty, t.j. redlna Cisla. Misto
vektoru tvofeného realnymi ¢isly je pak mozné optimalizovat bitovy fetézec.

optimalnim, trva jim vSak dlouho ptfechod od téméi optimalnich vah k optimalnim vaham
[2,3]. Tento nedostatek se Casto nahrazuje spojenim evolu¢niho algoritmu s metodou
zpétného Sifeni — evoluéni algoritmus najde piiblizné hodnoty optima, a zpétné Sifeni
dokonci optimalizaci do globalniho optima.

Nékteré modifikace stochastickych evolu¢nich algoritmil pracuji sice pfimo s redlnymi
proménnymi, piesto vSak je nutné zde uvést bitovou reprezentaci proménnych [4].

Necht’ fix) je funkce N proménnych (tfeba vahovych a prahovych koeficientli neuronti)
definovana na kompaktni oblasti DcR", kde R=(—°,°) je mnozina viech realnych &isel a
x=(x1,X,,...,xy) je vektor proménnych. Hledejme globalni minimum x* funkce f{x) na oblasti
D, fix*) = min fx), pro xeD. Zavedeme novou reprezentaci vektoru x, kterd bude
realizovana pomoci binarniho fetézce obsahujiciho symboly 0 a 1. Piredpokladejme, ze
kazda proménna x; (pro i=1,2,...,N) je ohranicena zleva a zprava Cisly a resp. b, a<x;<b.
Déle predpokladdejme, ze proménné x jsou uréeny s pfesnosti na g dekadickych mist za
desetinnou ¢arkou. Potom je x pfetransformovano nejprve na celé Cislo a nasledovné na
bindrni ¢islo. Na bindrni reprezentaci pak potfebujeme k& binarnich &islic, pficemz délka &
binarni reprezentace je uréena celo¢iselnym feSenim rovnice (b—a) 109=2%

k%h&tﬂﬁﬂk o1
In2

kde [B ] je nejblizsi vétsi celociselnd hodnota realného &isla f3, napt. [12]=[19]=2.
Kazdému redlnému cislu xe (a, b> , vyjadfenému s presnosti g, transformaci (9.2) pritadime

celé ¢islo y(10), jehoz bindrni reprezentace y(») obsahuje & binarnich ¢islic.

X Vo) = [ 2 (e~ 1)1 92)

Inverznim postupem miizeme vytvofit z binarniho ¢isla realné Cislo z intervalu <a, b> .

Pro lepsi pochopeni uvedeme jednoduchy ilustraéni piiklad. Necht x je redlné cislo z
intervalu —1<x<2, vyjadiené s pfesnosti na dvé dekadicka mista za desetinnou ¢arkou, g=2.
Pomoci vztahu (9.1) uréime konstantu %, tedy £=9. Necht' x=1,12, potom pomoci (9.2)
ur¢ime celé Cislo y(0y=362, a jeho bindrni reprezentace je y;=101101010. Pro ilustraci
inverzniho postupu budeme studovat y=110011001, pfifazené dekadické celé Cislo je
Yaoy= 409, a pouzitim inverzniho vztahu k rovnici (9.2) dostaneme x=1,40. Minimdlni
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(maximalni) binarni ¢islo délky =9 tvaru 000000000 (111111111) odpovida dolni (horni)
hranici intervalu, x=—1,00 (x=2,00). Vektor proménnych x=(x,x,,...,xy) lze pak vyjadrit
bitovym fetézcem sestavenym ze za sebou jdoucich binarnich reprezentaci proménnych x;.
Zavedenim bindrni reprezentace proménnych s ohraniCenou piesnosti jsme redukovali
puvodné spojity optimalizaéni problém na diskrétni optimalizaéni problém.
B Extrahovani pravidel z neuronové sité je zakladnim problémem neuronovych siti, ktery se
jen castecné daii fesit. Tato situace je akutni ve finanCnictvi, kde se investofi nervozné
strachuji o svoje penize, jejichZ investice jsou fizeny pomoci neuronovych siti, v jadernych
elektrarnach, kdy jsou operatofi neochotni predat fizeni néCemu, co neni schopno ani
vysvétlit sva rozhodnuti, nebo ve védé, kdy vyzkumnici tajné doufaji, ze se jim
roz§ifrovanim ptfedpovédi neuronovych siti podaii nalézt novy pfirodni zékon. V podstaté
nejuspésngjsi je dosud piepis zadani s vysledky do tvaru pravidel jako u expertniho
systému. V principu by za timto uUc¢elem ani nebylo tfeba neuronovych siti, stacila by
rozsahla databanka vstupt s pozadovanymi vystupy. Neuronové sité se zde pouzivaji, je-li
dat relativné malo, na jejich doplnéni svymi vypocitanymi vystupy [5].

Velmi zjednodusené si postup ziskavani pravidel mizeme piredstavit z obr. 9.3, kdy dvé
nezavislé proménné x a y davaji dva mozné vysledky pro z, 0 nebo 1. Pravidlo urcujici
maximalni mozny rozsah vyskyt hodnot 1 pak miizeme vytvorit napiiklad nasledovné:

IF((x>=0,3 AND x<=0,7) AND ((y>=0,4 AND y<=0,8)) THEN z=1
Lepsim pravidlem je vSak takové, které ma vetsi hranice, napf.
IF((x>=0,25 AND x<=0,75) AND ((y>=0,3 AND y<=0,9)) THEN z=1

Vytvafeni a posouvani rozsahu hodnot téchto pravidel je otazkou zakdédovani, vSechna
pravidla i se svymi hodnotami jsou zakddovana ve form¢ binarniho fetézce. K optimalizaci
téchto pravidel se pouziva genetickych algoritmi. Rozsah hodnot pravidel a jejich platnost
pak ohodnocuje dany binarni fetézec. Pokud vSak v daném rozsahu hodnot pravidel
neexistuji naméfend data se zndmymi vystupy, simuluji se vystupy pomoci neuronové sité, a
takto vytvorena data se pak pouZzivaji k ohodnoceni platnosti pravidel.
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Obrazek 9.3. Zobrazeni rozsifeni hranic “obdélniku” soufadnic x,y,
pro ktery plati, ze hodnoty z=f(x,y) jsou rovny jedné. Nuly a jednicky
na grafu v normalnim fontu odpovidaji naméfenym hodnotam z,
kurzivou jsou oznaceny hodnoty vypocitané pomoci neuronové sité.

9.2 Prehled a zakladni vlastnosti
stochastickych optimaliza¢nich algoritmi

Stochastické optimalizacni algoritmy se pouZzivaji pro optimalizaci mnohoparametrovych
funkci s “divokym” prubc¢hem, tj. s mnoha extrémy, nebo neznamym gradientem.
Standardni gradientové metody (napf. nejprudsiho spadu, sdruzenych gradientti, proménné
metriky [6,7]) nebo negradientové metody (napf. simplexova [7]) nejsou vhodnymi piistupy
tehdy, kdyz pozadujeme nalezeni globalniho extrému funkce s mnoha extrémy. Tyto
metody obvykle konverguji jen k extrému blizko od startovniho bodu, a tento extrém uz
nejsou schopné opustit. Tento nedostatek se obvykle odstrainuje jejich randomizaci tak, ze
se opakovan¢ ndhodné zvoli pocatecni feSeni optimalizacni tlohy a za vysledné feseni se
vezme nejlepsi vysledek. Stochasti¢nost tohoto postupu spociva jen v ndhodném vybéru
pocatecniho feseni, nasledovné pouzity optimalizacni algoritmus je striktné deterministicky.

Bohuzel se tento pfistup u optimalizace neuronovych siti ¢asto pouziva ze striktné
statistického pohledu nespravné. Sit’ se optimalizuje gradientovou metodou pro tréninkovou
mnozinu, ohodnoti se pomoci testovaci mnoziny, a pokud vysledek nevyhovuje, zacne se
znovu s jinymi nahodné zvolenymi startovnimi vahami. Tento pfistup ve svém duasledku
zahrnuje vlastné testovaci mnozinu do trénovaci. Spravny piistup by mél ohodnocovat
feSeni pouze na zakladé chyby dosazené pro trénovaci mnozinu a az vybrana natrénovana
sit’ by méla byt testovana pomoci testovaci mnoziny. Pokud se vysledek nepodafil, pak
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mame smilu a spravné bychom méli nadale pouzit jinou trénovaci a testovaci mnozinu (k
¢emu nam vétsinou chybi data).

Stochastické optimaliza¢ni algoritmy si zachovavaji svoji "stochasti¢nost" v celém
prubcéhu optimaliza¢niho procesu a ne jen ve vybéru pocatecniho feSeni. Navic pro tyto
metody byly dokazany existencni teorémy, které za jistych predpokladli zabezpecuji jejich
schopnost nalezeni globalniho extrému (ovSem v nekone¢ném case). Programova
implementace téchto metod je pomérné jednoducha. Jednou z hlavnich podminek jejich
uspé$n¢ho pouziti je vhodna reprezentace proménnych pomoci fetézce znakl (napf.
bitového fetézce obsahujiciho symboly 0-1) a rychlost vypoctu hodnot Gcelové funkce v
daném bod¢. Zvlasté tato posledni podminka podstatné limituje uspésné pouziti
stochastickych optimalizacnich metod pro optimalizaci neuronovych siti, jednoduchost je
"kompenzovana" naro¢nosti na vypocetni Cas.

U optimalizace neuronovych siti optimalizujeme jak diskrétni, tak i realné proménné.
Stochastické optimalizacni metody nutné funguji pomaleji nez jakékoli heuristické pfistupy.
Pokud neméame doptedu zadané podminky pro globalni extrém, nikdy nevime, jestli jsme ho
dosahli a mame-li optimalizaci zastavit. Stochastické optimalizatni metody vSak maji i
zasadni vyhody: jsou velmi obecné formulované a tedy aplikovatelné témer na jakykoli
problém a dokazi se dostat z lokalniho extrému. Evoluéni proces prohledavani prostoru
potencialnich feSeni vyzaduje rovnovahu dvou cilti:

e co nejrychleji najit nejblizsi (vétSinou lokalni) optimum v malém okoli vychoziho bodu
e co nejlépe prohledat prostor v§ech moznych feSeni.
Metody se li§i svym zaméfenim k témto dvéma cilim, a je zhruba mozné je sefadit podle
posloupnosti od metod jdoucich k lokalnimu optimu az k metodam prohledavajicim prostor
teSeni. Tato posloupnost je nasledovna:

1. stochasticky “horolezecky” algoritmus
tabu search
simulované zihani
evolucni strategie

5. genetické algoritmy
Pro optimalizaci topologie neuronovych siti se zatim prakticky vyhradné pouzivaji
genetické algoritmy, pro optimalizaci vdhovych a prahovych koeficienti se pouzivaji
genetické algoritmy a simulované Zihani.

Pii pouzivani genetickych algoritmtl jde vSak spiSe o zvyk, ostatni algoritmy nejsou
zasadné horsi, zalezi vzdy spiSe na nastaveni riznych parametrti v algoritmech. Ostatné, v
posledni dobé se stale vice pouziva “smési” algoritmu, tj. metod, které pfebiraji a
kombinuji nekolik zakladnich pfistupti do jednoho. Zde vSak uvedeme zakladni algoritmy
oddélené.

Ealb i
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9.3 Stochasticky “horolezecky” algoritmus

Nazev metody “horolezecky” algoritmus je volnym piekladem anglického terminu “hill
climbing” [4]. Jde vlastné o variantu gradientové metody “bez gradientu”, kdy se smér
nejprudsiho spadu ur¢i kompletnim prohledanim okoli. Tento algoritmus také trpi zakladni
nectnosti gradientovych metod, t.j. nejspiSe skon¢i v lokalnim optimu, a nedosdhne
globalniho optima. Vychazi se zde z nahodné navrzeného feseni. Pro momentalné navrzené
feSeni se generuje pomoci kone¢ného souboru transformaci urcité okoli (viz obr. 9.4) a
funkce se minimalizuje jen v tomto okoli. Ziskané lokalni feSeni se pouzije jako “stfed”
nového okoli, ve kterém se lokalni minimalizace opakuje.

10010101

~
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Obrazek 9.4. Bitovy fetézec vprostied slouzi jako centrum,
jeho okoli je vytvoteno vzdy pieklopenim jednoho bitu.
Bitové fetézce okoli se ohodnoti, a nejvyhodnéjsi z nich
postupuje jako novy stfed do dalsi iterace.

Tento proces se iteraéné opakuje piedepsany pocet-krat (viz obr. 9.5). V pribéhu celé
historie algoritmu se zaznamenava nejlepsi feSeni, které slouzi jako vysledné optimalni
feSeni. Zakladni nevyhodou tohoto algoritmu je, Ze se po ur¢itém poctu iteracnich krokt
vraci k lokalné optimalnimu feSeni, které se jiz vyskytlo v pfedchazejicim kroku (problém
zacykleni, viz obr. 9.6). Tento problém se obchazi tak, ze se algoritmus spusti nékolikrat s
riznymi nahodné¢ vygenerovanymi pocateCnimi feSenimi, a poté se vybere nejlepsi
vysledek.

Minimalizace funkce f{x) na oblasti D (napiiklad oblasti vS§ech moznych osmibitovych
fet€zcl) spo¢iva v hledani feSeni X (napf. konkrétniho osmibitového fetézce), které
poskytuje minimalni funkéni hodnotu na oblasti D,

f(x)= r)peiBf(x). (9.3)

Definujme mnozinu pfipustnych transformaci S, kde transformace teS (naptiklad
preklopeni v§ech moznych bitll fetézce) zobrazuje vektor xe D na jiny vektor x’e D, kde
x'#x, t: D — D pro V t€S. Postulujme, ze pro kazdou transformaci existuje transformace k
ni inverzni. Okoli U(x) obsahuje obrazy x vytvoiené transformacemi € S,
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U(x)={tx;Vte S}. (9.4)

Nyni uz mame aparat k formulaci horolezeckého algoritmu. Pro ndhodn¢ vygenerovany
vektor x hledame minimum funkce f{x) v okoli U(x),

Obrazek 9.5. (A) Znazornéni okoli U(x) momentalniho feSeni x a nejlepsiho fesSeni z tohoto okoli x*. (B)
Znazornéni itera¢niho postupu horolezeckého algoritmu. (C) Hodnoty momentalniho nejlepsiho feseni v
zavislosti na Case (iteraci). Ke konci graf za¢ne pravideln¢ oscilovat.

4 f(x)

min R b ad

NN A
délka kroku

» X

Obrazek 9.6. Znazornéni zacykleni u horolezeckého algoritmu hledajiciho
minimum funkce. Protoze bariéra je vétsi nez délka kroku, algoritmus ji
neni schopen piekonat a feSeni znazornéné kulickou se vraci do jiz predtim
nalezeného “doliku”. Tyto posledni dva kroky se pak do nekonecna
opakuji, ponévadz algoritmus neni schopen zakazat “zpétnou transformaci”
do predchoziho feseni.

ﬂx*):xgﬂaoﬂxﬁ. 9.5)

Ziskané feSeni x* je pouzito v nasledujici iteraci algoritmu jako “stfed” nového okoli U(x"),
a tento proces se opakuje pfedepsany pocet-krat. Pseudo-pascalovsky algoritmus vypada
nasledovné:
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“Horolezecky” algoritmus:

x:=nahodn¢ vygenerovany vektor;
time:=0; frin:=c°;

WHILE time<time,,,, DO
BEGIN time:=time+1;

f(x*):= X,rglbr(\x)f(x)

IF fix*) < foun THEN
BEGIN f;, :=flx*);

— ke
Xmin = X7,

DN AW =

END;
X =x%

— = 0 00 3 &

— O

END;

Proménné f.;, a X, zaznamenavaji nejlepsi feSeni ziskané v pribéhu celého algoritmu
opakovaného time,-krat. Hlavni omezeni tohoto jednoduchého heuristického algoritmu je
problém cyklickych feSeni. Po koneéném poctu itera¢nich krokl se algoritmus vrati k
feseni, které se jiz vyskytovalo jako lokalni feseni v predchazejicim iteracnim kroku,
pfic¢emz nejlepsi zaznamenané feSeni je obvykle vzdalené od globalniho minima funkce v
oblasti D.

Krom¢ “okoli” bitového fetézce ziskaného pteklopenim jednoho bitu se také nékdy
pouziva jiné operace, tzv. inverze. Tato operace je uzitecna predevSim u binarni
reprezentace realnych cisel, kdy napt. ¢isla 00001111 a 00010000 sousedi v realné
reprezentaci (alespon pii daném rozliSeni), ale na pfeménu jednoho v druhé by bylo potieba
péti preklopeni bitu. Proto se nékdy zavadi operace, ktera od daného bitu preklopi vSechny
nasledujici bity. Tak by se z prvniho fetézce dal vyrobit druhy preklopenim poslednich péti
bitd: Inverze od ctvrtého bitu(00001111) = 00010000.

Slovo “stochasticky” v nazvu stochasticky “horolezecky” algoritmus znamena modifikaci
“horolezeckého” algoritmu, pii které se zac¢ina nékolikrat z rozdilného vychoziho feseni, a
za vysledek se bere nejlepsi feseni z nékolika prubehl. Je mozna i modifikace algoritmu, pfi
které se neprohledava celé okoli momentalniho feSeni, ale pouze jeho ndhodné vybrana
Cast.
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9.4 Tabu search neboli “zakazané prohledavani”

Koncem osmdesatych let navrhl Prof. Fred Glover z University of Colorado, Boulder [8]
novy pfistup k feseni problému globalniho minima, ktery nazval tabu search. V soucasnosti
patii tato metoda mezi hlavni hity v oblasti operacniho vyzkumu a algoritmti na feSeni
kombinatorickych tloh a hledani globalniho optima. Jeji zakladni myslenka je velmi
jednoducha. Vychazi z horolezeckého algoritmu, kde se snazi odstranit problém zacykleni.
Do horolezeckého algoritmu je zavedena tzv. kratkodoba pamét’, ktera si pro urcity kratky
interval predchazejici historie algoritmu pamatuje inverzni transformace k lokalné
optimalnim transformacim feseni pouzitym k ziskani novych “stted” pro jednotlivé iterace.
Tyto inverzni transformace jsou zakazany (tabu) pii tvorbé nového okoli pro dané aktualni
feseni. Timto jednoduchym zptisobem je mozné podstatné omezit vyskyt zacykleni pii padu
do lokalniho minima. Takto modifikovany horolezecky algoritmus systematicky prohledava
celou oblast, ve které hledame globalni minimum funkce.

Glover [8,9] navrhl dalsi metody intenzifikace a diverzifikace zakdzaného prohledavani,
konkrétné pristup tzv. dlouhodobé paméti, ve kterém se pokutuji (znevyhodnuji) pfi
ohodnoceni funkce f'ty transformace, které sice nepatfi do kratkodobé paméti, ale casto se
vyskytovaly v piedchazejici historii algoritmu. Metoda je aktivné rozvijena, jeji teoretické
zaklady nejsou vSak zatim dost solidni, aby daly odpovéd’ napf. na otazku, za jakych
podminek metoda zkonverguje ke globalnimu optimu. V soucasné dob¢ jde spiSe o soubor
algoritmickych trikti a heuristik, které jsou vSak vysoce numericky efektivni.

Hlavni myslenka heuristiky je algoritmicky realizovana v zakazaném seznamu 7 (tabu
list). Ten zastupuje kratkodobou pamét, ktera docasné obsahuje inverzni transformace k
transformacim pouzitym v piedchazejicich iteracich. Zakazany seznam transformaci 7cS,
maximalni velikosti £, je sestrojen a obnovovan v prub¢hu chodu celého algoritmu. Jestlize
transformace ¢ patfi do zakdzaného seznamu, te 7, pak se nemiize pouzivat v lokalni
minimalizaci v ramci okoli aktualniho feSeni x. Pii inicializaci algoritmu je zakazany
seznam prazdny, po kazdé iteraci se do zakazané¢ho seznamu pfida transformace inverzni k
transformaci, ktera poskytla lokaln¢ optimalni soucasné feSeni preménou feSeni z
pfedchazejici iterace (napf. se do zakazaného seznamu zapise poradové Cislo bitu, ktery by
se nadale nemél ménit — tabu list musi byt kratsi nez poc¢et moznych transformaci). Po &
iteracich zakdzany seznam uz obsahuje k& transformaci, a kazdé dalsi dodani nové
transformace je doprovazené vyloucenim momentalné¢ “nejstars$i” transformace (dodané
pravé pred k iteracemi). Rikame, Ze zakazany seznam se cyklicky obnovuje,

) { Tu{t*‘1} (pro|T| < k)
_ 9.6)
(Tu{t*‘1})\fs (pro|T = k)

kde r* je transformace, kterd vytvafi lokalné optimilni feSeni x*=r* x, a £ je
“nejstarsi” transformace zavedena do zakdzaného seznamu pravé pfed k& iteracemi.
Numerické zkuSenosti s algoritmem zakazaného prohledavani ukazuji, ze velikost k
zakazaného seznamu je velmi dilezitym parametrem ovliviiujicim moznost vymanit se pfi
prohledavani oblasti D z lokalnich minim. Jestlize je parametr & maly, pak se muze

vyskytnout zacykleni algoritmu, stejné jako u klasického horolezeckého algoritmu.
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Zacykleni se sice neopakuje v sousednich dvou krocich, ale feSeni se mize opakovat po
vice krocich. V pfipad¢, Ze je parametr & velky, potom pii prohledavani oblasti D s velkou
pravdépodobnosti “piesko¢ime” hluboka tudoli funkce f{x), tj. vynechavame nad&jna
lokalni minima, kterd mohou byt globalnimi minimy. Jednou z popularnich Gprav algoritmu
je adaptace délky zakadzaného seznamu podle dosud dosazenych vysledk.

Zakazany seznam se pouziva ke konstrukci modifikovaného okoli aktualniho feSeni x,

Ur(x) = { x"; Ve S\T: x'=tx }. 9.7)

Toto okoli obsahuje vektory x’e D, které jsou vytvoteny pomoci transformaci z mnoziny S
nepatticich do zakazaného seznamu 7.

Lokalni minimalizace se vykonavd v modifikovaném okoli Ur(x) s vyjimkou tzv.
aspiracniho kritéria. Toto kritérium porusSuje restrikci zakazaného seznamu tehdy, existuje-li
takova transformace t€ S, Zze vektor x’=tx poskytuje nizsi funkéni hodnotu, nez ma docasné
nejlepsi feseni.

Pascalovsky pseudokéd metody zakazaného prohledavani je prezentovan ve formé
algoritmu na nasledujici strang.

Algoritmus zakazaného prohledavani je podobny pfedchozimu horolezeckému algoritmu.
Hlavni rozdil spo¢ivad v lokalnim prohledavani kombinova-ném s aspiracnim kritériem
uvedenym na fadcich 5-9. V tadku 12 je obnovo-van zakézany seznam, viz (9.6).

Algoritmus zakazaného prohledavani byl zatim diskutovan jen ve své zakladni podob¢.
Moznosti jeho dalSich tprav jsou Siroce diskutovany v literatuie [9,10]. Pfistup zaloZeny na
koncepci dlouhodobé paméti patii mezi zakladni prostfedky intenzifikace a diverzifikace
algoritmu smérem k ziskani globalniho minima. Vyuziva moznost odmitnuti (pokutovani)
transformaci, které se v piedchazejicim prubéhu algoritmu vyskytly nejcastéji (dlouhodoba
pamét’). Hledani lokalniho minima v modifikovaném okoli Ur(x) je v tomto pfistupu
zalozeno nejen na zménach funkce f{x), ale i na pfedchazejici historii algoritmu.
Jednoducha realizace této vSeobecné myslenky je pouziti frekvenci transformaci o(z). Pti
inicializaci algoritmu jsou tyto frekvence nulové, potom v
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Tabu search:

1 x:=nahodné vygenerovany vektor;

2 time:=0; frin:=co; T:=;

3 WHILE ftime<time,,,, DO

4 BEGIN time:=time+1; fiocmin:=2°;

5 FOR ¢ S DO

6 BEGIN x":=ix;

7 IF f(x") < fioc-min AND (2 T OR fix") < frin) THEN
8 BEGIN x*=x"; t*:=t; fioc.min:=/(x"); END;

9 END;

10 lFfioc—min<4fmin THEN BEGlemin:=ﬁ0c—min > Xmin = x*; END>
11 X =x%

12 IF [T)<k THEN T:=TU{r*'} ELSE T:=(TU{r*")\{ T };
13 END;

kazdém iteracnim kroku s vyslednou transformaci #* je odpovidajici frekvence zvySena o
jednotku, o(r*)<—m(#*)+1. Po pfedepsaném poctu krokli (obvykle fadove vetSim nez je
velikost k& zakdzaného seznamu 7 ) tyto frekvence urcuji, jak cCasto byly jednotlivé
transformace z S pouzité v lokalni minimalizaci. Frekvence se pouzivaji jako pokutové
funkce pii hledani minima v okoli Uy(x). Vektor x'=txe Ur(x), kde t€ S\T, je akceptovan
jako docasné nejlepsi feseni,
je-li splnéna néasledujici podminka

S yroaxX)< flx®) -8)

kde o je empiricky ur¢end malé konstanta. To znamen4, Ze minimalizace popsana v fadcich
5-9 ve vyse uvedeném algoritmu je realizovana pro funkci f{x")+o «(¢), ov§em jako lokalné
nejlepsi feSeni v okoli Ur(x) se zaznamendva jen funkéni hodnota flx”). Nejcastéji
pouzivané transformace jsou penalizovany jako dusledek vysokych hodnot frekvenci.
Pristup dlouhodobé paméti dava Sanci i jinym transformacim nez tém, které i kdyz poskytuji
lokalné nizsi funkéni hodnotu f{x’), jsou penalizovany v dasledku jejich frekventovaného
vyskytu v pfedchézejici dlouhodobé historii algoritmu.

Technika zakadzaného prohleddvani mutze byt pouzita jak v klasickém spojeni s
horolezeckym algoritmem, tak i v kombinaci s jinymi algoritmy, napf. se simulovanym
zihanim nebo genetickymi algoritmy. U téchto metod vSak neni natolik efektivni, tyto
metody neprohledavaji celé okoli momentalniho feSeni a pravdépodobnost zaplsobeni
zakazaného seznamu je tedy dost mala.
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9.5 Simulované Zihani (simulated annealing)

Pocatkem 80-tych let Kirkpatrick, Gelatt a Vecchi [11] (Watson Research Center of the
IBM, USA) a nezavisle Cerny [12] (MFF UK v Bratislavé) dostali genialni napad, Ze
problém hledani globalniho minima mize byt realizovany podobnym zptisobem jako Zihani
tuhého télesa. Ptistup simulovaného Zihani [13,14] je zalozen na "simulovani" fyzikalnich
procest probihajicich pfi odstranovani defektd krystalové miizky. Krystal se zahieje na
urcitou (vysokou) teplotu a potom se pomalu ochlazuje (ziha). Defekty krystalové mfizky
maji  vysokou pravdépodobnost zaniku. Ochlazovani systému zabez-peci, Ze
pravdépodobnost vzniku novych defekti klesa na malou hodnotu.

V simulovaném zihani je "krystal" reprezentovan binarnim fetézcem x, tomuto fetézci
mizeme prifadit "energii krystalu" — funkéni hodnotu f{x). Z vyse uvedenych fyzikalnich
uvah vyplyva, Ze v procesu zihani se minimalizuje energie krystalu. Tato skutecnost
naznacuje, ze v metodé simulovaného zihani minimalizujeme funkci f{ix). Aktualni fetézec x
je ndhodné pfeménény na novy fetézec x’. Tento proces by mél najit novy fetézec z okoli
pivodniho fetézce, ale vzhledem k tomu, Ze nyni nepotfebujeme prohledavat celé okoli,
okoli miize byt zadefinovano mnohem $ifeji a volnéji, nez tomu bylo tfeba u horolezeckého
algoritmu. Novy fetézec x” nahradi plivodni fetézec v nasledném procesu simulovaného
zihani s pravdépodobnosti (Metropolistiv vzorec [15])

Pr(x — x) ={1 exp((f(x) - f(x)) | T)} 9.9)

kde parametr 7 je formalni analogii teploty. Jestlize f{x") < fix), pravdépodob-nost
akceptace je jednotkova. V tomto piipadé je novy fetézec x” automaticky akceptovan do
dal§iho procesu simulovaného Zihani. V pfipadé, ze f(x’) > f(x), pravdépodobnost
akceptovani x” je mensi nez jednotkova, ale i v tomto piipadé ma novy fetézec Sanci
pokracovat v simulovaném zihdni. V pseudopascalov-ském kodu ma algoritmus
simulovaného zihani nasledujici jednoduchou formu uvedenou na nésledujici stran€.

Teplota T je ohrani¢end maximalni a minimalni hodnotou, 7,;,;<7<T ., SniZovani
teploty je realizovano ve 14. fadku, kde o je kladné Cislo mensi nez jedna, obvykle 0=0,9.
Celociselné proménné ¢ a k jsou pocitadla pro vnéjsi resp. vnitini WHILE-cyklus. Proménna
t zaznamenava celkovy pocet "pokust" simulovaného Zihani pro danou teplotu 7, zatimco
proménna k zaznamendva pocet TuspéSnych "pokusi", které byly akceptovany
Metropolisovym vzorcem (9.9). Pro volbu konstant #,,.x a k.x neexistuje vSeobecny predpis.
Obvykle je hodnota £, 0od né€kolika set do n€¢kolika tisic a #,,x =10 k. Redlnd promeénna
random (9. fadek) je ndhodné generované ¢islo z intervalu (0,1). Retézec x* zaznamenava
nejlepsi feseni v prubéhu celého simulovaného zihani. Ve vSeobecnosti binarni fetézec x po
skonceni simulovaného zihani nemusi byt rovny fetézci x*.
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Simulované Zihani:

1 x:=nahodn¢ generovany binarni fetézec;

2 T:=Tax; X*:=x; k:i=1;

3 WHILE (7>T,;, ) and (k>0) DO

4 BEGIN ¢:=0; k:=0;

5 WHILE (t<ty,,x) and (k<kp.x) DO

6 BEGIN t:=1+1;

7 x":=transformace(x);

8 IF f{x) < f(ix) THEN Pr:=1 ELSE
Pri=exp(-(flx') — )/ T);

9 IF random<Pr THEN

10 BEGIN x:=x'; k:=k+1;

11 IF fix) < fix*) THEN x*:=x;

12 END;

13 END;

14 T=oT,

15 END;

V literatuie [13,14] existuje podrobna teorie simulovaného zihani. Byly dokazany
existencni teorémy, za jakych podminek simulované zihani poskytuje globalni minimum
funkce fix) v defini¢nim oboru x. V pracich [16,17] je navrzené rozsifeni simulovaného
zihani smérem ke genetickému algoritmu. Misto jednoho bindrniho fetézce se soucasné
optimalizuje simulovanym Zzihanim mald populace binarnich fetézci, které si s malou
pravdépodobnosti vymeéni informaci operaci totoznou s kfizenim z genetického algoritmu.

9.6 Evolucni strategie

Evolucni strategie patii historicky mezi prvni Gspés$né stochastické algoritmy. Byla navrzena
uz pocatkem 60-tych let Rechenbergem a Schwefelem [18-20, 4]. Vychazi ze vSeobecnych
predstav pfirozeného vybéru, ovSem o mnoho vagnéjSich nez napiiklad u genetického
algoritmu. Navic, na rozdil od pfedchazejicich stochastickych metod, evolu¢ni strategie
neni zalozena na bindrni reprezentaci proménnych, manipuluje pfimo s '"realnou"
reprezentaci proménnych. Pro neuronové sit¢ mize byt tedy pouZita pouze pro optimalizaci
vah nebo jinych proménnych, nikoli pro optimalizaci topologie sité.
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Zékladem evolucni strategie je nasledujici pfedpis, ktery "mutuje” aktualni feseni x na
nové feseni x” (viz obr. 9.7),
x' =x+r0,0), (9.10)

kde (0,0) je vektor nezavislych ndhodnych cCisel s nulovou stiedni hodnotou a smérodatnou
odchylkou ©.

Gaussova distribuce
pravdépodobnosti
se stfedem v nule

a odchylkou 0,5

(i Il

® nahodné generované
hodnoty podle této
distribuce

0,81 -0,64 -0,26 -0,22 -0,14 -0,03 0,18 0,25 0,34 0,77

0.6
0.4
0.2

-0.22 -0.03 -0.26 0.18 0.25 -0.64 -0.14 0.77 0.34 -0.81 vektor mutace

-8,04 9,60 -3,71 1,88 -6,85 2,99 -8,47 -9,57 -7,67 6,04 plvodni vektor

-8,26 9,57 -3,97 2,06 -6,60 2,35 -8.61 -8,80 -7,33 5.23 mutovany vektor

Obrazek 9.7. Piiklad mutace vektoru s realnymi proménnymi za pouziti Gaussovy distribuce
pravdépodobnosti pro uréeni malé ndhodné zmény (ne vzdy je nutné mutovat vSechny
hodnoty vektoru, sta¢i si nahodné vybrat, ktery prvek se bude mutovat).

Problém akceptace nového feSeni x” je striktné deterministicky, feSeni x” je akceptované
(Gspésné), jestlize Ax") < f{x). Smérodatna odchylka G se v priibéhu evoluéni strategie méni
podle pravidla 1/5 tspéSnosti. Necht’ @(k) je koeficient uspéSnosti definovany jako pomér
poctu uspésnych mutaci v pribéhu poslednich k iteraci k poctu k iteraci, ze kterych byla
uspéSnost méfena, potom

Cy.0 (p(k) < 15)
o’'=:¢.0 (p(k) > 1/5) 9.11)
o (pk)=5)
kde ¢;>1 a ¢;<1 tidi zvétSovani resp. zmensSovani smerodatné odchylky, v literature [18]

jsou tyto koeficienty specifikované ¢,=0,82 a ¢;=1/c,=1,22. Algoritmus evoluéni strategie v
pseudopascalu ma tento tvar:
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Evoluéni strategie:

x:=nahodn¢ generovany vektor realnych proménnych;
t:=0; 6:=0y,;; x*:=x;
WHILE <t,,,x DO
BEGIN i:=0; k:=0;
WHILE i<i;;;,, DO
BEGIN i:=i+1; x":=x+r(0,0);
IF f{ix’) < fix) THEN
BEGIN k:=k+1; x:=x";
IF fix) < fix*) THEN x*:=x;
END;
END;
IF k/i.x<0,2 THEN o:=c,0 ELSE IF £/i;,,>0,2 THEN G:=c; G,

bk
P om0 XU h W —

END;

Proménna ¢ je pocitadlo epoch evolucni strategie. Algoritmus obsahuje dva WHILE-cykly,
vnéjsi a vnitfni. Ve vnitinim cyklu se pro dané ¢ opakuje elementarni krok evolu¢ni
strategie in.c-krat, pficemZ proménna k zaznamenava Uspé$nost mutaci v tomto vnitfnim
cyklu. Vnéjsi cyklus, s pocitadlem ¢, aplikuje pro rizné hodnoty G evoluéni strategii £, -
krat. Smérodatna odchylka ¢ je v 2. tadku inicializovana hodnotou G;,;. V 6. fadku se
vykonava modifikace feSeni x pomoci generatoru nahodnych ¢isel s nulovou stfedni
hodnotou a se smérodatnou odchylkou ¢. Volba zakladnich parametrti evolucni strategie
(tmax> Oini»> Imax @ kmax) S1 VyZaduje urcité experi-mentovani, pomoci které¢ho tyto konstanty
nastavime. Obvykle je G;,; blizké jedniCce, a konstanta i,,,x se rovna fadove tisicim.

Podobné¢, jako pro simulované zihani, bylo dokazano i pro evoluéni strategii [18], Ze
potencialné poskytuje globalni extrém optimalizované funkce f{x). Schwefelem se
spolupracovniky [18-20] byly navrhnuty dalsi sofistikovanéjs$i verze evoluéni strategie,
takze v souCasnosti je mozné uz mluvit o celé tfidé evoluénich strategii. Pracuje se zde poté
s celym souborem vektori x, a kromé mutace je zde pouzivano kiizeni, t.j. caste¢na vymeéna
informaci mezi vektory realnych ¢isel (viz obr. 9.8), na rozdil od kfiZeni bitovych fetézch
pouzivaného u dale probiranych genetickych algoritmii. Nejlepsi jedinci se poté vyberou z
takto navrhnutych vektort a z pivodnich “rodi¢ovskych” vektori.

Kromé vlastni hodnoty proménné ve vektoru mize byt kazda proménna charakterizovana
i vektorem “strategickych” proménnych. Totiz, nékteré proménné jisté maji vétsi vliv na
hodnotu funkce nez jiné proménné, a proto by i jejich zmény mély mit jiné mefitko. To
muze byt zabezpeceno tim, ze kazda proménna ma svij vlastni rozptyl. Pro dvé proménné
potom vrstevnice pravdépodobnosti umisténi mutovaného vektoru neptedstavuji kruznici,
ale elipsu. Tato elipsa vSak je orientovana ve sméru soufadnicovych os. MizZeme si vSak
predstavit, Ze optimum neni umisténo ve sméru delsi osy elipsy, ale nékde nasikmo. Idealni
by pak bylo, kdybychom mohli tuto elipsu vrstevnic pravdépodobnosti umisténi
mutovaného vektoru natoCit tak, aby hlavni osa elipsy sméfovala k optimu. Tak by
mutovany vektor mél nejvetsi Sanci co nejvice se piiblizit k optimu. Toto natoCeni lze
zajistit kovariancemi. Vektor “strategickych” proménnych tedy mize pro n-rozmérny vektor
x zahrnovat n rozptyli ¢; = 6, stejné jako n(n—1)/2 kovarianci ¢; zobecnéné n-rozmérné
normalni distribuce s hustotou pravdépodobnosti vektoru mutaci z
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kfizeni "primérem"
-3,91 8,84 -3,98 -2,51 -5,76 -1,40 -3,33 8,26 rodi¢_1
6,91 8,46 -1,33 -5,66 6,66 -0,75 9,13 -0,40 rodi¢_2

rodié_1 + rodi¢_2
2

1,50 8,65 -2,67 -4,09 0,45 -1,08 2,90 3,93 potomek =

diskretni kfizeni
-3,91 8,84 -3,98 -2,51 -5,76 -1,40 -3,33 8,26  rodi¢_1
v v \ 2

-3,91 8,46 -1,33 -2,51 6,66 -1,40 -3,33 -0,40 potomek

A A A

6,91 8,46 -1,33 -5,66 6,66 -0,75 9,13 -0,40 rodi¢_2

Obrizek 9.8. Dva z mnoha druht kfizeni pouzivanych u evolucni strategie. Kiizeni “primérem”
vezme dva vektory, secte hodnoty jejich prvkd na odpovidajicich mistech a vydéli cely vektor
dvéma. Kiizeni “diskretni” pfebira hodnoty na odpovidajicich mistech nahodnym vybérem z
jednoho nebo druhého vektoru “rodi¢ovskych jedinca”.

p(2)= |—— exp(——zTAz) 9.12)
T

Pro zajisténi kladnosti a kone¢nosti kovarianéni matice 4" algoritmus pouziva odpovidajici
rota¢ni thly o; (0<o,<m) misto koeficientil ¢;. Mutace jsou potom provadény nasledovné

6/=0; exp(Ty AGy) exp(TAG;)
0;= o+ Aoy (9.13)

x/=x;+z;(0',&)

Timto zpisobem jsou mutace proménnych korelovany pomoci hodnot vektoru o, a ¢

v

poskytuje “méfitko” linearni metriky. Mutace AG a Ao maji opét normalni distribuci se
sttedem v nule a smérodatnou odchylkou rovnou jedné, a konstanty T, oc1/ \/2«/ﬁ a
1:zx1/ J2na B=0,0873 (=5°). Hodnota Ao, reduko-vand nasobenim T, je globalnim

parametrem, zatimco AG; je individualnim parametrem generovanym zvlast' pro kazdou
proménnou z vektoru x, dovolujic tak individudlni zmény “primérnych” zmén o; kazdé
proménné x; vektoru x. BohuZel, generovat ndhodny vektor mutaci s distribuci
pravdépodobnosti p(z) uvedenou v (9.12) nemusi byt trividlnim problémem. V praxi se
tento problém nahrazuje postupnou rotaci. Reknéme, Ze mame dvé proménné x; a x, se
smérodatnymi odchylkami G, a G,, takze vrstevnice stejnych hodnot pravdépodobnosti by
tvorily elipsu s osami rovnob&znymi s hlavnimi osami. Korela¢ni koeficient ¢, odpovida
uhlu o, o ktery se tato elipsa pravdépodobnosti pootoci (viz obr. 9.9 a obr. 9.10).
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Takze jsou-li piivodni odchylky proménnych x; a x, se smérodatnymi odchylkami 6, a o,
rovny Ax; a Ax,, pak odchylky upravené pomoci korelaéniho koeficientu maji tvar Ax,’= Ax,
cos oL — Ax; sin o, Ax,’= Ax; sin o + Ax, cos o

Pro tii proménné by musely byt provedeny tfi nasledné rotace, v rovin€ (Ax;, Ax,) o thel
o s vysledkem Ax;” a Ax,’, v roviné (Ax,’, Ax3) o thel o, s vysledkem Ax;” a Ax3’, a v
roving (Ax,’, Axy") o thel o s vysledkem Ax,”, Ax;”. Vysledné zmény proménnych by tedy
byly Axl", szn a Ax3".

X3
. . . - ./
N\ 7 ;
N o7 uhel o
L \_~ . X,
. 7 N -
.- _ AN 3 . 3 .
e 1+ vrstevnice pravdépodobnosti hodnot
<o AX, a Ax, vektoru mutace
Obrazek 9.9. Pootoceni elipsy stejnych hodnot pravdépodobnosti vygenerovani
zmén Axj a Axa.

vrstevnice
stejnych hodnot
funkce

minimum

vrstevnice stejné
pravdépodobnosti
umisténi potomka
rodi¢

Obrazek 9.10. Zobrazeni vrstevnic hodnot funkce dvou proménnych s optimy
oznadenymi svétlou barvou. Bilé teCkované ovaly oznacuji mista stejné
pravdépodobnosti umisténi potomka vzniklého mutaci z rodi¢e umisténého ve stiedu
ovalu oznaceného kiizenim os. Del$i osa ovall je nasmérovana smérem k optimu, tak
jak se to “jedinec” nautil v pribéhu optimalizace, kdy kazdd z proménnych si
uschovava vlastni hodnotu smérodatné odchylky, a jesté se uschovava vyhodny smér
korelovanych odchylek.
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9.7 Genetické algoritmy

Geneticky algoritmus, vychdzejici ze vSeobecnych predstav Darwinovy teorie pfirozeného
vybéru, byl pivodné navrzen Hollandem [21] jako ucici se algoritmus schopny adaptivné
reagovat na ménici se prostfedi. Ovsem, hned po jeho vzniku se ukazalo [1,22-23], ze je
vhodnou metodou na hledani globalniho minima tuloh, které¢ doposud nebyly fesitelné nebo
byly fesitelné jen velmi obtizné. Kromé nastavovani parametrii pro neuronové sit¢ mezi
uspesné aplikace genetickych algoritmi patfi rozvrhy prace pro stroje v tovarnach, teorie
her v managementu, vSechny mozné obtizné Tfesitelné optimalizaéni problémy
multimodalnich funkci ve védeckotechnickych vypoctech — tieba hledani prostorového
usporadani molekul, fizeni robotl, rozpoznavaci systémy. V informatice jsou genetické
algoritmy zvlast¢ popularni pro vyhodnou moznost implementace na viceprocesorovych
pocitacich, kde kazdy procesor “obhospodafuje” jeden chromozom. V nové se rodici
informatické discipliné nazvané Umély Zivot, tvofené ponejvice simulacemi vyvoje
hnaného Darwinovskym pozadavkem pieziti nejschopnéjsich, jsou genetické algoritmy
integralni soucasti vétSiny aplikaci. Dalsi moznosti vyuZiti genetickych algoritmu je strojové
uceni s klasifikacnimi systémy [23] a uméld inteligence, kde ale za klasifikacni postup je
mozné z nejobecnéjsiho hlediska povazovat tfeba jakykoli pocitacovy program. V posledni
dobé je popularni také genetické programovani, které ve své nejjednodussi podobé nehleda
pouze idealni nastaveni parametrti regresni funkce, ale 1 funkci samotnou (vétsinou slozenou
z nékolika zakladnich matematickych funkci). Tomuto piistupu se zde vSak nebudeme
vénovat.

Na rozdil od neuronovych siti, které se snazi "polapit" efektivitu jednotlivého "mozku"
(pocet neurontl v umélych neuronovych sitich je vSak z technickych divodi o mnoho fadi
mensi, nez je v jakémkoli lidském nebo zvifecim mozku), genetické algoritmy svou stavbu
spojuji s vyvojem celého spoleCenstvi. Snazi se vyuzit genetickych ptfedstav o hnacich
spole¢ného, udrzely si biologickou terminologii. Omezime-li pouziti genetickych algoritmi
na optimalizaci funkce, evoluci jsou minény postupné zmény proménnych vedouci k
nalezeni extrému funkce. Soubor proménnych vstupnich veli¢in funkce tvofi jedince. Neni
zde vsak tak dilezity jedinec, jako postupny vyvoj, kooperace a fungovani populace —
souboru jedincl. Neuspésni jedinci vymiraji, Gspésni piezivaji a mnozi se. Hybnou silou
zmén jsou mutace a kiizeni (vyména "genetické" informace mezi jedinci). Kazdy jedinec je
v algoritmu reprezentovan svym linearné uspofadanym informa¢nim obsahem (formalné
nazyvanym chromozom).

Necht’ P je populace obsahujici M chromozomi. Pod chromozémem budeme rozumét
binarni fetézec délky, ktera je konstantni pro v§echny chromozoémy z populace P. Chceme-li
optimalizovat funkci N proménnych, chromozoém odpovida binarni reprezentaci za sebou
sefazenych bindrnich reprezentaci jednotlivych proménnych. Kazdy chromozéom xeP je
ohodnoceny silou (fitness) s(x) tak, Ze chromozému x s malou (velkou) funkéni hodnotou
flx) je pfifazena velka (mald) sila s(x). Mezi chromozémy z populace P probiha proces
reprodukce, jehoz vysledkem je nova populace P’ obsahujici stejny po¢et chromozému jako
ptvodni populace P. Reprodukce se sklada z nasledujicich ¢asti:

(1) Vybér chromozému. Do procesu reprodukce vstupuji dvojice chromo-zomi x,x’e P,
které jsou nahodné vybrané, pfi¢emz pravdépodobnost vybéru je timérna silam s(x) a s(x”).
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(2) KitiZeni chromozomil. Vybrané chromozémy x a x” si vyméni ndhodné vybrané &asti
chromozomii. Necht’ x=(a; ...q; ...ay) a x’=(b; ...b; ...by) jsou dva chromozémy a index 1<i
< N je nahodné zvoleny. Potom jejich kiizenim dostaneme dva nové chromozomy
X =(ay...a;_1b;...by) a X’ =(b; ...b;_ a; ...ay). To znamena, Ze chromozomy xXax vznikly
z ptivodnich chromozomu tak, Ze si vyménily bitové podietézce za i-tou komponentou.

(3) Mutace chromozémil. Chromozéomy X a X’ se podrobi mutaci, kde se nihodné
vybrané komponenty binarnich fetézcti zméni na jejich komplementy, tj. 0 > 1a 1 — 0.
Pro lepsi pochopeni tohoto pojmu uvedeme jednoduchy piiklad. Necht (00110001) je
bitovy fetézec — chromozom délky 8, v procesu mutaci v ndhodné vybranych polohach 3 a 7
se méni komponenty, dostaneme novy chromozém (00010011).

Podstatnym rysem genetického algoritmu je jeho uplna stochasticnost, v kazdém kroku
jsou operace dusledné vykonavany nahodné. Geneticky algoritmus v pseudopascalu je
uveden na nasledujici strang.

Proménna ¢ je diskrétni ¢as (pocitadlo epoch), geneticky algoritmus je ukonceny, kdyz ¢=
fmax > Kde fnax je pfedepsany pocet epoch genetického algoritmu. P, v algoritmu oznaduje
populaci chromozémi v Case ¢, cyklus se opakuje #,.-krat, O je subpopulace chromozoému
— potomkd, které byly vytvofeny kfizenim rodi€ovskych chromozéomt z predchazejici
populace P, ; a naslednymi mutacemi. RodiCovské chromozomy se vybiraji
“kvazindhodng”, pravdépodobnost vybéru je Gmérnd jejich sile. Symbol R oznaduje
subpopulaci ndhodné vybranych chromozoémi s nejmensi silou. Nova populace P; je
vytvofena z populace P, ; tak, ze nové chromozoémy vytésni ¢ast ptivodnich chromozomi (v
mnozinovém formalismu vyjadfené piikazem P:=(P,; \ R)UQ;). Pocty chromozoému
subpopulaci Q a R jsou ohrani¢eny podminkami |Q|<<|P, | a |Q|=|R|, t.j. chromozomi —
potomkil je ve vétSiné aplikaci podstatné méné nez chromozémi v celé populaci a z
populace je vytésnéno prave tolik chromozomi, jako je chromozéml — potomki.

Geneticky algoritmus:

Py:={ndhodné vygenerovana populace chromozémi}; #:=0;
Ohodnot’ kazdy chromozoém z populace P, silou;

WHILE <t,,,, DO

BEGIN #:=t+1;

0O:={kvazinahodn¢ vybrané dvojice chromozomu z P,_; s nejvétsi silou pomoci
rulety}

O:=Operace_kiizeni(Q);
O:=Mutace_jednotlivych_chromozomui(Q);

Ohodnot kazdy chromozom z Q silou.

R:={kvazindhodné vybrané chromozémy z P, ; s nejmensi silou};
Pi=(P_1 \R)LQ;

END;

[ N O R S

—_— = 0 0 3

—_ o

Kritickym mistem algoritmu je tvorba novych chromozémt v 5-7 fadku. Jak bylo jiz
vySe uvedeno, proces reprodukce obsahuje vybér chromozoémi, jejich kiizeni a mutaci. V
pribéhu celého vypoctu v kazdé epose zaznamenavame minimalni hodnotu optimalizované
funkce, po jeho ukonceni tato hodnota reprezentuje vyslednou minimalni hodnotu funkce
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fix) v oblasti x=(a,b)".

Pokud na rozdil od dale uvedeného ptikladu optimalizujeme pouze vahy neuronové sité,
pak nemusime nic trénovat a tréninkovou mnozinu pouzivame piimo k ohodnoceni sité.
Testovaci mnozinu pouzijeme az k otestovani vysledné sit¢ po skonceni genetického
algoritmu.

Sila chromozému je urcend podle nasledujiciho postupu [23]: Vypocitame funkéni
hodnoty funkce f(x), které uspotddame podle rostoucich funk¢nich hodnot, t.j. prvni
(posledni) chromozém ma nejmensi (nejveétsi) funkéni hodnotu. Chromozdému x; z populace
prifadime silu podle vzorce

()= (A= e)i+ e M) ©0.14)
1-M
kde € je malé kladné ¢islo, zvolili jsme £=0,05 a M je poet chromozomu.

Nahodnost vybéru chromozémii do procesu reprodukce je realizovana tak, aby byla
umérna jejich sile, coz se uskutecniuje pomoci tzv. rulety [23]. Predpokladejme, Ze jsme
rozdélili jednotkovou kruznici na M oblouktl s délkami imérnymi velikostem sil. Nahodn¢
zvolime &islo #€(0,1), potom toto &islo lezi na nékterém oblouku jednotkové kruznice, jeho
index odpovidd chromozému, ktery je vybran do procesu reprodukce. Tento postup
pripomind ruletu, kulicka se zastavi v oblouku (poloze) s pravdépodobnosti imérnou délce
oblouku — sile chromozému. Ruleta nam s nejvétsi pravdépodobnosti vybira ty
chromozomy, které maji nejvétsi silu. OvSem i chromozoémy s malou silou maji urcitou
malou Sanci byt vybrany do reprodukce. Timto jednoduchym zptisobem se realizuje
zékladni atribut pfirozeného vybéru, a to, ze do procesu reprodukce vstupuji jedinci —
chromozomy ndhodné s pravdépodobnosti tmérnou jejich sile (viz obr. 9.11).

Necht’ x a x” je dvojice chromozomil z populace, kterd byla vybrana ruletou. Prvni krok
reprodukce je kiizeni téchto chromozomul. Pokud se v populaci nahrazuji jen nckteré
chromozémy, a zbylé pirezivaji, kiizeni se provadi automaticky u vsech vybranych
chromozému (jinak je mozné prezivani nékterych chromozémt do dalsi generace nahradit
napt. tim, Ze kiizeni se neprovadi u vSech vybranych chromozomt, nékteré nahodné
vybrané dvojice se jen kopiruji). Mutace vyslednych chromozomt z kiizeni ma také
stochasticky charakter. Postupné se realizuje od prvni komponenty chromozému (binarniho
fetézce obsahujiciho 0 a 1) s pravdépodobnosti P,. Jestlize nahodné &islo re(0,1)
vyhovuje podmince 7<P,,,, potom danou komponentu zaménime za jeji komplement, t.j. 0
— 1 nebo 1 — 0. Ukazuje se, Ze pravdépodobnost mutaci musi byt pomérné mald (i v
ptirodé jsou mutace velmi vzacné), napt. P, = 0,0001 (t.j. v bindrnim fetézci se zmeéni jen
0,01% komponent).

Mutace je v obecnosti mala nahodnd zména jedné ¢i nékolika proménnych (prvkl
chromozému), kterd ovlivni feSeni, at’ uz kladn€¢ nebo zaporn€. Muze pfitom jit i o
reprezentaci dat redlnymi Cisly. Mutace je nutna k tomu, aby se zamezilo pfilisné
specializaci (t.j. zapadnuti celé populace feSeni do jednoho suboptiméalniho minima), aby
vzdy byla moznost vytvoieni zdsadné novych chromozému odpovidajicich lepSimu feSeni.
Mutace piinaseji do chromozémil novou informaci. Kdyby vSak existovaly pouze mutace,
geneticky proces by se neliSil od metody ndhodného prohledavani. Efektivita je zajiSténa
rekombinaci neboli kfiZzenim, coZ je smixovani dvou rodicovskych chromozému (souborti
proménnych funkce) tak, aby vytvofily jiné dva chromozémy vzijemnou vymeénou
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Obrazek 9.11. Navrh topologie neuronové sité¢ pomoci genetického algoritmu. Kazdy z chromozomd je
pfeveden na neuronovou sit, ta je inicializovana nahodnymi vahami, které jsou optimalizovany
klasickym uc¢icim algoritmem pomoci tréninkové mnoziny. Sit’ je poté testovana testovaci mnozinou a na
zakladé vysledné chyby je nepfimo umérné stanovena sila chromozému. Tento chromozém pak vytésni
kvazindhodné vybrany slabsi chromozém z populace. Vybér novych chromozoémi ke kiizeni a mutaci se
také d&je pomoci “rulety”.

nékterych hodnot proménnych. Reprodukci dvou silnych jedincti (chromozémt
odpovidajicich lepsim feSenim) dostaneme s vysokou pravdépodobnosti i silné potomky.
Populace chromozému je sada soubord hodnot proménnych, kde kazdy soubor muze davat
jinou funkéni hodnotu. Jednotlivé chromozémy bojuji o pfeziti, t.j. do nasledujici populace
(nové generace) jsou vybirany s vétsi pravdépodobnosti soubory hodnot proménnych
odpovidajici lepsimu feseni (extrému funkce).

Otazka je, pro¢ vlastn¢ genetické algoritmy funguji. Pfi¢inu je tfeba hledat pfedevsim ve
vyméné informaci mezi chromozémy. Muzeme si pfedstavit, ze nékteré pozice ovliviuji
feSeni vice nez jiné, a Ze kombinace téchto pozic mize pasobit nelinearné, t.j. vysledek neni
souctem vlivu izolovanych zmén, ale spise jejich nasobkem. Dtivod, pro¢ v tvorbé takto
vyhodné soucinnych pozic funguje tak dobfe kfizeni, hleddme pomoci tzv. schémat. Ve
schématu si v bitovém fetézci nahradime ty hodnoty, na kterych hodnota funkce tolik
nezalezi, hvézdickami. U hvézdicek je jedno, jestli bitovy fetézec nabyva hodnot 0 nebo 1.
Geneticky algoritmus se snazi prohledavat mnoho oblasti fazového prostoru zarovei. Necht’
dva podietézce R a S, které se vyskytuji v dvou riznych nepiekryvajicich se ¢astech fetézce,
podstatn& zvysuji silu chromozému. Jestli pravdépodobnost vyskytu kazdého z nich je 10°°,
potom se pravdépodobnost jejich soutasného vyskytu rovna soudinu 10°107°=10""%
Soucasny vyskyt R a S v chromozému jen v dusledku mutaci je tedy vysoce
nepravdépodobny. Avsak vyskytuji-li se chromozomy s izolovanymi podietézci R a S uz v
populaci, kiizeni slou¢i tyto podfetézce s velkou pravdépodobnosti do jednoho
chromozomu.

Dtvodem vyrazné vyssi efektivity genetickych algoritmti oproti ndhodnému vybéru je
fakt, Ze chromozom lze povazovat za umistény ve vice schématech. Mame-li chromozém
11010, je tento jediny chromozém ¢lenem schématu 11**** ale také tfeba schématu **0*0
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a mnoha dalSich. Relativné maly pocet chromozomi tak mapuje velké mnozstvi schémat.
Tento implicitni paralelismus je patrn¢ jednim z klicovych faktorti tispéchu genetickych
algoritm. Kfizeni tento efekt implicitniho paralelismu pon¢kud komplikuje, ponévadz sice
schémata spojuje, ale také Casto rozbiji, tim pravdépodobnéji, ¢im vice jsou schémata
rozloZena po délce chromozému. Tim, ze dochazi k rozbiti schémat, dochazi ale také k
vytvofeni novych schémat a vysledné chromozémy mohou patfit do oblasti, do které
nepatiil ani jeden z rodi¢t.. Vzhledem k tomu, Ze méné Casto dochdzi k rozbiti schémat nul a
jedni¢ek umisténych blizko sebe, genetické algoritmy zv1ast dobie prohledavaji vSechny
takto definované oblasti. Dochazi tak k zvySené produkci nelinearné podporovanych
oblasti. To je vyjadfené Hollandovou vétou z r. 1975, ktera tvoii teoreticky zaklad
genetickych algoritmt [21]:

Véta. Necht' r je stfedni hodnota sily vSech chromozémti v populaci, které obsahuji
schéma, n je pocet téchto chromozému a kone¢n€ necht’ a je stfedni hodnota sily vSech
chromozému v populaci. Potom ocekavany pocet chromozémti obsahujicich schéma v
nasledujici generaci je n-#/a — z (kde z je pocet zanikti schématu v dusledku kiizeni a
mutaci).

Tato véta tika, ze efektivni schéma se vyskytuje v nasledujici generaci s rostouci
frekvenci, a naopak, neefektivni schéma se vyskytuje s klesajici frekvenci. Efektivita
schématu zavisi na poméru »a, jestlize plati r/a>1 (tj. a<r, Cili stfedni sila vSech
chromozomi populace je mensi nez stfedni sila chromozému obsahujicich schéma), pocet
chromozomi obsahujicich schéma roste. V opacném pripade, kdyz r/a <1, potom pocet
téchto chromozomu klesa. Tyto jednoduché tivahy jsou zalozeny na predpokladu, ze pocet
zénikd schémat v chromozémech v dasledkt kiizeni nebo mutaci je podstatné mensi nez
pocet jeho opakovanych vznikii v procesu reprodukce.

Chromozomy se postupné shromazd’uji v oblastech odpovidajicich lepsim fesenim. To
odpovida schopnosti kombinovat v chromozomech potomkt ¢asti feSeni nachazejici se v
rodi¢ovskych chromozémech. Samoziejmé, jako se kombinuji vyhodné ¢asti feSeni, tak se
také mohou zkombinovat nevyhodné c¢asti feSeni, ale takovy potomek pravdépodobné
vymfe. Mutace, jako ndhodna zména chromozomu, tvofi jen neporovnatelné malou cast
zmén v porovnani s kfizenim. Obycejn¢ se udava, ze vhodna primeérna frekvence mutaci je
jedno nahodné prohozeni nuly a jednicky na deset tisic bitd. Mutace neurychluje nalezeni
feseni, ale spiSe zajistuje moznost dalsi evoluce v pfipadé¢, ze se vSechny chromozémy v
pribéhu generaci nasledkem kiizeni nahrnou do jedné oblasti.

Casteénou modifikaci kiiZzeni nabizi takova vyména informaci, kdy se chromozémy
“nepfefiznou” na dva dily, ale na tii, a prostfedni ¢ast se pak vyméni. Omezeni pruzkumu
schémat na viceméné souvislé ¢asti chromozomu se snazi odstranit operace tzv. inverze [21]
(pozor, je rozdilnd od inverze bith uvedené v podkapitole 9.3). Ta mize pieskupit
chromozomy tak, ze vstupy umisténé v ptivodnim chromozému daleko od sebe budou v
novém chromozému u sebe. To odpovida predefinovani schémat, které jsou viceméné
souvislé a ve kterych je proto prizkum intenzivnéjsi, ponévadz nejsou tak Casto rozbijeny
kiizenim. AvSak tento pfistup se nejevi pfili§ uspésny, ponévadz je tfeba si pamatovat
puvodni pozice pied preskupenim chromozému. Neni pfedem jasné, zda nové souvislé
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oblasti budou uspésnéjsi, a provadi-li se inverze pfili$ Casto, je pak vysledkem prohledavani
zase "Sir$i" ale mén¢ "hluboké" a geneticky algoritmus Spatn¢ konverguje.

Pro¢ pii definici genetickych algoritmii stale zdlraziujeme nahodnost vybéru
chromozomi? Kdybychom do reprodukéniho procesu vybirali jen chromozomy s nejvetsi
silou, potom bychom velmi pravdépodobné podstatné ohranicili doménu, na které hledame
optimalni vysledek. Geneticky algoritmus by se stal velmi "oportunistickym", za docasny
lepsi vysledek bychom dostali horsi kone¢ny vysledek. Chromozom s mensi silou miize
stale jesté obsahovat diilezitou informaci vyuzitelnou v budouci evoluci populace. VSechny
"Casteéné urychlujici" heuristiky jsou nejen nedostatecné, ale v konecném dusledku i
zavadéjici, proto se je ani nepokousime do genetického algoritmu zabudovat.

Nevyhodou genetickych algoritmii pfi aplikaci na topologii neuronovych siti jsou
problémy se smysluplnou vyménou informaci pii kiizeni. Konkrétné jde o vahy v
neuronové siti. Reknéme, 7e mame Gtyfi vstupni a Gtyfi skryté neurony. Podafilo se nam
vygenerovat sit, ve které jsou spojeny vstupni neurony nenulovymi vahami pouze s prvnimi
dvéma skrytymi neurony, t.j. druhé dva skryté neurony mizeme zanedbat. Vzhledem k
tomu, Ze sit’ je v podstaté symetrickd, miize existovat stejné dobra topologie zanedbavajici
prvé dva skryté neurony, a pouZzivajici jen druhé dva skryté neurony. Pii kiizeni pak mize
nastat situace, ze prvni potomek bude pouzivat vSechny Ctyfi skryté neurony, a druhy
potomek bude mit vSechny vahy nulové. Existuji rizné zpuisoby, jak pfedchazet tomuto
problému kfizenim jen viceméné podobnych jedinct — siti, ale zadny z nich se neda
povazovat za uspokojivy. Pro n skrytych neuront totiz existuje n! permutaci jejich
postaveni a tedy n! ekvivalentnich siti. Krom¢ tohoto druhu symetrie existuje i symetrie u
vah skrytych neuronti. Je-li pfechodova funkce licha (coz vétSinou je), pak mizeme nahradit
vSechna znaménka vstupnich a vystupnich vah skrytého neuronu opa¢nymi znaménky, a
vystupy sité se nezméni. Pro n skrytych neuronti tak mame 2" strukturng odlinych, ale
funk¢né identickych siti generovanych takovymto piechozenim znamének. Pfi kiizeni téchto
siti pak dochazi k nelogi¢nostem, protoze se muze lehce stat, Ze polovinu vah neuronu
vezmeme z jedné sité, polovinu z druhé sité¢ (kde byly opacna znaménka) a vysledkem je
néco, co nebylo ani v jedné siti. Dochazi tak spiSe k mutaci, nez k vyméné informaci.
Celkové je tedy prostor vah 2" n! vétsi, neZ by ve skutecnosti mél byt. Pfikladem pokusu o
eliminaci této redundance je kfizeni vah se stejnym znaménkem u dvojic neurond se
stejnym poctem kladnych vah a zapornych vah. Pocet odpovidajicich dvojic lze zvysit
ptipadnym piehozenim vSech znamének vah u neuronu.

Geneticky algoritmus je definovan v zasad¢ velmi voln¢ a je na uzivateli, aby si zvolil
formu odpovidajici jeho problému. Geneticky algoritmus je zalozen na vhodné reprezentaci
dat potencidlniho feSeni problému a musi obsahovat definici vymény informaci, ktera
vytvari z rodicovskych feSeni nova feseni — potomky. K hlavnim parametrim algoritmu
patii velikost populace (pocet chromozomi) a pravdépodobnost mutace a kiizeni, pfipadné
spolu s metodou (procentem) vymirani méné uspé$nych chromozémii tam, kde mize ¢ast
starych jedinct pfezivat do nové populace. Ty nejlepsi noveé vytvofené chromozoémy se
mohou poptipad¢ pievzit do nové populace vSechny, a i nejlepsi rodi¢ovské chromozomy
mohou pfipadné piezivat (ale jen malé procento z nich, abychom neohranicili prostor
prohledavani).

Vyhodou genetickych algoritmd je jejich obecnost, daji se upravit pro feSeni
nejruzngjSich ukoll. Nevyhody genetickych algoritmii vyplyvaji také z jejich obecné
formulace, je zde spousta parametrii pro nastaveni, $iroky vybér reprezentace dat, definici
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mutace a kfiZzeni. Z diivodid této obecnosti neexistuje pro genetické algoritmy hlubsi teorie,
ktera by zasadné pomohla pii vybéru reprezentace dat a nastavovani parametr. To je tieba
v praxi provadét spiSe metodou pokusu a omylu. Pfesto se genetické algoritmy stale vice
vyuZzivaji — nic zasadné lepsiho zatim k dispozici neni.
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