2. Simulované zihanie

2.1 Uvodné poznamky

Metéda simulovaného Zihania [1,2] (Simulated Annealing - SA) patri medzi tie stochastické
optimaliza¢né algoritmy, ktoré, ako naznacuje uz ich nazov, maju zaklad vo fyzike (na rozdiel
od inych stochastickych optimalizacnych algoritmov, ktoré maju svoj zaklad vacsinou v
biologii). Algoritmus simulovaného Zzihania je zaloZzeny na analdgii medzi zihanim tuhych
telies a optimalizacnym problémom. Pociatkom 80-tych rokov Kirkpatrick, Gelatt a Vecchi [3]
(Watson Research Center of the IBM, USA) a nezavisle Cerny [4] (pdsobiaci na Katedre
teoretickej fyziky MFF UK v Bratislave) dostali genidlny napad, ze problém hladania
globalneho minima sa méze byt realizovat podobnym spbsobom ako Zihanie tuhého telesa.
Tento novy pristup k hfadaniu globalneho minima funkcie bol nazvany simulované Zihanie.

—

Obrazok 2.1. Znazornenie fyzikalnej realizacie Zihania. Teleso sa vlozi do pece (favy blok), ktora je
vyhriata na vysoku teplotu Tmax. Teplota sa programovacim zariadenim (pravy blok) pomaly zniZuje na
teplotu Tmin. Tymto spésobom sa odstrania Struktirne defekty vyskytujuce sa v telese

Zihanie vo fyzike oznaduje taky proces, v ktorom je teleso umiestnené do pece vyhriatej
na vysokul teplotu a postupnym pomalym znizovanim teploty (pozri obr. 2.1) sa odstrariuju
vnitorné defekty telesa. Pri vysokej teplote su Castice telesa (atobmy alebo molekuly)
nahodne usporiadané v priestore, takze teleso je roztopené. Potom sa teplota postupne
znizuje, vSetky Castice telesa maju moznost dostat sa do rovnovaznej polohy, ¢ize energia
telesa sa znizuje. Budeme predpokladat, Zze proces ochladzovania je dostato¢ne pomaly,
potom pre kazdu teplotu T je Zihané teleso v tepelnej rovnovahe, ktora je opisana
boltzmannovskym rozdelenim pravdepodobnosti, Ze pri teplote T je teleso v stave i s

energiou E;
1 E,
w- (E. )= ——exp| ——- 2.1a
r () oM p( kT] (2.1a)
kde k je Boltzmannova konsStanta a Q(T) je normaliza¢ny faktor nazyvany particna funkcia

Q(T)= Zexp[—f—_;_j (2.1b)
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kde scitanie obsahuje vSetky stavy i telesa. Ak teplota T klesa, potom boltzmannovska
distribacia uprednostfiuje stavy s mensou energiou. V pripade, Ze sa teplota bliZi k nule, stav
s minimalnou energiou méa nenulovi (jednotkovil) pravdepodobnost. Zial, ako je dobre
zname, ak je ochladzovanie telesa priliS rychle (telesu nie je umoznené ziskat tepelnu
rovnovahu pre kazdu teplotu T), defekty v telese mdzu "zamrznat" za vzniku metastabilnych
Struktur, ktoré su vzdialené od mriezkovej Struktlry s najnizSou energiou.

Ako simulovat fyzikalnu evollciu systému (napr. mnohocasticového krystalu) smerom k
tepelnej rovnovahe pre danu teplotu T? Metropolis a spol. [5] navrhli metédu Monte Carlo,
ktora simuluje evollciu systému tak, Zze generuje postupnost stavov systému nasledujicim
spdsobom: Nech je dany aktudlny stav systému (ur€eny polohou ¢astic telesa), potom sa
mala nadhodna porucha generuje tak, Ze Castice su "jemne" posunuté. Poznamenajme, Ze
tato porucha musi byt "symetricka", t.j. pravdepodobnost toho, Ze malou poruchou sa stav A
zmeni na stav B musi byt rovnaka ako pri zmene malou poruchou stavu B na stav A . Ak je

rozdiel AE =E . peq ~Ecuen  Medzi porusenym stavom a aktualnym stavom negativny
(Eperuved < Ecurent ), POtOM proces pokracuje s novym porusenym stavom. V opacnom
pripade, ak AE >0, pravdepodobnost  akceptovania poruseného stavu,

Pr(perturbed —current) uréuje exponenciala exp(—AE/ kT) (pozri obr. 2.2)

Pr (perturbed — current) = min(L exp(-AE / kT)) (2.2)
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Obrazok 2.2. Priebeh Metropolisovho kritéria Pr=min(1,exp(-(f-f)/T)) pre rézne teploty T, kde f je fixna
funkéna hodnota (f=4) a f' je nezavisla premenna z intervalu [0,10]. Pre klesajlice hodnoty teploty T a
pre f>f pravdepodobnost Pr -0, ak T -0.

Toto pravidlo akceptovania poruseného stavu sa nazyva Metropolisovo kritérium. Podla
tohto kritéria aplikovanim velkého poctu porich a ich akceptovanim do dalSieho procesu s
pravdepodobnostou (2.2) dostaneme systém v tepelnej rovnovahe, pricom distriblcia
pravdepodobnosti rozloZenia stavov sa asymptoticky blizi k boltzmannovskej distribucii (2.1).
Tento tvar metédy Monte Carlo sa v Statistickej fyzike nazyva Metropolisov algoritmus [5]. K
tomu, aby sme formalizovali Metropolisov algoritmus (pozri algoritmus 2.1) zavedieme
nasledujuci formalizmus (ktory je vhodny pre aplikdciu simulovaného Zihania na
minimalizaciu funkcii): stav systému nech je uréeny stavovou premenou x (vo vSeobecnosti
vektor obsahujuci mnoho nezavislych realnych premennych) a energiou f(x). Proces
poruSenia stavu x na iny stav x’ je formalne reprezentovany stochastickym operatorom,
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X'=Operur(X) . Stochasticky charakter tohto operatora spociva v nahodnej zmene stavu x na
stav x’.

Ako uZz bolo poznamenané, Metropolisov algoritmus [5] produkuje distribdciu
pravdepodobnosti stavov, ktora sa asymptoticky blizi k boltzmannovskej distriblcii (2.1)

we ()= (1T )exp[—fg_—x)j (2.32)

Q(T)= leexp(—fg_—x)J (2.3b)

kde sucet obsahuje vSetky stavy x. Pre jednoduchost sa Boltzmannova konStanta k teraz
vynechala (pozri rovnice (2.1a-b), formalne bola tato konsStanta zahrnuta do teploty T.

pr ocedur e Metropolis_algorithm(input: Xini +K max: T;0UtpUL; Xout );
begi n k:=0; X:= Xini |
whi | e k<k max do

begi n k:=k+1;
X" =0 perur (X);

Pr:=min(1,exp(-(f( xN)-f( - x)IT));
i f random<Pr then x:=x’;

end;

Xout -= X,

end;

Algoritmus 2.1. Implementéacia Metropolisovho algoritmu. Procedira sa inicializuje tak, Ze pociatoény
stav sa polozi rovny vstupnému stavu Xin, opakuje sa kmax-krat (toto ¢islo musi byt dostato¢ne velké,
aby sa dosiahla tepelna rovnovéha). Symbol Operwr modifikuje aktuélny stav x na x'. Akceptovanie
nového stavu sa rieSi pomocou Metropolisovho kritéria realizovaného pre teplotu T. Po skonc&eni
Metropolisovho algoritmu vystupnym stavom Xout je posledny stav x.

Metropolisov algoritmus sa méze pouzit na pocitaovl simulaciu Zihania. V tomto
pristupe sa simulované Zihanie chape ako postupnost Metropolisovych algoritmov
realizovanych pre postupnost vhodne sa znizujucich teplét, priCom vystupny stav Xy z
posledného Metropolisovho algoritmu slizi ako vstupny stav x;, pre nasledujuci Metropolisov
algoritmus. Tato procedlra sa inicializuje tak, ze teplota T sa polozi rovna maximalnej
teplote Tyax @ Metropolisov algoritmus sa aplikuje tak dlho (knac-krat, kde ki je parameter
Metropolisovho algoritmu), az sa dosiahne tepelna rovnovaha. Potom sa teplota znizi (napr.
pravidlom T:=dT , kde 0<<a <1) a znovu sa aplikuje Metropolisov algoritmus, pricom sa
predpokladd, Ze sa dosiahne tepelna rovnovaha. Algoritmus sa ukonéi vtedy, ked teplota T
dosiahne minimalnu hodnotu T, , pre ktord uz Ziadny stav s vySSou funkcionalnou
hodnotou nie je akceptovany (skoro nulova pravdepodobnost akceptovania). "Zamrznuty"
stav Xq Sa potom chape ako vysledné rieSenie (pozri algoritmus 2.2).

Jeden zo zakladnych problémov simulovaného Zihania je Specifikacia teplot Tayx, Tmin @
pravidla pre zniZzovanie teploty T. V literatdre boli navrhnuté rézne schémy, ako urcit’ tieto
parametre simulovaného Zihania [1,2,6]. Pretoze naplfiou tejto kapitoly nie je Studovat
podrobnu tedriu simulovaného Zzihania, budeme pouzivat najjednoduchSi pristup pre
ochladzovanie (multiplikativny pristup pomocou parametra a) a pociato¢na teplota je zvolena
tak, aby priblizne 50% stavov poruSenych stavov bolo akceptovanych Metropolisovym
algoritmom.
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pr ocedur e Simulated_annealing(input:T mins T maxK max OGOULPULX ot );
begi n x ;,; :=ndhodne vygenerovany stavovy vektor;

T=T maxs
whil e T>T i, do
begi n Metropolis_algorithm(x ini X out K maxT);
X ini -=X out »
T.= o*T;
end;

X opt ==X out 5
end;

Algoritmus 2.2. Implementacia simulovaného Zzihania, vstupné parametre sU Tmin, Tmax, Kmax, @,
vystupny parameter je Xopt. Algoritmus sa inicializuje ndhodnym vygenerovanim pociato¢ného stavu Xini
a maximalnou teplotou Tmax. Cyklus whi | e sa opakuje tak dlho, pokial plati T > Tmin, teplota T sa
ZniZzuje pomocou parametra a pomocou vztahu T:=alT. Po ukonéeni cyklu whi | e sa vysledny stav
Xout POVazZuje za vysledné rieSenie oznacené Xopt.

Priklad 2.1. Implementujte algoritmus simulovaného Zzihania (pozri algoritmus 2.2).
Algoritmus Specifikujte pre funkciu n premennych, ktoré si reprezentované binarne.
Operator mutacie O, je potom totozny s podobnym operatorom z genetického algoritmu
(pozri (3.2) a algoritmus 3.2).

Hlavny ciel simulovaného Zihania je najst globalne rieSenie optimalizacného problému
Xop = arg minf(x) (2.4)

x0OD

kde f(x) je realna funkcia definovana nad oblastou D (ktora je obvykle kone¢n& a diskrétna)
a Xept je hodnota vektora nezavislych premennych, ktora odpoveda globalnemu minimu
funkcie f(x) nad doménou D. Premennda x sa teraz chape ako stavovy vektor hypotetického
fyzikdlneho systému a hodnota funkcie f(x) vyjadruje jeho "energiu”. Potom, vysSie uvedeny
optimalizacny problém (2.1) m6ze sa UspeSne Studovat metddou simulovaného Zihania.
Parameter "teplota" bude v tomto pristupe hrat Ulohu riadiaceho parametra metédy.

2.2 Vzt’ah k Statistickej fyzike

V predchadzajlcej ¢asti tejto kapitoly bola nazna¢ena blizka analdgia medzi zihanim tuhého
telesa (vo vSeobecnosti fyzikalneho systému obsahujiceho mnoho ¢&astic, ktoré medzi
sebou interaguju) a rieSenim optimalizacného problému (2.4). Fyzikalny proces Zihania sa
mdze UspeSne modelovat na pocitaci pomocou Metropolisovho algoritmu. Tento algoritmus
je zaloZeny na Statistickej fyzike, ktora méze byt chapana ako centralna disciplina pre fyziku
tuhej fazy. Ukazeme, Ze existuje velmi tesny vztah medzi optimalizacnym problémom (2.4) a
Statistickou fyzikou. Tato aplikacia simulovaného zihania nie je zaujimava len ako urcita
analdgia, ale aj ako vhodny rdmec pre Stadium konvergenénych vlastnosti simulovaného
Zihania.

Zé&kladny predpoklad Statistickej fyziky [7] je, ze fyzika mnohocasticovych systémov je
kompatibilna so Statistickymi subormi a ze ¢asové stredné hodnoty mechanickych veli¢in
systému v ramci mikroskopickej rovnovahy st rovné odpovedajicim strednym hodnotam
nad subormi. V Statistickej fyzike sa definovali vhodné veli€iny popisujuce fyzikalne vilastnosti
systému, a tiez sa ukazalo, ako pocitat’ tieto veliCiny pomocou rovnovazneho rozdelenia
stavov systému. Ukazuje sa, Ze v tepelnej rovnovahe je rozdelenie pravdepodobnosti uréené
boltzmannovskym rozdelenim (2.1a-b). Vztah medzi Statistickou fyzikou a optimalizaénym
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problémom (2.4) sa mdze teraz Studovat vo velmi Specifickej rovine. Predpokladajme, ze
mame hypoteticky fyzikalny systém v tepelnej rovnovahe, ktorého vnutorné stavy x
(premenné z oblasti D) maju distriblciu podla vztahu (2.3a-b) (formalne ekvivalentny s
(2.1a-b)), potom pre tento optimalizaény problém mézeme definovat rézne fyzikalne veli¢iny
podobnym spdsobom ako v Statistickej fyzike.

Uvazujem funkciu f definovan( nad diskrétnou a kone¢nou oblastou D

f:D - AOR, (2.5)

kde A je oblast (diskrétna a kone¢na podmnozina R, obsahujuca nezaporné reéalne cisla)
funkénych hodnbt f. Rozdelenie pravdepodobnosti stavu x (t.j. premennej x z D) , ktoré je
vysledkom Metropolisovho algoritmu realizovaného pre teplotu T, je uréené vztahmi (2.3a-
b). Pre naSe dalSie GUvahy bude vhodné poznat hustotu funkénych hodnét y=f(x) , ktora je
urcend takto

wr (y) = |([g) g;' exn[-%) (2.6a)
Q(T)= yZD:A|D(Y)|eXD(-%j (2.6b)

kde D(y) O D je mnozina obsahujlica vSetky x 0D pre ktoré plati y=f(x)

D(y)={x0OD;y =f(x)} (2.6¢)

a |D(y)| je jej kardinalita. Je jasné, ze veli¢ina Q(T) urCena (2.6b) je identicka s jej analogom
(2.3b). Nasledujuce "makroskopické " veli¢iny su definované takto

(1) Stredna hodnota funkcie f(x)

(t) = 2 yw: (¥) (2.7)
(2) Stredna hodnota funkcie f *(x)
(%) = 2y w () 28)

(3) Disperzia funkcie f(x)

7 (T)= Sw, (y)({1), ) =), ~(1): @9

yOA

(3) Entropia

S(r) ==X, (y)m[WT (y)] @10

(4) Specifické teplo
_ 0 _0i(T) __0s(T)
CM)=orh =T (2.11)

Tento posledny vztah sa mé6ze jednoducho odvodit derivovanim bud (2.7) alebo (2.10)

podla teploty T.
Hustota funkénych hodnét (2.6a-b) vyhovuje tymto asymptotickym podmienkam

lim wy (y)=w, (y)=ﬁ|D(y)| (2.12a)
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1 (pre y =Yu)

lim w, (v) =wo (¥) =8(Y.You ) = {0 e y £y (2.12b)

kde Yop=f(Xopt) je optimélna hodnota funkcie f(x) odpovedajica bodu uréenému vztahom
(2.4) ako globalne minimum. Druhy asymptoticky vztah (2.12b) je velmi délezity pre metddu
simulovaného Zihania; ak sa podla tohto vztahu teplota T blizi k nule (cez rovnovazne
stavy), potom pravdepodobnost vyskytu stavu odpovedajucemu globalnemu minimu je
jednotkova.

Parcialna derivacia (f)T podla teploty T je uréena vztahom (2.11), potom

2
of) _o (ZT) >0 (2.13)
oT T
To znamena, Ze stredna hodnota {f)T klesa, ak aj teplota T klesa, pomocou (2.12a-b)
dostaneme
. 1
lim (f), =(f), :—Z|D(y)|y (2.14a)
T D] {5
lim (£); =(f)y = You (2.14b)
Stredna hodnota <f2>T vyhovuje podobnym asymptotickym podmienkam
. 1
lim <f2> =<f2>m ==>"D(y)| y? (2.15a)
T ! D] {5
fim (£2), = (%), =Yan (2.15b)
Pre disperziu (2.9) dostaneme
: 2 — 2 —/¢2\ _ 2
lima (T)=0 (oo)—<f >w (f). (2.16a)
lim 0 (T) =07 (0) = () ~(f); = Y& ~(Von ) =0 (2.16b)
Entropia (2.10) vyhovuje dvom dobre znamym asymptotickym podmienkam
lim S(T) =S () =In|D| (2.17a)

im $(T)=5(0) =In[D(y,,. )
=Inl=0 (pre |D(yOpt )| = 1)

Dokaz tychto podmienok sa jednoducho uskuto€ni substiticiou (2.6) do (2.10) a potom
asymptotickou zmenou teploty bud T - alebo T - 0. Druha vlastnost (2.17b) je vo fyzike
znama ako treti zadkon termodynamicky. V pripade simulovaného zZihania sa entropia méze
byt interpretovat’ ako kvantitativna miera stupria optimality.
V désledku platnosti (2.11) sa parcialna derivacia entropie podla teploty T uréi takto
0S(T) _o*(T)

aT T?

Potom s klesajlcou teplotou T (cez rovnovazne stavy) musi klesat aj entropia S, S(T) -0
pre T -0 (pozri rov. (2.17b)). V okoli bodu T=0 aj entropia S(T) mbze sa aproximovat
mocninnym rozvojom teploty T

(2.17b)

>0 (2.18)
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S(T)=A +AT +AT?+.. (2.19)

kde Ao=In(ID(Yopy)|), @ A;>0. Potom sa tepelna kapacita C(T) v okoli bodu T=0 (pozri rov.

(2.11)) aproximovana takto

oS (T

C(T)=T ()
oT

V dbsledku platnosti tohto vztahu a asymptotickej vlastnosti (2.16a) disperzie spifia tepelna
kapacita C(T) tieto dve asymptotické podmienky

lim C(T)=limC(T)=0 (2.21)

=T (A +2AT +..) (2.20)

To znamenda, Ze C(T) musi mat pre 0<T<e aspon jedno maximum a ak sa teplota
asymptoticky blizi k nule alebo k nekone¢nu, tepelna kapacita C(T) sa bliZi k nule.

2.3 Modeloveé vypo ¢éty

Nech je zobrazenie f:D={0,]}N - AOR,, s definiihym oborom obsahujicim binarne
vektory dizky N, definované takto

f(x>=f(x1,x2,...,xN)={

kde |x|=2x; je norma L; vektora x/£0,1}", 0s|x|sN. Parameter p je ohrani¢eny podmienkou
Osps=N. Pre p<N ma tato funkcia dve minima, prvé minimum je f(x)=1 pre |x|=0, druhé
(globalne) minimum je f(x)=0 pre |x|=N. Pre p=N ma funkcia len jedno (t.. globalne)
minimum f(x)=1 pre |x|=0. Mnozina A funkénych hodndt obsahuje nezéporné celé disla,
pricom A={0,1,2,...,fnax}, kde fnax=max(p+1,N-p-1). Priebeh tejto funkcie je pre N=10 a pre
p=4 a p=7 znazorneny na obrazku 2.3. Parameter p urcuje stupen deceptivnosti (faloSnosti)
tejto funkcie. Ak je p o trochu mensSie ako N, potom funkcia obsahuje dlhé "Upatie"
zacinajuce v |x|=0 a konciace v |x|=p, za tymto Upéatim (pre p+1<x|<N) funkcia rychle klesé& k
nule (pozri obr. 2.3, diagram B). Tato vlastnost funkcie f(x) sa nazyva deceptivnost,
predstavuje tazku ulohu pre evoluéné metddy, ak maja hladat globalne minimum.

Operator Openur, Z Metropolisovho algoritmu transformujici binarny vektor x{0,1}" na iny

binarny vektor x'0{0,1}" sa v tomto pripade realizuje pomocou operatora mutacie Ofumt“')
(terminoldgia je prevzata z genetického algoritmu)

x| +1 (pre [x| < p) 222)
N-|x|  (pre|x|>p)

X' = (X)X ey Xp, ) = O (x ) =00ma) (%, %,,...,%y) (2.23)

mut mut
kde su jednotlivé zlozky x’ su uréené takto

o {1—xi (ak random <P, )
Oi o x

2.24
x, (ostatné pripady) (2.24)

kde P.,. je pravdepodobnost "mutacie"” premennej x; (pre 0i) na jej komplement (ak
random<P,,) alebo zostane nezmenena (ostatné pripady) a random je nahodné ¢islo z
intervalu [0,1) s rovnomernym rozdelenim pravdepodobnosti. Pravdepodobnost P, je
velmi mala (0<P,<<1) , v opacnom pripade by muta¢ny operéator produkoval stavy, ktoré s
velmi vzdialené od pévodného stavu x.

83



f(x)
A

f(x) p= 4

— N W OO~ N
P T S S R

&

— N w N~ O

T |v:|><| L L L L L
12 3 45 6 7 8 910

Obrazok 2.3. Priebeh funkcie (2.22) pre N=10 a p=4, 7. Pre p=7 funkcia obsahuje "dIhé" Upétie za
ktorym je oblast’ prudkého spadu do globalneho minima.

Aby sme mohli vypocitat makroskopické veli¢iny definované v predchadzajlcej kapitole
2.2 musime poznat kardinality mnozin D(y) pre funkciu (2.19). Tak napr. pre N=10 a pre p=4
a p=7 su tieto kardinality ur€ené takto

p=4:|D(0)|=1, |D(1)|=11, |D(2)|=55, |D(3)|=165, |D(4)|=330, |D(5)|=462
p=7:|D(0)|=1, |D(1)|=11, |D(2)|=55, |D(3)|=45, |D(4)|=120, |D(5)|=210,
ID(6)|=252, |D(7)|=210, |D(8)|=120

Priebehy makroskopickych veli¢in pre funkciu f(x) Specifikovani konStantami N=10 a
p=1,4,7,9 su znazornené na obr. 2.4, diagramy A - E. Ako z tohto obrazka vyplyva, vSetky
asymptotické vlastnosti st splnené, ktoré boli predpovedané v predchadzajlcej Casti tejto
kapitoly pre makroskopické veli€iny. PredovSetkym stredn& hodnota <f>r - 0 pre T- 0. To
znamena, Ze pre malé teploty je dominantny s jednotkovou pravdepodobnostou vyskytu stav
s nulovou funkénou hodnotou.

Pre simulované Zihanie realizované na pocitaci, vypocet makroskopickych veli¢in moze
byt uskutoéneny pomocou pribliznych hustét funkénych hodnét, ktoré su aproximované
vyskytom funkénych hodn6t akceptovanymi Metropolisovym algoritmom pre fixnu teplotu T.
Nech x:(y) je pocet vyskytov stavu x , ktory odpoveda funkénej hodnote y a ktoré sa
vyskytuju v Metropolisovom algoritme pre danu teplotu T. Potom, hustota wr(y) modze byt
priblizne uréena takto

w, (y) =YL ) (2.25)

2 X (¥')
y'OA
Pre kmax dostato¢ne velké, tato aproximéacia by mala poskytovat vysledky, ktoré su velmi
blizke k presnym hodnotam w+(y). Priebehy makroskopickych viastnosti (2.7-11) s hustotami
aproximovanymi vztahom (2.25) sU znazornené na obr. 2.5, diagramy A - E. Parametre
simulovaného Zihania pouzité vo vypoétoch mali tieto hodnoty
Kmax=10", Pmu=0.1, Tmax=3, Tmin=3/50, and a=0.95 (2.26)
Vidime, Ze simulované Zihanie pre p=1,4 a 7 poskytuje spravne vysledky pre strednu
hodnotu <f>; (tj. <f>;-0 pre T-0), ale pre p=9 (funkcia f(x) ma najvacsi stuper
deceptivnosti) metdda simulovaného zihania nie je schopna poskytnat korektny vysledok
(dostali sme <f>; -1 pre T-0). To znamena, ze pre p=9 je simulované Zihanie schopné
najst len suboptimalne rieSenie x=(0,0,....,0), |x|=0, pre ktoré plati f(x)=1. Existuje interval
kritickych teplét [0.7,0.9], nad ktorym metdda poskytuje hustoty stavu y=0 , ktoré su blizke
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teoretickym hodnotam, avSak vo vnutri intervalu vyskyt stavov s y=0 bol skoro nulovy. To
znamena, ze pre nizSie teploty nie je Metropolisov algoritmus nie vytvarat stavy s y=0 (v
désledku Sirokej bariéry funkcionalnych hodnét, pozri obr. 2.3, diagram B). Tuto skuto€nost
indikuji napr. vysoké maxima pre disperziu a Specifické teplo, ktoré sa mdzu fyzikalne
interpretovat’ ako "fazové prechody" medzi konfiguraciami, ktoré su separované vysokymi
bariérami funkénych hodnét. To znamena, Ze tieto dve makroskopické veli€¢iny sa mézu byt
pouzit ako vhodny indikator tych tepelnych intervalov, kde zniZzovanie teploty T musi byt
velmi pomalé, aby sa GspeSne prekonal vysSie spominany “fazovy prechod".

or
30 —
4 5 @ p=9 -
p=7 P =
p=7
2. el ¥
p= L =
.§ g o p=1
—: 3 '§ p=4
2 151 =
2. 2
wv) 101
5
w
1 s
of ol
. . . . . . . . . . . . . .
0.0 0.5 10 1.5 2.0 2.5 3.0 0.0 0.5 10 15 2.0 25 3.0
Teplota
401
3.5 ] @ p=7
3.0
L p=9
25 p=1
[} K-
X 20f 8,
g g
& 1.5[ =]
A p=4 =
1.0F
0.5
00
05— . . . . . . . . . . . . .
0.0 05 1.0 15 2.0 25 3.0 0.0 0.5 1.0 15 20 25 3.0
Teplota Teplota

Specifické teplo

. . . . . . .
0.0 05 1.0 1.5 20 25 30
Teplota

Obrazok 2.4. Priebehy makroskopickych veli¢in vypocitanych teoreticky pomocou vzorcov (2.7-11) pre
parametre p=1,4,7, 9 (diagramy A - E).
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Obrazok 2.5. Priebeh makroskopickych veli¢in vypoé&itanych metédou simulovaného Zihanie, ktora je
Specifikovana parametrami (2.26). Pre pripad s najva¢Sou deceptivnostou (p=9), odpoveda finalny stav
Xopt jednotkovej funkénej hodnote (lokalne minimum), t.j. metéda nebola schopn& poskytnut’ globalne
minimum.

Uvedieme niekolko vysvetlujucich poznamok k simulovanému zihaniu aplikovanému na
deceptivnu funkciu f(x) s hodnotou parametra p=9. Ukazali sme, Ze simulované Zihanie s
parametrami (2.26) nie je schopné najst spravne rieSenie. Vo vSeobecnosti sa tato
neschopnost méze jednoducho prekonat tak, ze pravdepodobnost P, sa podstatne zvysi,
napr. Pn,.=0.5. AvSak potom simulované Zihanie sa nem0ze chapat ako evolu¢na
optimalizacna metdda, prehladavanie priestoru rieSeni je viac ndhodné ako systematické.
Simulované Zihanie je pre vysoké hodnoty pravdepodobnosti P, redukované na "slepé"
hladanie. Pre malé dimenzie mdze byt tento pristup Uspesny, pre velké dimenzie je tento
pristup Uplne beznadejny. V nasledujlcej Casti tejto kapitoly uvedieme také dve modifikacie
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Standardnej verzie simulovaného zihania, Ze budi schopné poskytnut spravne rieSenie aj
pre vysoko deceptivne funkcie a sicasne bude zachovany evolu¢ny charakter metody.

2.3.1 Simulované zihanie s elitizmmom

V originalnej verzii simulovaného Zihania slizi vysledny stav z aplikacie Metropolisovho
algoritmu (realizovaného pri teplote T) ako pociatoény stav nasledujuceho Metropolisovho
algoritmu (realizovaného pri znizenej teplote aT). Tento zakladny predpoklad simulovaného
Zihania bude teraz modifikovany tak, Zze Metropolisov algoritmus sa inicializuje najlepSim
rieSenim, ktoré sa ziskalo v priebehu predchadzajicej histérie metddy (t.j. pre epochy
simulovaného Zihania s vySSimi teplotami ako suUcCasna teplota); takuto jednoduchu
modifikaciu simulovaného zihania budeme nazyvat simulované Zihanie s elitizmom [8] .
Modifikacia procedur Metropolis_algorithm a Simulated_annealing , ktoré boli
uvedené v predchadzajlcej Casti tejto kapitoly sa realizuje algoritmami 2.3 a 2.4.

pr ocedur e Elitism_Metropolis_algorithm(input :x in K max T;
output:x opt )
begi n k:=0; x:=x ins X opt :=X in;
whi | e k<k . do
begi n ki=k+1;
x:=0 pertur ();
Pr:=min(1,exp(-(f(x")-f(x))/T));
i f random<Pr then
begi n x:=x’;
i ff(x)<f(x opt) thenx g :=x;
end;
end;
end;

Algoritmus 2.3. Implementacia Metropolisovho algoritmu so zahrnutym elitizmom. Vstupné parametre
sU Xin, Kmax, T. Algoritmus je inicializovany vstupnym vektorom Xin, najlepsie rieSenie je uloZzené do Xopt,
vysledna hodnota tohto vektora slizi ako vystupny parameter proceddry.

pr ocedur e Elitism_Simulated_annealing(input :T mins T maxK max O]
output:x opt );
begi n x o :=nahodne vygerovany stavovy vektor;
T.=T maxs

while T>T ., do
begi n Forced_Metropolis_algorithm(x opt 'K maxi T);
T:= o*T;
end;

end;

Algoritmus 2.4. Implementacia simulovaného Zihania s elitizmom. Vstupné parametre do procedury
SU Tmin, Tmax, Kmax, @ @ vystupny parameter je Xop:. Ndhodne inicializovany stav Xopt , Zaznamenava
najlepsie rieSenie vyskytujice sa v celej histérii algoritmu.

Vo vSeobecnosti nespifia simulované Zihanie s elitizmom déleZitd podmienku metody, ze
konStanta kn.x je dostatoéne velkd a Ze pre diskrétne kroky teploty je Metropolisov
algoritmus v tepelnej rovnovahe (t.j. stavy maja distriblciu podfa Boltzmanna (2.3)). Pretoze
v kazdom kroku znizenia teploty sa Metropolisov algoritmus inicializuje najlepSim rieSenim,
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ktoré bolo zaznamenané v celej predchadzajlcej historii algoritmu, mbdZze nastat taka
situacia (predovSetkym pre nizSie teploty), Ze vysledné rieSenie produkované poslednym
behom Metropolisovho algoritmu odpoveda lokalnemu minimu, ktoré je podstatne odliSné od
globalneho minima.
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Obrazok 2.2. Priebeh strednej hodnoty <f > a 3Specifického tepla, ktoré sa spocéitali pomocou
simulovaného Zihania s elitizmom. Pre vSetky hodnoty parametra p vysledny stav xopt odpoveda
globalnemu minimu s nulovou funkénou hodnotou (pripomerime, Ze Standardna verzia simulovaného
Zihania poskytuje pre p=9 len lokalne minimum s jednotkovou funkénou hodnotou).

Numerické vysledky ziskané simulovanym Zzihanim s elitizmom pre funkciu (2.22)
Specifikovand hodnotami N=10 a p=1,4,7, 9 pre stredn( hodnotu <f > a Specificku teplotu, st
znazornené na obr. 2.6, diagramy A a B. Vidime, Ze pre p=9 (najdeceptivnejsi tvar funkcie)
st zmeny na priebehu velmi dramatické. Pre stredné teploty nebol Metropolisov algoritmus
schopny udrzat nenulovu distribaciu stavu s nulovou funkénou hodnotou. Pretoze najlepSie
rieSenie s nulovou funkénou hodnotou sa zaznamenalo uz v prvych etapach simulovaného
Zihania, Metropolisov algoritmus produkuje pre malé teploty (T<0.6) akceptované stavy s
nulovou funk&nou hodnotou, ktoré odpovedaju globalnemu minimu.

SlabSia verzia simulovaného zihania s elitizmom je zalozena na pozZiadavke, aby sa
Metropolisov algoritmus inicializoval najlepsim rieSenim ziskanym len v predchadzajucom
kroku, a nie v celej predchadzajlcej historii algoritmu. Zial, tento pristup k najdeceptivnejsej
forme optimalizovanej funkcie pre p=9 nebol UspeSny pri prekonavani velkej bariéry so
spadom do lokalneho minima (s jednotkovou funkénou hodnotou)

2.3.2 Paralelné simulované zihanie

Tato verzia simulovaného Zihania sa s Uspechom pouZila na rieSenie komplikovanych
kombinatoridlnych  grafovo-teoretickych  problémov [9,10], kde Standardna verzia
simulovaného Zihania nie je schopna poskytnat spravne globalne rieSenie. Zakladna idea
paralelného simulovaného Zihania spociva v sti¢asnom aplikovani simulovaného Zihania na
mnozinu P stavov x,x’,X”,... ktoré sa "synchronizované" tak, ze Metropolisove algoritmy
beziace nad nimi maju rovnaku teplotu. Aby stavy medzi sebou interagovali, zaviedla sa
operacia krizenia medzi stavmi podobnym spdsobom ako v genetickych algoritmoch. Nech
X,X'[P su dva nahodné vybrané stavy, operacia krizenia vytvori z tychto dvoch
"rodi¢ovskych" stavov dva nové stavy - potomkov

(2,2)=Ocross(X:X) (2.27)
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Formalne, nech x=(X1,X,,...,Xy) and x' = (x{,x;,...,x,;) sU dva rodi¢ovské stavy vyjadrené ako
retazce znakov dizky N, potom potomkovia st definovani takto

]

Z = (Xypees Xy X g XN ) (2.28a)

Z' = (X{seoes X} X agsen Xy ) (2.28b)

kde r je ndhodne vybrany bod krizenia, 1<r<N.
(h > ﬁ)
(—«—> m—)

Obrazok 2.7. Schematické znazornenie paralelného simulovaného Zihania. Na jednotlivé stavy

(znazornené &iernymi blokmi) sa aplikovali nezavislé Metropolisove algoritmy s rovnakou teplotou T.
Sipky znazornuju, Ze stavy medzi sebou interaguju s malou pravdepodbnostou Peross.

T

pr ocedur e Parallel_Metropolis_algorithm(input: P ini 1K maxT;
output: P
begi n k:=0; P:=P i, ;
whi | e k>k . do
begi n ki=k+1;
i f random<P (s then
begi n vyber ndhodne x ap;
X':=0 pertur (X);
Pr:=min(1,exp(-(f(x")-f(x))/T));
i f random<Pr t hen P:=(P\{x}) O{x'};

out );

end el se

begi n vyber nahodne x,x’ ap;
(Z,Z,):zo cross (va,);
Pr 1:=min(1,exp(-(f(z)-f(x))/T));
Pr 2:=min(1,exp(-(f(z")-f(x)/M));

i f random<Pr ; t hen P:=(P\{x}) O{z};
i f random<Pr , t hen P:=(P\{x’}) 0{z’};
end;
end;
P out :=P;
end;

Algoritmus 2.5. Implementacia paralelného Metropolisovho algoritmu. Vstupné parametru su Piy;
(pocCiatocna mnozina stavov), kmax, T, vystupny parameter je Pou (koneéna mnozina stavov). Vonkajsi
cyklus whi | e sa opakuje kmax-krat. Pravdepodobnost P¢oss uréuje nahodny vyber jednoduchej poruchy
vybraného stavu x, alebo ¢&i sa vykona krizenie nad dvojicou nahodne vybranych stavov x a x’ . Dvojica
novych stavov, ktoré suU produkované krizenim, je akceptovana do mnoziny stavov pomocou
Metropolisovho kritéria aplikovaného nezavisle nad dvoma dvojicami stavov (x,z) a (x’,2").
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Proces interakcie dvoch nahodne vybranych stavov x,x'/P je v ramci Metropolisovho
algoritmu urceny pravdepodobnostou 0<Pss<<1l. Tato pravdepodobnost uruje proces
vymeny , t.j. namiesto mutacie stavu x/P sa uskutoéni interakcia dvoch stavov x,x'[P
pomocou operatora krizenia (2.27). Potom sa otazka, ¢i su nové stavy z a z’' akceptované,
sa rieSi pomocou Metropolisovho kritéria (2.2) aplikovaného zvlast pre pary (x,z) a (x,z2").
Napriklad, ak Metropolisovo kritérium akceptuje novy stav z , potom sa mnozina P obnovuje
tak, Ze stary stav x sa nahradi novym stavom z, formalne P:=(P\{x})d{z}. Vysledné rieSenie
sa urci ako najlepSie rieSenie z mnoziny P

Xop = g rpmpf(x) (2.29)

kde P je mnozina rieSeni rezultujica z dokonceného simulovaného Zzihania. Procedury
Metropolis_algorithm a Simulated_annealing sa mb6zu jednoducho modifikovat
pre potreby paralelného simulovaného Zihania (pozri algoritmy 2.5 a 2.6).

pr ocedur e Parallel_Simulated_annealing(input: T mase T min 1K maxe O
output: x opt );
begi n P:=nadhodne generovany subor stavov x,x',... ;
T=T maxs
whi |l e T>T ., do
begi n P, =P;
Parallel_Metropolis_algorithm(P ini K max TP out );
P:=P out 1
T:= o*T;
end;
X opt :=arg min {f(x),x 0P}
end;

Algoritmus 2.2. Implementéacia paralelného simulovaného Zihania. Vstupné parametre sl Tmax, Tmin,
kmax, O, Vystupny parameter je Xqp:. Algoritmus sa inicializuje ndhodnou generaciou mnoziny stavov z P.
Po skonceni algoritmu je najlepSi stav z P oznaceny Xopt.

Priklad 2.2. Formulaciou simulovaného Zzihania sme zav/Sili celd plejadu evoluénych
optimalizacnych algoritmov: (1) horolezecky algoritmus (rézne verzie, s uéenim, metdéda
zakdzaného prehfadavania, evoluéné programovanie), (2) genetické algoritmy a (3)
simulované Zihanie. Zvolte si urcité modelové Glohy a na tychto testujte efektivnost’ vyssie
uvedenych metéd a porovnajte ich.
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